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Wprowadzenie

Internet jest jednym z najwigkszych i najwazniejszych zasoboéw infor-
macyjnych we wspolczesnym $wiecie. Dostarcza on informacji zaréwno
dla organizacji, oferujac im olbrzymie mozliwosci budowania przewagi
konkurencyjnej na rynku, jak réwniez dla klientéw i indywidualnych
uzytkownikow. Nalezy jednak zwrdci¢ uwage, ze wykorzystanie zasobow
dostepnych za posrednictwem Internetu nie jest zadaniem tatwym.

Zrédta informacji w sieci rozproszone s3 na miliardach serweréw, co
samo w sobie powoduje juz ogromne problemy. Brak jest przy tym koor-
dynacji i uporzadkowania zaréwno samej struktury sieci, jak i jej zawar-
tosci. Internet podlega nieustannemu wzrostowi i ma charakter bardzo
dynamiczny, tempo przyrostu rozmiaréw zasoboéw informacyjnych jest
bardzo wysokie.

Informacje w Internecie majg réznorodny charakter. W wiekszosci sa
to jednak niestrukturalne dokumenty (tekst, strony HTML, dokumenty
multimedialne). Nie posiadaja one $cisle zdefiniowanej, struktury infor-
macyjnej, okreslanej czesto jako schemat informacji, a przynajmniej tego
rodzaju struktura zazwyczaj nie jest znana korzystajacym z nich uzyt-
kownikom.

Niniejsza ksigzka poswigcona jest zagadnieniom wspomagania wy-
korzystania zasobéw informacyjnych dostepnych w sieci. Rozmiary
Internetu oraz znajdujacych si¢ w nim zrédel informacji powoduja, ze
dla efektywnego korzystania z nich, niezbedne jest zastosowanie metod
automatycznego przetwarzania tres$ci zawartych w sieci. Problemy, zwia-
zane w znacznej mierze z niestrukturalnym charakterem dostepnych
w Internecie informacji, powoduja, ze obecny poziom rozwoju tego typu
oprogramowania jest daleki od satysfakcjonujacego — wystarczy tu choc-
by wspomnie¢ kwestie funkcjonowania wyszukiwarek internetowych.

Typowe dane strukturalne (jak np. w relacyjnych bazach danych, pli-
kach rekordéw itp.) maja $cisle zdefiniowang strukture semantyczng.
W tego rodzaju zrédlach zasoby informacyjne podzielone sg na okre-
$lone elementy o znanym, jednorodnym znaczeniu. Semantyka kazdego
elementu danych jest okreslona, znany jest rowniez schemat zaleznosci
znaczeniowych w calej strukturze. Wiadomo, czego dotyczy kazdy jej ele-
ment — przyktadowo, wiemy, Ze w relacyjnej bazie w tabeli o nazwie Stu-
denci w kolumnie Imie znajduja si¢ imiona studentéw, a nie, powiedzmy,
nazwy tradycyjnych potraw regionalnych.
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Oczywiscie w Internecie znajdziemy réwniez zrodla strukturalne
- gléwnie udostepniane bazy danych. W wielu jednak przypadkach
zawarte w nich dane dostepne s3 za posrednictwem niestrukturalnych
stron HTML.

Dokument za$ to zwykle duzy zaséb réznorodnych informacji, pozba-
wiony uporzagdkowanego podzialu na jednorodne semantycznie, proste
elementy danych. Wykorzystanie informacji niestrukturalnej wymaga
czego$ w rodzaju ,,zrozumienia” tresci dokumentu, co jest zadaniem wy-
konalnym dla ludzi, lecz ogromnym wyzwaniem dla systeméw informa-
tycznych. Ponadto w przypadku najczestszej formy informacji niestruk-
turalnej — tekstow — ich tres¢ zapisana jest w jezyku naturalnym, ktéry
ma charakter nieprecyzyjny. Opis informacji na poziomie leksykalnym
czesto jest wieloznaczny, znaczenie stow wymaga uwzglednienia ich kon-
tekstu. Dla prawdziwego zrozumienia dokumentu w wielu przypadkach
niezbedna jest rowniez pewna wiedza z danego obszaru, ktérego dotyczy
jego zawartosc.

Wszystkie te kwestie powoduja, ze usprawnienia funkcjonowania
systemow informatycznych wspomagajacych wykorzystanie zasobow
internetowych, szuka si¢ na gruncie sztucznej inteligencji, oczywiscie
w polaczeniu z elementami analizy jezyka naturalnego, lingwistyki obli-
czeniowej i szeregu pokrewnych dziedzin. Zrozumienie zawartosci doku-
mentu, niezbedne dla lepszego jego przetwarzania, wymaga od systemu
informatycznego cech zwigzanych z inteligentnym jego dzialaniem.

Tak ogromny zbidr probleméw zwigzanych z narastajacg ilo$cia infor-
macji i metod przetwarzania jej wplywa na sposéb przedstawienia pro-
bleméw w rozdziale pierwszym, umozliwiajacy Czytelnikom zebranie
ogoélnej informacji o problemie, a w razie zainteresowania jakims tema-
tem, ulatwienie znalezienia odpowiedniej publikacji. Dla zobrazowania
nakladu pracy potrzebnej dla rozwigzania rozwazanych zagadnien dru-
gi rozdzial przedstawia obszernie inteligentne ustugi informacyjne, zas
trzeci rozdzial skrétowo zarysowuje nowe technologie w sieci Internet.

Pierwszy rozdzial rozpoczyna si¢ od opisu rozwoju hierarchicznych in-
formacyjnych systeméw zarzadzania (ISZ) do systeméw rozproszonych
i do zintegrowanych systemow informacyjnych najnowszych generacji
stosujacych narzedzia sztucznej inteligencji (Artificial Intelligence — AI)
takich jak na przyklad Systemy Ekspertowe, Sztuczne Sieci Neuronowe,
Algorytmy Ewolucyjne, Systemy Hybrydowe, Inteligencja Komputerowa
i szereg innych. Przedstawiono nowe narzedzia informatyczne: Internet
Rzeczy (Internet of Things - IoT) Internet Wszystkiego (Internet of Eve-
rything - IoE) Chmure Obliczeniowa (Cloud Computing - CC). Podano
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przyktady badan w obszarze sztucznej inteligencji we Francji i w Polsce,
omoéwiono poglady na temat zagrozen zwigzanych z zastosowaniem
sztucznej inteligenciji.

Najobszerniejszg czescig niniejszej ksigzki jest rozdziat drugi poswie-
cony inteligentnym metodom przetwarzania informacji niestrukturalnej.
Koncentrujemy sie tutaj na metodach analizy tekstu, z wykorzystaniem
stow kluczowych (tzw. terméw indeksujacych). Rozpoczynamy od prze-
gladu tradycyjnych podej$¢ do wyszukiwania informacji tekstowej — mo-
delu boolowskiego, wektorowego oraz probabilistycznego, co pozwoli
nam sie¢ przyjrze¢ odmiennym spojrzeniom na mozliwe sposoby analizy
tekstow.

Dalej przechodzimy do wykorzystania metod inteligentnych do ulep-
szenia dziatania samego modelu wyszukiwawczego, tj. przede wszystkim
sposobu oceny dopasowania dokumentu do zapytania. Przyjrzymy sie
réznorodnym rozwigzaniom, wyplywajacym ze wszystkich trzech pod-
stawowych paradygmatéw wyszukiwania informacji, tj. logicznego, wek-
torowego (algebraicznego) oraz probabilistycznego.

Rozpoczynamy od zagadnien logiki rozmytej, oraz wykorzystania
wlasciwosci zbiordw rozmytych do wyrazania nieprecyzji wlasciwej
naszemu aparatowi lingwistyczno-pojeciowemu, w celu fatwiejszego,
bardziej precyzyjnego formulowania zapytan. Logika rozmyta stanowi
w tym przypadku narzedzie pozwalajace na rozszerzenie paradygmatu
boolowskiego modelu wyszukiwania informacji. Nastepnie przechodzi-
my do skojarzeniowego wyszukiwania informacji, z zastosowaniem roz-
nego rodzaju sieci pojec: semantycznych, konekcjonistycznych (neuro-
nowych o lokalnej reprezentacji), oraz wnioskujacych (bayesowskich).
Umozliwiajg one polepszenie jakosci etapu dopasowywania zapytan i do-
kumentéw, w modelach wektorowym i probabilistycznym, poprzez wy-
korzystanie do tego celu wiedzy dziedzinowej, wbudowanej w struktury
zastosowanej sieci.

Rozdzial drugi zakonczymy przegladem wykorzystania metod ucze-
nia maszynowego do nauki bardziej ztozonych funkcji rankingujacych
dokumenty, wychodzacych poza proste miary podobienstwa i uczenie
polegajace na zebraniu podstawowych statystyk wykorzystania stow
kluczowych w kolekgji. Do tego zadania przede wszystkim stosowane sa
réznego rodzaju sieci neuronowe, o globalnej, subsymbolicznej reprezen-
tacji wiedzy.

W naszej ksigzce koncentrujemy sie przede wszystkim na metodach in-
teligentnych wspomagajacych dostep do informacji w Internecie. W roz-
dziale trzecim przedstawiamy jednak krotka charakterystyke wybranych
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innych zastosowan systemdw inteligentnych w sieci. Omoéwione zo-
staly zagadnienia zwigzane z inteligentnymi interfejsami uzytkownika
w Internecie, robotami softwareowymi, czy tez podej$ciem opartym na
Semantic Web.
Autorzy majg nadzieje, ze ksigzka odpowie na przynajmniej jedno
z ponizszych pytan:
» Co to jest ta informatyka?
« Czy informatyka oferuje spoteczenstwu narzedzia radzenia sobie
z ogromnym zalewem informacji we wspdlczesnym $wiecie?
 Co to jest sztuczna inteligencja i czy jest ona niebezpieczna?
o Czy rozwdj systemdw sztucznej inteligencji jest niezbedny, na-
wet pomimo problemoéw i zagrozen, jakie moga wigza¢ si¢ z nimi
w przyszlo$ci?
« Czy potrzebne s3 duze naklady na badania i zastosowania informa-
tyki?
Jesli udato si¢ udzieli¢ takich odpowiedzi, to ta ksigzka moze i powinna
zainteresowa¢ studentéw uczelni humanistycznych, jak i technicznych
z kierunkow nieinformatycznych, i ogélnie ludzi ciekawych $wiata.

10 Wprowadzenie



Rozdziat 1

Wybrane problemy
zarzadzania w spoteczenstwie
informacyjnym

1.1. Zmiany w organizacji zarzadzania

Rewolucja przemystowa, ktéra rozpoczeta sig, w XVIII wieku w Anglii
i Szkocji zainicjowala powstawanie nowych miejsc produkeji zlokalizo-
wanych w poblizu zrédel energii i wody, powodujac koniecznos¢ zor-
ganizowania ich pracy w sposéb umozliwiajacy dziatanie i rozwdj. Po-
czatkowo przedsiebiorstwa byly zlokalizowane w jednym miejscu, ale
w miare rozwoju postepu technicznego i gospodarki, rozrastaly sie tery-
torialnie na sgsiednie rejony, kraje ,i kontynenty. Tak wiec poczatkowo
hierarchiczny proces zarzadzania skupiony w jednym miejscu, musial
stac sie systemem rozproszonym.

Proces ten mozna przedstawi¢ na przyktadzie rozwoju systemu elektro-
energetycznego [Ciach, Czerwonka i in., 2019] ktérego podstawowe ele-
menty (zrédta pradu elektrycznego, linia przesylowa, odbiornik) powstaty
w koncu XIX wieku, kiedy to w wigkszych miastach zastosowano elektrycz-
ne o$wietlenie, zasilane z matych pradnic. Dostarczenie coraz popularniej-
szej energii elektrycznej wymagato budowania elektrowni o odpowiedniej
mocy, ktore powstawaty w duzych miastach na poczatku XX wieku (w Lo-
dzi w 1907 roku uruchomiono elektrowni¢ EC1, w ktdrej Zrédlem energii
pierwotnej byt wegiel dowozony ze Slaska). W niektorych krajach posiada-
jacych odpowiednie warunki hydrologiczne (np. wodospady jak Norwegia
i inne panstwa) powstawaly elektrownie wodne. Niezaleznie od rodzaju
zrédla, droga przeptywu pradu biegta od zrddla przez linig elektroenerge-
tyczna do odbiorcy, a wigc byla to droga charakterystyczna dla tak zwanego
monopolu naturalnego zarzadzanego w ukfadzie hierarchicznym.

Zmiany w organizacji zarzadzania 11



W drugiej polowie XX wieku zaczely powstawaé elektrownie wiatro-
we w miejscach do ktérych ze wzgledéw ekonomicznych lub technicz-
nych nie optacato si¢ dostarcza¢ energii elektrycznej z oddalonych zrodet
(np. wyspy na morzu Srédziemnym). Proces ten rozwinat sie w wyniku
deficytu zrédet energii pierwotnej pochodzacych z paliw kopalnych (we-
giel, ropa naftowa) powodujacych brak energii elektrycznej. Konieczno-
$cig stalo sie dofaczanie lokalnych zrédet tak zwanej energii odnawialnej
(OZE) powodujace rozproszenie zrodel energii, a zatem powstanie roz-
proszonego systemu zarzadzania energig elektryczng zwigzanego z nowa
organizacja i oprzyrzadowaniem sieci elektroenergetycznej nazwanej
Smart Grid [Ciach, Czerwonka i in., 2019].

Zarzadzanie organizacja gospodarczg zwigzane jest z przyjmowaniem
zbioréw danych, przechowywaniem danych przetworzonych do posta-
ci potrzebnej w przedsiebiorstwie, generowanie nowych danych emito-
wanie ich do kontrahentéw. Wszystkie te dzialania zwiazane z danymi,
mozna okresli¢ ogélnym mianem: przetwarzanie [Bartkiewicz, Jabtonski,
2005]. Ze wzgledu na wzrastajaca ilos¢ danych niezbedng staje si¢ auto-
matyzacja przetwarzania w stopniu wynikajacym z potrzeb, i zasobnosci
przedsigbiorstwa oraz dostepnosci odpowiednich urzadzen na rynku.

1.2. Wptyw komputeryzacji na zarzadzanie
Systemy informatyczne zarzadzania

Pierwsza publiczna prezentacja elektronicznego (lampowego) komputera
ENIAC (Electronic Numerical Integrator And Calculator) w 1946 roku wzbu-
dzita ogromne nadzieje na zastapienie czlowieka w wykonywaniu skompli-
kowanych obliczen, ale dopiero komputery tranzystorowe, a zwlaszcza na
ukladach scalonych, umozliwily praktyczne przetwarzanie danych dla po-
trzeb zarzadzania. Mozliwosci obliczeniowe komputeréw budowanych w la-
tach czterdziestych ub. wieku byly ograniczone do czterech dziatan arytme-
tycznych, co sprzyjalo budowaniu systeméw informatycznych zarzadzania
(81Z), nazwanych systemami transakcyjnymi (Transaction Processing System
— TPS) [Zielinski, 2018; Bartkiewicz, Bolek i in., 2008; Kisielnicki, 2013].
Znaczace postepy w stopniu integracji ukltadow scalonych utatwiaty konstru-
owanie coraz wydajniejszych komputeréw, a zatem i tworzenie nowych jezy-
kéw programowania [Bartkiewicz, Jabtonski, 2005] niezbednych w budowie
nowych systeméw informatycznych zarzadzania.
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Systemy wspomagania decyzji SWD (Decision Support System — DSS)
umozliwiaja [Kisielnicki, 2013]:

« wykonywanie skomplikowanych analiz i poréwnan,

« przetwarzanie duzych ilosci danych,

 pobieranie i przetwarzanie danych z réznych zrodel,

o prace zaréwno z tekstem, jak i grafika.

Postepujacy rozwdj nowych systeméw informatycznych zarzadzania
o roznych funkcjach i zakresach stosowania spowodowat koniecznosé¢ in-
tegracji istniejacych rozwigzan prowadzacej do zintegrowanego systemu
informatycznego [Kisielnicki, 2013] umozliwiajacego:

o planowanie potrzeb materialowych (Material Resources Planning

_ MRP),

+ planowanie zasobéw produkcyjnych (MRPII),

 planowanie zasobow przedsi¢biorstwa (Enterprise Resources Plan-

ning — ERP).

Profesor Kisielnicki stosuje inne nazewnictwo spowodowane tym, ze
obecnie nie ma przedsiebiorstwa dzialajagcego w globalnym otoczeniu
(rynku), ktére nie stosowalo by komputeréw wspomagajacych zarza-
dzanie, zatem mozna opusci¢ przymiotnik ,informatyczny” i mowic:
informacyjny system zarzadzania. W swojej ksigzce [Kisielnicki, 2013]
przedstawia on réwniez nieco odmienng klasyfikacje SIZ przedstawiong
tam na rys. II1.12, na ktérym wyraznie wida¢, ze system transakcyjny jest
elementem kazdego SIZ. To spostrzezenie potwierdza literatura wskazu-
jaca, ze systemy transakcyjne s3 wykorzystywane w 80-90% przypadkach
zastosowania SIZ.

W XXI wieku pojawilo si¢ i intensywnie rozwija si¢ e-zarzadzanie
(zarzadzanie elektroniczne) wykorzystujace istniejace i nowo rozwijane
narzedzia elektroniczne jak Internet, przetwarzanie w chmurze (Cloud
Computing - CC) Internet wszystkiego (Internet of Everything — IoE),
nowe generacje systemow komunikacyjnych np. 5G (obecnie stosowane
s druga, trzecia i czwarta generacje: 2G, 3G i 4G).

W przedsiebiorstwach mozna spotka¢ dwa rdznigce si¢ systemy au-
tomatyzacji: proceséw biznesowych oraz proceséw technologicznych,
ktére moga by¢ powigzane ze sobg w stopniu zaleznym od rodzaju przed-
siebiorstwa. W obu procesach stosowane sg komputery i roboty z tym,
ze komputery stosowane s3 do sterowania caloscig lub znaczacy czescia
procesu biznesowego lub technologicznego, a roboty tylko jego fragmen-
tem (kasa fiskalna, podnos$nik itp.). Blizej o tych sprawach bedzie mowa
w rozdziale 3.

Wptyw komputeryzacji na zarzadzanie. Systemy informatyczne zarzadzania 13



1.3. Sztuczna inteligencja

1.3.1. Wprowadzenie

Dziatanie ludzkiego mdzgu fascynowalo ludzi juz w starozytnosci (Ary-
stoteles) i zainteresowanie to utrzymywalo si¢ przez wieki, ale brak wie-
dzy i odpowiednich narzedzi badawczych uniemozliwil rozwigzanie
zagadki. Dopiero rewolucja przemyslowa, rozwoj badan nad ludzkim
organizmem i teorig systemow [Zielinski, 1984] umozliwily w pierwszej
polowie XX wieku formutowanie pierwszych koncepcji w tej dziedzinie
[Bartkiewicz, Bolek i in., 2008]. Uruchomienie elektronicznego kompu-
tera ENIAC wywolalo nadzieje na rozwigzanie odwiecznej zagadki i zin-
tensyfikowato prace nad tym zagadnieniem w USA.

Powszechnie przyjeto, ze w 1956 roku narodzila si¢ sztuczna inteligen-
cja (Artificial Intelligence — AI) cho¢ M. Flasinski przedstawia [Flasinski,
2011] uzasadnienie dla przyjecia roku 1955 jako daty narodzin Al

Nazwie sztuczna inteligencja M. Flasinski [Flasinski, 2011] przypisuje
dwa znaczenia:

« jest to wspdlna nazwa dwoch dziedzin: informatyki oraz biotyki,

« jest to cecha sztucznych systeméw umozliwiajagca wykonywanie

czynnosci, ktore w przypadku czlowieka wymagaja inteligencji.

(W tym drugim znaczeniu, tzn. jako cecha systemoéw [Sidigue, Hoj-
jat, 2013] jest przedmiotem badan nie tyle informatyki i robotyki,
ile dziedziny zwanej kognitywistykg).

1.3.2. Systemy ekspertowe (systemy z baza wiedzy)

Badania nad sztuczna inteligencja i jej praktycznymi zastosowania-
mi prowadzone byly w amerykanskich uniwersytetach i placéwkach
naukowych, dopiero po kilkunastu latach zaczely sie ukazywaé prace
z W. Brytanii i Japonii. Celem poczatkowych badan byto odwzorowanie
funkcji ludzkiego mdzgu, ale po paru latach osiagnieto poziom ludz-
kiego niemowlecia i zrezygnowano z tego projektu implikujac burzli-
we dyskusje w srodowiskach naukowych. Postanowiono sformutowaé
skromniejszy cel badan, jakim stalo si¢ zbudowanie systemu odwzo-
rowujacego eksperta okreslonej dziedziny. Zawezenie celu przyniosto
pozytywny efekt i w 1965 roku w trzech amerykanskich uniwersytetach
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uruchomiono pierwsze trzy systemy ekspertowe [Bartkiewicz, Czaj-
kowska i in., 1999]:

Dendral Uniwersytet Stanford - informacje o strukturze che-
miczne;j.

Macsyma  Uniwersytet MIT - zfoZona analiza matematyczna.

Hersay Uniwersytet Canegie-Mellon - interpretacja naturalne-
go jezyka.

Poniewaz systemy ekspertowe (SE) byly przez kilkanascie lat jedyny-
mi nowoczesnymi, efektywnymi narzedziami przynoszacymi korzysci,
szybko powstawaly nowe systemy najpierw w USA, pdzniej w Wielkiej.
Brytanii i Japonii. W literaturze mozna spotka¢ rézne definicje SE [Bart-
kiewicz, Czajkowska i in., 1999], jedna z nich ma nast¢pujaca postac:
»System ekspertowy jest programem komputerowym, ktéry wykonuje
ztozone zadania o duzych wymaganiach intelektualnych i robi to tak do-
brze, jak cztowiek bedacy ekspertem w tej dziedzinie” [Mulawka, 1996].

Podstawa do klasyfikacji SE jest liczba regul zastosowanych do rozwia-
zania problemu (wydania ekspertyzy): 50, 100-299, 300-499, 500-999,
ponad 1000.

Do dziatania systemu ekspertowego niezbedne s3: baza wiedzy, pod-
system wnioskujacy i interfejs wyjsciowy wydajacy wynik na dowolnym
urzadzeniu, ktérym moze by¢ na przyklad uklad sterujacy procesem
technologicznym. W fazie projektowania potrzebny jest takze interfejs
wejsciowy umozliwiajacy inzynierowi wiedzy wprowadzanie do bazy
wiedzy poprzez podsystem gromadzenia wiedzy niezbednych o dziala-
nia poje¢, regut itd. Podsystem objasniajacy ulatwia przesledzenie drogi
utworzenia wydanej decyzji. Tak utworzony SE jest systemem statycz-
nym, dzialajacym na podstawie parametréw statycznych wprowadzonych
w fazie projektowania. Dla usuniecia tego niedostatku, wprowadzamy
dane z modelu matematycznego badanego problemu, dostarczajac do
bazy aktualniejsze dane. Architekture tak utworzonego SE przedstawiono
na podstawie [Bartkiewicz, Czajkowska i in., 1999] na rys. 1.3.1. Syste-
my ekspertowe znajduja zastosowanie w wielu dziedzinach, np. w elek-
troenergetyce [Bartkiewicz, Czajkowska i in., 1999; Tadeusiewicz, 1993;
Sidigue, Hojjat, 2013; Zielinski, Jeczkowska i in., 1993] i wielu innych
[McDonald, Burt i in., 1997].

Sztuczna inteligencja 15



Systemy ekspertowe (SE)

Architektura SE: |

Baza

Ekspert Danych

(I generacja)

Podsystem
gromadzenia wiedzy

w zarzadzaniu

Rys. 1.3.1. Struktura systemu ekspertowego
Zrédto: [Bartkiewicz, Czajkowska i in., 1999].

1.3.3. Sztuczne sieci neuronowe

Inspiracjg do badania sztucznych sieci neuronowych (SSN) jest ludzki
mozg zlozony z neurondw o specyficznych wlasciwosciach:

1) czlowiek w dniu narodzin ma 1,5-10" neuronéw i kazdej doby tra-

ciich ok.15 000 (neurony nie regeneruja sie),

2) liczba polaczen jednego neuronu wynosi 10%,

3) pojemnos$¢ ludzkiej pamieci wynosi 10'® neurondw,

4) liczba operacji/sekunde mdzgu wynosi 10',

5) energia uzyta w jednej operacji to 10~ dzula.
Wartosci parametrow 3, 4, 5 s3 nieosiggalne dla komputeréw zbudowa-
nych wedtug zasad fizyki Newtona [Bartkiewicz, Bolek i in., 2008].

Podstawowym elementem SSN jest model sztucznego neuronu opra-
cowany w 1943 przez Warrena S., McCullocha i Waltera Pittsa przedsta-
wiajacy komorke z licznymi wejsciami (dendrytami) i jednym wyjsciem
(aksonem) zakonczonym wieloma synapsami [Tadeusiewicz, 1993]. Ko-
morke charakteryzujg dwa parametry decydujace o mozliwosci przyjecia
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nadchodzacych sygnaléw i ich wystaniu po przeksztalceniach [Bartkie-
wicz, Czajkowska i in., 1999]. Przez odpowiednie polaczenie neuronéw
otrzymujemy sztuczng sie¢ neuronows, ktorej architektura i zasada dzia-
tania okredla jej typ.

SSN

* Przyklad sieci

4 4 4 4 +
ViSCiowa . . . . .

Warsiwa llLl}Til

Rys. 1.3.2. Warstwowa sie¢ perceptronowa

Zrédto: [Bartkiewicz, Czajkowska i in., 1999].

Warstwowa sie¢ perceptronowa przedstawiona na rys. 1.3.2 [Bart-
kiewicz, Czajkowska i in., 1999] sklada¢ musi si¢ z co najmniej trzech
warstw: wejsciowej z liczbg neurondw réwna liczbie znanych parametréw
opisujacych zjawisko, ukrytej (moze by¢ tych warstw wiecej) i wyjsciowej
zlozonej z tylu neurondw, ilu oczekujemy wynikéw. W sieci przedsta-
wionej na rys.1.3.2 proces rozwigzania przebiega w jednym kierunku:
od wejscia do wyjscia (sie¢ warstwowa jednokierunkowa) natomiast sie¢
Hopfielda przedstawiona na rys. 1.3.3 jest siecig rekurencyjna, w ktorej
sygnaly wyjsciowe s3 wprowadzone na wejécia neuronéw

Odmienng strukture natomiast majg sieci Self Organizing MAP, przy-
kiad ktorej przedstawiony zostal na rys. 1.3.4 [Bartkiewicz, Czajkowska
i in., 1999], Nazywane s3 one rowniez Sieciami Kohonena. Skladaja sie
zwykle z jednej warstwy wejsciowej neuronoéw i z jednej warstwy neuro-
néw przetwarzajacych (warstwa rekurencyjna, warstwa Kohonena).
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Rys. 1.3.3. Struktura w petni potaczonej sieci rekurencyjnej

Zrédto: opracowanie wtasne.

wejscie 1

wejscie 2

wejscie n

Rys. 1.3.4. Mapa cech Kohonena

Zrédto: opracowanie wtasne.

Istnieje szereg innych SSN, ktorych zasady projektowania, uzytkowa-
nia i zastosowania przedstawiono w [Bartkiewicz, Czajkowska i in., 1999;
Tadeusiewicz, 1993].
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1.3.4. Inne narzedzia sztucznej inteligencji

Istniejg liczne inne narzedzia sztucznej inteligencji, jak logika rozmyta, al-
gorytmy ewolucyjne, teoria chaosu, teoria uczenia, inteligencja zbiorowosci
(swarm intelligence) i bardzo wazne — systemy hybrydowe. Systemy hybry-
dowe moga zawiera¢ (jako narzedzie sztucznej inteligencji) co najmniej
jedno z narzedzi sztucznej inteligencji i dowolny model matematyczny lub
fizyczny. Systemy hybrydowe utatwiaja efektywniejsze rozwigzania, a nawet
s3 jedynym mozliwym narzedziem rozwiazania (np. AlphaGO stosujac hy-
bryde SSN i algorytméw ewolucyjnych, samodzielnie nauczyt si¢ starej chin-
skiej gry Go i pokonal mistrza swiata w tej grze). Hybrydy zawierajace m.in.
SSN i algorytmy ewolucyjne s3 obecnie stosowane w powaznych, ztozonych
przedsiewzieciach pojawiajacych sie w spoleczenstwie informacyjnym.

Nalezy w tym miejscu zwrdci¢ uwage na pojawienie sie nowego okre-
$lenia: inteligencja obliczeniowa, do ktdrej nie zalicza si¢ systemow eks-
pertowych z uwagi na to, ze w fazie tworzenia systemu wybiera si¢ jed-
ng z metod rozwigzania (sieci semantyczne ramy, scenariusze, systemy
produkeyjne i inne [Bartkiewicz, Czajkowska i in., 1999]), ktére tworzy
operator. W zwigzku z tym system hybrydowy zawierajacy system eks-
pertowy lub na przyklad model fizyczny z operatorem nie nalezy do inte-
ligencji obliczeniowe;j.

1.3.5. Zastosowania sztucznej inteligencji

Sztuczna inteligencja w koncu dwudziestego wieku znalazia zastosowanie
w elektroenergetyce [McDonald J.R., Burt i in., 1997; Zielinski, Jeczkow-
ska i in., 1993; Zielinski, 2019]; ciekawym przykladem zastosowan w tej
dziedzinie okazala si¢ potrzeba rejestrowania stanu pogody wzdluz dtu-
giej, mocno obcigzonej linii przesylowej, gdzie w systemie prognozowa-
nia pogody wykorzystano laserowe sensory wiatru zapewniajace wieksza
dokladnos¢ od zwykle stosowanych sensordw i sztuczng inteligencje do
samodzielnego uczenia si¢ sensoréw. Ten system prognozowania pogo-
dy sterowal przesylem energii elektrycznej w linii zapewniajac od 15 do
30 procent efektywniejszy przesyt energii elektrycznej.

Sztuczna inteligencja znajduje zastosowanie we wszystkich obszarach
dziatalnosci czlowieka, o zakresie oczekiwan moze $wiadczy¢ pytanie:
»CZy sztuczna inteligencja moze urealni¢ kwantowa komputeryzacje?”
[Wiltz, 2019] na co odpowiedz brzmi: ,Ming dziesieciolecia zanim kom-
puter kwantowy trafi pod strzechy” [,,Polityka’, 2019].
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1.3.6. Co dalej ze sztuczng inteligencja?

Pytanie zawarte w tytule paragrafu pojawia sie coraz czesciej roznych $ro-
dowiskach, ale dla lepszego zrozumienia odpowiedzi warto pozna¢ od-
powiedzi na dwa nastepujace pytania: jak rozwijaja sie¢ badania nad Al
w $wiecie, a jak w Polsce? Rozmowa z profesorem Wlodzistawem Duchem
z Uniwersytetu Mikotaja Kopernika w Toruniu [Bendyk, 2019] wyjasnia
obydwie sprawy. Przodujace badania prowadzone sg przez amerykanskie
korporacje Google, Facebook, Amazon, Intel, IBM ponoszace gigantyczne
naklady, za nimi uniwersytety pracujace nad Al od polowy ubieglego wie-
ku (patrz punkt 1.3.2.).

Po to by sprosta¢ konkurencji USA, Chin i innych krajéw, naktady UE
winny wynosi¢ 200 mld euro rocznie. W zwiazku z tym Francja w listo-
padzie 2018 roku zamierza do 2022 roku wyda¢ na badania nad Sztuczng
Inteligencja 665 mln euro na powolanie 40 nowych katedr poswieconych
badaniom nad Al, poszukujac na calym $wiecie (réwniez w Polsce,) kom-
petentnych wykladowcéw. W Polsce opracowano jeden dobry raport, ale
brakuje konkretnego dokumentu rzgdowego o rozwoju SI, brak skoordy-
nowanych dziatan. Powotana przez rzad Platforma Przemystu Przysztosci
w Radomiu (wspierana przez istniejacy tam Uniwersytet Technologiczno-
-Humanistyczny) Akademia Innowacyjnych Zastosowan Cyfrowych ma
rozpocza¢ dzialania w 2021 roku z budzetem 100 mln zlotych.

Pytanie, co dalej z Al, pojawia si¢ zaréwno w srodowiskach wybitnych
naukowcow, ludzi wyksztalconych réznych profesji, jak i zwyktych ludzi.
Padajace odpowiedzi nalezg do jednej z dwoch grup: optymistycznej lub
pesymistycznej, przy czym odpowiedzi optymistyczne przewazajg wsrod
ludzi wyksztalconych - specjalistéw (informatykéw, inzynieréw, me-
nadzeréw wysokiego i Sredniego szczebla), przewidujacych intensywny
rozwdj sztucznej inteligencji, przyczyniajacy sie do wzrostu dochodéw
i rozwoj filozofli, etyki i socjologii. Zdolno$¢ uczenia si¢ z zastosowaniem
narzedzi Al w najrozmaitszych dziedzinach jest wazna nie tylko dla od-
powiedzi na pytanie: ,,Czy 5G zwyciezy bez AT, lecz takze dlatego, ze by¢
moze Al spowoduje, ze komputer kwantowy stanie sie rzeczywistoscig.

Odpowiedzi pesymistyczne powstaja w grupie wybitnych specjalistow
(noblistow, informatykéw $wiatowego formatu), prognozujacych zbudo-
wanie takiego systemu sztucznej inteligencji, ktéry wymknie sie spod ludz-
kiej kontroli i zniszczy rodzaj ludzki. Pesymizm wérdd zwyczajnych ludzi
wynika z obawy zastepowania ludzi przez inteligentne urzadzenia. Autor
niniejszego tekstu nalezy do grupy pesymistow na podstawie obserwacji
zachowan ludzi najwyzszego szczebla krajowego i Swiatowego w upartym
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niszczenia srodowiska, mimo przekraczania progu wytrzymatosci ziem-
skiego ekosystemu.

Powyzsze rozwazania zostaly napisane w koncu 2019 roku przed poja-
wieniem si¢ na $wiecie pandemii koronawirusa, ktéra spowoduje zmiane
priorytetéw w budzetach wielu krajéw, zdecydowanie ograniczajac na-
kiady na badania. Przewidywane konsekwencje tej pandemii spowoduja
koniecznos¢ odwrotu od dalszej dewastacji ziemskiego ekosystemu, wy-
magajacej zmian priorytetow dalszego rozwoju ludzkosci.

1.4. Nowe narzedzia informatyczne

W dalszych rozwazaniach pod okresleniem ,,nowe narzedzia informa-
tyczne” rozumiemy metody wykorzystania nowoczesnych narzedzi kom-
puterowych i oprogramowania do wspomagania rozwigzan nieosiagal-
nych kilka lat temu. Nalezy przy tym pamieta¢ ze postep w badaniach
oraz zwigkszajace si¢ potrzeby spoleczenstwa informacyjnego spowoduja
powstanie nowych narzedzi informatycznych.

1.4.1. Internet rzeczy (Internet of Things - IoT)
oraz Internet wszystkiego
(Internet of Everything - IoE)

Sa to nowe narzedzia informatyczne, ktdre pojawily sie w koricu XX wie-
ku i okazaly si¢ bardzo przydatne w rozwijajacym si¢ spoleczenstwie in-
formacyjnym z dynamiczng globalng gospodarka. Przewiduje sie, ze do
roku 2020 od 50 do 100 bilion6éw rzeczy bedzie polaczonych elektronicz-
nie, zatem technologia IoT umozliwia komunikacje¢ miedzy tg ilo$cig roz-
norodnych rzeczy. Definicja IoT jest obszerna, umozliwiajaca okreslenie
istoty tego pojecia [Vermessan, Friess, 2014]:

Internet of Things jest globalng infrastruktura dla spofeczenstwa informacyjnego,
umozliwiajaca zaawansowane ustugi, wigzac wzajemnie (fizyczne i wirtualne) rzeczy,
wykorzystujac istniejace i rozwijane technologie informacyjne i komunikacyjne.

To samo zrédlo podaje réwniez druga definicje: ,IoT jest globalna
sieciowg infrastruktura z mozliwoscig samodzielnej rekonfiguracji opar-
tych na obustronnie dzialajacych standardach i wzajemnie dziatajacych
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protokofach komunikacyjnych, gdzie fizyczne i wirtualne ,,rzeczy” maja
identyfikatory, fizyczne atrybuty i wirtualng osobowos¢ i uzywaja inteli-
gentne interfejsy i sg zintegrowane w informacyjnej sieci”.

Na podstawie przytoczonych definicji mozna oczekiwaé wielu zasto-
sowan IoT w roznorodnych dziedzinach w [Sun, Ansan, 2016] wymie-
niono nastepujace:

1) inteligentne monitorowanie zywnosci /wody,

2) inteligentng opieke zdrowotna,

3) inteligentne zycie,

4) inteligentne monitorowanie srodowiska,

5) inteligentng produkcje,

6) inteligentng elektroenergetyke,

7) inteligentne budownictwo,

8) inteligentny transport i podrézowanie,

9) inteligentny przemyst, Industrial IoT(IIoT),

10) inteligentne miasto.

Szczegolnie wazne jest zastosowanie IoT w dziedzinach mocno powigza-
nych ze sobg, jak na przyktad: 1-4, 2-3, 5-9 i inne.

Wyjasnienia wymaga wielokrotnie uzyte stowo ,inteligentne”. Jest to
przyjete w Polsce tlumaczenie angielskiego stowa ,,smart”, ktdre zgodnie
z wydanym przez PWN w 2004 roku stownikiem oznacza: ,inteligentny,
wyglada elegancko, doskonale co$ robi”. Warto o tym pamigta¢ przegla-
dajac na przyklad powyzsza liste.

Zastosowanie IoT wymaga utworzenia tzw. sieci sensorowej, ktora moze
by¢ siecig przewodowa lub bezprzewodowa umozliwiajaca przesylanie pomie-
rzonych przez sensory (czujniki) sygnalow (np. przeplywu cieczy, temperatury,
predkosci wiatru, stanu konta, alarmu i in.) do rejestratora danych. Duza liczba
dziedzin obslugiwanych danych wymienionych na powyzszej liscie oznacza
wielokrotnie wiekszg liczebnos¢ réznych czujnikéw niezbednych do zbierania
danych. W przypadku bezprzewodowej sieci czujniki musza posiada¢ wlasne
zrédia energii elektrycznej (cho¢ rozwaza sie rowniez mozliwos¢ bezprzewo-
dowego zaopatrywania czujnikéw w te energie). Projektujac sie¢ sensorowa
trzeba pamigtac o kosztach, a zatem mierzy¢ tylko to, co jest niezbedne, plano-
wac tylko niezbedne funkeje dla uzyskania oczekiwanego efektu.

Nawigzujgc do rozwazan zmianie systemu zarzadzania w elektroenerge-
tyce (punkt 1) w [Zielinski, 2018] wprowadzono IoE przyréwnujac przeptyw
danych w Internecie do przeptywu energii elektrycznej. W literaturze mozna
znalez¢ wiele przykladéw podobnych zabiegéw, na podstawie ktorych moz-
na sformutowac pojecie IoE — Internet wszystkiego (a nie Internet wszech-
rzeczy) bowiem IoE obejmuje réwniez organizmy zywe (ludzi, zwierzeta).
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1.4.2. Chmura obliczeniowa [Czerwonka 2016]

W literaturze mozna znalez¢ wiele definicji chmury obliczeniowej (Cloud
Computing - CC) z ktérych najbardziej ogolng wydaje sie podana przez
NIST (National Institute of Standards and Technology) jako ,,sposdéb do-
stepu poprzez sie¢ komputerowa do wspoétdzielonych i tatwo konfiguro-
wanych zasobow obliczeniowych (sieci, serweréw, magazynéw danych,
aplikacji i ustug), ktére na zadanie, dynamicznie moga by¢ przydzielane
i zwalniane, przy réwnoczesnym minimalnym zaangazowaniu serwiséw
technicznych”

Wymagane funkcjonalnosci chmury obliczeniowej okreslone przez
NIST zapewniaja podstawowe wlasciwosci, ktére moga by¢ atrakcyjne
dla klienta, jak:

1) wysoka elastyczno$¢ zasobow,

2) bezobstugowos¢ infrastruktury,

3) wysoka dostepno$¢ wynikajaca ze skali,

4) model placenia tylko za wykorzystane zasoby.

Dziatanie chmur obliczeniowych wspierane jest przez wielkie centra
obliczeniowe wyposazone w tysigce serwerdw, np. w 2013 roku Google
posiadal 13 centréw danych zawierajacych 900 tysiecy serwerdw pobie-
rajacych moc 200 tysiecy watdw, Amazon — 7 centréw z 450 tysigcami
serwerdw; kolejne firmy: Microsoft, Facebook, IBM posiadaja centra
z setkami tysigcy serwerdéw. Niewielu klientéw potrzebuje takich mocy
obliczeniowych mogac wybra¢ jedng z ponizszych ustug:

1) chmura prywatna o strukturze konfigurowanej wylacznie do uzyt-

kowania tylko przez jednego uzytkownika,

2) chmura publiczna o strukturze dostgpnej dla otwartego publiczne-

go uzytkownika,

3) chmura spotecznosciowa, ktérej zasoby sg przeznaczone do wy-

tacznego uzytku przez konkretng spoteczno$¢ klientéw organizacji,

4) chmure hybrydows o e-strukturze bedacej potaczeniem dwdch od-

miennych, wymienionych wyzej struktur. (rys. 1-rys. 1.5. w [Czer-
wonka, 2016]).

Natomiast rodzaj i sposob udostepniania zasobéw z chmury zalezy od
modelu realizacji; NIST definiuje trzy podstawowe:

1) oprogramowanie jako ustuga — Saa$S (Software as a Service),

2) platforma jako ustuga — Paa$S (Platform as a Service),

3) infrastruktura jako ustuga - IaaS (Infrastructure as a Service).
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W przypadku wspoétpracy CC z systemem IoT, moze wystapi¢ potrzeba
przekazania do chmury ogromnej ilosci danych Edge computing (prze-
twarzanie brzegowe), co wymagaloby duzej liczby kanaléw facznosci wy-
muszajac duze naktady finansowe. W celu ograniczenia kosztéw mozna
uzy¢ metody dew (rozproszony) lub fog (mgly) computing [Bartkiewicz,
Czajkowska i in., 1999]; obie te metody stosuja podobne podejscie: prze-
twarzanie wszystkich danych niezbednych do wykorzystania w miejscu
ich powstania, i przesylanie do chmury tylko pozostatych danych

1.4.3. Integracja informatycznych systemow
zarzadzania i nowych narzedzi
informatycznych

Zgodnie z poprzednimi rozwazaniami, informatyczne systemy zarza-
dzania rozwijaja si¢ ponad pot wieku, poczawszy od systemdéw transak-
cyjnych poprzez kolejne generacje, zatem metody integracji istniejacych
i nowych systemow sg znane. Czy zebrane dotychczas doswiadczenia
moga by¢ uzyteczne przy wdrazaniu nowego narzedzia informatycz-
nego? Po zapoznaniu si¢ z sygnalng informacjg [Miller, 2018], mozna
stwierdzi¢, ze integracja przemystowego IoT (IlIoT) z istniejacym syste-
mem przebiega takze zgodnie z zasadami inZzynierii systemowej stosowa-
nej w tworzeniu i eksploatacji systemow zarzadzania ISZ.
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Rozdziat 2

Inteligentne ustugi informacyjne

2.1. Tradycyjne modele wyszukiwania
informacji tekstowej

2.1.1. Model boolowski wyszukiwania informacji

Model boolowski byt pierwszym z tekstowych, opartych na stowach klu-
czowych, podej$¢ do wyszukiwania informacji. Stanowil on zreszta na-
turalne podejscie do realizacji zadan wyszukiwawczych. Wskutek swojej
prostoty i jasnego formalizmu model boolowski przyciagal w przesztosci
wiele uwagi i do dzis$ stanowi podstawe bardzo wielu systemdéw wyszuki-
wawczych w Internecie.

Model boolowski jest prostym modelem wyszukiwania, opartym na
dzialaniach na zbiorach i logice klasycznej (algebrze boolowskiej).

o Dokumenty indeksowane s3 poprzez wyodrebnienie w nich stéw

kluczowych (terméw), okreslajacych ich zawarto$¢.

 Zapytania specyfikowane sg jako wyrazenia boolowskie, ztozone ze

stéw kluczowych potaczonych operatorami logicznymi (na ogét ko-
niunkcja, alternatywa i negacja) np. ,gwiazda AND kosmos AND
NOT film”.

Dopasowanie dokumentu do zapytania w modelu boolowskim okre-
$lane jest poprzez sprawdzenie dla niego prawdziwosci podanego w zapy-
taniu wyrazenia. Dla przykladowego zapytania ,,gwiazda AND kosmos
AND NOT film” wyszukane zostang dokumenty, ktére posiadaja w swo-
im opisie stowa kluczowe ,,gwiazda” i ,kosmos”, natomiast nie posiadaja
stowa kluczowego ,,film”.

Zwréémy wiec uwage, ze w ustudze wyszukiwawczej wykorzystuja-
cej model boolowski dla danego zapytania dokument moze znalez¢ sie
w zbiorze wynikowym lub nie i nie ma innych mozliwosci. Wyszuka-
ne zostang dokumenty, ktére doktadnie odpowiadaja zapytaniu i tylko
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takie. Dokumenty, ktére cho¢by w minimalnym stopniu nie odpowiadaja
sformulowanemu w nim warunkowi, nie zostang wyszukane. Wynikiem
oceny dopasowania dokumentu do zapytania, jest tylko prawda lub falsz.
Ponadto model boolowski zaklada, ze wszystkie dokumenty w zbiorze
wynikowym s3a réwnowazne pod wzgledem relewancji i w konsekwencji
jednakowo istotne dla danego zapytania.

Jak wiec widzimy, model boolowski jest bardzo naturalny, jego wyniki
sa przewidywalne i fatwe do objasnienia dla uzytkownikéw. Z implementa-
cyjnego punktu widzenia jest on na ogét najbardziej efektywny z omawia-
nych modeli wyszukiwania, poniewaz dokumenty sg szybko eliminowane
z dalszych rozwazan, w przypadku gdy nie spelniaja kolejnych sprawdza-
nych cztondéw w zapytaniu [Croft, Metzler, Strohman, 2009; Jo, 2019].

Zagadnienia implementacyjne w naszej ksigzce pozostawiamy nieco na
boku - prezentujemy raczej koncepcje, metody, a nie finalne rozwigzania
- jednakze kilka stron poswiecimy na zarys gtéwnych idei zwigzanych
z realizacjg procesu wyszukiwania przy pomocy modelu boolowskie-
go. Przedstawimy tylko wybrane gléwne elementy zagadnienia imple-
mentacji wyszukiwarki boolowskiej i to w formie przyktadowej, tak aby
czytelnik lepiej zrozumial specyfike dzialania tego rodzaju systemoéw.
Natomiast oczywiscie szczegolowa charakterystyka tej tematyki jest nie-
mozliwa z powodu szczuplosci miejsca i odsytamy czytelnika do pozycji
takich jak: [Frakes, Baeza-Yates, 1992; Manning, Raghavan, Shiitze, 2007;
Croft, Metzler, Strohman, 2009; Kowalski, 2011; Jo, 2019].

Problem wydaje si¢ zresztg dosy¢ interesujacy. Oczywistym jest bo-
wiem, ze bezposrednie podejscie polegajace na sprawdzaniu okreslonego
w zapytaniu warunku, po kolei dla wszystkich dokumentéw w kolekcji,
w teorii pewnie powinno dziala¢, ale w praktyce raczej okaze sie rozwig-
zaniem naiwnym, niemozliwym do zastosowania ze wzgledow efektyw-
nosciowych. W przypadku wyszukiwarki indeksujacej miliardy doku-
mentéw webowych, sprawdzenie warunku zapytania dla kazdego z nich
trwaloby zdecydowanie zbyt dlugo.

Otéz podstawowy pomyst stojacy za efektywng implementacja prze-
twarzania zapytania w wyszukiwarce boolowskiej, polega na zamianie
operacji logicznych na dziatania na zbiorach dokumentéw. Skadinad jest
to podejscie naturalne, zwigzek migedzy logika klasyczng i teoria mnogo-
$ci jest przeciez doskonale znany i powszechnie wykorzystywany w ma-
tematyce.

Do usprawnienia procesu przetwarzania zapytania, stosowana jest
ponadto pomocnicza struktura danych, nazywana indeksem. Jak juz po-
wiedzieliSmy w punkcie 2.1.3, omawiajac typowa budowe wyszukiwarki
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dokumentéw, cechy dokumentéw (w tym wypadku stowa kluczowe dla
poszczegélnych dokumentéw) przechowywane sa w indeksie. Indeks ten
nie ma jednak postaci tzw. listy prostej, to znaczy listy uporzadkowanych
po kolei dokumentéw, wraz z opisujacymi je kluczcowymi. W ustugach
wyszukiwawczych stosowane indeksy niemal zawsze majg charakter tzw.
indeksu odwrotnego, lub listy inwersyjne;j.

Indeks odwrotny (przyktadowy indeks przedstawiony zostat na rysun-
ku 2.1.1) sklada si¢ ze stownika, zawierajacego wszystkie stowa kluczowe
wykorzystywane do indeksowania dokumentéw w calej kolekcji. Za-
zwyczaj stownik ma forme odpowiedniej struktury danych (np. drzewa
B+), umozliwiajacej szybkie wyszukanie danego stowa kluczowego. Do
kazdego stowa kluczowego przypisana jest lista odsytaczy do wszystkich
dokumentdéw, do ktdérych stowo to zostalo przypisane. Odsylacz do do-
kumentu, to identyfikator dokumentu (np. jego numer), lub kazda inna
informacja pozwalajaca bezposrednio uzyska¢ do niego dostep (np. fi-
zyczna informacja o jego lokalizacji). Listy odsylaczy sa uporzadkowane
wedlug ich wartosci.

{2 {4 s o 16 o] 52 | o4 o] 18 |
Crasmos ] (1 ][] 5]
[Civwar e8] {7

Stownik !
Listy odsylaczy - posortowane wg. odsylacza

Rys. 2.1.1. Przyktadowy indeks odwrotny dla wyszukiwania boolowskiego

Zrédto: opracowanie wtasne.

W przykfadzie na rysunku 2.1.1, dokumenty zostaly zaindeksowane
przy pomocy trzech stéw kluczowych (terméw), przy czym np. term
~kwazar” wystepowal jako stowo kluczowe tylko w dokumentach 81 17.

Przy pomocy indeksu odwrotnego fatwo mozna wykonywac operacje
boolowskie na termach zapytania, przy pomocy odpowiednich dziatan
na listach dokumentéw zwigzanych z tymi termami. Najtatwiejsza sy-
tuacja jest w przypadku gdy zapytanie sktada sie tylko z jednego stowa
kluczowego. Musimy znalez¢ je stowniku, a nastepnie jako wynik wy-
szukiwania przyja¢ wszystkie dokumenty znajdujace si¢ na przypisanej
mu lidcie odsylaczy. Na przyklad, jesli zapytanie sktadalo si¢ ze stowa
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kluczowego ,,kosmos” - to znajdujemy je w stowniku i jako wynik wy-
szukiwania przyjmujemy zbiér dokumentéw z przypisanej mu listy in-
wersyjnej, o numerach {1, 2, 3, 5, 8, 13, 21, 34}.

Jesli w zapytaniu wystepuje koniunkcja lub alternatywa dwoéch stow
kluczowych musimy polaczy¢ dwie listy dokumentéw. Rozwazmy dla
przykladu zapytanie ,gwiazda AND kosmos”. Pierwszy krok polega na
wyszukaniu list dokumentéw zwigzanych z kazdym stowem kluczowym.

gwiazda {2, 4,8, 16, 32, 64, 128}
kosmos {1,2,3,5,8,13,21, 34}

Nastepnie musimy polaczy¢ te dwie listy, wybierajac do listy wyniko-
wej dokumenty powtarzajace si¢ w obydwu z nich. Poniewaz listy odsy-
taczy w indeksie odwrotnym sa uporzadkowane wedtug identyfikatorow
dokumentdéw, mozna zastosowa¢ prosty i szybki algorytm faczenia dwu
uporzadkowanych zbioréw danych. Kilka jego krokéw wygladatoby na-
stepujaco:

1. Poréwnujemy zawsze pierwsze elementy w listach. W tym przy-

padku beda to dokumenty 2 i 1. Poniewaz 1 < 2, wigc dokument
o numerze 1 nie moze wystepowac w pierwszej liscie (musialby by¢
wczesniej, przed 2), w zwiazku z tym wylaczmy go z wyniku ko-
niunkcji — w drugiej liscie (dla stowa ,,kosmos”) ustawiamy sie na
kolejny element.

2. Poréwnujemy 2 i 2. Poniewaz 2 = 2, wiec dokument 2 wystepuje

w listach dla obu stéw kluczowych. Zapisujemy go do wynikowe;j
listy potaczonej i w listach obu stéw kluczowych przesuwamy si¢ na
kolejne elementy.

3. Poréwnujemy 4 i 3. Poniewaz 3 < 4, wigc dokument 3 z pewnoscia

w pierwszej liscie nie wystepuje — w drugiej liscie (dla stowa ,ko-
smos”) ustawiamy sie na kolejny element.

4. Poréwnujemy 4 i 5. Tym razem 4 < 5, tak wigc w lidcie drugiej

z pewnoscig nie wystepuje dokument 4 - tym razem ustawiamy sie
na nastepny element w pierwszej liscie, dla stowa ,,gwiazda’.

5. Poréwnujemy 81 5. Poniewaz 5 < 8, przesuwamy si¢ w liScie drugiej.

6. Poréwnujemy 81 8. Tym razem 8 = 8, a wiec dokument 8 wystepuje

w obu listach. Zapisujemy go do zbioru wynikowego i w obu listach
przesuwamy si¢ na nastepne dokumenty itd.

Jak widzimy, algorytm wylawiania dokumentéw powtarzajacych sie
w obu list jest prosty i szybki. Przy jego wykonaniu musimy wykona¢

30 Inteligentne ustugi informacyjne



tylko tyle krokow, ile jest dokumentéw w obu listach, czyli 7 + 8 = 15. Po
przejrzeniu obu list, bez trudu znajdziemy wszystkie ,,duplikaty”. W na-
szym przykladzie, oczywiscie otrzymujemy:

gwiazda AND kosmos {2, 8}

W zblizony sposéb tatwo mozemy wykonywac inne operacje logiczne
na stowach kluczowych, stosujac podobne algorytmy Iaczenia list doku-
mentéw zwigzanych z tymi stowami. Oczywidcie zapisujac dokumenty
do zbioru do zbioru wynikowego, zgodnie z regula dla danej operacji lo-
giczne;j.

I tak np. dla alternatywy musimy w liscie wynikowej umiesci¢ doku-
menty wszystkie wystepujace na obydwu listach wyjsciowych:

gwiazda OR kosmos {1, 2, 3, 4, 5, 8, 13, 16, 21, 32, 34, 64, 128}

A dla wyrazenia ,,gwiazda AND NOT kosmos”, wszystkie dokumenty
z pierwszej listy, ktére w drugiej nie wystepuja:

gwiazda AND NOT kosmos {4, 16, 32, 64, 128}

Co w przypadku jedli zapytanie zawiera warunek logiczny zlozony
z wigkszej liczby stéw kluczowych? Na przykiad koniunkcje trzech ter-
mow ,gwiazda AND kosmos AND kwazar”. W takim przypadku musimy
polaczy¢ az trzy listy dokumentow:

gwiazda {2, 4,8, 16, 32, 64, 128}
kosmos {1,2,3,5,8,13, 21, 34}
kwazar {8, 17}

Latwo, oczywiscie byloby przerobi¢ nasz algorytm taczenia list tak, aby
dziatal on dla trzech list, a nie dwu. Komplikowaloby to jednak program
naszej wyszukiwarki. Ponadto, co jezeli uzytkownik wykona zapytanie
zlozone z koniunkcji wiekszej liczby stow kluczowych: czterech, pieciu,
a moze sze$ciu? Lepsza strategia bedzie skorzystanie z prawa lacznosci
i scala¢ nasze listy parami.

Pamietajmy jednak, ze kolejno$¢ scalania list moze by¢ dosy¢ dowolna:

gwiazda AND kosmos AND kwazar = (gwiazda AND kosmos) AND
kwazar =
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= gwiazda AND (kosmos AND kwazar) = (gwiazda AND kwazar)
AND kosmos

Ktora z tych mozliwosci powinnismy wybrac? Wiszystkie one daja takie
same wyniki, czyli identyczng jako$¢ wyszukiwania, nalezy wiec wybra¢
ten wariant ktory daje najlepsza efektywno$¢ — po prostu jest najszybszy.
Kiedy obliczenia beda najefektywniejsze? Wtedy, gdy jak najszybciej po-
skracamy nasze listy dokumentow. Poréwnajmy dwa podejscia.

Pierwsze podejscie: ,,(gwiazda AND kosmos) AND kwazar”.

Laczymy najpierw ,,gwiazda AND kosmos” (7+8 = 15 krokéw), wyni-
ku otrzymujemy liste {2, 8}. Laczymy te liste wynikowa z listag dokumen-
tow dla termu ,kwazar” (2 + 2 = 4 kroki), otrzymujemy wynik zapytania
{8}. Wymagalo to razem 15 + 4 = 19 krokdow.

Drugie: ,,(gwiazda AND kwazar) AND kosmos”

Laczymy najpierw ,,gwiazda AND kwazar” (7 + 2 = 9 krokéw), otrzymu-
jemy liste wspolnych dokumentdéw {8}. Laczymy ja z lista dla stowa ,,kosmos”
(1 + 8 =9) krokdw, otrzymujac wynik {8}. W sumie 9 + 9 = 18 krokow.

Podejécie drugie wymaga wiec mniejszej liczby krokéw. Zysk moze
nie jest duzy, ale tez i nasze przykladowe listy dokumentow sg krotkie.
W przypadku gdy stowo kluczowe moze wystepowaé w setkach, a nawet
tysigcach dokumentdw, zysk bedzie znacznie wigkszy. Wniosek: Przy ko-
niunkcji wielu stéw kluczowych, listy dokumentéw taczymy w kolejnosci
coraz wigkszych ich rozmiaréw. Tak, by jak najszybciej si¢ one poskracaly.

Pozostal nam najtrudniejszy problem. Jak wykonywac¢ zapytania w sy-
tuacji, gdy kilka stéw kluczowych polaczonych jest réznymi dziataniami
logicznymi, powiedzmy w formie takiego wyrazenia, jak: ,gwiazda AND
(kosmos OR NOTkwazar)”.

W przypadku takich wyrazen, bezposrednie ich wykonanie moze by¢
bardzo nieefektywne. Przypomnijmy sobie jak wygladaly listy wynikowe
dla koniunkgji i alternatywy. Otéz w przypadku koniunkcji wynikowa
lista dokumentdéw jest niedtuzsza od kazdej z list zrédlowych, a zazwyczaj
znacznie od nich krétsza. Koniunkcja redukuje wiec liczbe dokumentow,
ktore trzeba rozwazy¢ w dalszych dzialaniach. Alternatywa — odwrotnie.
Daje w wyniku liste nie krotszg od kazdej z list Zzrédlowych, a zazwyczaj
znacznie od nich dluzsza. Alternatywa wydtuza wigc listy dokumentow.
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Tak wiec realizujac okre$lone w zapytaniu wyrazenie logiczne, wy-
szukiwarka powinna tak je wykonywa¢, aby najpierw obliczy¢ wszyst-
kie mozliwe koniunkcje, a dopiero potem alternatywy. Dzieki temu be-
dziemy operowac przez caly czas na mozliwie jak najkrétszych listach
dokumentoéw. Przeksztalcanie wyrazen logicznych tak, aby spelnialy
one powyzsze warunki wymaga zastosowania metod redukcji wyrazen
algebry Boole’a.

Podsumowujac zawarto$¢ niniejszego podrozdziatu, widzimy, ze
przedstawiony w nim model boolowski stanowi niezbyt skomplikowane
i naturalne podejscie do zadania wyszukiwania informacji. Pokazalismy
(w ogdlnym zarysie oczywiscie) sposob efektywnej implementacji ustu-
gi wyszukiwawczej opartej na tej koncepcji, wykorzystujacy stosunkowo
prosta strukture danych, jaka jest indeks odwrotny, oraz szybko dzialaja-
ce algorytmy pozwalajace na okreslenie wynikowego zbioru dokumen-
tow, odpowiadajacego warunkom okreslonym w zapytaniu uzytkownika.

Z punktu widzenia wykorzystania, model boolowski ma wiele zalet.
Przede wszystkim wymieni¢ tu nalezy prostote i jasny formalizm konstruk-
cji zapytania. Zapytania boolowskie sg precyzyjne. Uwaznie zaprojektowa-
ne, pozwalajg na zachowanie pelnej kontroli, transparentnosci i precyzyj-
nosci procesu wyszukiwania. Mozliwe jest skonstruowanie zapytan, ktore
bardzo dokfadnie i $cisle ogranicza wynikowy zbiér dokumentéw do nie-
mal relewantnego. Wyniki dziatania wyszukiwarki boolowskiej sa bardzo
przewidywalne i fatwe do wyjasnienia uzytkownikom.

Powyzsze zalety powoduja, ze zapytania boolowskie sg czesto prefero-
wane przez profesjonalistow zajmujacych si¢ wyszukiwaniem informa-
cji z danej dziedziny. Model ten stanowi podstawe wielu komercyjnych
systemow bibliograficznych. Ponadto fatwo do niego wiaczy¢ inne cechy
dokumentéw poza stowami kluczowymi, takie jak na przyktad réznego
rodzaju metadane dokumentu. Wymaga to jedynie rozszerzenia zapyta-
nia o kolejne cztony logiczne, sprawdzajace okreslane przez uzytkownika
warunki, nakltadane na wartosci dodatkowo wykorzystywanych cech.

Niestety model boolowski, oprdcz szeregu zalet, niesie ze sobg réwniez
wiele niedogodnosci. Podstawowy problem wigze si¢ z faktem, ze strate-
gia wyszukiwawcza modelu boolowskiego bazuje na binarnym kryterium
decyzyjnym - dokument albo jest relewantny, albo nie, bez zZadnej po-
$redniej gradacji. Ponadto, wszystkie dokumenty w zbiorze wynikowym
s tak samo relewantne i istotne dla danego zapytania. Nie ma mozli-
wosci okreslenia, ze jedne z nich sg lepiej, a inne gorzej dopasowane do
zapytania. Moze to pogarsza¢ jako$¢ dzialania ustugi wyszukiwawczej,
zwlaszcza biorgc pod uwage nieprecyzyjny charakter jezyka naturalnego,
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na ktorym przeciez bazuja wszystkie podejscia do wyszukiwania infor-
macji, oparte na tekscie i stowach kluczowych.

Powoduje to, Ze pomimo iz wyrazenia boolowskie maja precyzyjna se-
mantyke, wcale nie jest fatwo przelozy¢ na nie potrzebe informacyjna.
Tak jak powiedzielismy, mozliwe jest skonstruowanie zapytania, ktore
bardzo precyzyjnie ograniczy wynikowy zbidr dokumentéw do niemal
relewantnego, ale nawet w niezbyt ztozonych sytuacjach takie zapytanie
czesto musi by¢ bardzo dtugie i skomplikowane.

Przyczyna tego faktu jest binarny charakter decyzji odnos$nie relewan-
cji dokumentu, ktory powoduje ze warunki logiczne stosowane w kon-
strukcji zapytania dzialaja w sposdb bardzo ostry, silnie modyfikujac
wynikowy zbiér dokumentéw. Wykorzystanie stowa kluczowego w pola-
czeniu z alternatywa moze bardzo rozszerzy¢ wynik zapytania, wiaczajac
do niego wiele dokumentéw nierelewantnych. Z drugiej strony uzycie
stowa kluczowego w koniunkgji z innymi moze bardzo mocno ten wynik
ograniczy¢. Aby zilustrowa¢ ten problem, zastanéwmy si¢ nad nastepu-
jacym przykladem.

Przyjmijmy ze w ustudze wyszukiwawczej obejmujacej kolekcje doku-
mentéw na réznorodne tematy, uzytkownika interesuje wyszukanie do-
kumentéw na temat astronomii. Powiedzmy wigc, Ze aby wyrazi¢ swoja
potrzebe informacyjng, korzysta ze stowa kluczowego:

kosmos

Jednak nie wszystkie dokumenty poswiecone astronomii musza li-
teralnie to stowo kluczowe zawiera¢. Aby uwzgledni¢ inne mozliwosci
z tym zwigzane, uzytkownik postanawia wiec rozszerzy¢ katalog wyko-
rzystywanych w zapytaniu stéw kluczowych o kolejny term czesto wyste-
pujacy w tekstach astronomicznych:

kosmos OR gwiazda

Problem polega na tym, ze dodanie stowa ,gwiazda” moze spowo-
dowa¢ bardzo znaczne rozszerzenie wyniku zapytania, o wszystkie do-
kumenty zawierajace ten term, niekoniecznie po$wiecone astronomii.
Na przyktad, réwniez dotyczace filmu i gwiazd filmowych. Aby zablo-
kowa¢ te mozliwo$¢ trzeba wykluczy¢ pewne uzycia termu ,,gwiazda”
Na przyktad:

kosmos OR (gwiazda AND NOT film)
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Ale z kolei wykluczenie stowa film, powoduje odrzucenie wszystkich
dokumentow zawierajacych ro stowo. Rowniez tekstow poswieconych fil-
mom dokumentalnym o astronomii, a co gorsza takze tekstow na temat
wykorzystania filméw w astronomii, np. do badania widma... gwiazd.
Powiedzmy, ze ten problem da sie jako$ rozwigza¢, dalej komplikujac za-
pytanie. Filmy w astronomii prawdopodobnie rzadko korzystaja z akto-
réw, a wiec zapytanie w rodzaju:

kosmos OR (gwiazda AND NOT (film AND aktor))

powinno chyba dostatecznie precyzyjnie opisa¢ sytuacje. Ale stowo
»gwiazda” wystepuje rowniez czesto np. w tekstach o Dzikim Zachodzie,
jako odznaka wyrdzniajaca strozéw prawa na tym terenie. A ,kosmos”
jest powszechng areng akeji tekstow z gatunku fantastyki naukowe;j. ..

Jak wiec widzimy, nawet w takiej stosunkowo prostej sytuacji, wyra-
zenie potrzeby informacyjnej w formie zapytania boolowskiego, chociaz
mozliwe, moze by¢ dosy¢ ztozonym zadaniem. Dlatego wyszukiwarki bo-
olowskie najlepiej sprawdzajg si¢ przy obsludze w miare jednorodnych
kolekeji dokumentéw z dobrze okreslonej dziedziny. Przy czym prefero-
wane sg one przez profesjonalistow zajmujacych si¢ ta dziedzing, dobrze
znajacych stownictwo w niej wykorzystywane i przyzwyczajonych do
precyzyjnego i uporzadkowanego wyrazania swoich mysli.

Natomiast wigkszo$¢ zwlaszcza nieprofesjonalnych uzytkownikow
uwaza wyrazanie swoich zapytan w postaci wyrazen boolowskich za
trudne. Ograniczaja si¢ wiec do najprostszych warunkow, ktdre nie po-
zwalajg na wlasciwy opis potrzeb informacyjnych. Podobnie dotyczy to
wykorzystania obszernych, bardzo niejednorodnych tematycznie syste-
mow wyszukiwawczych w otwartej sieci.

2.1.2. Model wektorowy wyszukiwania informacji

Model wektorowy wyszukiwania opracowany zostal przez Geralda Sal-
tona w szeregu prac prowadzonych w drugiej potowie lat sze$¢dziesia-
tych i pierwszej potowie lat siedemdziesigtych ubiegtego wieku [Salton,
1968, 1991; Salton, Wong, Yang, 1975; Salton, McGill, 1983; Salton, Buc-
kley, 1987]. Celem jego wprowadzenia bylo rozwiazanie, a przynajmniej
zfagodzenie szeregu probleméw wigzacych sie z wyszukiwaniem bo-
olowskim. Model wektorowy (w formie podstawowej lub z rozmaitymi

Tradycyjne modele wyszukiwania informacji tekstowej 35



modyfikacjami) do dzi$ stanowi dominujace rozwigzanie w wyszukiwar-
kach tekstowych wykorzystujacych stowa kluczowe.

Przypomnijmy, Zze w modelu boolowskim obowigzywala binarna regu-
ta decyzyjna: dokument albo odpowiadal zapytaniu, albo nie. Dawato to
dobre wyniki w przypadku doswiadczonych uzytkownikow, dobrze rozu-
miejacych swoje potrzeby, dziedzing wyszukiwania i baze dokumentow.
Niestety wyrazenie potrzeby informacyjnej w formie $cistych wyrazen
logicznych zwykle jest dosy¢ ztozone. Model boolowski znacznie gorzej
spisywal si¢ wigc dla (wigkszosci) uzytkownikéw, ktorzy nie potrafili tak
precyzyjnie formutowaé swoich potrzeb.

Alternatywa jest ocena relewancji dokumentu dla zapytania w formie
ciaglej. Dzigki temu dokument moze odpowiada¢ zapytaniu w pewnym
stopniu, co czesto pozwala uzyskaé satysfakcjonujace uzytkownika wy-
niki, nawet jesli jego potrzeba informacyjna sformulowana jest nie do
konca precyzyjnie.

Mozliwe jest ponadto wskazanie, ktore z wyszukanych dokumentéw sa
lepiej dopasowane do zapytania, a ktére gorzej. Wynik zapytania przyj-
muje wtedy forme rankingu dokumentéw, posortowanego malejaco (nie-
rosngco) wedlug stopnia relewancji. Najbardziej relewantne dokumenty
prezentowane sg uzytkownikowi na poczatku rankingu, najmniej rele-
wantne — na koncu, co ulatwia przegladanie wynikéw zapytania zlozo-
nych z wielu dokumentdéw.

W modelu wektorowym do okreslenia stopnia dopasowania dokumen-
tu do zapytania, wykorzystuje si¢ miare podobienstwa. W tego rodzaju
podejsciach, mozemy je ogolnie okresli¢ wyszukiwaniem topologicznym,
zapytania formulowane s3 w postaci tzw. zapytania prostego lub ,worka
stow” (bag of words), czyli zestawu termoéw (stéw kluczowych) nie pola-
czonych zadnymi operatorami logicznymi. Uzytkownik w zapytaniach po
prostu okresla stowa kluczowe, ktdre opisuja jego potrzebe informacyjna.

Reprezentacja dokumentu w systemie réwniez ma charakter zestawu
stéow kluczowych, reprezentujacych jego tres¢. Pod tym wzgledem sy-
tuacja jest wiec zblizona do tego, z czym mieliSmy do czynienia w wy-
szukiwaniu boolowskim. Zadaniem wyszukiwarki jest znalezienie prze-
chowywanych w systemie dokumentdw, ktore opisane sg zestawem stow
kluczowych ,,podobnym” do podanych przez uzytkownika w zapytaniu.
Podobienstwo to okreslane jest z wykorzystaniem miar podobienstwa,
opartych na liczbie stow kluczowych wystepujacych jednoczesnie (wspdt-
wystepujacych) w opisie dokumentu i w zapytaniu.

Oznaczmy sobie przez Q zbidr terméw okreslonych przez uzytkow-
nika w zapytaniu, za$ przez D, zbidr termdéw wykorzystanych w opisie
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dokumentu. Naturalnym kandydatem na miare dopasowania dokumentu
do zapytania (podobienstwa) wydaje si¢ w tym przypadku tzw. wspoélczyn-
nik dopasowania prostego, rowny po prostu liczbie terméw wspotwystepu-
jacych w dokumencie i zapytaniu:

|Q ND| (2.1.1)

Przez | - | rozumiemy moc zbioru, czyli w tym przypadku liczbe jego ele-
mentow.

Wspdlczynnik dopasowania prostego jest jasng, prostg i intuicyjng
miarg podobienstwa, ale ma jedng podstawowa wade. Otdz miara ta nie
bierze pod uwage dtugosci opisu dokumentu, ktéra przeciez w danej ko-
lekcji dokumentéw moze by¢ bardzo rézna. Dokumenty moga by¢ zain-
deksowane rézng liczbg terméw indeksujacych, pod tym wzgledem nie
stosuje sie zadnego ujednolicenia. A przeciez, jesli na przyktad, dwa ter-
my z zapytania wystepuja w opisie dokumentu ztoZzonego z, powiedzmy,
trzech stéw kluczowych, to znacznie silnie wskazuje to na ten dokument,
niz gdyby takie dopasowanie wystapilo w przypadku opisu zlozonego ze
stow dwudziestu.

Aby rozwigzaé ten problem, jako miary podobienstwa dokumentu
i zapytania, stosuje si¢ raczej miary znormalizowane, niewrazliwe na
kwestie dlugosci opisow. Przykladem tego rodzaju miernika moze by¢
np. wspolczynnik Dice’a:

QD]

2
D[ +[Q]

(2.1.2)

Inng czasami stosowang miarg podobienstwa jest rowniez wspotczyn-
nik Jaccarda:

QD]

2.1.3
pUq| (213)

Jednak zdecydowanie najczesciej stosowang miarg podobienstwa
dokumentu do zapytania jest tzw. wspdlczynnik cosinusoidalny (albo
wspotczynnik cosinusow):

QD)

Jpiiel

(2.1.4)
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Wspotezynnik cosinusow (2.1.4) lub jego rézne (na ogoét proste) mo-
dyfikacje, stanowi powszechnie stosowana miare podobienstwa doku-
mentu do zapytania, w ustugach wyszukiwawczych opartych na modelu
wektorowym wyszukiwania. Zaréwno z powodéw implementacyjnych,
jak dla jasniejszego pokazania kolejnych elementéw tego modelu, wy-
godniej nam bedzie sformulowa¢ go w formie algebraicznej, nie zas jak
we wzorze (2.1.4) w oparciu o operacje teorii mnogosci.

Przyjmijmy, Ze w kolekcji wyszukiwarki znajduje sie m dokumentow.
Jak wcze$niej wspomnielismy, dokumenty w modelu wektorowym, opi-
sywane sg przy pomocy zbioréw stow kluczowych. Zatézmy wiec dalej,
ze do opisu dokumentéw wykorzystujemy stownik, ztozony z n stéow
kluczowych. Woweczas opis kazdego j-tego dokumentu d,, j =1, ..., m
mozemy przedstawic jako pewien wektor d, = [w,, w,..., w AT wnwy-
miarowej przestrzeni wszystkich stéw kluczowych R” gdzie:

1 gdy i—ty term wystepuje w dokumencie d, (2.1.5)
i 0 w przeciwnym wypadku o

Zbidr termow reprezentujacych kazdy z dokumentdw, przedstawiamy
wiec jako binarny wektor w wielowymiarowej przestrzeni (o bardzo du-
zym wymiarze — liczba wszystkich stow kluczowych zazwyczaj jest bar-
dzo duza, czgsto n jest rowne kilka, nawet kilkadziesiat tysiecy), ktory
ma wartosci 1 na pozycjach odpowiadajacych stowom kluczowym wy-
stepujacym w opisie tego dokumentu, 0 na pozycjach pozostatych stow
kluczowych.

Analogicznie, rowniez zapytanie uzytkownika q mozemy reprezento-
wac jako wektor w tej samej przestrzeni wszystkich mozliwych stow klu-
czowych wystepujacych w stowniku wyszukiwarki q = [q,, q,,...» g,]", gdzie
1 gdy i —ty term wystepuje w zapytaniu g 216
i _{ 0 w przeciwnym wypadku (2.16)

Podobienstwo dokumentu d, do zapytania g, sim(d, q) okreslamy przy
pomocy wspoétczynnika cosinuséw (2.1.4), przy czym dla reprezentacji
w formie wektoréw, mozemy go zapisa¢ nastepujaco:

land| X am,
\/7\/7 Z %Z Wij

sim(q,d,) (2.1.7)
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Zauwazmy, ze we wzorze (2.1.7) zapisaliémy wspolczynnik cosinu-
sOw (2.1.4) przy pomocy prostych formut algebraicznych. Wystepujace
w liczniku wyrazenia sg réwne 1 jedli i-te stowo kluczowe wystepuje
zarébwno w dokumencie (woéwczas g, = 1), jak i w zapytaniu (wéwczas

qw,;=1). W przeciwnym przypadku wyrazenia qw,; s3 réwne 0 (ponie-
waz wowczas albo W, = 0, albo g,= 0). A wiec po ich zsumowaniu, licz-
nik wspolczynnika we wzorze (2.1.7) jest rowny liczbie stow kluczowych

wspotwystepujacych w dokumencie i w zapytaniu. Analogicznie w mia-

nowniku wzoru (2.1.7) wyrazenie Zq,z jest po prostu rowne liczbie stow
n i=1

kluczowych w zapytaniu, zas Zwi liczbie stow kluczowych w opisie do-
kumentu. i=1

Zasada dzialania wyszukiwarki wektorowej jest dosy¢ oczywista. Dla
danego zapytania q, obliczamy wartos¢ sim(d, q) czyli podobienstwo
kazdego z dokumentéw d,, j = 1, ..., m do tego zapytania, korzystajgc
z wzoru (2.1.7). Nastepnie porzadkujemy dokumenty wedlug wyznacza-
nych podobienstw i zwracamy jako wynik zapytania utworzony ranking.
W praktyce zwracanie dokumentéw, ktérych podobienstwo jest réwne
lub niemal réwne zero nie mialoby sensu, dlatego wyszukiwarki zwracaja
na ogot tylko ranking k dokumentéw najbardziej podobnych do zapyta-
nia. Powyzszy opis, oczywiscie, dotyczy jedynie zasady dziatania wyszu-
kiwarki wektorowej. Kwestig charakterystyki jej praktycznego sposobu
implementacji, zajmiemy si¢ w dalszej czesci niniejszego punktu.

Sprébujmy teraz przyjrzec sie zasadzie dzialania modelu wektorowego
na przyktadzie. Pozwoli nam to lepiej zrozumie¢ ide¢ jego funkcjonowa-
nia oraz stworzy podstawy do omdwienia dalszych jego elementow.

Przyjmijmy, ze wyszukiwarka obstuguje kolekcje 12 dokumentéw
(m = 12). Zostaly one zaindeksowane w sumie 13 stowami kluczo-
wymi (n = 13). Sposéb przypisania stéw kluczowych poszczegdlnym
dokumentom przedstawiony zostal w macierzy termow-dokumentow,
przedstawionej na rysunku 2.1.2. Poszczegdlne jej kolumny stanowig
wektory reprezentacji dokumentéw. Na przyklad, pierwszy dokument
zaindeksowany zostal czterema stowami kluczowymi: {Blaster, Gwiazda,
Nadprzestrzen, Podréz}. Reprezentujacy go wektor ma wigc postaé
d = [1,0,0,1,0,0,0,1,0,0, 1, 0, 0]". Jedynki wystepuja na pozycji 1
(poniewaz stowo kluczowe ,Blaster” jest pierwsze w naszym slowni-
ku), pozycji 4 (stowo kluczowe ,,Gwiazda” jest czwarte), pozycji 8 (stowo
»Nadprzestrzen” jest na 6smym miejscu), oraz na pozycji 11 (to z ko-
lei jest numer w stowniku termu ,,Podréz”). Na pozostalych pozycjach
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wystepuja wartosci zerowe. Podobnie drugi dokument zaindeksowany
zostal termami {Gwiazda, Kowboj, Podréz, Rewolwerowiec}. Reprezen-
tujacy go wektor ma wiec posta¢ d, = [0, 0,0, 1,0, 0, 1, 0, 0, 0, 1, 1, 0]
*. Podobnie pozostate dokumenty. Wektory reprezentujace poszczegdlne
dokumenty znajdujg si¢ na rysunku 2.1.2 w kolumnach macierzy, opa-
trzonych tytulami odpowiadajacymi ich numerom.

Term\Dokument| 1 | 2 | 3 | 4 | 5|6 | 7|8 |9 |[10]11] 12
Blaster 1 0 0 0 1 0 0 0 0 0 0 1 T
Czarna dziura o|joj(of1|1|j0|1(0|0]|]1|0|0O ?
Grawitacja ofoj1|1(0(1j1|]0]JO0O|1|O0]|O F
Gwiazda i|{1(0lO0|1|]1]|]O0|1|0|1]|1]|1 T
Indianie 0 0 1 0 0 0 0 0 1 0 1 0 F
Kosmos 0|00 1 1 1 1 1 0 1 1 1 T
Kowboj 0 1 1 0 0 0 0 0 1 0 0 1 T
Nadprzestrzen i|{o0ol0|O0O]1]O0O]1|O|O]|]O]|]O]|1 T
Obserwacja ofo|1|{1l0|1j0|]1]|]O0|O0O0|O0O]|O F
Planeta 0 0 0 1 0 0 0 1 1 1 0 0 T
Podréz 1 1 0 0 0 1 0 1 1 0 1 0 F
Rewolwerowiec | 0 | 1 [ 1 | 0| O|O0O|O|O]1|O0]1]0O T
Teleskop ofojo|j1|0f1f|1]|]0]|]O0O|1|1]|1 z
3 2 1 3 4 |1 41413 143 3
0,61(0,41(0,18/0,50|0,73|0,67|0,73|0,55(0,18(0,67(0,50(0,50

Rys. 2.1.2. Dziatanie przyktadowej wyszukiwarki wektorowej

Zrédto: opracowanie wtasne.

Przyjmujmy, Ze do systemu wykonane zostalo zapytanie, zlozone z na-
stepujacych stow kluczowych: {Blaster, Gwiazda, Kosmos, Kowboj, Nad-
przestrzen, Teleskop}, co odpowiada wektorowi zapytania q = [1, 0, 0, 1,
0,1,1,1,0,0,0,0, 1] Na rysunku 2.1.2, wektor zapytania q przedstawio-
ny zostal w kolumnie po prawej stronie.

Korzystajac ze wzoru (2.1.7) obliczmy teraz podobienstwo kazdego
z dokumentéw kolekcjid, j =1, ..., 12 do zadanego przez uzytkownika
zapytania q. I tak, dla pierwszego dokumentu d , wyrazenie w liczniku
stuzy do wyznaczenia liczby stow kluczowych wspdtwystepujacych w za-
pytaniu i tym dokumencie:
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1.1+00+00+1-1+00+10+10+1-1+00+00+0-1+0-0+1-:0=3

Tak wigc w pierwszym dokumencie wystepuja 3 stowa kluczowe z po-
danych w zapytaniu. W naszym prostym przykltadzie, tatwo mozemy
sprawdzi¢ na rysunku 2.1.2, iz rzeczywiscie tak wlasnie jest. Musi-
my jeszcze obliczy¢ wyrazenie w mianowniku wzoru (2.1.7), wyzna-
czajace pierwiastki z liczby stéw kluczowych wystepujacych w zapyta-
niu i dokumencie:

\/(12+02+02 +12+0* +12 41 +1°+0° +0° +0> + 0> +1%) -

V2402 402 +12 402 40> +02 +12 +0% 40> +12 40> +0* =

=64 =26

Czyli ostatecznie podobienstwo pierwszego dokumentu z kolekeji, do
wykonywanego zapytania, wynosi:

n
Zi:lqiwil

sim(q,d, )= ~0,61

Analogicznie wyliczmy korzystajac ze wzoru (2.1.7), podobienstwo
drugiego dokumentu d, do zapytania q. Obliczajac liczbe wspotwystepu-
jacych termoéw w liczniku, otrzymamy tym razem:

1.0+00+00+11+00+10+11+1-0+0-0+0-0+0-1+0-1+1.0=2
W opisie drugiego dokumentu wystepuja wiec, jak widzimy, tylko dwa

stowa wykorzystane w zadanym przez uzytkownika zapytaniu. Podobnie
obliczmy czlon normalizacyjny w mianowniku:

V2402402 +12 402 +12 +12 412 40> 40> 402 +0> +12 -

JOR 402 402 +12 40 402 +12 +0% 40 +0* +12 +12 +0° =

_ V6 =246

Co ostatecznie pozwala nam wyznaczy¢ podobienstwo drugiego do-
kumentu do wykonanego przez uzytkownika zapytania q:
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Z?:ﬂiwiz 2

sim(q,d2)= = ~0,41

Jak wida¢, podobienstwo drugiego dokumentu do zapytania jest nie-
co mniejsze niz w przypadku pierwszego. Wynika to z faktu, ze wyste-
puja w nim jedynie dwa stowa kluczowe uzyte w zapytaniu, a nie trzy
(jak w dokumencie pierwszym).

Obliczenie podobienstw pozostatych dokumentéw pozostawiamy juz
czytelnikowi. W naszym przykladzie na rysunku 2.1.2 otrzymane podo-
bienstwa zostaly przedstawione w dolnej czgsci kolumny kazdego doku-
mentu. Dla fatwiejszej kontroli wynikéw, przedstawione zostaty réwniez
liczby stow kluczowych wspétwystepujacych w kazdym z dokumentow
i zapytaniu, czyli warto$ci w liczniku wzoru (2.1.7).

Poréwnajmy jeszcze szybko podobienstwo dokumentu pierwszego
oraz czwartego. Widzimy, ze liczba stow kluczowych wspotwystepu-
jacych w tych dokumentach i w zapytaniu jest jednakowa — w obydwu
przypadkach s to trzy termy. A jednak podobienstwo dokumentu pierw-
szego jest nieco wyzsze, poniewaz wynosi 0,61, podczas gdy czwartego
tylko 0,50. Wynika to z faktu, ze opis dokumentu czwartego jest znacznie
dluzszy niz pierwszego. I tak, w dokumencie pierwszym mamy 3 wspol-
wystapienia stow kluczowych na 4, zas z dokumencie czwartym 3 na 6.
Dokument pierwszy jest wiec lepiej dopasowany do zapytania.

Aby zakonczy¢ przyklad pozostaje nam juz tylko sporzadzenie wyniku
wyszukiwania. Powiedzmy, ze wyszukiwarka prezentuje ranking wynikowy
5 najbardziej dopasowanych dokumentéw. Analizujac obliczone na rysun-
ku 2.1.2 podobienstwa, widzimy ze najbardziej dopasowane do zapytania
s dokumenty piaty i siodmy (z takim samym podobienstwem 0,73). Dalej
w kolejnosci wystepuja dokumenty szes¢ i dziesie¢ (podobienstwo 0,67),
a za nimi jest dokument pierwszy (0,61). Oczywiscie przy takim samym
podobienstwie kolejno$¢ dokumentéw jest dowolna (zazwyczaj wynikac
bedzie z kolejnosci obliczen), ale ranking wynikowy pieciu dokumentow
najlepszych dla naszego zapytania, méglby wyglada¢ nastepujaco:

5,7,6,10,1
Przedstawiony przyklad prezentuje istote dziatania modelu wektoro-

wego wyszukiwania informacji. Jak widzimy, pozwala on zamieni¢ ze
swej istoty logiczng procedure wyszukiwania na operacje algebraiczne
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w pewnej wielowymiarowej przestrzeni wektorowej, w ktorej reprezentu-
jemy cechy przechowywanych w kolekeji dokumentéw oraz wykonywa-
nego przez system zapytania uzytkownika.

Jak do tej pory zakladaliémy jednak, ze zaréwno wektor zapytania
q = (4, 4, q,] jak i wektory opisujgce dokumenty kolekeji d; = [w,,

w an] maja charakter binarny, i zawieraja wylacznie wspoétrzedne

e
0 lub 1. Dokladniej rzecz biorac, oznacza to, ze dany term moze wysta-
pi¢ w dokumencie (zapytaniu) lub nie. Wszystkie stowa kluczowe w opi-
sie dokumentu (albo zapytaniu) traktowane s3 wiec rGwnowaznie i nie
mamy zadnej mozliwosci wyspecyfikowania informacji, ze pewien term
jest bardziej lub mniej istotny dla tresci dokumentu niz inny.

Kwestia ta ma moze mniejsze znaczenie dla specyfikacji zapytan,
w wiegkszo$ci ustug wyszukiwawczych uzytkownicy i tak nie majg moz-
liwosci definiowania waznosci poszczegélnych uzywanych w nich stéw
kluczowych (chociaz w dalszej czesci ksigzki bedziemy moéwili o syste-
mach wyszukiwawczych, ktore tego rodzaju dzialania podejmuja auto-
matycznie). Podaja jedynie stowa kluczowe, opisujace ich potrzebe in-
formacyjng. Nietrudno jednak chyba sobie wyobrazi¢, ze mozliwo$é
okreslania istotnosci termdéw bylaby istotng wlasciwoscig z punktu wi-
dzenia modelowania nieprecyzji opisu zawarto$ci dokumentéw. Opis tre-
$ci przy uzyciu stéw kluczowych jest nieprecyzyjny z natury. Wydaje sie
dosy¢ naturalne, ze pewne stowa kluczowe moga by¢ wazniejsze niz inne,
ktore takze oddajg zawarto$¢ dokumentu, ale nie w tak istotny sposob.

Binarny charakter przypisania dokumentom terméw byt niezwykle
istotny w sytuacji gdy spogladaliémy na proces wyszukiwania jak na proce-
dure opartg na logice klasycznej. Poniewaz model wektorowy ma (w prze-
ciwienstwie do boolowskiego) charakter algebraiczny, a nie logiczny,
mozemy bez trudu zrezygnowac z tego ograniczajacego zalozenia. Dla wy-
znaczenia cosinusoidalnej miary podobienstwa dokumentu do zapytania,
przy pomocy zaleznosci (2.1.7) (podobnie zresztg jak i dla innych stosowa-
nych miar) nie ma znaczenia czy analizowane wektory maja wspotrzedne
o wartosciach binarnych, czy tez ogdlnie - rzeczywistych.

Tak wiec, w modelu wektorowym wyszukiwania informacji zaréwno
wektory zapytania q = [q, q,.... 4], jak i opisu dokumentud, = [w,, w...,
w, ] moga by¢ dowolnymi wektorami w przestrzeni R". Term i w opisie
zapytania lub dokumentu j, reprezentowany jest przez pewna nieujemng
liczbe rzeczywistg g, lub w,, nazywang ,wagg”. Im wigksza warto$¢ wagi
termu, tym bardziej jest on istotny dla opisu tresci dokumentu (zapy-
tania). Zerowa warto$¢ wagi oznacza, ze dane stowo kluczowe w opisie
dokumentu lub zapytania nie wystepuje.
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Nieco dluzej musimy si¢ zatrzymac nad kwestig okreslania wartosci wag
w,, terméw w opisie dokumentéw kolekeji systemu wyszukiwawczego. Do
realizacji tego zadania opracowanych zostalo wiele podejs$¢, nadal jednak
najczesciej wykorzystywana jest klasyczna regula, stworzona przez tworce
modelu wektorowego, Geralda Saltona, okreslana czesto jako tzw. regufa
tf*idf. Zgodnie z nig, do oceny istotnosci stowa kluczowego nie wystarczy
wzigc¢ pod uwage jedynie znaczenia termu dla samego dokumentu, ale row-
niez jego sile dyskryminacyjna, pozwalajaca na rozréznianie dokumentow
w obrebie calej obstugiwanej przez system kolekcji.

Zgodnie z regula tf*idf, wagi terméw tworzone sg wigc jako iloczyn
wspoélczynnika tf oraz idf, gdzie:

o Czesto$¢ termu tf (ang. term frequency) jest miarg oceniajacg zna-
czenie stowa kluczowego dla danego okreslonego dokumentu. Przy
najczesciej stosowanym automatycznym indeksowaniu petnoteksto-
wym, kiedy jako termy indeksujgce przypisywane sg stowa wchodza-
ce w sklad tekstu dokumentu, na ogét jako wspotczynnik #f przyjmo-
wana jest po prostu (zgodnie z nazwg) liczba (lub odsetek) wystapien
danego stowa w dokumencie. Mozliwe jednak s3 inne podejscia. Na
przyklad przy recznym indeksowaniu, wartos¢ ¢f moze by¢ okresla-
na przez eksperta, decydujacego o wyborze terméw indeksujacych.

o Odwrotnos¢ czestosci dokumentu idf (ang. inverse document fre-
quency), jest miarg wartodci informacyjnej termu, czyli jego przy-
datnosci dla rozrézniania tresci réznych dokumentéw w kolekeji.
Opiera si¢ ona zazwyczaj na liczbie dokumentéw, w ktérych wyste-
puje dane stowo kluczowe, okreslanej jako tzw. czgstos¢ dokumentu
df (ang. document frequency). Jesli wystepuje ono w wielu doku-
mentach, to jego warto$¢ dyskryminacyjna jest relatywnie nizsza.
Jesli w niewielu, to podanie go przez uzytkownika w zapytaniu, bar-
dzo wyraznie wskazuje ktére dokumenty sa dla niego relewantne.
Do oszacowania odwrotnej czestosci dokumentu idf stosowane sa
rozne podejscia, poczawszy od zwyklej odwrotnosci czgstosci do-
kumentu 1/df, zazwyczaj jednak nieco ,splaszcza” si¢ wartosci df,
poprzez operacj¢ logarytmowania.

Klasyczna, wprowadzona przez Saltona, nadal jednak czesto wykorzy-

stywana, metoda wyznaczania warto$ci wagi W, i-tego stowa kluczowego
dla j-tego dokumentu, okreslona jest przy pomocy zalezno$ci:

w, =tf, -idf, =tf, lg(ﬁ (2.1.8)

1
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gdzie tf, jest czgstodcig termu i w dokumencie j (np. liczbg lub odset-
kiem wystgpien w tekécie dokumentu), idf, -~ odwrotnoscig czestosci
dokument6w dla i-tego stowa kluczowego, df, - liczbg dokumentéw za-
wierajacych i-te stowo kluczowe, zas m - liczba wszystkich dokumentow
znajdujacych sie w kolekgji.

Nie jest to jednak jedyna metoda wazenia termdw, na przyklad inna
obecnie dosy¢ czesto stosowana formula korzysta z zaleznosci [Croft,
Metzler, Strohman, 2009]:

w. = (log(tﬂ,—)ﬂ)-bg(m/dﬁ)
| \/Zj1((log(%)+1)'log(m/dﬁ ))2

Warto$¢ 1 dodawana jest do komponentu czestosci termu ze wzgledow
technicznych, by termom z czestoscig 1 nie zostala przydzielona waga
0 zerowej wartosci.

Na koniec, aby uzupetnic¢ zarys podstaw modelu wektorowego wyszu-
kiwania informacji, krétkie wyjasnienie, dlaczego miare podobienstwa
dokumentu d; do zapytania g, dang przez zaleinos¢ (2.1.7), okrela si¢
jako wspdlczynnik cosinusoidalny. Latwo zauwazy¢, ze w wyrazenie
w liczniku wzoru (2.1.7) jest iloczynem skalarnym wektoréw d, oraz g,
za$ w mianowniku znajduje si¢ iloczyn dlugosci tych wektoréw. Przypo-
mnijmy dalej, Ze iloczyn skalarny wektoréw réwny jest iloczynowi dtugo-
$ci tych wektoréw, pomnozonemu przez cosinus kata miedzy nimi. Tak
wiec przeksztalcajac (2.1.7), otrzymujemy:

7 iVij ’d'
Z,:ﬂw, _1 /:cos(q,dj) (2.1.10)

gy w9

Jak wiec widzimy z (2.1.10), wykorzystywana w modelu wektorowym
wyszukiwania informacji miara podobienstwa miedzy wektorem do-
kumentu i zapytaniem, okre$lona przy pomocy wspdtczynnika (2.1.7),
réwna jest cosinusowi kata miedzy tymi wektorami. Tak wigc o podo-
bienstwie tym nie decydujg dokladne wartoséci wag (wektory réwnolegte
sg takie same, czyli majg podobienstwo 1), ale réznice w wartosci kata
miedzy wektorami w przestrzeni termoéw. Przykladowa ilustracja dla tréj-
wymiarowej przestrzeni termoéw, pokazana zostala na rysunku 2.1.3.

Aby zakonczy¢ nasza prezentacje modelu wektorowego wyszukiwa-
nia informacji, pozostalo nam jeszcze oméwienie podstawowych kwestii

(2.1.9)

sim(q,d}.)z
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implementacyjnych ustugi wyszukiwawczej, wykorzystujacej ten model.
Oczywiscie, podobnie jak w przypadku modelu boolowskiego, nie be-
dziemy zaglebiad si¢ w szczegdly konstrukeji tego rodzaju systemow, po-
przestaniemy jedynie na ogélnym zarysie tej tematyki.

Oczywiscie nasze poprzednie rozwazania odno$nie dziatania mode-
lu wektorowego mialy charakter przedstawienia modelu tego dzialania,
a nie praktycznego sposobu jego realizacji. Podejscie oparte na wyznacza-
niu podobienstwa wszystkich dokumentéw w kolekeji, bytoby zupelnie
niepraktyczne, z powodu efektywnosci dziatania ustugi wyszukiwawczej.
Okreslenie rankingu zwracanych dokumentéw w czasie akceptowalnym
przez uzytkownika bytoby po prostu niemozliwe.

A
t3

v

4

Rys. 2.1.3. Podobienstwo w modelu wektorowym jako miara kata miedzy wektorami
dokumentu i zapytania

Zrédto: opracowanie wtasne.

Zwré¢my przy tym uwage, ze wymiar wektoréw opisow dokumen-
tow i zapytania w modelu wektorowym, jest bardzo wysoki (réwny liczbie
wszystkich stow kluczowych w stowniku systemu wyszukiwawczego). Moze
on wiec siega¢ nawet dziesigtkow tysiecy. Bezposrednie stosowanie wzoru
(2.1.7) do obliczania podobienstw, wymagatoby wiec réwniez ogrom-
nych ilo$ci obliczen, a przeciez nalezaloby je powtérzy¢ dla wszystkich
dokumentéw.

W dodatku wektory te majg charakter bardzo rzadki. Ze wszyst-
kich dziesigtkow tysiecy dostepnych w stowniku termoéw, w opisie
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pojedynczego dokumentu wystepowac bedzie najprawdopodobniej nie-
wielki ich odsetek — na przyklad tekst typowej strony webowej obejmuje
kilkadziesigt-kilkaset réznych stéw. Zapytania uzytkownikéw zazwyczaj
sa jeszcze krotsze. W ich sktad wchodzi zwykle jedno, dwa stowa kluczo-
we, a maksymalna ich liczba bardzo rzadko przekracza poziom kilku.

Oznacza to, ze w typowym wektorze dokumentu, zaledwie kilkadzie-
sigt, moze kilkaset, wspolrzednych na kilkadziesiat tysiecy bedzie miato
wartosci niezerowe. Pozostale beda réwne zero. W wektorze zapytania
odsetek wspdtrzednych niezerowych bedzie jeszcze nizszy, i to znacznie.
Bezkrytyczne bezposrednie stosowanie wzoru (2.1.7) nie ma wiec po
prostu sensu. WykonywalibySmy mnoéstwo obliczen na wartosciach ze-
rowych, nie majacych kompletnie Zadnego wplywu na wynik koncowego
podobienstwa.

(a) Przykladowa tablica term-dokument z wagami w, = tf *idf, terméw indeksujacych

tf

Term\Dokument | 1 [ 2 (3|4 |56 |7 |8|9(|10(11|12 df | idf
Blaster 31010 1(0|0|0jO0O|O0O|0]2 30,60
Czarna dziura 0|{0|0|10{2|0|1|0|0|6|]0]O0 4 10,48
Grawitacja 0j|0|1|6|0|9|2(0|0]|9]|0|0O0 510,38
(b) Typowa jej reprezentacja w formie indeksu odwrotnego

df tf.

AR EIESREIR IR ]
Blaster 37/, -
Czarnadzura | 4 |7 | 4|10 |5|2] [7]1]| |10]6]
Grawitacja 5

3|1 416 6|9 7|2 10| 9
NeEnRnoRooRanion

Rys. 2.1.4. Indeks odwrotny dla wyszukiwania wektorowego
Zrédto: opracowanie wtasne.

Dlatego implementacja wyszukiwarki w takim wypadku opiera si¢ oczy-
widcie na podstawach teoretycznych modelu wektorowego, stosuje jednak
bardziej pragmatyczne algorytmy, wykorzystujace w wigkszosci przypad-
kéw pomocniczg strukture danych w formie indeksu odwrotnego.
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Przyktad indeksu odwrotnego typowego dla implementacji wyszukiwar-
ki wektorowej przedstawiony zostal na rysunku 2.1.4. W czgéci (a) rysunku
znajduje si¢ przykladowa tabela term-dokument ze wspétczynnikami tf,
(liczby wystapien) poszczegolnych terméw w kazdym z dokumentéw. Jak
widzimy, jest to tablica rzadka, wigkszo$¢ jej elementéw ma wartosci ze-
rowe, wskazujgce ze dany term nie wystepuje w opisie danego dokumen-
tu. W czedci (b) rysunku przedstawiona zostala mozliwa reprezentacja
tabeli z czedci (a) w postaci indeksu odwrotnego.

Indeks odwrotny dla wyszukiwarki wektorowej ma, jak widzimy, ogdl-
ng strukture zblizong do tych stosowanych przy podejsciu boolowskim
(patrz rysunek 2.1.1 w poprzednim punkcie), chociaz oczywiscie istnieja
pewne roznice w szczegdtach organizacji przechowywanej informacji.
W kazdym razie, generalnie rowniez i w przypadku wektorowym, indeks
sklada si¢ ze stownika termoéw (na ogét w formie jakiejs struktury danych,
pozwalajacej na bardzo szybkie wyszukiwanie danego stowa kluczowego)
za$ do kazdego termu przypisana jest lista odsylaczy do dokumentow,
zaindeksowanych przez to stowo kluczowe.

Jak widzimy na rysunku 2.1.4, odsylacze dokumentéw w listach przy-
pisanych poszczegolnych stowom kluczowym, zawieraja dwie informacje:
identyfikator dokumentu (badz innego rodzaju odsytacz do jego zawar-
tosci), oraz informacje niezbedng do okreslenia wagi termu w tym doku-
mencie w,. Indeks ma charakter gesty, tzn. w listach odsylaczy znajduja
sie juz tylko dokumenty, dla ktorych waga danego termu jest wieksza od
zera. Na przyklad stowo kluczowe ,Blaster” w pierwszym wierszu ta-
blicy termdéw-dokumentéw w czesci (a) rysunku, ma niezerowe wagi
w,. tylko dla 1, 5 i 12 dokumentu. Dlatego w czgéci (b) rysunku, w liScie
odsylaczy dla tego termu wystepuja tylko te trzy dokumenty.

Zauwazmy dalej, ze w listach odsylaczy do dokumentéw w indeksie,
nie s3 przechowywane petne wspotczynniki wagowe w, stéw kluczowych,
a jedynie ich cze$¢ zwigzana ze znaczeniem termu dla tego dokumentu
tflj. Czes¢ zwigzana z liczbg dokumentéw, w ktérych dane stowo kluczowe
wystepuje df, przechowywana jest razem z samym stowem kluczowym
w stowniku. Jest to celowy zabieg. Gdyby w listach odsylaczy przechowy-
wano finalne wagi, przy dodawaniu nowego dokumentu zaindeksowane-
go konkretnym stowem kluczowym, nalezaloby przejrze¢ caly liste zwia-
zanych z tym termem odsytaczy, przeliczy¢ idf, i zaktualizowac wszystkie
wagi w,. Przy takiej organizacji indeksu, jak na rysunku 2.1.4, wystar-
czy zaktualizowa¢ df, w jednym miejscu — w stowniku terméw. Oznacza
to jednak, ze ostateczne wagi musza by¢ obliczane ,w locie”, to znaczy
w trakcie przetwarzania zapytania.
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Ogolny schemat realizacji zapytania w ustudze wyszukiwawczej opartej
na modelu wektorowym zazwyczaj wyglada nastepujaco. Rozpoczynamy
od znalezienia w stowniku indeksu odwrotnego wszystkich terméw wyste-
pujacych w zapytaniu. Po zlokalizowaniu ich w stowniku, dla wszystkich
dokumentéw wystepujacych w listach odsytaczy tych terméw obliczamy
wspolczynniki cosinuséw okreslajace ich podobienstwo do zapytania, a na-
stepnie tworzymy ranking zawierajacy k najlepszych dokumentéw.

W ten sposob, po pierwsze, nie musimy przetwarza¢ wszystkich do-
kumentéw w kolekcji wyszukiwarki - tylko te wystepujace w listach
odsytaczy, czyli dla ktorych wagi interesujgcych nas terméw wplywaja-
cych na podobienstwo dokumentu do zapytania sg wieksze od zera. Po
drugie, liczac podobienstwa dokumentéw wykorzystujemy tylko ter-
my wystepujace w zapytaniu. Inne beda mialy wagi zerowe, a wiec nie
beda wplywa¢ na podobienstwa. Dzigki tym dwom elementom, bardzo
znacznie ograniczamy liczbe obliczen niezbednych do wykonania za-
pytania, redukujac czas jego przetwarzania do mozliwego do akceptacji
poziomu.

Mozliwy jest caly szereg strategii i algorytmow realizacji rankingu. Ge-
neralnie jednak wymagaja one wykonania nastepujacych operacji:

o Dla kazdego dokumentu tworzymy i inicjujemy wartoscig 0 aku-
mulator - zmienng w ktorej nastepnie bedziemy sumowa¢ (kumu-
lowa¢) miare podobienstwa dokumentu do przetwarzanego zapy-
tania (chodzi zwlaszcza o licznik we wzorze (2.1.7)). W zalezno$ci
od implementacji akumulatory moga by¢ przechowywane w roz-
maitych strukturach danych.

« Dla wszystkich odsylaczy dokumentéw, przypisanych kazdemu ze
stéw kluczowych wystepujacych w zapytaniu, dodajemy do akumu-
latora odpowiedniego dokumentu kolejne wyrazy g w,.

o Po przeliczeniu wszystkich odsylaczy, wybieramy akumulatory
o warto$ciach wigkszych od 0.

o Poréwnujac wartosci wybranych akumulatoréw, wyszukujemy k naj-
wyzszych wynikéw.

« Sortujemy otrzymane k akumulatoréw w porzadku malejacym
i zwracamy odpowiadajgce im dokumenty jako wynik zapytania.

Tak jak to juz powiedzielismy, sposob implementacji powyzszych ope-
racji moze by¢ bardzo rézny. W przypadku pierwszej fazy procesu reali-
zacji zapytania, zwigzanej z wyznaczaniem podobienstw dokumentéw do
zapytania — obliczaniem warto$ci akumulatoréw dokumentéw, wyréznia
sie jednak, zreszta w dosy¢ naturalny sposéb, dwa podstawowe sposoby
prowadzenia obliczen:
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o Wedlug terméw — w tym podejsciu listy przetwarzane sg po kolei,
jedna po drugiej. Wada tego rozwigzania jest fakt, ze jesli ktorys
z dokumentéw wystepuje na listach odsylaczy zwigzanych z kilko-
ma termami uzytymi w zapytaniu, przy przetwarzaniu kazdej z nich
musimy kilkukrotnie powraca¢ do aktualizacji zwigzanego z tym
dokumentem akumulatora, co w niektérych rozwigzaniach imple-
mentacyjnych (ale nie zawsze) powoduje powstanie dodatkowych
nakladow obliczeniowych (np. na jego wyszukanie).

o Wedlug dokumentéw - w tym podejsciu listy odsylaczy poszcze-
golnych terméw zapytania przetwarzane sg jednoczesnie, niejako
~rownolegle” Dzigki temu mozna wszystkie obliczenia zwigzane
z jednym dokumentem zamkna¢ w jedna calos¢, tak aby nie bylo
juz dalszej potrzeby wracania do aktualizacji akumulatora tego
dokumentu. Aby to byto mozliwe, niezbedne jest jednak uporzad-
kowanie list odsytaczy do dokumentéw, przypisanych stowom klu-
czowym indeksu, wediug identyfikatora dokumentu. Uniemozliwia
to jednak zastosowanie niektorych zaawansowanych metod przy-
$pieszania obliczen. Poza tym, przetwarzanie kilku list odsytaczy
jednocze$nie wymaga pewnych dodatkowych obliczen zwigzanych
z koordynacja tego procesu.

Wybor strategii obliczen przy okreslaniu podobienstw dokumentow
nie jest zresztg jedynym, z jakim mamy do czynienia podczas implemen-
tacji procesu wyszukiwania wektorowego. Kolejnym, na przykiad jest
kwestia doboru odpowiedniej struktury danych dla akumulatoréw do-
kumentow. Jeszcze innym, na przyklad kwestia sporzadzenia finalne-
go rankingu — wykorzysta¢ procedury sortowania danych, czy uzy¢ do
jego tworzenia jakiej$ ,,samoporzadkujacej” sie struktury danych, takiej
jak np. kopiec.

Niestety, nie istnieje jaki$ jeden, najlepszy sposob realizacji obliczen
dla ustugi wyszukiwawczej, wykorzystujacej model wektorowy. Jak wska-
zuja badania empiryczne réznych algorytméw [Cambazoglu, Aykanat,
2006], ich sprawno$¢ dzialania zalezy od szeregu czynnikéw do ktérych
miedzy innymi nalezg: liczba dokumentéw w obstugiwanej przez wyszu-
kiwarke kolekgji, liczba terméw indeksujacych w stowniku, rozmiar za-
pytan, jakich sie spodziewamy (liczba stow kluczowych w zapytaniach).
W zaleznosci od nich oplacalne moze by¢ zastosowanie w przegladarce
roznych podejs¢ i rozwigzan implementacyjnych.

Podsumowujac uwagi poczynione w niniejszym punkcie, mozemy
powiedzie¢, ze wektorowy model wyszukiwania informacji pozwolil
rozwigza¢ wiele problemoéw, jakie wigzaly sie z modelem boolowskim.

50 Inteligentne ustugi informacyjne



Przyblizony, topologiczny sposdb oceny dopasowania dokumentéw do
zapytania uzytkownika, umozliwil uwzglednienie w procesie wyszukiwa-
nia nieodlacznej nieprecyzji, wigzacej si¢ z opisem dokumentu poprzez
wybrany zestaw cech, takich jak stowa kluczowe. W powazny sposéb
uproscil on rygorystyczny, boolowski sposéb przektadania potrzeby in-
formacyjnej uzytkownika na zapytanie, modelujgc ja w postaci znacznie
bardziej intuicyjnego w zastosowaniu, zapytania prostego. Odejscie od
binarnej reguly decyzyjnej w okresleniu relewancji dokumentu dla za-
pytania umozliwia takze tworzenie zbioru wynikowego wyszukiwania
w formie rankingu ulatwiajacego uzytkownikowi korzystanie z systemu
i interpretacje otrzymanych wynikow.

Podstawowa wada modelu wektorowego jest oparcie jego konstrukeji
na zasadach niemalze wylacznie empirycznych. Nie ma zadnych teore-
tycznych przestanek, wskazujacych dlaczego na przyklad wykorzystywa-
na w modelu cosinusoidalna miara podobienstwa jest lepsza od innych
podobnych wskaznikéw. Po prostu znaczna liczba eksperymentéw em-
pirycznych z zakresu oceny jako$ci dzialania systeméw wyszukiwaw-
czych, wydaje sie wskazywa¢, ze daje ona najlepsze wyniki. Podobnie jest
w przypadku szeregu innych elementéw modelu, np. metody budowy
wag termow. W zasadzie cala konstrukcja modelu wektorowego, poza
samymi podstawami funkcjonowania, wynikajacymi z algebry liniowej,
stworzona zostala w oderwaniu od jakichkolwiek podstaw teoretycznych,
opierajac sie na czystym eksperymencie.

Z punktu widzenia praktyki wyszukiwania informacji, kwestia ta nie
wydaje sie az tak istotna. C6z za roznica, Ze nie wiemy dlaczego co$ dzia-
fa, skoro dziala. Dlatego model wektorowy jest nadal jedng z podstawo-
wych metod tworzenia ustug wyszukiwawczych. Ponadto jest on przez
caly czas rozwijany, zwlaszcza ze, jak zobaczymy w dalszej czeséci biezace-
go rozdzialu, fatwo polaczy¢ go z réznymi rozwigzaniami, podnoszacymi
jakos$¢ wyszukiwania.

Tym niemniej luki w podstawach teoretycznych zawsze powinny do-
skwierac. Jesli nie wiemy dlaczego jaka$ metoda dziala poprawnie, i przy
jakich dokladnie zatozeniach bedzie tak dziata¢, zawsze mozemy natkna¢
sie na obszary, w ktorych niestety dziata¢ nie bedzie. Ponadto, jesli mamy
dobre teoretyczne podstawy funkcjonowania danego podejscia, latwiej
nam jest wskazac, skad si¢ biora ewentualne luki w jego pracy i stworzy¢
rozwigzania, ktére je wyeliminujg. Takiego komfortu przy zastosowa-
niach modelu wektorowego wyszukiwania, niestety nie mamy.
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2.1.3. Model probabilistyczny wyszukiwania
informacji

Omawiany w poprzednim punkcie model wektorowy w ogoélnych zasadach
swojego dzialania opierat sie na algebrze liniowej. Korzystajac z pewnych
koncepcji pochodzacych z przestrzeni liniowych starat si¢ opisa¢ nieprecy-
zj¢ zwigzang z procesem wyszukiwania informacji oraz wynikajaca z niej
niepewnos¢ co do otrzymywanych wynikow. Niestety szczegélowe rozwia-
zania wykorzystywane w modelu wektorowym, tak jak to wskazywali$my
w poprzednim punkcie, takich podstaw teoretycznych juz nie posiadaja,
opierajac si¢ niemal wylacznie na wynikach praktycznych eksperymentow.
Tymczasem istnieje przeciez dobrze ugruntowania teoria modelowania
niepewnosci, oparta na rachunku prawdopodobienstwa.

Od razu rozwiejmy pewien mit. Nie istnieje co$ takiego jak jeden kon-
kretny model probabilistyczny wyszukiwania informacji. T3 nazwa okresla
si¢ szereg roznych podejs¢, opierajacych sie na sformutowanej w latach sie-
demdziesigtych ubiegtego wieku, przez Stephena Robinsona tzw. zasada ran-
kingowania probabilistycznego (ang. Probability Ranking Principle). Zgodnie
z nig [Robertson, 1997], optymalne dziatanie systemu wyszukiwawczego
moze zosta¢ osiagniete poprzez rankingowanie dokumentéw na podstawie
z prawdopodobienstwa ich oceny jako relewantnych dla zapytania. Istotne
jest przy tym, ze prawdopodobienstwa te powinny zosta¢ oszacowane tak
dokfadnie, jak to jest mozliwe na podstawie dostepnych do tego celu danych.

Pomimo wszystko podejscie probabilistyczne moze wiec wydawac sie
podobne do wykorzystanego w modelu wektorowym: nadal mamy ko-
lekcje dokumentdéw, uzytkownik wykonuje do niej zapytanie (w formie
zapytania prostego), zwracana jest lista dokumentéw, uporzadkowanych
odpowiednio dla potrzeb informacyjnych uzytkownika. I w pewnym
sensie tak jest, model, czy modele probabilistyczne mozemy widzie¢ jako
pewna specyficzng forme podejscia wektorowego.

Zwr6¢émy jednak uwage na pewng fundamentalng réznice. Otdéz w mo-
delu wektorowym dokument moze by¢ relewantny dla zapytania w pew-
nym stopniu (okreslonym przez jego podobienstwo). Natomiast w podej-
$ciu probabilistycznym dokument jest relewantny lub nie — binarna regula,
podobnie jak przy wyszukiwaniu boolowskim. Natomiast na podstawie
dostepnych informacji i zapytania dokument jest klasyfikowany do jednej
z tych dwu kategorii: relewantny, nierelewantny. Podstawg tworzenia ran-
kingu jest prawdopodobienstwo tej klasyfikacji. Tak wigec model probabili-
styczny jest przykladem podejscia do zagadnienia wyszukiwania informa-
cji od nieco innej strony — od strony zadania klasyfikacyjnego.
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Musimy pamietaé o jeszcze jednym zalozeniu wynikajacym z zasady
rankingowania probabilistycznego. Otéz w modelu probabilistycznym
zakladamy, ze mozemy rozpatrywac¢ poszczegolne dokumenty po kolei,
dla kazdego z nich niezaleznie oceniajac prawdopodobienstwo ich rele-
wantnosci. Przyjmujemy wiec, Ze to, czy jeden dokument jest relewantny
(lub nie), nie ma wplywu na relewantnos¢ innych.

Przetwarzajac zapytanie uzytkownika g, rozpatrujemy wiec po ko-
lei kazdy dokument w kolekcji. Dla danego dokumentu d mozemy
mie¢ do czynienia z dwoma zdarzeniami: R - zdarzenie polegajace
na tym, ze dokument jest relewantny, NR - zdarzenie polegajace na
tym, Ze jest on nierelewantny. Aby zaklasyfikowa¢ dokument szacu-
jemy prawdopodobienstwa warunkowe: P(R | d, q), tj. ze dokument
ten jest relewantny pod warunkiem danego opisu dokumentu d i za-
pytania g, oraz P(NR | d, q) - prawdopodobienistwo warunkowe jego
nierelewantnos$ci pod warunkiem danego opisu dokumentu i zapyta-
nia. Poniewaz interesuje nas ranking dokumentéw, przy ustalonym
w danej chwili zapytaniu g (takim samym dla wszystkich ocenianych
dokumentéw), zalezno$¢ od g bedziemy dla uproszczenia pomijac,
zapisujac prawdopodobienstwa relewancji i nie relewancji dokumen-
tu jako P(R | d), P(NR | d). Natomiast pamietajmy, ze cala analiza pro-
babilistyczna odbywa sie takze pod warunkiem zapytania q.

Dokument bedziemy uznawac za relewantny, przy wykorzystaniu Bay-
esowskiej reguly decyzyjnej, jesli P(R | d) > P(NR | d), albo P(R | d) / P(NR | d)
> 1. Stosunek prawdopodobienstwa zdarzenia do prawdopodobienstwa
zdarzenia przeciwnego nazywamy szansg. Z pewnych powodéw wygodniej
bedzie nam zastosowaé do oceny relewantnosci dokumentu te miare niz
bezposrednio prawdopodobienstwo. Ponadto interesuje nas raczej stworze-
nie rankingu niz pojecie decyzji. Widzimy, ze generalnie im wyzsza szansa
relewantnosci dokumentu, tym pewniejsza nasza klasyfikacja. Ranking do-
kumentdw, spelniajacy zasade rankingowania probabilistycznego, moze wiec
réwniez opierac si¢ na szansie. Ponadto do stworzenia takiego rankingu na
0g0dl nie musimy korzystac z pelnego oszacowania szansy, wystarcz nam wy-
znaczenie tzw. RSV (Retrieval Status Value) — dowolnej miary proporcjonal-
nej do prawdopodobienistwa relewancji (RSV ~ P(R | d)).

W jaki sposéb mozna oceni¢ prawdopodobienstwa P(R | d) oraz
P(NR | d)?

Chcielibysmy dokona¢ tego na podstawie statystyk otrzymanych z do-
stepnej bazy dokumentéw. Na przyklad wybra¢ wszystkie dokumenty
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o opisie d, a nastepnie policzy¢, jaka cze¢s¢ z nich jest relewantna dla da-
nego zapytania, a jaka nie. Niestety, pamietajmy Ze opis dokumentu d,
sktada sie z zestawu stow kluczowych. Zazwyczaj wielu. Powiedzmy, dla
przyktadu, ze opis dokumentu d sklada si¢ ze stow kluczowych: ,gwiaz-
da”, ,kosmos” i ,kwazar”. Zal6ézmy dalej, ze stowo ,,gwiazda” wystepu-
je w 1% dokumentéw kolekgji, ,kosmos” w 5%, zas , kwazar” w 0,1%.
Zakladajac nawet niezalezny charakter wystepowania tych termow (ry-
zykowne, oczywiscie, ale to najlepszy przypadek), to prawdopodobien-
stwo wystapienia calego opisu d, wynosi: 0,01-0,05-0,001 = 0,0000005,
czyli jeden na pig¢dziesigt milionéw. Nawet w olbrzymich kolekcjach
dokumentoéw, znalezlibysSmy wiec najwyzej pare dokumentéw o takim
samym opisie. Zbyt malo do oszacowania prawdopodobienstwa rele-
wantnosci.

Czesto takie ,trudne” prawdopodobienstwa, niemozliwe w zasadzie
do bezposredniego oszacowania, da si¢ obliczy¢ nie wprost, korzystajac
z twierdzenia Bayesa:

P(Rd)- P(d|R)P(R)’ P(NRId)- P(d|N;{()d1;(NR)

P (2.1.11)

gdzie (jeszcze raz to doktadnie wyjasnijmy):

o P(R|d), P(NR | d) - prawdopodobienistwo, ze dokument d jest rele-
wantny (nierelewantny),

o P(R), P(NR) - prawdopodobienstwo a priori wyszukania relewant-
nego (nierelewantnego) dokumentu (czyli ogolnie, jaka cze¢$¢ doku-
mentéw w kolekgji jest relewantna lub nierelewantna),

« P(d | R), P(d | NR) - prawdopodobienstwo (tzw. wiarygodno$¢
— ang. likelihood) wystapienia opisu dokumentu d (jak czesto wy-
stepuje dany zestaw stow kluczowych), w zbiorze dokumentéw re-
lewantnych (nierelewantnych),

o P(d) - prawdopodobienstwo wystapienia opisu dokumentu d (jak
czesto wystepuje dany zestaw stow kluczowych) w calej kolekgji.

Kto$ moglby spytad, jaki zysk daje nam twierdzenie Bayesa — zalezno$¢

(2.1.11), skoro zamiast prawdopodobienistw P(R | d), P(NR | d), musimy
oszacowa¢ wiarygodnosci P(d | R), P(d | NR). Otoz przy obliczaniu tych
drugich prawdopodobienstw mozliwe jest zastosowanie zalozen uprasz-
czajacych odnosnie do niezaleznosci zmiennych.
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Przyjmijmy, ze opis dokumentu d stanowi wektor wartosci okresla-
jacych wystepowanie w nim poszczegolnych terméw indeksujacych
d=(d, ..., d). Jesli zalozymy niezaleznos¢ wystepowania stéw klu-
czowych w opisach dokumentdéw, to prawdopodobienstwo wystgpienia
calego ich zestawu P(d | R) mozemy obliczy¢ jako iloczyn prawdopo-

dobienstw wystepowania kazdego z nich z osobna HP(d,. |R), co jest
i=1
znacznie tatwiejsze. Podobnie w przypadku P(d | NR).

Wykorzystanie zalozenia niezaleznosci, okreslane jest jako naiwna
metoda Bayesowska. Oczywiscie jest to zalozenie upraszczajace, ponie-
waz wspotwystepowanie stow w tekstach nie jest niezalezne. Jesli np.
tekst zawiera stowo ,kosmos’, to wystagpienie w nim slowa ,,gwiazda”
jest znacznie bardziej prawdopodobne niz, powiedzmy, ,marmolada’”.
W przypadku stowa ,lodéwka’, bytoby zupelnie odwrotnie. Nalezy wiec
spodziewac si¢ pewnego bledu w dziataniu systemu wyszukiwawczego
zwigzanego z zastosowaniem tego zalozenia.

Prowadzi nas to do prostego modelu wyszukiwania probabilistycz-
nego, od ktérego zaczniemy rozwazania w biezacym rozdziale, modelu
binarnej niezaleznosci — BIR (ang. Binary Independence Model). Wyko-
rzystuje on w swoim dziataniu dwa podstawowe zalozenia.

Po pierwsze, binarno$¢ — dokumenty reprezentowane sg przez binarne
wektory wystepowania terméw d = (d,, ..., d ), gdzie n jest réwne liczbie
wszystkich terméw w stowniku, przy czym d, = 1, jesli i-ty term wystepuje
w opisie dokumentu i, d, = 0, gdy nie. Podobnie przez binarne wektory
q=(q, - q,) reprezentowane s3 réwniez zapytania.

Po drugie, niezaleznos$¢ - wystepowanie terméw w opisach dokumen-
tow jest niezalezne.

Zgodnie z rankingowaniem probabilistycznym, w modelu BIR do oce-
ny prawdopodobienstwa relewantnosci dokumentu d przy danym zapy-
taniu g, stosujemy pewna miar¢ RSV(g, x) proporcjonalng do prawdo-
podobienstwa P(R | g, d), ktérg wyznaczamy dla kazdego dokumentu,
i ktéra postuzy nam nastepnie do sporzadzenia ich rankingu.

Miare te zbudujemy w oparciu o szanse relewantnosci dokumentu
S(R | g, d) pod warunkiem danego opisu dokumentu d oraz zapytania
gq. Tak jak juz wspomnielismy wczes$niej, do wyznaczenia wystepujacych
w szansie prawdopodobienstw zastosujemy twierdzenie Bayesa, pamie-
tajac jednak iz zakladaliSmy, ze wszystkie rozpatrywane zdarzenia maja
charakter warunkowy rowniez wzgledem zapytania g:
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P(d|R,q)P(R|q)

(
S(R|q,d)= P(R|‘1)d) _ ( |‘1()
)

P(NR|q,) P(d|NR,q)P(NR|q)
P(d|q

_ P(d|R,q)P(R|q) _ P(d|R,q) ‘ P(R|q)
P(d|NR,q)P(NR|q) P(d|NR,q) P(NR|q)

(2.1.12)

Zauwazmy, ze w zalezno$ci (2.1.12) drugi czynnik, czyli jak latwo
zauwazy¢ ogoélna szansa relewantnosci dokumentu pod warunkiem za-
pytania g, S(R | g), nie zalezy od opisu dokumentu, jest wiec staly dla
wszystkich dokumentéw. Ponadto jako iloraz prawdopodobienstw musi
mie¢ on warto$¢ dodatnig. Bylby on istotny gdybysmy chcieli oszacowa¢
pelna szanse S(R | g, d), natomiast do stworzenia miary RSV (d, q), ktorej
zadaniem jest rankingowanie dokumentéw w sposéb do niej proporcjo-
nalny, mozemy go poming¢. Pomnozenie (lub nie) przez dodatnig stala,
nie zmienia wzglednego uporzadkowania wartosci RSV dla réznych do-
kumentdéw.

Tak wiec, do stworzenia RSV tak naprawde musimy obliczy¢ tylko
pierwszy czynnik (2.1.12). Pamigtajac, ze d = (d,, ..., d ), wykorzystamy
w tym celu zalozenie o niezaleznosci wystepowania stow kluczowych
w modelu BIR:

P(dR,q) 4 P(4|R,q)
)_H ( (2.1.13)

P(d|NR,q P(d,|NR,q)

Podstawiajac (2.1.13) do (2.1.12), otrzymujemy:

S(R|q,d):S(R|q)liIM (2.1.14)

P(d,|NR,q)

Pamietajmy, Ze wartosci d, odpowiadajg poszczegdlnym stowom
kluczowym i sg rowne 1 dla stow kluczowych wystepujacych w opisie
badanego dokumentu lub 0 dla tych, ktére w opisie tym nie wystepu-
ja. W zwiazku z tym, korzystajac z facznosci i przemiennosci mnozenia,
mozemy pogrupowaé czynniki w (2.1.14), rozdzielajac je na obie wyzej
wspomniane grupy. Tak wiec:
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P(d,=1R,q) P(d,=0[Rq)
S(Rlo.d)=5(R , 2.1.15
(Rlg.d)=5( |f1)d[_1 P(d,=1NR,q) 5 P(d, =0[NR,q) (2.1.15)

Oznaczmy prawdopodobienstwo wystepowania danego stowa kluczo-
wego, przy zadanym zapytaniu, w opisie dokumentu relewantnego, przez
p, za$ prawdopodobienstwo wystepowania danego stowa przy tym zapy-
taniu, w opisie dokumentu nierelewantnego, przez r. Czyli:

P =P(d=11Ra) (2.1.16)
r,=P(d,=1|NR,q)
Oczywiscie jesli prawdopodobienstwo wystepowania danego stowa
kluczowego, przy zadanym zapytaniu, w opisie dokumentu relewantnego
P(di =1|R,q) jest réwne p, to prawdopodobienstwo jego niewystepowa-
nia P(di =O|R,q) wynosi 1 - p. Podobnie prawdopodobienistwo niewy-
stepowania stowa kluczowego w opisach dokumentéw nierelewantnych,
P(d,. =0|NR,q) bedzie rowne 1 - r..
Tak wiec przy przyjetych oznaczeniach (2.1.15), mozemy nasza for-
mule na szanse (2.1.16) zapisa¢ nastepujaco:

) 1-—p.
S(qu,d)=S(RIq)Hﬂ e (2.1.17)

PR Sl

Zastanowmy si¢ teraz nad sytuacja, kiedy rozwazany i-ty term nie wy-
stepuje w zapytaniu, tzn. g, = 0. Zapytanie w wiekszo$ci przypadkow jest
jedynym zrédlem informacji na temat zbioru dokumentéw relewantnych.
W zwiazku z tym, jesli nie mamy zadnej dodatkowej informacji, stowa
kluczowe niewystepujace w zapytaniu beda mialy takie samo prawdopo-
dobienstwo wystapienia w dokumentach relewantnych i nierelewantnych
- jako wyraz naszej niewiedzy. Tak wiec przyjmiemy zalozenie, ze jesli
q,= 0, to wowczas p, = r, lub tez inaczej p,/ r,= 1.

W zwigzku z tym w (2.1.17) wszystkie czynniki odpowiadajace ter-
mom niewystepujacym w zapytaniu (g, = 0) s3 réwne 1 i mozemy je po-
mingc.

. 1-»p.
S(Rla.d)=S(Rjg) [T 2] T2 (2.1.18)

d;=q;=1 7 d;=0 1_1’1
q;=1
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Przyjrzyjmy si¢ strukturze otrzymanej zaleznosci (2.1.18) na szanse re-
lewantnosci dokumentu d, przy zapytaniu q. Jak wida¢, obejmuje ona trzy
gléwne czynniki. Pierwszy z nich, szansa znalezienia w naszej kolekcji do-
kumentu relewantnego dla zapytania g, S(R | q), jak juz moéwili$my, jest
stafa i taka sama dla wszystkich dokumentow, a w zwigzku z tym nieistotna
z punktu widzenia ich rankingowania. Drugi czynnik, jak widzimy, obli-
czany jest w sytuacji, gdy d, = q, = 1, czyli ttumaczgc to na bardziej zrozu-
mialy jezyk, dla wszystkich stéw kluczowych zapytania, ktére majg swoje
odpowiedniki w opisie dokumentu, lub krécej — dla wszystkich stow klu-
czowych dopasowanych. I pozostal nam jeszcze trzeci duzy czynnik. Ten
z kolei obliczany bedzie, kiedy d = 0, g, = 1, czyli tym razem dla wszystkich
stow kluczowych zapytania, ktdre nie maja swoich odpowiednikéw w opi-
sie dokumentu.

Jak wiec widzimy, w dosy¢ znaczny sposéb udalo nam si¢ ograniczy¢
ilo$¢ obliczen niezbednych do oszacowania S(R | g, d). W zaleznosci
(2.1.18) mamy jednak jeszcze troche informacji niezaleznej od dokumentu,
ktdra postaramy sie jeszcze wyizolowac, aby w ostatecznosci pozbyc si¢ jej.

W tym celu zastosujemy pewna sztuczke matematyczng. Ot6z pomno-
zymy naszg formule (2.1.18) przez pewne wyrazenie, ktére w sumie ma
warto$¢ 1. Mozemy to oczywiscie zrobi¢, poniewaz mnozenie przez 1 nie
zmienia wyniku tego dzialania.

, 1-p, 1-r, 1-p,
S(R|‘Ld)=5(R|‘1). , —‘Hl_r: H( rﬁ} (2.1.19)

Jak wida¢, tak naprawde pomnozyliémy (2.1.18) przez kilka jedynek,
poniewaz utamki w dodanych czynnikach redukujg si¢ nawzajem. Upo-
rzadkujmy jeszcze czlony otrzymanego wyrazenia:

i 1- i 1- i
S(Rjg,d)=S(Rla) Hp H1 pHI_IZ_ [ 1_}; (2.1.20)
d;=q;=1 1d =q;=1 id; i d,=q=1 i
;=1

Jesli spojrzymy na pierwsze dwa czlony naszego wyrazenia (2.1.20), to wi-
dzimy, ze wykonujg si¢ one dla tych samych stow kluczowych, d, = g = 1, do-
pasowanych w zapytaniu i dokumencie. Mozemy wiec zgrupowac ich czyn-
niki razem, korzystajac ze zwyklej przemiennosci mnozenia.
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Z kolei w ostatnich dwu czlonach (2.1.20), mnozymy doktadnie takie
same informacje, tylko dla d, = 0, g, = 1 (termy zapytania nie dopasowane
w dokumencie) oraz d, = q,= 1, czylid, = 1, q,= 1 (termy zapytania dopa-
sowane w dokumencie). Razem wiec, scalajac te dwa czynniki, wykonu-
jemy to mnozenie dla wszystkich terméw zapytania, niezaleznie od tego
czy wspotwystepuja one w dokumencie, czy nie (g, = 1).

Mozemy wigc zaleznos¢ (2.1.20) zapisac jako:

1-p
S(Rlg,d)=S(R|q) [ | p’ ") H b (2.1.21)

dqll qull_ri

1

Zwrdémy teraz uwage, ze ostatni czynnik w (2.1.21) obliczany jest dla
wszystkich stow kluczowych wystepujacych w zapytaniu. Nie zalezy wiec
on zupelnie od zawartosci informacyjnej opisu dokumentu. Podobnie
wiec jak w przypadku pierwszego czynnika S(R | q), jego warto$c jest taka
sama dla wszystkich dokumentéw. W zwigzku z tym jedynym czlonem,
ktéry decyduje o zréznicowaniu szansy (czyli takze prawdopodobien-
stwa) relewantnosci poszczegolnych dokumentéw, przy danym zapyta-
niu, jest srodkowy czynnik zaleznosci (2.1.21).

Ostatecznie wigc, nasza funkcje RSV, oceniajacg prawdopodobienstwo re-
lewantnosci dokumentu dla zapytania, mozemy oprze¢ na srodkowym czyn-
niku zaleznosci (2.1.21). Ponadto zastosujemy jeszcze do niego operacje lo-
garytmowania, co pozwoli nam zapisa¢ RSV w wygodniejszej obliczeniowo
postaci. Logarytm, jako funkcja monotoniczna nie zmienia nam rankingu.

Tak wigc, otrzymujemy ostatecznie nastepujaca funkcje oceniajaca do-
kument:

(\1—r A1—-r
RSV(q,d)zlog H pl( ')= Z logf’(( ’)

Zwroémy uwage, ze funkcje oceniajagcg dokument (2.1.22), mozemy
zapisa¢ alternatywnej formie:

RSV q, Z logpl Zl gp' ’ dg, (2.1.23)

idi
_ql i )

Wynika to z faktu, ze jesli d, = 1, g, = 1 to iloczyn d g, takze jest rowny 1.
W innych przypadkach iloczyn d q, ma warto$¢ 0.
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Tak wiec, widzimy ze funkcja rankingujaca dokumenty w modelu BIR
ma charakter funkcji liniowej:

RSV (q,d)= Zc’d”qi (2.1.24)

1

gdzie wspotczynniki funkcji liniowej (wagi terméw w dokumencie) dane
s3 przez:

(2.1.25)

Jak widzimy, pomimo, ze formula wyszukiwania probabilistycznego
wyglada w sposéb dosy¢ ztozony, w zasadzie mozna jg uznac za pewien
wariant modelu wektorowego, wykorzystujacy nieco inng formutle obli-
czania wag termow niz tf*idf.

Problemem podstawowym jest oszacowanie wspdtczynnikéw c, nie-
zbednych do wyznaczenia miary RSV dokumentu. W tym celu niezbed-
ne jest, oczywiscie, oszacowanie dla zadanego zapytania, prawdopodo-
bienstwa wystepowania danego stowa kluczowego w opisie dokumentu
relewantnego - p,, oraz jego wystepowania w opisie dokumentu nierele-
wantnego - r. Modele probabilistyczne, oprocz statystyk terméw w ko-
lekcji dokumentéw, umozliwiajg wiaczenie do procesu rankingowania
informacji zwrotnej od uzytkownika, o pozadanych charakterystykach
relewantnego zbioru dokumentéw dla danego zapytania.

Zalézmy, ze posiadamy informacje o relewancji dokumentéw, czy-
li ktére dokumenty powinny zosta¢ wyszukane w odpowiedzi na dane
zapytanie. Wowczas wagi c, dla poszczegdlnych terméw mogliby$my
wyznaczy¢ korzystajac z prostej tabeli rozkladu licznosci dokumentow
pokazanej w tabeli 2.1.1.

Tabela 2.1.1. Tabela liczno$ci dokumentow w poszczegélnych grupach dla danego termu

Relewantne Nierelewantne Razem
d=1 s, n-s n,
d=0 S-s, N-n-S+s, N-n,
Razem S N-S N

Zrédto: opracowanie wtasne.

Korzystajac bezposrednio z danych w tabeli 2.1.1, mozemy oszacowac
wartosci szukanych prawdopodobienstw:
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(2.1.26)

Woéwczas, korzystajac ze wzoru (2.1.25), mozemy wyliczy¢ wage danego
stowa kluczowego c, co pozostawiamy juz jako ¢wiczenie czytelnikowi.

Wykorzystywanie takich oszacowan mogloby jednak sprawia¢ pro-
blemy, gdyby niektore z liczebnosci w tabeli 2.1.1 okazaly si¢ réwne 0.
Na przykiad gdyby s, bylo réwne zero, to przy obliczaniu wagi termu c,
pojawiloby si¢ wyrazenie log 0. OczywiScie mozna wychwytywac tego
rodzaju przypadki szczegdlne, zastepujac je zdefiniowanymi z gory war-
tosciami standardowymi. Czesto jednak stosuje si¢ rozwigzanie, polega-
jace na zastosowaniu w obliczeniach niewielkich wartosci korygujacych,
pozwalajacych w ogoéle na unikniecie wystapienia 0.

Na przyklad czesto przyjmuje sie jako skorygowane oszacowania
prawdopodobienstw p, oraz r, nastepujgce zaleznosci:

_5,+0,5
S+1

(2.1.27)

i

Wykorzystanie tych oszacowan daje wzor na wage termu c, w postaci
[Croft, Metzler, Strohman, 2009]:

n,—s,+0,5
= (2.1.28)
N-S+1

Do wyznaczenia dla danego zapytania i dokumentu wartosci RSV,
przy zastosowaniu funkcji rankingujacej (2.1.24), ze wspotczynnikami
(2.1.28) potrzebujemy oczywiscie informacji z tabeli 2.1.1, na temat traf-
nosci wynikéw wyszukiwania, pochodzacych od uzytkownika. Co, jesli
takiej informacji nie mamy? Powinni$my przyja¢ wartosci S oraz s, jako
réwne 0. Dlaczego? Poniewaz przy takich wartosciach tych parametrow,
prawdopodobienstwo wystepowania danego stowa kluczowego w opi-
sie dokumentu relewantnego p, obliczone na podstawie wzoru (2.1.27),
bedzie réwne 0,5. Przy braku informacji o relewantnosci dokumentoéw,
w sytuacji niewiedzy, prawdopodobienstwo wystapienia lub niewystapie-
nia termu w dokumencie relewantnym musimy przyja¢ jako takie samo,
czyli wlasnie réwne 0,5.
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Tak wiec w przypadku braku informacji od uzytkownika na temat zbio-
ru dokumentéw relewantnych, powinni$my przyja¢ S = s, = 0. Wéwczas
jednak nasze wagi, ¢, terméw w funkcji rankingujacej, beda wynosity:

(5,40,5)/(S—s,+0,5)

o =log n,—s,+0,5 B
N-n,—S+s,+0,5 (2.1.29)
0,5/0,5 N-n,+0,5

o8 (ni +0,5)/(N—ni +0,5) o8 n,+0,5

A to oznacza, ze wagi terméw w funkeji rankingujacej, sprowadzaja sie
w zasadzie do zwyklego elementu idf - oszacowania generalnej zdolnosci
dyskryminacyjnej termu. Brak jest w nich czlonu tf, poniewaz opisy do-
kumentéw majg charakter binarny.

Model binarnej niezaleznosci, jako taki nie jest moze najlepszym po-
dejsciem do wyszukiwania informacji. Polaczenie dwu zalozen - binar-
nego charakteru terméw w opisie dokumentu i w zapytaniu, oraz nieza-
leznosci wystepowania stéw, powoduje wigc zZe model ten staje sie zbyt
prosty i zazwyczaj nie uzyskuje satysfakcjonujacych wynikow jakosci
wyszukiwania.

Stanowi on jednak podstawe do wielu znacznie lepszych rozwigzan
w tym zakresie, réwniez o charakterze zastosowan metod inteligentnych.
Model BIR ma réwniez istotne znaczenie dla budowy rozwigzan wyko-
rzystujace iteracyjne podejscie, polegajace na stopniowej kilkukrotnej
poprawie zapytania na podstawie wiedzy od uzytkownika o relewancji
wyszukanych dokumentéw (tzw. sprzezenie relewancji), o ktérych be-
dziemy jeszcze mowili dalej.

W punkcie biezacym przestawimy jeszcze krétko jedno z klasycznych
rozszerzen modelu niezaleznosci binarnej, pozwalajace na rezygnacje
z jednego z dwu jego podstawowych zatozen. Mianowicie umozliwia ono
wprowadzenie rzeczywistych wag terméw w dokumentach. Rozszerzenie
powyzsze oparte jest raczej na ogélnych argumentach probabilistycznych
i weryfikacji praktycznej dziatania otrzymanego modelu, niz na formal-
nym jego wyprowadzeniu.

Algorytm rankingowania BM25, gdyz tak brzmi jego nazwa, stano-
wi znacznie lepsze podejscie do wyszukiwania informacji, w poréwna-
niu z modelem niezalezno$ci binarnej, i wykazuje wyraznie wyzsze od
niego wyniki w badaniach jakosci procesu wyszukiwania. Powoduje to,
ze obok modelu wektorowego nalezy on do najbardziej popularnych
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metod rankingowania dokumentoéw, czesto stosowanych w komercjal-
nych ustugach wyszukiwawczych w Internecie [Croft, Metzler, Stroh-
man, 2009].

W praktyce stosowanych jest kilka wariantéw funkcji oceniajacych dla
algorytmu BM25, réznigcych sie od siebie drobnymi szczegétami - za-
zwyczaj technicznymi. Najczesciej wykorzystywang postacia jest [Croft,
Metzler, Strohman, 2009]:

3 log (5,+0,5)/(S—s,+0,5) (k1) (ky+1)gf (2.1.30)
(n,—5,+0,5)/(N—n,—S+s,+0,5) K+f  k+qf

ieq

gdzie sumowanie wykonywane jest dla wszystkich terméw zapytania,
wartodci S, s, N, n, pochodza z tabeli 2.1.1 (jak w przypadku modelu
BIR), przy czym jezeli nie dysponujemy informacja o relewancji, przyj-
mujemy S = s, = 0, f, oznacza czesto$¢ termu w danym dokumencie, gf,
czestos¢ termu w zapytaniu, za$ kl, kz, i K parametry, ktérych wartosci
dobierane sg empirycznie.

Parametr k, okresla sposob zmiany czlonu tf w wadze termu, w miare
wzrostu f.. Jesli wartos¢ k, = 0, to czesto$¢ termu w dokumencie bedzie
ignorowana i istotne bedzie tylko to, czy term wystepuje w nim, czy nie.
Jesli k, jest duze, komponent {f w wadze termu bedzie wzrasta¢ niemal
liniowo ze wzrostem f. Typowa warto$¢ k, wynosi 1,2.

Parametr k,, pelni bardzo podobng role, dla wagi termu w zapytaniu.
Typowo przyjmuje si¢ wartosci tego parametru miedzy 0 i 1 (a w przy-
padkach, gdy nie stosujemy wag terméw w zapytaniu - po prostu 0).

K jest parametrem normalizujacym czynnik tf, dlugo$cia dokumentu.
Do jego wyznaczenia korzysta sie z formuly:

1
K=k, {(1—b)+b d J (2.131)
avgdl

gdzie b jest parametrem, dl oznacza dlugos¢ dokumentu, zas avgdl jest $red-
nig dlugosciag dokumentu w kolekgji. Stata b reguluje site procesu normali-
zacji, od b = 0, co oznacza brak normalizacji, do b = 1, pelna normalizacja.
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2.2. Rozszerzenia modeli rankingujacych
z wykorzystaniem metod inteligentnych

2.2.1. Model rozmyty wyszukiwania informacji

Jedne z najstarszych prob rozszerzenia klasycznych paradygmatow wy-
szukiwania informacji wigzaly si¢ z wykorzystaniem zbioréw rozmytych
i logiki rozmytej. Pierwsze prace w tej dziedzinie rozpoczeto w latach
siedemdziesigtych ubiegtego wieku i prowadzone s3 one do dnia dzisiej-
szego [Radecki, 1979; Bookstein, 1980; Salton, McGill, 1983; Miyamoto,
1990; Bordogna, Pasi, 1993, 2000; Crestani, Pasi, 1999; Yager, 2000; Do-
minich, 2001, 2008; Zadrozny, Kacprzyk, 2005].

Zbiory rozmyte i logika rozmyta stosowane moga by¢ w ustugach wy-
szukiwawczych na wielu réznych etapach i do realizacji rozmaitych za-
dan. W obecnym punkcie skupimy sie tylko na stworzeniu przy pomocy
logiki rozmytej efektywnego rozszerzenia klasycznego podejscia boolow-
skiego do wyszukiwania dokumentoéw, przy zachowaniu (a nawet rozwi-
nieciu) logicznego paradygmatu wyszukiwania.

Najpowazniejsze problemy z wykorzystaniem modelu boolowskie-
go, wigzaly si¢ z binarnym charakterem reprezentacji terméw w do-
kumentach oraz binarnym modelem relewancji dokumentu. Obie te
kwestie stabo oddawaly nieodlaczng nieprecyzje wyszukiwania w zro-
dfach niestrukturalnych. Ponadto, jak wskazywali§my w punkcie 2.1.1,
skutkowaly one problemami z przekladaniem potrzeby informacyjne;j
uzytkownika na zapytanie — dokladne jej specyfikowanie niemal zawsze
skutkuje bardzo rozbudowanymi i skomplikowanymi wyrazeniami lo-
gicznymi. Binarny model relewancji, w dodatku, w powaznym stopniu
wplywa na trudnosci z interpretacja zbioru wynikowego przez uzyt-
kownika.

Zbiory rozmyte stanowig wiec naturalng droge poprawy jakosci proce-
su wyszukiwania. Odchodzg one, jak wiadomo, od zasady binarnej przy-
naleznosci do zbioru, zastepujac ja ptynnym, stopniowym przejsciem od
pelnej przynaleznosci, do nie przynaleznosci. Bezposrednio wiec oferuja
droge przezwyciezenia probleméw zwigzanych z klasyczng definicjg bi-
narnej przynaleznosci.

Rozpoczniemy od kwestii reprezentacji dokumentéw w modelu wy-
szukiwania, opartym na logice rozmytej. W tej sprawie bowiem nie ma
specjalnych kontrowersji. W zasadzie wszystkie warianty modelu rozmy-
tego rozwigzuja ja w dosy¢ jednolity sposob.
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Przypomnijmy ze w logicznym, boolowskim modelu wyszukiwania
zakladalismy, ze wystepowanie stéw w opisie dokumentu ma charakter
binarny, tzn. stowo kluczowe albo wystepuje w opisie dokumentu, albo
nie. Reprezentacja dokumentu jako zbioru rozmytego stoéw kluczowych,
polega¢ wiec bedzie na tym, ze odejdziemy od tej zasady i dopuscimy
przynalezno$¢ termu do opisu dokumentu, w pewnym stopniu. Wystar-
czy, ze dla kazdego z dokumentéw d € D, zbudujemy funkcje przynalez-
nosci poszczegdlnych termow:

py:T—>[0,1] (2.2.1)

gdzie D oznacza zbidr wszystkich dokumentéw, T zbidr wszystkich termow.

Uwaznego czytelnika powinna w tym miejscu zastanowic¢ pewna istot-
na kwestia. Przeciez co$§ podobnego juz zostato zrobione! Jesli przypo-
mnimy sobie opisany w punkcie 2.1.2 model wektorowy wyszukiwania
informacji, to dopuscilismy w nim wystepowanie rzeczywistych wag
termow w dokumentach, dw(d, t), okreslanych na ogdt przez réznego
rodzaju szczegotowe warianty formuly tf*idf (patrz na przyklad wzér
(2.1.8) lub (2.1.9)). Oczywiscie fakt ten zostat réwnie szybko dostrzezony
przez badaczy zajmujacych si¢ wyszukiwaniem informacji, i juz wkrot-
ce po sformutowaniu modelu wektorowego w latach siedemdziesigtych
XX wieku pojawily sie prace, ktére proponowaly wykorzystanie wag
terméw do rozmytego opisu tresci dokumentéw [Radecki, 1979; Salton,
McGill, 1983].

Przy okazji, semantyka wag terméw w modelu wektorowym, zgadzata si¢
z semantyka funkgji przynaleznosci zbioru rozmytego. Waga dw(t, d) okresla
przeciez, w jakim stopniu dany term opisuje zawarto$¢ dokumentu. Po-
nadto rozklady wag terméw w dokumencie odpowiadajg raczej charak-
terystyce rozkladow mozliwosci, niz prawdopodobienstwa. Nie spelniaja
probabilistycznych warunkéw normalizacyjnych (suma warto$ci wag
wszystkich stéw kluczowych w dokumencie nie jest réwna 1), w doku-
mencie moze by¢ wiele terméw o maksymalnej wadze — wszystkie one
w najpelniejszym stopniu okreslaja tres¢ dokumentu. Cechy te pasujg do-
skonale do semantyki funkcji przynaleznosci zbioréw rozmytych.

Problemem moze by¢ jedynie fakt, ze wartosci funkcji przynaleznosci
zbioru rozmytego powinny pochodzi¢ z przedziatu [0, 1], natomiast przy
wyznaczaniu warto$ci wag termoéw nie zawsze tego rodzaju charaktery-
styka jest istotna. Dlatego w tym przypadku, od wartosci dw(d, t) wyma-
ga¢ bedziemy znormalizowanej wartosci. Na przyklad [Bordogna, Pasi,
2000] moze by¢ to standardowa formuta df*idf.
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dw(t,d)=tf(t,d)-idf (t) (2.2.2)

gdzie #f(t,d) oznacza znormalizowana czesto$¢ termu w dokumencie, np.
liczbe wystapien tego stowa kluczowego w dokumencie, podzielong przez
maksymalng liczbe wystapienn dowolnego termu w tym dokumencie. Od-
wrotnos¢ czestosci dokumentu idf(t) moze mie¢ standardowa warto$c,
jak w (2.1.8), tzn. log (M / n(t)), gdzie M oznacza liczbe dokumentow
w kolekeji, n(t) liczbe dokumentéw zawierajacych w swoim opisie dany
term (z waga wiegksza od 0).

Przy takiej definicji wagi termu, mozemy wigc zdefiniowa¢ funkeje przy-
naleznosci dla zbioru rozmytego opisu dowolnego dokumentu d € D, jako:

uy(t)=dw(t,d) (2.2.3)

dla kazdego t € T.

Oczywiscie, jesli bedzie nam to wygodne, to oprécz rozmytych repre-
zentacji dokumentéw, mozemy réwniez stosowa¢ rozmyte reprezentacje
termow, poprzez ich rozklady mozliwosci przynaleznosci do dokumentow:

u,(d)=dw(t,d) (2.2.4)

dla kazdego termu t € T'i dokumentud € D.

Jak wigc widzimy, w zakresie reprezentacji dokumentéw model roz-
myty wyszukiwania informacji sprowadza si¢ w zasadzie do modelu wek-
torowego. Zbiory rozmyte opisu dokumentéw definiowane sg przez wagi
termow w tych dokumentach, wyznaczane przy pomocy standardowe;j
procedury tf*idf. Problem polega jednak na sposobie realizacji zapytania.

W modelu wektorowym zapytanie ma forme¢ zestawu stéw kluczo-
wych, tatwego do reprezentacji w formie wektora, za$ stworzenie ran-
kingu wynikowego na wyznaczeniu podobienstwa miedzy wektorem
dokumentu i zapytania, na ogét przy pomocy miary cosinusoidalne;j.
W modelu boolowskim, ktérego rozszerzenie przeciez chcemy stworzy¢,
zapytanie ma forme wyrazenia logicznego, wystepujace w nim termy po-
faczone sg operatorami logicznymi: koniunkcji (,AND”), alternatywy
(»OR”) i negacji (,NOT”).

Dlatego w modelu rozmytym zapytanie bedzie realizowane po prostu
poprzez obliczenie dla kazdego dokumentu d € D, prawdziwosci wyraze-
nia zdefiniowanego przez uzytkownika, w sensie operacji logiki rozmytej.
Zazwyczaj wykorzystuje sie¢ w tym celu klasyczne min-maxowe definicje
dziatan logicznych.
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Jesli w wykonywanym zapytaniu g wystepuja dzialania logiczne na ter-
mach t,t, € T, to wowczas:

My andt, (d)=min(,utl (d)uutz (d))
Hy e, (d)=max(p, (d),4, (d)) (2.2.5)

ILlnott1 (d)zl_/'ltl (d)

Jesli oznaczymy przez y (d), finalng prawdziwos¢ pelnego wyrazenia lo-
gicznego w zapytaniu g, wyznaczong dla dokumentu d, to oczywiscie nie
jest to warto$¢ binarna — prawda, lub falsz w sensie logiki binarnej, tyl-
ko stopien prawdziwosci zapytania. Mozna ja interpretowac jako warto$¢
podobienstwa, czy RSV (Retrieval Status Value) dokumentu dla zapytania
i wykorzysta¢ do stworzenia wynikowego rankingu dla uzytkownika.

Cala procedure realizacji zapytania, mozemy zarysowa¢ nastepujaco:

1. Znalez¢ wszystkie termy wystepujace w zapytaniu, ¢t € Q.

2. Dla kazdego wyszukanego termu pobra¢ liste odsylaczy do doku-
mentéw, ktérag mozna traktowac jako definicje funkcji przynalez-
nosci termu y (d).

3. Przy pomocy funkcji przynaleznosci poszczegolnych termow, obli-
czy¢ funkcje przynaleznosci zbioru rozmytego prawdziwos$ci wyra-
zenia logicznego w zapytaniu g, 4 (d).

4. Na podstawie niezerowych wartosci y (d) sporzadzi¢ uporzadko-
wany ranking dokumentéw. Czesto, aby skrdci¢ ranking, tworzymy
go dla p (d) przekraczajacych zalozony prog, albo dla k najwyz-
szych wartodci y (d).

Zilustrujmy metode na ponizszym przykladzie. Przyjmijmy, ze ko-

lekcja sklada si¢ z pieciu dokumentéw, opisanych czterema termami
indeksujacymi. Macierz wag term/dokument dw(t, d) dana jest naste-

pujaco:

0 13 0 1/2 1/4
/73 0 1/2 0 3/4
0 1/3 1/4 0 1
1 0 1/4 3/4 0

Niech zapytanie wykonane przez uzytkownika ma postac: £, AND ¢,.
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Oczywiscie termom zapytania odpowiadajg wiersze 2 i 3 w macierzy
dw(t, d). Termy zapytania majg wiec nastepujace funkcje przynaleznosci:
t,={(d, 1/3), (d,, 0), (d,, 1/2), (d,, 0), (d,, 3/4)}, oraz t, = {(d,, 0), (d,,
1/3), (d3, 1/4), (d4, 0), (d5, 1)}. Stosujac operacje minimum, obliczamy
koniunkcje terméw ¢, oraz t,. W jej wyniku otrzymujemy zbior rozmyty
prawdziwosci zapytania: g = {(d , 0), (d,, 0), (d,, 1/4), (d,, 0), (d,, 3/4)}.
Ranking wynikowy sktada¢ si¢ wigc bedzie z dwu dokumentéw: d,, d..

Widzimy wiec, ze model rozmyty pozwala w dosy¢ prosty sposob pota-
czy¢ symboliczno-logiczny charakter modelu boolowskiego z algebraicz-
nym podej$ciem stosowanym w modelu wektorowym, w znacznie lepszym
stopniu pozwalajacym na modelowanie niepewnosci opisu dokumentow.
Model rozmyty stoi wiec jakby posrodku migdzy tymi mozliwosciami, ze
wszystkimi dodatnimi i ujemnymi skutkami tego stanu rzeczy.

Z jednej bowiem strony model rozmyty oferuje co$ wiecej niz model
boolowski, z drugiej jednak co$§ mniej w poréwnaniu z modelem wekto-
rowym. Mianowicie w tym ostatnim, nie ma problemu z przypisywaniem
wag okreslajacych istotnos¢ réwniez dla terméw uzytych w zapytaniu.
W przedstawionej formie modelu rozmytego termy w zapytaniu maja
charakter binarny — wystepuja, albo nie wystepuja. A przeciez logika roz-
myta oferuje tutaj spore i ciekawe mozliwosci. Dlatego wiekszos¢ z poz-
niejszych prac nad modelem rozmytym koncentruje si¢ na tworzeniu
systemow realizacji bardziej ztozonych zapytan.

Prace te mozna podzieli¢ na trzy podstawowe grupy, w coraz wigk-
szym zakresie rozszerzajace wykorzystanie mozliwosci logiki rozmytej
w jezyku zapytan systemu wyszukiwania informacji [Bordogna, Pasi,
2000; Crestani, Pasi, 1999; Zadrozny, Kacprzyk, 2005]:

« Zapytania z liczbowymi wagami istotnosci termow,

« Zapytania z lingwistycznymi wagami istotnosci termoéw,

o Zapytania z kwantyfikatorami lingwistycznymi.

Zapytania z liczbowymi wagami istotnosci termdéw stanowily histo-
rycznie pierwsze podejscie do rozszerzania mozliwosci jezyka zapytan.
Wazone zapytania w tej postaci przyjmuja forme wyrazenia logicznego,
przy czym kazdemu termowi w zapytaniu przypisana jest liczbowa waga
z przedziatu [0, 1], okreslajaca istotnos¢ tego termu dla wyrazenia potrze-
by informacyjnej uzytkownika, a co za tym idzie dla wyniku zapytania.
W przypadku braku wagi, tak jak w omawianych wyzej zapytaniach bo-
olowskich, przyjmujemy jej warto$¢ réwna 1. Przykladem tego rodzaju
zapytania, moze by¢ wyrazenie:

<t,qw,> AND (<t,, gw,> OR <t , gw,>) (2.2.6)
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Istnieje kilka podej$¢ do realizacji tego rodzaju zapytan, jednak zga-
dzaja sie one miedzy soba co do koniecznosci spelnienia tzw. wlasciwo-
$ci separowalnodci, tj. ze oszacowanie wplywu wagi na term w zapytaniu
<t, gw> musi by¢ operacja niezalezng od oceny innych takich komponen-
tow. Wymaganie spelnienia tej wlasnosci w zasadzie implikuje dwuetapo-
wy sposéb realizacji zapytania.

Oceniajac prawdziwos¢ zapytania dla danego dokumentu, musimy
skonfrontowac istotno$¢ termu dla zapytania (wyrazong przez wage qw)
oraz istotnos¢ termu dla dokumentu (wyrazong przez wage dw) i na tej
podstawie oceni¢ faczny stopien istotnosci termu. Po przeprowadzeniu
tej oceny dla wszystkich terméw zapytania przechodzimy do etapu dru-
giego, czyli okre$lenia stopnia prawdziwosci calego wyrazenia, polegaja-
cej na zastosowaniu do rezultatow etapu pierwszego operatorow logiki
rozmytej, np. w formie ich implementacji (2.2.5).

Etap drugi przebiega wiec w zasadzie tak, jak to przedstawilismy wy-
zej, w zwigzku z tym zajmijmy sie¢ sposobem, a w zasadzie sposobami,
realizacji etapu pierwszego. Wymaga on wprowadzenia pewnej funkcji
[0,1] x [0,1] > [0,1], ktéra wagom gw oraz dw przypisuje ostateczng istot-
nos$¢ danego termu. Poniewaz jednak wagi terméw w dokumencie dw
majg charakter okreslony wczesniej, w czasie indeksowania dokumentu,
wygodniej nam bedzie spojrze¢ na to, ze to waga okreslona przez uzyt-
kownika w zapytaniu, qw, naklada dodatkowe rozmyte (poniewaz spet-
nione w pewnym stopniu, z przedziatu [0, 1]) ograniczenie na term, mo-
dyfikujace jego istotnos¢.

Musimy wiec zdefiniowa¢ funkcje przynaleznosci tego ograniczenia:

ty,, (dw(t,d)) (2.2.7)

Do okreslenia funkeji przynaleznosci (2.2.7) zaproponowano kilka
réznych rozwiazan, wynikajacych z nieco odmiennego spojrzenia na se-
mantyke wagi termu w zapytaniu gw, a co za tym idzie definiowanego
przez nig ograniczenia. Wymieni¢ mozna trzy gléwne podejscia do rozu-
mienia roli wagi zapytania:

 jako okreslenie wzglednego znaczenia termu w odniesieniu do
innych,

o jako pewien prog, ktéry musi przekroczy¢ dokument, aby znalez¢é
sie w rankingu wynikowym, gwarantujacy, ze dokumenty beda do-
statecznie zblizone do potrzeby informacyjnej uzytkownika,

o jako definiujacg zbiér idealnych dokumentéw, w tym sensie ze
ograniczenie 4 bedzie mierzylo, jak blisko wagi gw jest waga dw.
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Jak wiec widzimy, w zaleznosci od celu, w jakim wprowadzamy wagi
zapytania i tego, jak bedziemy rozumie¢ ich wykorzystanie, powinni$my
nieco inaczej zdefiniowac sposob wykonania zapytania.

W przypadku pierwszym zadaniem wagi jest zréznicowanie istotno-
sci stow kluczowych zapytania w taki sposdb, by warunki nakladane na
termy z roznymi wagami réznie wplywaly na ocene¢ wyniku zapytania.
Semantyka ta nie jest jednak taka prosta, jak by sie mogto wydawac i mu-
simy jg precyzyjniej omowic. Dokladniej mowigc, waga réwna 1 oznacza
ze term powinien dziala¢ ze swg normalng sila, tak jak w oméwionym
wyzej modelu rozmytym z zapytaniem boolowskim. Spadajgca warto$¢
wagi, powinna stopniowo obniza¢ site oddzialywania termu, az do zero-
wej [Bookstein 1980; Yager, 1987; Bordogna, Pasi, 2000].

Przy takiej interpretacji wag w wyrazeniu logicznym pojawia sie jed-
nak problem réznicy w semantyce dwu podstawowych operacji logicz-
nych, tj. koniunkgji i alternatywy.

Wynik koniunkgji jest zdeterminowany wlasciwie przez jeden operand
o najnizszej wartoéci logicznej. Jesli w wyrazeniu wystepuje koniunkcja na-
wet wielu warunkow, i ktorys z nich jest falszywy, to prawdziwos¢ (lub nie)
pozostatych nie ma juz znaczenia. Cale wyrazenie i tak jest falszywe. Reguta
ta w znacznym stopniu przenosi si¢ na operacje logiki rozmytej - musza one
przeciez wspiera¢ klasyczng semantyke. Dokladniej rzecz biorac, zalezy to
od normy tréjkatnej wykorzystanej do modelowania koniunkeji rozmyte;j.
Na przyklad, przy zastosowaniu operacji minimum, przenosi si¢ w pelni:
min(0,3; 0,1; 0,8) = 0,1, niezaleznie od tego, czy np. pierwszy warunek ma
prawdziwos¢ taka, jak obecnie 0,3, czy wynositaby ona, powiedzmy, 1.

W przypadku wykorzystania jako koniunkcji rozmytej operacji iloczy-
nu algebraicznego regula ta obowiazuje tylko przy wystepowaniu w wy-
razeniu warunku w pelni falszywego (czyli prawdziwosci 0). W innych
sytuacjach o stopniu prawdziwosci wyrazenia decyduje prawdziwosé
wszystkich warunkéw. Tym niemniej jednak i tak niska prawdziwosé
ktoregos z warunkow zazwyczaj bardzo silnie obniza prawdziwos¢ calej
koniunkgji.

Z zupelnie odwrotng sytuacja mamy do czynienia w przypadku alter-
natywy. Prawdziwo$¢ wyrazenia alternatywnego, jest z kolei zdominowa-
na przez operand o najwyzszej prawdziwosci. Jesli w alternatywie jeden
z warunkoéw skladowych jest prawdziwy, to prawdziwos¢ lub nie pozosta-
tych, nie ma juz znaczenia. Podobnie w przypadku alternatywy rozmytej
i uzycia do jej modelowania operacji maksimum. Na przyklad max(0,3;
0,1; 0,8) = 0,8 i jest ona zdeterminowana przez ten jeden maksymalny
element, niezaleznie o ile nizsze prawdziwosci majg pozostale operandy.
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W zwigzku z tym, jak widzimy, interpretacja wagi termu w zapytaniu,
w sensie jego istotnosci, czy tez ,sily” oddzialywania na wynikowy ran-
king, powoduje ze waga ta musi inaczej funkcjonowa¢ w wyrazeniach
koniunkcyjnych, a inaczej alternatywnych. W przypadku koniunkeji osta-
bianie wptywu termu musi powodowa¢ podnoszenie jego istotnosci. Waga
qw = 1 oznacza istotno$¢ termu na normalnym poziomie dw. Waga réwna
0, powinna oznacza¢ wzrost warto$ci do maksymalnej, czyli 1, poniewaz
wtedy z pewnoscig nie bedzie ona wpltywaé w zadnym stopniu na operacje
minimum (czy tez iloczyn), implementujgcg koniunkcje rozmyta.

W przypadku alternatywy, oczywiscie, mamy sytuacje odwrotng.
Istotno$¢ termu w operacjach logicznych powinna spada¢ od normalnej,
dw (przy wadze qw = 1), do minimalnej zerowej (przy wadze qw = 0).
Dopiero ta ostatnia warto$¢ 0, z pewnoscig nie bedzie wptywa¢ na wynik
alternatywy rozmytej (np. w formie maksimum).

Widzimy, ze w tym przypadku nie udalo si¢ stworzy¢ implementacji
wagi termu w zapytaniu, zachowujacej wspomniany wczesniej warunek
separowalnosci. Niezbedne s3 odmienne podejscia dla wyrazen koniunk-
cyjnych i alternatywnych.

W literaturze proponowane sg dwie implementacje dzialania tego typu
wag dla wyrazen koniunkcyjnych i alternatywnych.

Pierwsza z nich, sformutowana przez Booksteina [Bookstein, 1980]:

Hy, (dw(t,d))=min(1,dw(t,d)/qw(t)) - dla zapytar koniunkcyjnych
(2.2.8)

#y,, (dw(t,d))=qw(t)-dw(t,d) - dla zapytan alternatywnych (2.2.9)
Druga, przez Yagera [Yager, 1987]:

Hy, (dw(t,d))=max(1—quw(t),dw(t,d)) - dla zapytan koniunkeyjnych
(2.2.10)

#y,, (dw(t,d))=min(qw(t),dw(t,d)) - dla zapytan alternatywnych
(2.2.11)

Jak widzimy, w obu przypadkach do modelowania oddzialywania wagi
qw, wybrana zostata operacja implikacji rozmytej dla zapytan koniunk-
cyjnych oraz koniunkcji dla zapytan alternatywnych.

Dzialanie zapytan z wagami okreslajagcymi istotnos¢ wykorzystywa-
nych w nim terméw zilustrujemy przy pomocy nastepujacego przykladu.
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Rozwazmy nastepujacg macierz termoéw-dokumentdw.

di d2 d3 d4 d5
t1 0 08 02 0 06
t2 05 01 O 1 0
3 1 0 05 O 1

Spréobujmy pokazaé przy jej uzyciu sposéb wykonania zapytania:
<tl, 1> AND <t2, 0,7> AND <t3, 0>.

Okreslone wyzej zapytanie rozumiemy w nastepujacy sposob: uzyt-
kownika interesujg dokumenty dotyczace tematyki okreslonej przez kaz-
de z tych trzech stow kluczowych. Przy czym najwazniejszy jest term t1.
Nieco mniej wazny ale dosy¢ istotny (w stopniu 0,7) jest term t2. Naj-
mniej istotny dla potrzeby informacyjnej uzytkownika, a w tej sytuacji
w zasadzie nieistotny, jest term t3.

W pierwszym kroku stosujemy do poszczegdlnych termow, okreslone
w zapytaniu wagi. Jak widzimy wyrazenie uzyte w zapytaniu ma charak-
ter koniunkcyjny. Do okredlenia ich wplywu, uzyjemy wigc zaleznosci
(2.2.10).

Obliczamy najpierw jak w wyniku zastosowania wagi zmieni si¢ funk-
cja przynaleznosci termu t1.

<tl, 1> = <{(d1, 0); (d2, 0,8); (d3, 0,2); (d4, 0); (d5, 0,6)}, 1> = {(d1,
max(1-1, 0)); (d2, max(1-1, 0,8)); (d3, max(1-1, 0,2)); (d4, max(1-1, 0));
(d5, max(1-1, 0,6))} = {(d1, 0); (d2, 0,8); (d3, 0,2); (d4, 0); (d5, 0,6)}

Jak widzimy, poniewaz waga termu t1 wynosila 1, jego funkcja przy-
naleznosci nie ulegla zadnej zmianie. Przeliczmy teraz wartoéci funkcji
przynaleznosci dla termu t2:

<2, 0,7> = <{(d1, 0,5); (d2, 0,1); (d3, 0); (d4, 1); (d5, 0)}; 0,7> = {(d1,
max((1-0,7), 0,5), (d2, max((1-0,7), 0,1), (d3, max((1-0,7), 0), (d4,
max((1-0,7), 1), (d5, max((1-0,7), 0)} = {(d1, 0,5); (d2, 0,3); (d3, 0,3);
(d4, 1); (d5, 0,3)}

I dla ostatniego termu t3:
<t3, 0> = <{(d1, 1); (d2, 0); (d3, 0,5); (d4, 0); (d5, )}; 0> = {(d1, max((1-

0), 1); (d2, max((1-0), 0); (d3, max((1-0), 0,5); (d4, max((1-0), 0); (d5,
max((1-0), 1)} = {(d1, 1); (d2, 1); (d3, 1); (d4, 1); (d5, 1)};
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Zwroémy uwage, ze dla termu 3 wszystkie warto$ci funkeji przynalez-
nosci zostaly ustawione na warto$¢ maksymalng 1. Wynika to z faktu, ze
znaczenie tego termu ma by¢ zerowe, czyli nie powinien w ogdle wply-
wa¢ na wynik zapytania. I z pewnoscig tak bedzie, poniewaz term ten na
pewno dla zadnego dokumentu nie zmieni warto$ci operacji maksimum
modelujacej koniunkcje.

Nastepnie dla przeliczonych przy pomocy wag terméw, obliczamy wy-
razenie logiczne zastosowane w zapytaniu, w tym przypadku koniunkcje:

<tl, 1> AND <t2, 0,7> AND <t3, 0> = {(d1, min(0; 0,5; 1)); (d2, min(0,8;
0,3; 1)); (d3, min(0,2; 0,3; 1)); (d4, min(0; 1; 1)); (d5, min(0,6; 0,3; 1))} =
{(d1, 0); (d2, 0,3); (d3, 0,2); (d4, 0); (d5, 0,3)}

Na koniec, pozostaje juz tylko sporzadzenie rankingu: d2, d5, d3.

Aby rozwia¢ watpliwosci, ktore moglyby powsta¢ u czytelnika, prze-
analizujmy jeszcze kwestie dokumentu d5, ktdry stanowi chyba najcie-
kawszy przypadek, mogacy wzbudzi¢ kontrowersje. Otoz, gdyby zapy-
tanie mialo charakter boolowski, dokument ten uzyskalby oceng RSV
réwna 0 i nie znalazlby si¢ w rankingu. Natomiast dzieki zastosowaniu
w zapytaniu wag, zostal on w rankingu uwzgledniony i to dzielac pozy-
cje lidera, z oceng RSV = 0,3. Musimy jednak pamietac, ze niska ocena
dokumentu d5 w zapytaniu boolowskim wynikataby z zerowej wagi dla
tego dokumentu wystepujacego w zapytaniu termu t2. W zapytaniu wa-
zonym istotno$¢ tego termu zostala oceniona tylko na 0,7, z tego powodu
nie moze on decydowa¢ o wyrzuceniu z rankingu dokumentoéw, ktére nie
zostaly nim zaindeksowane. Poniewaz term ten jest istotny w stopniu 0,7,
moze by¢ nieistotny w stopniu 1 - 0,7 = 0,3, co podnosi na ten poziom
ocene dokumentu d5.

Druga z semantyk wag termdéw w zapytaniu, dyskutowana w litera-
turze, zwigzana jest z rozumieniem ich jako pewnych progéw (mini-
malnych akceptowalnych pozioméw) dla wyszukanych przy pomocy
zapytania dokumentéw. Podajac dane stowo kluczowe w zapytaniu,
uzytkownik okresla pewien temat, ktérym jest zainteresowany, specy-
fikujac prég chce zapewni¢ sobie wyszukanie dokumentéw, ktore sa
w ,dostatecznym stopniu” na ten temat. Podwyzszajac prog, uzytkow-
nik zmniejsza liczbe wyszukanych dokumentéw. Aby dokument zna-
lazt si¢ w rankingu wynikowym, musi ten prég przekroczy¢ [Crestani,
Pasi, 1999].

Najprostszy sposob modelowania tego rodzaju wag progowych zdefi-
niowal Radecki [Radecki, 1979; Bordogna, Pasi, 2000]:
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0 dladw(t,d)<qw(t)

'u”’w(dw(t’d))_{dw(t,d)dladw(t,d)qu(t) (22.12)

Zauwazmy jednak, ze tak zdefiniowany prog ma charakter ostry, zas
niecigglos¢ w funkeji przynaleznodci y, moze powodowaé duze zmiany
liczby wyszukanych dokumentéw, nawet przy niewielkiej zmianie warto-
$ci wag w zapytaniu. Buell i Kraft [Bordogna, Pasi, 2000] [Crestani, Pasi,
1999] zaproponowali bardziej elastyczng definicje progu, pozwalajaca na
plynne przejscie miedzy akceptacja i odrzuceniem dokumentu:

Hy (dw(t,d))=

P(qW)'—dW;;’d)
dw(t,d)—qw

1—gqw

dla dw(t,d)<qw(t) (2.2.13)

P(qw)+Q(qw)- dla dw(t,d)=qw(t)

gdzie P(qw)=(1+qw)/2, za$ Q(qw)z(l—qw2 )/4.

Czlon w $ciezce dla dw(t, d) < qw(t) (2.2.13) mierzy ,,blisko$¢” wagi
termu w dokumencie dw(t, d) do okreslonego w zapytaniu progu gw(t).
Natomiast czlon w $ciezce dla dw(t, d) > qw(t) okresla stopien dodatkowe;j
satysfakeji z przekroczenia gw i zapewnia nieprzekroczenie wartosci 1.

Jako ilustracja dzialania wag progowych, postuzy nam przyklad opar-
ty na tej samej macierzy terméw-dokumentéw, ktorag wykorzystalismy
w poprzednim przypadku:

di d2 d3 d4 d5
t1 0 08 02 0 06
t2 05 01 0 1 0
t3 1 0 05 0 1

Przyjmijmy, ze w tej chwili zapytanie ma postaé: <t1, 0,5> AND <t2, 0>
AND <t3, 1>. Oczywiscie obecnie interpretujemy okreslone w zapy-
taniu wagi jako minimalne progi nakladane na poszczegoélne stowa
kluczowe. Waga 1 nakladana na trzeci term oznacza nalozenie na niego
bardzo wysokich wymagan: wyszukane zostana tylko dokumenty zain-
deksowane tym sfowem kluczowym z waga (stopniem przynaleznosci) 1.
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Natomiast waga 0 nakladana na drugi term oznacza rezygnacje z jakich-
kolwiek dodatkowych ograniczen nakladanych na niego w zapytaniu.

Natozone progi interpretowaé bedziemy jako ostre, zgodnie seman-
tyka Radeckiego okreslong przez wzér (2.2.12). Obliczamy najpierw, jak
w wyniku zastosowania wag zmienig si¢ funkcje przynaleznosci poszcze-
golnych termow.

<tl, 0,5> = <{(d1, 0); (d2, 0,8); (d3, 0,2); (d4, 0); (d5, 0,6)}, 0,5> = {(d1, 0);
(d2, 0,8); (d3, 0); (d4, 0); (d5, 0,6)}

<t2, 0> = <{(d1, 0,5); (d2, 0,1); (d3, 0); (d4, 1); (d5, 0)}; 0> = {(d1, 0,5);
(d2, 0,1); (d3, 0); (d4, 1); (d5, 0)};

<t3, 1> = <{(d1, 1); (d2, 0); (d3, 0,5); (d4, 0); (d5, 1)}; 1> = {(d1, 1); (d2,
0); (d3, 0); (d4, 0); (d5, 1)};

Nastepnie dla przeliczonych przy pomocy wag terméw, obliczamy wy-
razenie logiczne zastosowane w zapytaniu:

<tl, 0,5> AND <t2, 0> AND <t3, 1> = {(d1, min(0; 0,5; 1)); (d2, min(0,8;
0,1; 0)); (d3, min(0; 0; 0)); (d4, min(0; 1; 0)); (d5, min(0,6; 0; 1))} = {(d1,
0); (d2, 0); (d3, 0); (d4, 0); (d5, 0)}

Widzimy wiec, ze tym razem zaden z dokumentéw nie odpowiada za-
danemu zapytaniu i ranking wynikowy bedzie pusty.

Pozostala nam jeszcze do oméwienia ostatnia interpretacja wag zapy-
tania, jako pewnych wartosci idealnych, dla ktérych chcemy wyszuka¢
dokumenty dopasowane w jak najwiekszym stopniu. To znaczy, jesli w za-
pytaniu okreslimy dla jakiego$ termu wage, powiedzmy 0,7, to najlepiej do-
pasowane bedg dokumenty, w ktérych ten term ma wage jak najblizsza 0,7.

W takim przypadku, oczywiscie, rozmyte ograniczenie generowane
przez wage powinno by¢ okreslone w kategoriach pewnej miary podo-
bienstwa do wzorca definiowanego przez zapytanie. Bordogna i Pasi
[Bordogna, Pasi, 2000] zaproponowaly wykorzystanie do tego zadania
funkcji gaussowskiej:

Ho (dw(t,d))= (lnk(dw(t.a)-aw(t)) (2.2.14)

Warto$¢ k € [0, 1] jest parametrem okreslajacym szybkos¢ opadania
grzbietow krzywej gaussowskiej, przy czym im wyzsza wartos¢ k, tym
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wieksza rozpietos¢ krzywej i stabsze ograniczenie naktadane na blisko$¢
do wzorca idealnego. Aby zachowa¢ odpowiednia zdolno$¢ dyskrymi-
nacyjng mozliwosci okreslania réznych wartosci funkeji przynaleznosci
ograniczenia, Bordogna i Pasi zalecaja warto$¢ wspotczynnika k na po-
ziomie wynoszacym 0,01 [Bordogna, Pasi, 1993].

I znoéw, jako przyklad, postuzymy sie ta samg macierzg terméw-doku-
mentéw, co w poprzednich przypadkach:

di d2 d3 d4 d5
tt 0 08 02 0 06
t2 05 01 0 1 0
t3 1 0 05 0 1

Wyznaczmy ranking wynikowy dla zapytania: <t1, 1> AND <t2, 0,7>
AND <t3, 0>. Warto$¢ parametru k w funkeji (2.2.14) przyjeta zostata
jako 0,01.

Rozpoczynamy, podobnie jak w poprzednich przykiadach, od wyzna-
czenia funkcji przynalezno$ci indukowanego przez wagi ograniczenia dla
termow zapytania w poszczegolnych dokumentach, stosujac wzor zalez-
noéé (2.2.14).

I tak, dla termu t1 otrzymujemy:

<tl, 1> = <{(d1, 0); (d2, 0,8); (d3, 0,2); (d4, 0); (d5, 0,6)}, 1> = {(d1, 0,01);
(d2, 0,83); (d3, 0,05); (d4, 0,01); (d5, 0,48)}

Nastepnie dla termu t2:

<t2, 0,7> = <{(d1, 0,5); (d2, 0,1); (d3, 0); (d4, 1); (d5, 0)}; 0,7> = {(d1,
0,83); (d2, 0,19); (d3, 0,10); (d4, 0,66); (d5, 0,10)}

I dla ostatniego termu t3:

<t3, 0> = <{(d1, 1); (d2, 0); (d3, 0,5); (d4, 0); (d5, 1)}; 0> = {(d1, 0,01); (d2,
1); (d3, 0,32); (d4, 1); (d5, 0,01)}

I znéw, dla przeliczonych przy pomocy wag terméw, obliczamy wyra-
zenie logiczne zastosowane w zapytaniu:

<tl, 0,5> AND <t2, 0> AND <t3, 1> = {(d1, min(0,01; 0,83; 0,01)); (d2,
min(0,83; 0,19; 1)); (d3, min(0,05; 0,10; 0,32)); (d4, min(0,01; 0,66; 1));
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(d5, min(0,48; 0,10; 0,01))} = {(d1, 0,01); (d2, 0,19); (d3, 0,05); (d4, 0,01);
(d5,0,01)}

Ostateczny ranking bedzie mial wiec posta¢: d2, d3, d1, d4, d5.

Jak wiec widzimy, w obregbie modelu rozmytego wyszukiwania infor-
macji, zostalo stworzonych kilka metod wykonywania zapytan z wagami
przydzielonymi poszczegolnym termom. Wagi te moga mie¢ rézng se-
mantyke, tak wiec projektujac ustuge wyszukiwawcza mozna dobra¢ ich
sposob interpretacji, stosownie do zamierzen tworcy systemu.

Liczbowe wagi zmuszaja jednak uzytkownikow do kwantyfikacji dosy¢
nieprecyzyjnego i nie do konca okreslonego pojecia istotnoéci w formie
precyzyjnych wartosci liczbowych. Ponadto, do wlasciwego okreslenia,
wymagaja jednak sporej wiedzy o semantyce wag, ktérej niuanse moga
czasami powaznie wplywa¢ na jakos¢ wyszukiwania. Duzo bardziej na-
turalne wydaje si¢ da¢ mozliwo$¢ uzytkownikowi wyrazenia swoich pre-
ferencji co do wag zapytania, w formie lingwistycznej, pozostawiajac sys-
temowi przetozenie ich na wlasciwg reprezentacje. Nic wiec dziwnego, ze
taka wlasnie mozliwo$¢ stala si¢ kolejnym rozszerzeniem, jakie pojawito
sie w ramach rozmytego modelu wyszukiwania informacji.

Istotno$¢ terméw w zapytaniu musi by¢ definiowana z niezbedng gra-
nularnoscig, w zaleznoséci od charakterystyki ustugi wyszukiwawczej,
w ktoérej mechanizm ten ma by¢ wykorzystywany. W tym przypadku za-
zwyczaj definiuje si¢ tylko jeden term podstawowy, ,istotny”, ktdry moze
by¢ nastepnie dostrajany przez modyfikatory, takie jak ,bardzo’, ,,sred-
nio’, czy ,,minimalnie”.

Podobnie jak w przypadku wag liczbowych, réwniez waga lingwi-
styczna definiuje pewne ograniczenie rozmyte, jakie powinna spetniacé
waga termu w dokumencie i w zaleznosci od stopnia jego spelniania mo-
dyfikowac ja na potrzeby danego wyrazenia logicznego, zgodnie z seman-
tyka wagi. Jej funkcja przynaleznosci zdefiniowana zostanie na przedziale
[0, 1]. Wagi lingwistyczne stanowig przeciez rozmyte wersje wag liczbo-
wych. Bordogna i Pasi zaproponowaly dla termu podstawowego ,istot-
ny’, funkcje przynaleznosci zdefiniowang na zasadzie semantyki wagi
idealnej, opartej na zaleznosci (2.2.14) [Bordogna, Pasi, 1993]:

O D Gl dh(t,d) <i

Hihainy (dw(t,d))=1 1 dai<dw(t,d)<j — (2.2.15)
eln(k)-(dw(t,d)*f)2 dla dw(t,d) >
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wartosci 4, j € [0, 1], i < j s3 parametrami okreslajagcymi umiejscowie-
nie przedziatu [4, j] dla ktérego pojecie ,,istotny” jest w pelni spelnione,
parametr k ma taka samg definicje jak we wzorze (2.2.14), czyli okresla
szybkos¢ spadku funkcji przynaleznosci (w formie zbocza funkcji Gaus-
sa) symetrycznie poza oboma krancami przedzialu [i, j]. Wszystkie te
parametry dobierane moga by¢ dla konkretnego przypadku. Przyktado-
we warto$ci podawane w literaturze, to i = 0,7, j = 1, k = 0,01 (lub mniej,
nawet okoto 0,001).

Kraft, Bordogna i Pasi [Bordogna, Pasi, 2000] podaja takze nieco od-
mienng definicje wagi lingwistycznej, opartg na semantyce progowej:

%elnwdw(nd)—f)z dla dw(t,d)<i

1+dw(t,d
L+dw(t,d) dlai<dw(t,d)<j (2.2.16)

1+j.(1+dw(t’2d)_JJ dla dw(t,d)>j

/uiiitotny (dW(t,d)) =

2

wartosci 4, j € [0, 1], i < j oraz k maja podobne znaczenie jak w poprzed-
nim wzorze. Funkcja przynaleznosci w tym przypadku dla wag mniej-
szych od i ro$nie w formie krzywej Gaussa, w przedziale [i, j] ro$nie linio-
wo, a po przekroczeniu j, ro$nie nadal, lecz w nizszym tempie.

Modyfikatory pojecia ,,istotny” definiowane sg jako operatory prze-
sunigcia

lubardzo istotny (dw(t)d)) = /uii:t:tfijrOIZ (dW(t,d)) (2.2.17)
Hrednioistotny (dw(trd)) = ﬂii;(())tﬁyj—o,:% (dw(t,d)) (2.2.18)

dw(t,d))= tigqmy " (dw(t,d)) (2.2.19)

Hininimalnie istotny (

Zilustrujmy teraz proces wyszukiwania na przykladzie. Przyjmijmy, ze
w systemie mamy nastepujacg macierz term-dokument:

dl d2 d3 d4
gwiazda 0,8 03 0 09
kosmos 0,1 02 1 0

78 Inteligentne ustugi informacyjne



Zatozmy dalej, ze chcemy wyszuka¢ wszystkie dokumenty dotyczace
gwiazd. Niektore z relewantnych dokumentéw w kolekeji moga akurat
nie by¢ zaindeksowane stowem kluczowym , gwiazda’, tylko ogdlniej-
szym tematycznie termem ,Kkosmos”. Takie dokumenty tez moga by¢
wyszukiwane, ale sa one dla nas mniej istotne, poniewaz moga by¢ zbyt
ogolne. Przyjmijmy wiec, Ze zapytanie, ktére ma wykonac system wyszu-
kiwawczy brzmi nastgpujaco:

»<gwiazda; istotny> AND <kosmos; minimalnie istotny>"

Przyjmijmy wartos$¢ parametru k = 0,01. Dla wagi podstawowej ,,istot-
ny” parametry i, j wynosza i = 0,7, j = 1. Dla wagi ,,minimalnie istotny”
i=0,2,j=05.

Obliczmy najpierw dla obu terméw wystepujacych w zapytaniu, ich stop-
nie przynaleznosci wynikajace z wagi w zapytaniu i wag w dokumentach.

Dla pierwszego termu ,,gwiazda’, poniewaz jest istotny, wykorzystuje-
my wzor (2.2.16):

<gwiazda, istotny> = <{(d1, 0,8); (d2, 0,3); (d3, 0); (d4, 0,9)}, istotny> =
{(d1, 0,9); (d2, 0,41); (d3, 0,09); (d4, 0,95)}

Dla drugiego termu, ,kosmos”, poniewaz jest minimalnie istotny, ko-
rzystamy ze wzoru (2.2.16), z modyfikatorem (2.2.19).

<kosmos; minimalnie istotny> = <{(d1, 0,1); (d2, 0,2); (d3, 1); (d4, 0)},
minimalnie istotny> = {(d1, 0,57); (d2, 0,6); (d3, 0,94); (d4, 0,50)}

Czyli cale zapytanie, po obliczeniu znajdujgcego sie w nim wyrazenia,
posiada¢ bedzie nastepujacg funkcje przynaleznosci:

<gwiazda; istotny> AND <kosmos; minimalnie istotny> = {(d1, min(0,9;
0,57)); (d2, min(0,41; 0,6)); (d3, min(0,09; 0,94)); (d4, min(0,95; 0,50))}
= {(d1, 0,57); (d2, 0,41); (d3, 0,09); (d4, 0,50)}

Co pozwala nam na sporzadzenie nastepujacego rankingu wynikowe-
go dokumentoéw, dla naszego zapytania: d1, d4, d2, d3.

Na koniec biezacego punktu, zajmijmy sie jeszcze krétko kolejnym
rozszerzeniem modelu logicznego wyszukiwania informacji, polegaja-
cym na mozliwosci wykorzystania w zapytaniach kwantyfikatorow.

Z logiki matematycznej pamietamy ze w klasycznej wersji mamy dwa
kwantyfikatory: ogdlny (dla kazdego), wskazujacy ze co$ obowigzuje dla
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wszystkich przypadkow, oraz szczegélowy (istnieje), wskazujacy ze cos
obowigzuje co najmniej dla jednego przypadku. Ogoélnie kwantyfikatory
stanowig mechanizm agregacji wyrazen logicznych, pozwalajacy na re-
dukcje stopnia ich ztozono$ci. W wyrazeniach jezyka naturalnego oprécz
dwu wyzej wspomnianych, ktére mozna jezykowo okresli¢ jako ,wszyst-
kie” oraz ,,co najmniej jeden”, stosowanych jest ich cala gama, wymieni¢
tu mozemy dla przykladu takie okreslenia jak: ,wigkszo$¢”, ,,co najmnie;j
K’ czy tez ,dokladnie K. Logika rozmyta pozwala definiowa¢ znacznie
wigcej tego rodzaju kwantyfikatoréw lingwistycznych, jak np. ,,zdecydo-
wana wiekszo$¢”, ,,prawie wszystkie”, czy tez ,,okoto k™.

Przydatno$¢ tego rodzaju mechanizmu agregacji warunkéw, przy two-
rzeniu zapytan dla celéw wyszukiwawczych, jest dosy¢ oczywista. Zasta-
néwmy sie choc¢by nad nastepujacym prostym przyktadem. Powiedzmy,
ze chcemy sformulowaé zapytanie korzystajace z czterech stéw kluczo-
wych: ,gwiazda’, ,kosmos”, ,kwazar”, ,planeta’, przy czym wystarczy
nam, by wyszukiwanych dokumentach byly co najmniej dwa sposrod
nich. Zapytanie korzystajace wylacznie z operatoréw logicznych, musia-
toby w tej sytuacji mie¢ nastepujaca forme:

»(gwiazda AND kosmos) OR (gwiazda AND kwazar)) OR (gwiazda
AND planeta) OR (kosmos AND kwazar) OR (kosmos AND planeta)
OR (kwazar AND planeta)”

Jak wida¢, pomimo stosunkowo prostej potrzeby informacyjnej, zapy-
tanie jest calkiem skomplikowane. Znacznie prosciej wygladatoby ono,
gdybysmy mogli skorzysta¢ z kwantyfikatora lingwistycznego, co moglo-
by wyglada¢ mniej wiecej tak:

»~CO NAJMNIE] DWA (gwiazda, kosmos, kwazar, planeta)”

Jak wiec widzimy, mozliwos¢ okreslenia, ze interesuja nas dokumen-
ty zawierajace, powiedzmy, ,wigkszo$¢”, czy tez ,,co najmniej k7, albo
»prawie wszystkie” stowa kluczowe z wymienionego zestawu, znaczenie
wzbogacitaby mozliwosci wyrazania potrzeb informacyjnych uzytkowni-
kow, nie komplikujac zbytnio samych zapytan.

Nic tez dziwnego, ze pojawil si¢ szereg prac w kierunku rozszerzenia
modelu rozmytego wyszukiwania informacji o mozliwo$¢ uzycia kwanty-
fikatorow lingwistycznych [Yager, 1996, 2000; Bordogna, Pasi, 1995, 2000].
Wykorzystujg one do definiowania kwantyfikatoréw w zapytaniach wyszu-
kiwawczych, tzw. uporzadkowane wazone operatory usredniajgce OWA
(ang. Ordered Weighted Averaging).
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Operatory OWA zaproponowane zostaly do modelowania kwantyfika-
torow w wyrazeniach logiki rozmytej juz w latach osiemdziesigtych ubie-
glego wieku [Yager, 1988]. Operator OWA (n argumentowy) zdefiniowac
mozemy jako n wymiarowsa funkcje agregujacg OWA: [0, 1] > [0, 1], okre-
$long przy pomocy wektora wag W = (w, ..., w ), W nastepujacy sposob:

OWA(xI,xZ,. coX, )=Zwi max; (xl,xz,. . .,xn) (2.2.20)

i=1

przy czym, aby byl to operator usredniajacy, suma wag musi spetnia¢ wa-
runek normalizujacy:

D w,=1,w,€[0,1]
i=1

Operator max, (x, ..., x,) oznacza i-t3 warto$¢ maksymalng, czyli np.
max, (0,7,0,1,1) =1, max, (0,7,0,1,1) = 0,7, za$ max, (0,7,0,1,1) =0,1.
Dlaczego wiasnie operatory OWA nadaja si¢ do definiowania kwanty-
fikatoréw? Zwro¢my uwage, ze sg to operatory usredniajace, i ich wartos¢
zawsze (dla dowolnego wektora wag) lezy miedzy minimum i maksimum:

min(xl,xz,. . .,xn)SOWA(xl,xz,. coX, )Smax(xl,xz,. . .,xn) (2.2.21)

Wrhasciwie, to OWA dla réznych wag tworzg spektrum operatoréw
agregacji miedzy minimum i maksimum. Przy czym maximum mozna
wyrazi¢ jako operator OWA okreslony przez zestaw wag (1, 0, ..., 0).
Wéwczas bowiem we wzorze (2.2.20) mamy OWA(x,, x,, ..., x ) = 1 - max
(xl, X5 eens xn) = max(xl, X5 eeos xn). Podobnie minimum mozna wyrazi¢ jako
operator OWA z wagami (0, ..., 0, 1). Wtedy bowiem OWA(xl, Xys oo X)) =
1. maxn(xl, Xys s xn) = min(xl, Xy s xn), gdyz n-ty element maksymalny na
n mozliwych, to oczywiscie element najmniejszy.

Zauwazmy przy tym ze w przypadku wyrazen rozmytych, operacja mi-
nimum definiuje koniunkcje. Z kolei koniunkcja wyrazen, w sposéb na-
turalny, odpowiada kwantyfikatorowi ,wszystkie” Podobnie maksimum
definiuje alternatywe, ktora odpowiada kwantyfikatorowi ,,co najmniej
jeden”. Jak wiec widzimy, przy pomocy operacji OWA mozemy zdefinio-
wa¢ pewne spektrum operacji agregujacych, kwantyfikatoréw, pomiedzy
tymi dwoma skrajno$ciami.

I tak, np. w [Bordogna, Pasi, 2000] do definiowania zapytan w syste-
mie wyszukiwawczym, zaproponowany zostal nastepujacy zestaw kwan-
tyfikatoréw lingwistycznych:
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o ,wszystkie” — zastepujacy koniunkcje ,and”, zdefiniowany przez
wektor wagowy Wssiie, dla ktorego, jak juz wspomnielismy weze-
$niej: w =1, w, = 0, dla wszystkich pozostatych i.

» ,Co najmniej k” - dziala jako okreglenie ostrego progu k, na licz-
be warunkéw wyboru. Okreslony jest on przez wektor wagowy
Weo najmnicj k, dla ktorego: w,=1w =0, dla wszystkich i # k.

» ,okolo k” - stanowi rozmytg interpretacj¢ kwantyfikatora ,,co naj-
mniej k”, w ktorej warto$¢ k nie jest rozumiana jako prog ostry, lecz
rozmyty. Oznacza to, ze uzytkownik powinien by¢ w pelni usatys-
fakcjonowany z tego ze spelnionych jest k lub wiecej warunkow,
ale osigga pewien (coraz mniejszy) stopien satysfakcji, nawet jezeli
spetnionych jest tylko k-1, k-2, ... warunkéw. Kwantyfikator okre-

slony jest przez wektor Wokwok, dla ktérego w, =i/ Zl-q j dlai <k,
orazw, =0, dla wszystkich i > k. ”

o ,wigkszo$¢ z” - zdefiniowane jako synonim ,co najmniej 2/3n”
gdzie n jest liczbg wszystkich warunkéw.

2.2.2. Skojarzeniowe wyszukiwanie informacji
z wykorzystaniem sieci pojec

2.2.2.1. Wiedza dziedzinowa w systemach wyszukiwawczych

Jednym z gltéwnych probleméw na ktére cierpig prezentowane w punk-
cie 2.1 klasyczne tekstowe modele wyszukiwawcze jest specyfikacja ich
dzialania na poziomie stownikowym. Zapytania, podobnie jak i repre-
zentacja dokumentéw, okreslane sg przez stowa kluczowe, termy - nie-
precyzyjne stowa jezyka naturalnego. Kwestia dopasowania tych dwu
elementow, szczegoélnie w sytuacji, gdy zaréwno opisy dokumentoéw, jak
i zwlaszcza zapytania dalekie s od kompletnosci i precyzji, niesie ze soba
spore problemy.

W przypadku stéw kluczowych dopasowanie, bezposrednio lub po-
srednio, w sposéb jawny lub ukryty, opiera si¢ na ich wspotwystepowaniu
w zapytaniach i dokumentach. Dotyczy to w zasadzie wszystkich modeli,
zaréwno tych klasycznych, podstawowych, przedstawionych przez nas
w punkcie 2.1, jak i bardziej zaawansowanych, stanowigcych ich rozwi-
niecie na gruncie samego wyszukiwania informacji. Problem wiec poja-
wia sie w sytuacji, gdy nie ma takiego dopasowania na poziomie leksykal-
nym, kiedy w zapytaniu i w opisie dokumentu nie zostaly uzyte te same
stowa.
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Kwestia ta lezy u podstaw tak szerokiego zakresu zastosowan sztucznej
inteligencji w wyszukiwaniu informacji, poniewaz naprawde przydatny
system wyszukiwawczy musi w jakis sposdb, cho¢by nawet w niewielkim
stopniu, ,,zrozumie¢”, czego szuka uzytkownik, oraz co zostalo zawarte
w dokumencie. Do tego, jesli nawet w zapytaniu i w dokumencie nie po-
jawiajg sie doktadnie te same stowa, musi ,,skojarzy¢”, ze sg one ze soba
powigzane i Ze w zwigzku z tym nalezy réwniez powiaza¢ dokument i za-
pytanie.

Aby wykry¢ tego rodzaju skojarzenia, zazwyczaj niezbedna jest wiedza
i umiejetnos¢ jej wykorzystania, czyli pewne cechy systemu inteligent-
nego. W obecnym rozdziale zajmiemy sie sytuacja, w ktorej wiedza ta
wykorzystywana jest bezposrednio do wykrycia takich skojarzen i zasto-
sowania ich w procesie dopasowania obu kawatkow naszej uktadanki.

Tak wiec obecnie interesuje nas takie rozbudowanie mechanizmu do-
pasowujacego dokumenty do zapytania, aby dopasowanie to nie odbywa-
to sie w prostej warstwie stownikowej termdéw indeksujacych, ale w war-
stwie pewnej wiedzy dziedzinowej (patrz przyklad na rysunku 2.2.1).

reprezentacja

; . N reprezentacja
reprezentacja s dokumentéw
zapytania s RN S -
oo
kolekcja
zapytanie dokumentow

Rys. 2.2.1. Dopasowanie dokumentu i zapytania w warstwie wiedzy

Zrédto: opracowanie wtasne.

Wykorzystywana wiedza musi mie¢ dwojaki charakter [Sparck Jones,
1991; Crestani, van Rijsbergen, 1997]. Pierwszym elementem jest przej-
$cie z poziomu stownikowego na poziom pojeciowy. Stowa jezyka natu-
ralnego s zbyt malo precyzyjne, niejednoznaczne, aby mogty stanowic¢
podstawe do szukania dobrego dopasowania. Pojecia, czyli pewne klasy
obiektow, sa znacznie bardziej precyzyjne. Przede wszystkim pojecia sg
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jednoznaczne. Jedno pojecie moze by¢ opisywane przez kilka deskrypto-
réw (stéw). Na przyktad stowa ,,auto” i ,samochdd” opisujg bez watpie-
nia to samo pojecie. Jeden deskryptor moze by¢ przypisany kilku réznym
pojeciom. Np. stowo ,klucz” oznacza¢ moze element otwierajacy zamek
w drzwiach, grupe latajacych obiektow, czy tez kod pozwalajacy odczytaé
zaszyfrowang wiadomos¢.

Pojecia s3 znacznie bardziej jednoznaczne niz stowa, ale nadal znajo-
mos$¢ modelu danych nie jest absolutnie precyzyjna. Miedzy pojeciami
istnieja roznorakie powigzania, mogace by¢ podstawa do skojarzen przy-
datnych na potrzeby wyszukiwania. Drugi segment wiedzy przydatny dla
naszych celéw musi wigc dotyczy¢ zaleznosci miedzy pojeciami. Ogol-
nych zaleznosci semantycznych - na przyktad miedzy pojeciami ogdlniej-
szymi a bardziej szczegélowymi pojeciami bliskoznacznymi. A takze roz-
nego rodzaju powigzan o charakterze dziedzinowym, z zakresu tematyki
dokumentu, czy kolekcji dokumentow.

Osia faczacg oba te segmenty wiedzy sg pojecia. Dla potrzeb systemow
wyszukiwania informacji, szczegdlnie przydatne sg wiec podejscia do re-
prezentacji wiedzy oparte na pojeciach. Zwré¢my dalej uwage, ze raczej
nie beda nas interesowaly jakie$ bardzo szczegdtowe i skomplikowane
definicje zachowania si¢ obiektow danej klasy-pojecia. Potrzebna nam
wiedza wyraza si¢ przede wszystkim w samej semantyce poje¢ i rozma-
itych zwigzkéw miedzy nimi.

Wiedza ta zlozona jest z dosy¢ prostych elementéw, z duzg liczba po-
wigzan miedzy nimi, jak réwniez miedzy pojeciami a ich deskryptora-
mi sfownikowymi. W zwigzku z tym niemal idealnie nadaje si¢ ona do
modelowania przy uzyciu struktur sieciowych. Wezty sieci reprezentuja
pojecia, ich deskryptory (stowa kluczowe) oraz zapytania i dokumenty.
Polaczenia w sieci reprezentuja powigzania miedzy tymi elementami.
Jesli nawet stwierdzenie, ze obecnie reprezentacja wiedzy w formie roz-
nego rodzaju struktur sieciowych catkowicie zdominowata dziedzine sys-
temow wyszukiwania informacji, bedzie pewna przesada, to doprawdy
niewielka.

Ogolna koncepcja wykorzystania sieci pojeciowych do skojarzenio-
wego wyszukiwania informacji staje si¢ jasna, jesli spojrzymy uwazniej
na rysunek 2.2.1. Wykonywane przez uzytkownika zapytanie zamienia-
ne jest na odpowiednig reprezentacje w formie cech, na ogot stow klu-
czowych, stanowigcych pewne deskryptory poje¢ w warstwie wiedzy.
Nastepnie aktywowane s3 pojecia w warstwie wiedzy, powigzane z tymi
stowami kluczowymi. Z kolei na podstawie wiedzy dziedzinowej i zdefi-
niowanych przez nig polaczen w sieci poje¢ aktywowane sg dodatkowe
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wezly, reprezentujace pojecia skojarzone z tymi odpowiadajgcymi ter-
mom zapytania. To z kolei pobudza termy w warstwie reprezentacji do-
kumentéw, skojarzone z aktywowanymi pojeciami, co pozwala na okre-
$lenie wyniku zapytania.

Ranking wynikowy sporzadzany jest wiec nie tylko na podstawie ory-
ginalnego zapytania, ale takze terméw skojarzonych na podstawie wiedzy
dziedzinowej, pobudzonych w sieci poje¢. Z tego powodu wykorzystany
w procesie wnioskowania mechanizm okresla sie czesto rozprzestrzenia-
niem aktywacji w sieci pojec.

Do reprezentacji wiedzy w systemie wyszukiwawczym mozemy wy-
korzysta¢ bardzo rézne metody i podejscia. Okreslaja one charakter po-
faczen miedzy wezlami reprezentujacymi poszczegélne pojecia, sposdb
przeliczania sieci oraz jej strukture. Generalnie mozemy méwic o trzech
podstawowych, najczesciej wykorzystywanych rodzajach sieci pojecio-
wych [Crestani, van Rijsbergen, 1997]:

o Sieci semantyczne — polfaczenia migdzy weztami sieci odzwiercie-
dlajg réznego typu powiazania miedzy reprezentowanymi przez nie
pojeciami. Pofgczenia sg jednokierunkowe i semantyka kazdego
z nich musi by¢ rozpoznana i jawnie okreslona (zazwyczaj w postaci
przydzielonej mu etykiety). Np. jesli wiedza dziedzinowa modelo-
wana w sieci odzwierciedla zaleznos¢, miedzy obiektem ,,Kowalski”
i obiektem ,,samochdd’, to rodzaj tego powigzania musi by¢ okreslo-
ny (czy jest to relacja typu ,,jest wlascicielem’, albo ,,jest kierowcy’, czy
tez ,wypozyczyl” itp.) i przypisana polaczeniu miedzy weztami sieci
reprezentujacymi Kowalskiego i samochod. Aktywacja rozprzestrze-
nia si¢ od warstwy zapytania poprzez polaczenia do warstwy wiedzy,
a nastepnie miedzy wezlami reprezentujacymi pojecia wiedzy dzie-
dzinowej, pobudzajac kolejne wezly sieci zgodnie z t3 wiedza. Na-
stepnie pobudzane s3 wezly terméw dokumentdw i okreslany stan
weztéw dokumentéw. Wykorzystanie sieci semantycznych doklad-
niej przedstawione zostanie w kolejnym punkcie 2.2.2.2.

o Sieci asocjacyjne - polaczenia miedzy wezlami odzwierciedla-
ja ogolnie istnienie pewnego, blizej niesprecyzowanego, zwigzku
miedzy reprezentowanymi przez nie pojeciami. Polaczenie mie-
dzy wezlami sieci asocjacyjnej zazwyczaj ma charakter dwustron-
ny, aczkolwiek nie jest to bezwzgledne wymaganie. Nie okresla sie
charakteru tego powigzania, a jedynie jego site, definiowana przy
pomocy wspolczynnika wagowego polaczenia w sieci. Zasadniczo,
sieci asocjacyjne modelowane sg z wykorzystaniem specjalnych
architektur sieci neuronowych, zwykle o lokalnej reprezentacji
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wiedzy (poszczegdlne elementy wiedzy, przechowywane w weztach
i polaczeniach sieci maja swoja okreslong interpretacj¢) — czasami
okresla sie tego rodzaju rozwigzania sieciami konekcjonistycznymi.
Zastosowania tego rodzaju sieci neuronowych w procesie asocjacyj-
nego dopasowania zapytan i dokumentéw zostang przedstawione
w punkcie 2.2.2.3.

o Sieci wnioskujace - w tym przypadku, powigzania miedzy poje-
ciami interpretowane sg jako zaleznosci logiczne opisane w kate-
goriach rachunku prawdopodobienstwa. Podobnie jak w sieciach
asocjacyjnych, nie okresla si¢ typu powigzania. Rozprzestrzenia-
nie aktywacji zwigzane jest z procesami wnioskowania probabi-
listycznego opartymi na ogdt na twierdzeniu Bayesa (rzadziej na
rozszerzonych paradygmatach modelowania niepewnosci wnio-
skowania, takich jak np. teoria Dempstera-Shafera) i wyznaczaniu
prawdopodobienstwa a posteriori kolejnych zdarzen zwigzanych
z weztami sieci. Ranking dokumentéw tworzony jest na zasadach
rankingowania probabilistycznego. Zastosowania sieci wniosku-
jacych do asocjacyjnego wyszukiwania informacji, zostang omo-
wione w punkcie 2.2.2.4.

2.2.2.2. Wyszukiwanie skojarzeniowe z uzyciem sieci
semantycznych

Podstawowe zasady reprezentacji wiedzy w formie sieci semantycz-
nej wprowadzone zostaly przez Quillana w 1968 roku [Crestani, 1997].
Sieci semantyczne skladajg si¢ z wezléw reprezentujacych pojecia, ich
konkretne egzemplarze oraz wlasciwosci. Pojecia uktadajg sie w pewne
hierarchiczne zaleznosci. Typowe przyklady takich struktur to hierarchie
specjalizacji/generalizacji, czy tez calo$¢/czes¢. Zaleznosci migdzy poje-
ciami definiowane s3 przy pomocy polaczen w sieci, zaetykietowanych
informacja o rodzaju zaleznosci.

Gléwne zaleznoéci miedzy pojeciami to relacja ,jest egzemplarzem”
stuzaca do definiowania zwigzku miedzy pojeciem a konkretnym obiek-
tem nalezacym do klasy przez nie definiowanej oraz ,jest” stuzaca do
definiowania zalezno$ci miedzy pojeciem bardziej szczegétowym i ogél-
nym. Hierarchia specjalizacji/generalizacji ma specyficzny i zdecydo-
wanie podstawowy charakter. Pojecia wyzej w tej hierarchii definiuja
bardziej abstrakcyjne nadklasy, za$ nizej bardziej szczegélowe podklasy.
Przyjmuje sie, ze wlasciwosci przypisane pojeciom nadklasy sa roéwniez
wlasciwosciami wszystkich podklas. Przyklad prostej sieci semantycznej
przedstawiony zostal na rysunku 2.2.2.
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Rys. 2.2.2. Przyktad prostej sieci semantycznej

Zrédto: opracowanie wtasne.

Jeden z podstawowych sposobdw korzystania z sieci semantycznej, jak
wspomnieliSmy w poprzednim punkcie, polega na tzw. rozprzestrzenianiu
aktywacji. Jak wynika z tego, co juz sobie powiedzieliémy, sie¢ semantycz-
na jest rowniez siecig asocjacyjng, a wigc moze by¢ w ten sposob wyko-
rzystana. Procedura jest dosy¢ prosta: poczawszy od pewnych jednostek
zrodlowych (na przyklad reprezentujacych termy zapytania), sygnal w sieci
przekazywany jest do jednostek z nimi powigzanych, az wreszcie dotrze do
jednostek docelowych (na przyktad reprezentujacych dokumenty).

Pojawia si¢ tu jednak pewien problem. Polaczenia miedzy weztami
w sieci majg charakter lokalny - jednostki powigzane sg tylko z tymi,
z ktérymi pozostajg w jakims zwigzku w $wiecie rzeczywistym. W zwigz-
ku z tym jednokrotne przeliczenie stanu sieci spowoduje pobudzenie
tylko wezléw sasiednich, czyli bezposrednio potaczonych z obudzonymi
wczesniej. Aby sygnal dotarl do wszystkich jednostek, do ktérych powi-
nien dotrze¢, zwykle niezbedne jest wiec wykonanie kilku przeliczen sie-
ci, pobudzajacych kolejne wezly. Rozprzestrzenianie aktywacji jest wigc
dynamicznym procesem iteracyjnym.

Pojedyncza iteracja sieci sklada si¢ z samej fazy rozprzestrzenienia sy-
gnalu, nazywanej zwykle pulsem sieci, oraz ze sprawdzenia kryterium
zatrzymania procesu iteracji. Ponadto pojedynczy puls sktadac¢ si¢ moze
z trzech faz:

1. Fazy korekty wstepnej,

2. Procesu rozprzestrzenienia sygnatu (przeliczenia sieci),

3. Fazy korekty koncowe;j.
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Faza wstepna i konicowa sg opcjonalne i zwykle zawieraja elementy
zwigzane z zachowaniem kontroli nad siecig w trakcie catego procesu ko-
lejnych iteracji. Na 0gdt zwigzane sg one z operacjami sterowania aktywa-
cja (np. wytlumiania jej w sytuacjach niepozadanych) zaréwno poszcze-
gélnych jednostek, jak i wiekszych fragmentéw badz nawet calej sieci.

Samo rozprzestrzenianie aktywacji polega na obliczeniu dla kazdej
j-tej jednostki jej tacznego pobudzenia:

1,(p)=0,(p-1)-w, (2.2.22)

Tak wiec pobudzenie wezla sieci wyznaczane jest jako iloczyn wyjscia
wszystkich weztéw i z nim polaczonych (ustalonych w poprzedniej ite-
racji), mnozonych przez wagi polaczenia z wezla i-tego do j-tego. Wagi
polaczen mogg mie¢ charakter rzeczywisty, chociaz w sieciach stricte se-
mantycznych, o zdefiniowanej semantyce potaczen, zwykle przyjmuje sie
warto$ci binarne: 0, 1, lub hamujace/wzmacniajace: -1, 1. W tego rodzaju
sieciach sile powigzania na ogdt determinuje znana semantyka powia-
zania, w kontekscie aplikacji. Wagi o wartos$ciach rzeczywistych czesciej
stosowane s3 w sieciach asocjacyjnych, w ktérych mamy do czynienia
tylko z jednym, generycznym, typem potaczenia [Crestani, 1997].

Po okresleniu pobudzenia wezla sieci, kolejnym krokiem jest okresle-
nie warto$ci wyj$ciowej generowanego przez niego sygnatu. Odbywa si¢
to przez zastosowanie wlasciwej funkeji aktywacji f:

0,(p)=£(L,(p)) (2.2.23)

Typowe funkcje aktywacji wykorzystywane do wyznaczenia wyjscia
wezla sieci sg takie same, jak w przypadku modelowania neuronéw w sie-
ciach neuronowych: funkcja logistyczna, liniowa. Najczesciej jednak wy-
korzystywana jest funkcja progowa skoku binarnego:

(2.2.24)

o (p)z OgdyIj(p)<kj
! lgdyI,(p)=k;

gdzie k, jest warto$cig progu dla jednostki j.

Po obliczeniu wartosci wyjsciowej sygnalu danego wezta, wartos¢ ta
wysylana jest do wszystkich weztéw, do ktérych jest on podlaczony.

Tak jak powiedzielismy, aktywacja w sieci rozprzestrzenia si¢ w kolej-
nych iteracjach, az do osiagnigcia kryterium zatrzymania tego procesu.
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Taki swobodny proces rozprzestrzeniania si¢ aktywacji charakterystycz-
ny jest jednak bardziej dla sieci asocjacyjnej, o generycznym i jedno-
rodnym charakterze powigzan miedzy jednostkami. W przypadku sieci
semantycznej o roznorodnych typach powiazan, trudno bytoby zintegro-
wa¢ swobodnie przeplywajacy sygnal w jednorodny mechanizm wnio-
skowania. W dodatku stosujac wylgcznie mechanizm rozprzestrzeniania
aktywagcji jako taki, nie wykorzystujemy przeciez waznej informacji, wy-
nikajacej ze znajomosci rodzaju potaczen.

Jest jeszcze pewien powdd techniczny, co wcale nie znaczy, ze mniej
wazny. Otoz jezeli przypomnimy sobie wlasciwosci sieci neuronowych,
to powinni$my pamiegta¢ ze dla zapewnienia zbieznosci procesu relak-
sacji sieci rekurencyjnej, wagi pofaczen musza spelnia¢ pewne okreslone
warunki, co jest zapewniane przez algorytmy uczenia. Na przyktad ma-
cierz wag sieci w pelni potaczonej musi by¢ symetryczna - co oznacza,
w istocie rzeczy, stosowanie pofaczen dwustronnych. Warunek ten cze-
$ciej bywa spelniony dla sieci asocjacyjnych. Zalozenie, ze jakies blizej
nieokreslone skojarzenie miedzy dwoma pojeciami ma taka samag sile, je-
§li spojrzymy na nie z obu stron, jest czesto mozliwe do zaakceptowania.

W sieci semantycznej polaczenia moga by¢ przeciez jednostronne,
a jesli juz obowigzujg w obie strony, to moze to si¢ odbywac z r6zna sifa.
Ponadto sieci semantyczne, maja charakter lokalny. Wagi polaczen moga
wynikac¢ z wiedzy o okreslonej zalezno$ci migedzy zmiennymi i trudno
bytoby wymusi¢ przy ich tworzeniu jaki$ zupelnie globalny mechanizm
kontrolowania ich wartoéci. W sieci semantycznej, iteracyjny proces
swobodnego rozprzestrzeniania aktywacji, w znacznej czgsci wypadkow
trwaltby az do maksymalnego pobudzenia calosci sieci.

Dlatego w sieciach semantycznych wprowadza si¢ zwykle pewien zestaw
heurystyk, albo rozprzestrzenia sie aktywacje zgodnie z pewnymi regutami
wnioskowania specyficznymi dla danego rodzaju polaczenia. Jedna z pod-
stawowych metod wymuszenia tego rodzaju regul, polega na wprowadze-
niu zestawu ograniczen na rozprzestrzenianie si¢ aktywacji, kontrolowa-
nego lokalnie dla poszczegélnych jednostek, z wykorzystaniem informacji
o semantyce polaczen. W sieciach semantycznych stosowany jest wigc na
ogot proces ograniczonego rozprzestrzeniania aktywacji.

Do typowych rodzajéow ograniczen stosowanych do kontrolowania
rozprzestrzeniania aktywacji, naleza [Crestani, 1997]:

o Ograniczenia odleglosci. Przekazywana aktywacja powinna by¢
wygaszana, kiedy dociera do weztéw, ktdre sg zbyt odlegte w ka-
tegoriach liczby polaczen od wstepnie aktywowanych. Odpowia-
da to prostej regule heurystycznej, ze sita zwigzku miedzy dwoma
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jednostkami maleje, wraz ze wzrostem semantycznej odlegtosci
miedzy nimi. Powigzania moga by¢ klasyfikowane zgodnie z odle-
glodcig na ktdra dzialaja, mierzong w liczbie polaczen. Zaleznosci
miedzy dwoma wezlami bezposrednio polaczonymi, nazywane s
zwigzkami pierwszego rzedu. Zaleznosci miedzy dwoma weztami
polaczonymi przez jeden wezel posredniczacy, nazywane sg zwiaz-
kami drugiego rzedu itd. Dosy¢ powszechnie rozwaza si¢ jedynie zalez-
nosci pierwszego, drugiego i co najwyzej trzeciego rzedu, ale zalezy
to juz od aplikacji.

« Ograniczenia rozchodzenia si¢. Aktywacja powinna by¢ wygaszana
w wezlach o bardzo duzej liczbie polaczen wyjsciowych do innych
jednostek. Celem tego ograniczenia jest zapobiezenie zbyt szerokie-
mu rozprzestrzenieniu si¢ aktywacji, na znaczne obszary sieci, co mo-
globy by¢ skutkiem propagacji sygnatu przez wezly o bardzo szero-
kim znaczeniu semantycznym i dlatego podiaczone do wielu innych.

 Ograniczenia $ciezek przesylania sygnatu. Zazwyczaj aktywacja roz-
przestrzenia si¢ w sieci, korzystajac ze wszystkich dostepnych potaczen.
Czasami jednak powinna ona by¢ kanalizowana do preferowanych
$ciezek, odzwierciedlajacych zalezne od aplikacji reguly wnioskowania.
Moze to by¢ modelowane poprzez wykorzystywanie polaczen, jesli po-
taczenia te s3 odpowiednio zaetykietowane, kierujac przez nie sygnat,
wyttumiajac go jednoczesnie w innych, mniej znaczacych $ciezkach.

o Ograniczenia aktywacji. Poszczegolnym wezlom moga by¢ przy-
pisywane dodatkowe progi, ograniczajace ich aktywacje. Wartosci
tych progéw moga by¢ zmienne, dostosowujac si¢ do tgcznego po-
budzenia w calej sieci.

Innym jeszcze dodatkiem do procesu rozprzestrzeniania aktywacji
moze by¢ wykorzystanie informacji zwrotnej ze Zrédla zewnetrznego.
Uzytkownik badz jaki$ zewnetrzny proces moze obserwowac stan akty-
wacji calej sieci lub wybranych jej elementéw i modyfikowac je stosownie
do swoich potrzeb. W konsekwencji aktywacja rozprzestrzenia si¢ dalej
zaleznie od doprecyzowanych wskazéwek uzytkownika. Ponadto uzyt-
kownicy moga mie¢ mozliwos¢ wskazywania odpowiednich dla nich
sciezek dalszego przeplywu sygnalu w sieci.

Wyzej wymienione (i oczywiscie inne, specyficzne) ograniczenia na-
kladane na proces rozprzestrzeniania aktywacji, zazwyczaj implemento-
wane s3 w fazie wstepnej lub koncowej korekty, pulsu sieci.

Sieci semantyczne, wykorzystywane w wyszukiwaniu informacji, opiera-
ja sie zazwyczaj na istniejacych powigzaniach miedzy stowami kluczowymi
lub dokumentami. Wezly odpowiadajg termom, dokumentom, ksigzkom,
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artykulom, czasopismom, klasyfikacjom tematycznym, autorom itd. Po-
taczenia wskazujg raczej na dosy¢ ogolne asocjacje migdzy obiektami, na
przyklad wystapienie termu w zapytaniu, publikacje dokumentu, zaindek-
sowanie dokumentu danym termem, zaklasyfikowanie dokumentu do da-
nej tematyki itp. Sg to powigzania czesto epizodyczne, nietrwale i charak-
terystyczne tylko dla jednej, konkretnej aplikacji (kolekcji dokumentow).
Sie¢ semantyczna zbudowana na potrzeby jednej aplikacji, niemal na pew-
no nie bedzie mogla zosta¢ wykorzystana w innej.

Pierwsze proby zastosowania rozprzestrzeniania aktywacji w sieciach
semantycznych do wyszukiwania informacji, mialy miejsce w 1981 roku
i zwigzane byly z osoba S. E. Preece’a [Crestani, 1997].

Preece argumentowal, ze wigkszos¢ klasycznych w tym okresie po-
dejs¢ moze zosta¢ przedstawiona w kategoriach rozmaitych technik
rozprzestrzeniania aktywacji w reprezentacji sieciowej, zbudowanej na
kolekcji dokumentéw. Zestawiajac razem rézne struktury sieciowe da-
nych z wybranymi rozmaitymi procedurami przetwarzania, pokazal, ze
mozliwa jest reprezentacja z wykorzystaniem sieci semantycznych mo-
delu booleowskiego, wektorowego i réznych podejs¢ do wazenia terméw,
stosowanych w skojarzeniowym wyszukiwaniu informacji.

Koncepcje Preece’a zwigzane byly z pojawieniem si¢ pierwszych pu-
blikacji na temat sieci neuronowych i wida¢ w nich che¢ rozciagnigcia
paradygmatu rozprzestrzeniania aktywacji w tym wlasnie kierunku.
Mozliwosci obliczeniowe, jakimi dysponowal Preece na przelomie lat
siedemdziesiagtych i osiemdziesiatych, nie pozwolily mu jednak na po-
wigzanie rozprzestrzeniania aktywacji w obszernych sieciach semantycz-
nych z metodami uczenia maszynowego. Wykorzystywana przez niego
do reprezentacji kolekcji dokumentéw sie¢ semantyczna zbudowana byta
recznie. Preece wskazywat jednak na koniecznos¢ zastosowania do kon-
strukcji sieci rozwigzan automatycznych.

Prace Preecea mialy oczywiscie charakter bardziej teoretyczny niz
duze znaczenie praktyczne. Stworzyl on jednak pewien wspdlny forma-
lizm laczacy tematyke wyszukiwania informacji i sztucznej inteligenciji.
Prace te staly si¢ inspiracja dla wielu kolejnych badaczy, a niektére z jego
koncepcji wykorzystywane sg jeszcze wiele lat pozniej [Crestani, 1997].

Na poczatku lat osiemdziesigtych, réwnolegle do Preece’a, P. Shoval
prowadzil préby nad interaktywnym rozszerzaniem zapytania, przy
uzyciu rozprzestrzeniania aktywacji w sieciach semantycznych [Shoval,
1981, 1985; Crestani, 1997]. Baza wiedzy zastosowana przez Shovala mia-
ta forme sieci semantycznej opartej na tezaurusie — stowniku obejmuja-
cym informacje o zaleznosciach miedzy termami.
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Wykorzystywane w niej typy polaczen miedzy stowami kluczowymi
mialy taki sam charakter jak powszechnie stosowane w tezaurusach: wy-
razaly zaleznosci hierarchiczne miedzy termami ogdlniejszymi i bardziej
szczegOtowymi, powigzania miedzy synonimami, oraz generalne powig-
zania w sensie skojarzeniowym. Ponadto Shoval dodal do sieci jeszcze
dwa rodzaje powigzan. Jeden — polaczenia skladajace pojedyncze termy
W pojecia opisywane frazami o kilku stowach: np. ,,information” i ,,sys-
tems” byly pofaczone w ,,information systems”. Drugi rodzaj powigzania,
tzw. polaczenia modelu, pozwalaly na rozszerzenie wiedzy pojeciowej
o elementy wiedzy dziedzinowej — np. stowo ,,business” potgczone byto
z ,organizational area”.

Sie¢ semantyczna przetwarzana byla przy pomocy metody rozprze-
strzeniania aktywacji, o charakterze interakcyjnym, z informacja zwrotna
od uzytkownika, ktéry obserwujac wyniki aktywacji sieci w danej itera-
cji, przed wykonaniem kolejnej mogl wskazywa¢ w ktérych kierunkach
aktywacja mogta zosta¢ zaakceptowana, a w ktérych powinna by¢ wyha-
mowywana.

System Shovala posiadal szereg interesujacych wlasciwosci, a przede
wszystkim mozliwosci automatycznej konstrukeji reprezentacji siecio-
wej przy pomocy informacji generycznej, zawartej w tezaurusie. Sama
metoda rozprzestrzeniania aktywacji, byla jednak mocno uproszczona
i wymagala duzej ilosci informacji zwrotnej od uzytkownika, ktorej uzy-
skanie, oczywiscie, jak zwykle jest dosy¢ trudng kwestig [Crestani, 1997].

Podobne prace zwigzane asocjacyjnym wyszukiwaniem informacji
w oparciu o sieci semantyczne wykorzystujace tezaurusy, prowadzone
byly przez cale lata osiemdziesiate, wymieni¢ mozna tu system Coder
Foxa [Fox, 1987], badania nad podobienstwem poje¢ w sieciach seman-
tycznych.

Jednym z pierwszych praktycznych systeméw wykorzystujacych do
wyszukiwania skojarzeniowego metode ograniczonego rozprzestrzenia-
nia aktywacji byt stworzony w potowie lat osiemdziesiatych system Grant
Cohena i Kjeldsena [Cohen, Kjeldsen, 1987; Crestani, 1997].

W systemie Grant stworzona zostala sie¢ semantyczna gromadzaca
wiedze o wnioskach badawczych i potencjalnych agencjach finansujgcych
badania naukowe. Tematy badawcze okreslane we wnioskach polaczone
byly z tymi instytucjami gestg siecig réznego rodzaju powigzan. Zapyta-
nie moglo obejmowac jeden lub wigcej obszarow badawczych, albo jedna
lub wigcej agencji finansujacych. Wyszukiwanie prowadzone bylo przy
pomocy metody ograniczonego rozprzestrzeniania aktywacji w powsta-
tej w ten sposéb sieci, wykorzystujac ograniczenia niemal wszystkich
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typow z przedstawionych powyzej. Szczegdlnie szeroko wykorzystywane
byly ograniczenia $ciezek.

Z ogolnego punktu widzenia Grant mozna uwaza¢ za system wniosku-
jacy, stosujacy wielokrotnie pojedynczy schemat wnioskowania:

IF x AND R(x, y) > ¥

gdzie R(x, y) oznacza $ciezke taczaca wezty x i y, ktéra mogta sktadac sig
jednego lub wigkszej liczby potaczen. W tej okreslonej aplikacji, dla kto-
rej zbudowany zostal Grant, tj. wyszukiwania agencji finansujacych dla
wnioskéw badawczych, powyzszy schemat wnioskowania réwnowazny
byt regule wnioskujacej w postaci: ,jezeli agencja finansujaca zaintere-
sowana jest tematem x oraz istnieje powigzanie miedzy tematem x i y,
wowczas agencja finansujgca bedzie najprawdopodobniej zainteresowa-
na réwniez tym powigzanym tematem .

Proces wskazywania $ciezek dawal pewnym $ciezkom preferencje
(pozytywne wskazanie) lub pozwalal ich unikngé¢ (przy negatywnym
wskazaniu). Mechanizm oceny $ciezek umozliwial stworzenie rankingu
wyszukanych w sieci weztéw reprezentujacych agencje finansujace. Wy-
korzystanie ograniczonego rozprzestrzeniania aktywacji w stworzonej
sieci semantycznej dalo bardzo obiecujace efekty, zgodnie z podawanymi
przez autoréw wynikami testowania systemu lepsze od otrzymywanych przy
pomocy prostego wyszukiwania opartego na stowach kluczowych.

System Grant przeznaczony byl do realizacji wyszukiwania w jednej
okreslonej dziedzinie, wykorzystywal tez w znacznym stopniu wiedze
z jej zakresu. Sie¢ semantyczna zostala zbudowana w sposéb manualny,
przy wykorzystaniu znacznych naktadéw zwigzanych z inzynierig wiedzy.
Prace wymagaly przeprowadzenia doglebnej analizy dziedziny, w ktorej
mial pracowac system, w celu okreslenia wlasciwych poje¢ i zwigzkow
miedzy nimi - aby mozna wbudowac je w sie¢ - oraz zdobycia prefe-
rencji, umozliwiajacych rozprzestrzenianie si¢ aktywacji zakodowanymi
$ciezkami. Jednym z gtéwnych probleméw systemu Grant byly trudnosci
z korygowaniem parametrow procesu wskazywania $ciezek.

Kolejnym istotnym krokiem na drodze rozwoju systeméw wyszuki-
wawczych, opartych na rozprzestrzenianiu aktywacji w sieciach seman-
tycznych, byl system I’R, zbudowany przez grupe badaczy Crofta, Lu-
ci¢, Cohena, Crigeana, Willeta i Thompsona [Croft, Lucia, Cohen, 1988;
Croft, Lucia i in., 1989; Croft, Thompson, 1987]. Wykorzystywal on te
metode do okredlania poje¢ skojarzonych z termami zapytania. Roz-
przestrzenianie aktywacji bylo réwnowazne propagacji niepewnosci
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z wykorzystaniem wnioskowania wiarygodnego (ang. plausible inference)
przez system regul z okreslonymi wspoétczynnikami wiarygodnosci (ang.
credibility factors).

System I’R wykorzystywal baz¢ wiedzy w formie sieci semantycznej,
ztozonej z weztow reprezentujacych pojecia, termy i dokumenty, powig-
zane szeregiem zwigzkéw semantycznych. Zastosowano forme ograni-
czonego rozprzestrzeniania aktywacji, oparta na nastgpujacych warun-
kach [Croft, Lucia, Cohen, 1988; Crestani, 1997]:

 Rozprzestrzenianie aktywacji rozpoczyna si¢ od zestawu dokumen-
tow, znajdujacych sie najwyzej w rankingu bedgcym wynikiem pro-
cedury wyszukiwania opartej na modelu probabilistycznym. Nie
korzystano bezposrednio z weztéw reprezentujacych termy zapyta-
nia, ani odpowiadajacych im polaczen term-dokument, term-term,
term-pojecie, ani pojecie-pojecie.

o W pierwszym kroku do rozprzestrzeniania aktywacji system wyko-
rzystywal polaczenia do dokumentéw najblizszych sasiadow, oraz
zwigzane z cytowaniem dokumentéw. Te polaczenia reprezentowa-
ly najsilniejsze wiarygodne powiazania miedzy dokumentami.

« W kolejnych cyklach rozprzestrzeniania aktywacji, korzystano tyl-
ko z pofaczen do najblizszych sasiadow. Powigzania zwiazane z cy-
towaniem byly interesujace tylko w odniesieniu do dokumentéw
startowych.

o W okresleniu poziomu aktywnosci wezta, wykorzystywano wagi na
polaczeniach. Ustalane one byly jako wartosci wiarygodnosci regutly
wnioskowania reprezentowanej przez polaczenie miedzy wezlami.

« Dokumenty, ktére byly juz uzyte jako czes$¢ Sciezki aktywacji nie
byty wykorzystywane ponownie, jesli zostaty reaktywowane.

Aktywacja w sieci rozprzestrzeniata si¢ az do osiaggniecia kryterium
zatrzymania, a nastepnie ranking dokumentéw sporzadzany byt na pod-
stawie poziomow aktywacji ich weztow.

Innym przyktadem systemu wyszukiwania informacji korzystajacego
z metody rozprzestrzeniania aktywacji w sieci semantycznej byt Meta-
cat [Chen, Dhar, 1991; Chen, 1992]. Byl to bardziej klasyczny program,
wyszukujacy dokumenty w kolekeji dziedzinowej z zakresu medycyny.
Poswiecimy mu odrobine uwagi, poniewaz wykorzystywal nieco inna
strategie sterowania rozprzestrzenianiem aktywacji niz wspomniany po-
przednio system Grant.

Jak widzieliémy, metoda ograniczonego rozprzestrzeniania aktywacji,
polega generalnie na wytlumianiu sygnalu w niepozadanych wezltach
i polaczeniach. To znaczy, dla nowego pulsu obliczamy pobudzenia
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wszystkich jednostek sieci, a potem w miejscach, w ktérych jest to nie-
zbedne, wytlumiamy go. W efekcie ograniczone rozprzestrzenianie ak-
tywacji daje kontrolowany, lecz jednak dosy¢ szeroki, rozptyw sygnatu
w sieci. Chen i Dhar zastosowali jeszcze $cislejsza kontrole rozptywu
aktywacji, tylko przez ustalone polaczenia, ukierunkowujac go wzdluz
okreslonych $ciezek. Sygnal danej jednostki w nowym pulsie sieci nie
rozptywa sie do wszystkich potaczonych weztéw, ale lokalnie, wylacznie
przez jedno konkretne wybrane polaczenie. Do kontroli procesu rozprze-
strzeniania aktywacji i wyboru polaczen zastosowany zostal algorytm
oparty na znanej metodzie przeszukiwania grafu sieciowego — metodzie
podziatu i ograniczania (ang. branch and bound).

Sama struktura sieci semantycznej, oparta jest na tezaurusie i sie¢ za-
wiera typowe polaczenia stownikowe: term o wezszym znaczeniu, term
0 szerszym znaczeniu, term powigzany i term synonim. Dzialanie syste-
mu wyszukiwawczego rowniez ma charakter klasyczny: termy zapytania
(wczesniej jeszcze przetwarzane przy pomocy innych metod) pobudzaja
wezly zrédlowe sieci semantycznej, nastepnie sygnal przechodzi przez
sie¢, pobudzajac termy indeksujace dokumenty.

W kontrolowaniu procesu rozprzestrzeniania aktywacji w sieci, stoso-
wane sg nastepujace cztery heurystyki [Chen, Dhar, 1991; Chen, 1992]:

1. Termy szczegolowe jako pierwsze. Wezly majace mniej sasiadow
w sieci, zazwyczaj reprezentujg pojecia o bardziej szczegélowym
znaczeniu niz wezly o wiekszej liczbie sasiadow. System stosuje
heurystyke odwiedzania najpierw jednostek o mniejszej liczbie po-
aczen wyjsciowych.

2. Polaczenia szczegdtowe jako pierwsze. System rozprzestrzenia sy-
gnal najpierw w polaczeniach do termdéw o wezszym znaczeniu,
nastepnie do termdéw powigzanych, i dopiero w dalszej kolejnosci
do terméw o szerszym znaczeniu.

3. Mniejsza odleglo$¢ jako pierwsza. W trakcie procesu aktywacji sys-
tem przesle sygnat do jednostek, ktdre sg blizej weztéw zrédlowych
(w mniejszej odlegloéci) niz do polozonych dalej. Termy dalej po-
tozone od zrédlowych sa mniej relewantne dla danego zapytania
w poréwnaniu do termdw znajdujacych sie blizej.

4. Rozprzestrzenianie na dwa poziomy. Jak juz wspomnieli$my wcze-
$niej, w sieciach semantycznych liczba polaczen miedzy dwoma
weztami determinuje semantyczng odleglos¢ miedzy nimi. W celu
wykrycia wylacznie takich termow, ktore sa blisko powigzane ze
zrodlowymi, system rozprzestrzenia aktywacje kazdego wezla zro-
dlowego jedynie o dwa poziomy.
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Kazdej $ciezce przeplywu sygnalu, wytyczanej w sieci semantycznej,
przypisywany jest pewien koszt oparty na odwiedzonych wczesniej we-
zlach, rodzaju pokonanych wczeéniej polaczen oraz ich liczbie. Funkcja
kosztu tworzona jest zgodnie z wymienionymi wczeéniej heurystyka-
mi, branych jest pod uwage szereg czynnikéw, miedzy innymi specyfi-
ka wchodzacych w jej sktad weztéw (poprzez analize ich sasiaddw), typy
taczy i dlugos¢ $ciezki. Koszt $ciezki mozna traktowac jako pewna odle-
glod¢ (w sensie réznic w znaczeniu poje¢) miedzy wyjsciowym wezlem
zrodtowym i nowo odwiedzanym, konczacym $ciezke. W kazdym kroku
wydluzana jest tylko $ciezka o najnizszym koszcie.

W latach dziewiecdziesigtych dwudziestego wieku trwaly prace nad
tworzeniem uniwersalnych narzedzi do konstruowania sieci semantycz-
nych na bazie kolekcji dokumentéw oraz stownikéw, najbardziej chy-
ba znanym systemem w tym okresie byl zrealizowany w laboratoriach
firmy Microsoft projekt MindNet [Richardson, Dolan, Vanderwende,
1998]. Innym przykladem zblizonego rozwigzania byla sie¢ semantycz-
na, dzialajaca w oparciu o zasade rozprzestrzeniania aktywacji ASKNet
[Harrington, Clark, 2009; Harrington, 2009, 2010]. Ostatnie lata przynio-
sty réwniez szereg zastosowan praktycznych, zwigzanych z ontologiami
i inicjatywg Semantic Web. Ontologie stanowia forme sieci semantycz-
nych, opisujacych zasoby internetowe. Przykladem takiego rozwiazania
jest system wyszukiwania informacji turystycznej [Berger, Dittenbach,
Merkl, 2004; Wu, Li i in., 2008].

Poczatkowe rozwigzania w zakresie budowy sieci semantycznych wy-
korzystywaly zwykle wiedz¢ pozyskiwana od ekspertow lub istniejaca
wiedze w formie tezaurusow. W latach 90. XX wieku pojawily si¢ meto-
dy generowania zalezno$ci miedzy termami w automatycznych tezauru-
sach, prostych sieciach semantycznych przeznaczonych do wspomagania
dzialania ustug informacyjnych [Chen, 1995; Frakes, Baeza-Yates, 1992;
Sanderson, Croft, 1999]. W ostatnich dwudziestu latach rozwinieto me-
tody automatycznego generowania zalezno$ci semantycznych na pod-
stawie tekstow [Pantel, Pennacchiotti, 2008] [Buitelaar, Cimiano, 2008;
Harrington, Clark, 2009]. Dobry przeglad tematyki generowania sieci
semantycznych (w formie tzw. ontologii) na podstawie tekstéw, znalez¢
mozna w [Cimiano, 2006].

Do zagadnien automatycznego tworzenia zwlaszcza tezauruséw wy-
szukiwawczych i prostych sieci semantycznych, bedziemy jeszcze cze-
$ciowo wraca¢ w dalszej czgsci biezacego rozdzialu, zwlaszcza w punk-
cie 2.5, po$wieconym rozszerzaniu zapytania w systemach wyszukiwania
informacji.
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2.2.2.3. Wyszukiwanie skojarzeniowe z wykorzystaniem sieci
asocjacyjnych

W sieciach asocjacyjnych, jak juz to kilkakro¢ nadmienilismy, polacze-
nia miedzy weztami odzwierciedlajg istnienie ogdlnego, blizej niesprecy-
zowanego, zwigzku miedzy reprezentowanymi przez nie pojeciami. Nie
okreslamy jego rodzaju, a tylko site, definiowang przy pomocy zwigzane-
go z nim wspdlczynnika wagowego. Ponadto polaczenie miedzy weztami
sieci asocjacyjnej zazwyczaj ma charakter dwustronny i jest ono syme-
tryczne, tzn. jesli miedzy pewnymi pojeciami a i b istnieje powigzanie
o sile w ,, to miedzy pojeciami b i a istnieje réwniez powigzanie o sile
Wia = Wapr

Cala wiedza o zalezno$ciach miedzy pojeciami w sieci asocjacyjnej,
definiowana jest wiec przez architekture polaczen oraz ich wagi. Prze-
plyw sygnatu w sieci, odbywa sie na zasadach rozprzestrzeniania aktywa-
cji, opisanych zalezno$ciami zblizonymi do okreslonych w poprzednim
punkcie we wzorach (2.2.22) i (2.2.23). Szczegdtowe rozwigzania w roz-
nych systemach moga si¢ oczywiscie rézni¢ od tego ogélnego kanonu,
lecz zwykle nie s3 to réznice radykalne.

Podobienstwo zasad dzialania sieci asocjacyjnej do paradygmatéw sto-
sowanych w sieciach neuronowych jest wiec dosy¢ oczywiste. Co prawda
sieci asocjacyjne charakteryzuja sie zwykle lokalng reprezentacja wiedzy
- tzn. wezly, polaczenia, a przede wszystkim ich wagi maja okreslona inter-
pretacje. Wezly reprezentujg termy (stowa kluczowe), dokumenty, pojecia
dziedzinowe itp., polaczenia odpowiadajg istniejacym zwigzkom asocja-
cyjnym, a wagi okreslaja sile konkretnego powigzania, miedzy konkretny-
mi obiektami. Wagi, sity powigzan, moga by¢ predefiniowane z gory, na
podstawie wiedzy dziedzinowej, na ogdl jednak okreslane sa w procesie
uczenia nienadzorowanego, polegajacego na zebraniu pewnych statystyk
wspolwystepowania badanych obiektow. Rzadziej (jak sie niedtugo przeko-
namy) stosuje si¢ rozwigzania wykorzystujace uczenie nadzorowane.

Jak widzimy, wymienione wyzej zasady dzialania sieci asocjacyjnych
nie s3 jednak niezgodne z wymaganiami stawianymi sieciom neurono-
wym, a nawet podobne rozwigzania stosowane s3 w powszechnie zna-
nych architekturach neuronowych. Dlatego zwykle sieci asocjacyjne
traktuje sie jako rodzaj sieci neuronowych. Oczywiscie istnieje pewna
specyfika, s3 to jednak systemy stanowigce pewien pomost migdzy mo-
delowaniem neuronowym a symbolicznym, ekspertowym. Stad czasami
okresla sie tego rodzaju rozwigzania jako sieci konekcjonistyczne.

Podsumowujac, w biezagcym punkcie zaprezentujemy przeglad zasto-
sowan sieci neuronowych do rankingowania dokumentéw w systemach
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wyszukiwawczych. Beda to jednak sieci konekcjonistyczne o lokalnej re-
prezentacji wiedzy, dodajace element wyszukiwania asocjacyjnego, sko-
jarzeniowego do funkcji rankingujacych stosowanych w istniejacych
modelach wyszukiwania informacji. Zastosowania klasycznych modeli
neuronowych, ktérych zadaniem jest wypracowanie zupelnie nowej funk-
cji rankingujacej, przy pomocy informacji o relewancji, poprawnosci wy-
nikéw wyszukiwania, zostang omoéwione w jednym z dalszych punktow
podrozdziatu 2.2, ktéry poswigcony bedzie uczeniu si¢ rankingowania.

Jedna z pierwszych préb zastosowania sieci neuronowych do wyszu-
kiwania informacji stanowily prace Mozera, na poczatku lat 80. XX wie-
ku [Mozer, 1984]. Zastosowana przez niego sie¢ neuronowa skladala sie
z dwu warstw neurondéw. Jedna warstwa dla i = 1, ..., n  reprezentowala
dokumenty, druga dlaj =1, ..., n, - indeksujace je termy. Struktura sieci
Mozera przedstawiona zostala na rysunku 2.2.3.

Neurony terméw i dokumentéw polaczone sg tylko wtedy, gdy dany
dokument zostal zaindeksowany okreslonym termem. Ogoélna idea dzia-
tania sieci polega na tym, ze zapytanie pobudza odpowiednie jednostki
zwigzane z wystepujacymi w nim termami. To z kolei pobudza dokumen-
ty z nimi polaczone. W nastepnym kroku pobudzane sg termy zwigzane
z tymi dokumentami (nawet nie wystepujace w zapytaniu). W ten sposéb
sie¢ iteruje w kolejnych cyklach pobudzania si¢ nawzajem neuronéw ter-
moéw i dokumentow.

Przy czym Mozer zastosowal asymetryczny model potaczen, tzn.:

* jest waga polaczenia z j-tego termu do i-tego dokumentu (0 jesli

brak polgczenia, 0,1 w przeciwnym wypadku),

« jest wagg polaczenia z i-tego dokumentu do j-tego termu (0 jesli

brak polaczenia, 0,3 w przeciwnym wypadku).

Wagi polaczen w modelu Mozera sg wigc rézne w obu kierunkach.
Zwré¢my jednak uwage, ze wszystkie wagi w jednym kierunku maja taka
sama warto$¢. Nie wyrazajg wigc sily powigzania miedzy obiektami, a tyl-
ko brak powiazania (wartos$¢ 0) lub jego istnienie (wybrana stala wartos¢
dodatnia - 0,1 lub 0,3, w zaleznosci od kierunku potaczenia).

Jak widzimy na rysunku 2.2.3, w modelu Mozera brak jest polaczen
miedzy termami. Tym niemniej model wykazywal wlasciwosci wyszu-
kiwania asocjacyjnego. Asocjacje miedzy termami generowane byly po-
przez ich wspdtwystepowanie w opisach dokumentéw oraz naprzemien-
ne cykle wzajemnej aktywacji obu warstw sieci.

Mozer zdawal sobie oczywiscie sprawe, ze musi zapewni¢ osigganie
przez sie¢ stanu stabilnego rekurencji. W tym celu zastosowal trzy ele-
menty: hamujace aktywacje polaczenia miedzy wezlami dokumentow,
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cze$ciowe wyttumianie aktywacji z iteracji na iteracje oraz utrzymywanie
poziomu aktywacji jednostek w zadanym przedziale wartosci.

. w psychologia lingwistyka -

Rys. 2.2.3. Ogolny schemat struktury sieci Mozera

Zrédto: opracowanie wtasne na podstawie [Mozer, 1984].

Jak widzimy na rysunku 2.2.3, w sieci wprowadzono polgczenia mie-
dzy neuronami dokumentdéw, ktérych wagi zdefiniowane zostaly naste-

Ppujaco:

wp, p, jest waga polaczenia z k-tego dokumentu do i-tego dokumentu
(0 jesli k =i, 0,0075 w przeciwnym wypadku).

Polgczenia miedzy (réznymi) dokumentami dzialaja hamujaco na
aktywacje reprezentujacych ich neuronéw, co Mozer uzasadnia checig
wprowadzenia aspektu konkurencyjnego migedzy nimi. Pobudzenie danej
grupy terméw powinno wspiera¢ dokument najsilniej z nimi powiazany
i nie powinno juz wspiera¢ innych dokumentéw. Silna reakcja jednego
dokumentu, stanowi wigc przestanke do oslabienia reakeji innych.

Ponadto, kazda jednostka traci w kazdym kroku czes¢ aktywacji, co
ma odpowiada¢ stopniowemu zanikowi aktywacji w czasie. Przy tym
aktywacja nie powinna przekracza¢ pewnych minimalnych i maksymal-
nych pozioméw. Aby osiagnaé powyzsze cele, Mozer wprowadza kolejne
cztery parametry systemu:

s 0, - wspdtczynnik szybkosci zanikania aktywacji termu: 0,25,

+ 0, - wspolczynnik szybkosci zanikania aktywacji dokumentu: 0,1,
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o M - maksymalny poziom aktywacji: 1,

« m - minimalny poziom aktywacji: -0,2.

Sie¢ rozpoczyna dziatanie od aktywowania zbioru jednostek odpowia-
dajacych termom zapytania. W eksperymentach Mozera termy w zapyta-
niu mialy charakter pozytywny lub negatywny, co oznaczalo ustawienie ich
aktywacji, odpowiednio, na maksymalny i minimalny poziom. Jednakze
mozliwe jest przydzielanie neuronom wejsciowym réznych wartosci, od-
powiadajacych ich réznej wadze w zapytaniu. Aktywacja jednostek star-
towych pozostawata stala, nie ulegajac zmianom w procesie iteracji sieci.

Nastepnie system oblicza w danym kroku y faczne pobudzenie wejscio-

we wszystkich n, neurondéw w warstwie dokumentéw,i=1, ..., n

nD[(y):(E_D] Zwt,D[U(t,'(}’))—ZD:WDkDIU(Dk(y)) (2.2.25)
tp, j=1 k=1

gdzie ¢, jest Srednig liczba terméw indeksujacych w dokumencie, w catej
kolekcji, liczba terméw indeksujacych w dokumencie 7, zas U( ) jest funk-
Cja tozsamosciowq z progiem:

0dlax<0
U(x)=

xdlax>0

Jak widzimy, faczne pobudzenie wejsciowe i-tego neuronu réwne jest
wazonej sumie aktywacji wszystkich termdw, ktére indeksuja reprezen-
towany przez niego dokument (pozostale maja zerowe wagi), pomniej-
szonej o aktywacje innych dokument6éw. Skladnik aktywacji termdow
indeksujacych skalowany jest przy pomocy wspotczynnika (FD /¢p, ’,
ktéry ma wysoka warto$¢ dla dokumentéw o niewielkiej liczbie termoéw
indeksujacych (w stosunku do $redniej), za$ niska wartos¢, dazaca do 0,
dla dokumentéw o duzej liczbie terméw. Dokumenty o duzej liczbie stow
kluczowych sg mniej jednorodne tematycznie, w zwigzku z tym powinny
generowac slabsze asocjacje. Zadaniem tego wspolczynnika jest oczywi-
$cie zapobieganie zbyt szerokiemu rozprzestrzenianiu si¢ aktywacji w sie-
ci i pobudzaniu terméw stabo powigzanych z wyjsciowymi.

Stan neuronu w nastepne;j iteracji y+1 obliczany jest przy pomocy na-
stepujacej funkcji aktywacji:

M—-D;(y)gdy 7, (y)>0

(2.2.26)
D,(y)-mgdyn, (y)<0

D,.<y+1>=(1—aD>D,-<y>+nD‘(y)-{
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Czyli, jak widzimy, wyjscie neuronu wyznaczane na podstawie jego
poprzedniego stanu, z mniejsza od jeden waga sprzezenia zwrotnego ak-
tywacji (1 - 6,), oraz poziomu biezgcego pobudzenia wejsciowego, for-
sowanego w strone maksymalnej lub minimalnej aktywacji, w zalezno$ci
od znaku.

Po wyznaczeniu stanéw neuronéw dokumentéw, obliczane sa ak-
tywacje neurondéw warstwy termow. Odbywa si¢ to wedlug zblizonego
schematu. Pobudzenie wejsciowe jednostki reprezentujacej dane stowo
kluczowe zawiera tylko skladnik zwigzany z dokumentami, ktére je wy-
korzystuja:

1, ()= = | 2w, V(D) (2227
t i=1

J

Oczywiscie, w tym przypadku, ¢, jest liczbg dokumentéw indeksowa-
nych przez j-ty term, za§ oznacza $rednig liczbe dokumentéw w kolekcji
przypadajacych na jeden term. Idea wykorzystania tych informacji jest
taka sama, jak dla jednostek dokumentow.

Funkcja aktywacji réwniez ma podobny charakter:

M—t;(y) gdyn, (7)>0

(2.2.28)
t;(y)—m gdy n, (y)<0

t,(y+1)=(1-6,)t;(y)+n, (»)-

Po wyznaczeniu stanéw neuronéw w warstwie terméw, nastepuje ko-
lejna iteracja sieci, zwigzana z pobudzaniem jednostek reprezentujacych
dokumenty itd. Proces ten kontynuowany jest do osiagniecia przez sie¢
stanu stabilnego, polegajacego na tym, ze przyrost netto aktywacji w kaz-
dej jednostce wyréwnuje sie z jej redukejg, to znaczy sytuacji, w ktorej
wejécia pobudzajace dokladnie odpowiadajg wejsciom hamujacym i zani-
kaniu aktywacji. Zgodnie z informacjami Mozera [Mozer, 1984], system
osiggal réwnowage po wykonaniu okoto 25 krokéw. Konicowy ranking
dokumentdw, dla danego zapytania, sporzadzany byl po ustabilizowaniu
sie sieci na podstawie wartosci stanow neurondw warstwy dokumentow.

Prototyp sieci zostal zbudowany na bazie 407 dokumentéw i 133 stow
kluczowych, przy $rednio 3,4 termach na dokument. Przeprowadzo-
no na nim szereg eksperymentéw, aby oceni¢ mozliwosci zastosowania
tego rodzaju rozwigzan w systemach wyszukiwawczych. Badania te po-
kazaty dosy¢ obiecujace rezultaty, jesli chodzi o mozliwosci asocjacyjne
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wyszukiwania. Czesto udalo si¢ wyszuka¢ dokumenty, nie posiadajace
stéw kluczowych wspdlnych z zapytaniem, a jednak ewidentnie relewant-
ne [Mozer, 1984; Crestani, 1997]. Mozer wskazywal rowniez mozliwosci
wykorzystania systemu w zapytaniach typu query-by-example, czyli po-
przez wskazanie dokumentu, lub dokumentéw, do ktérych chcemy wy-
szuka¢ podobne. W takim przypadku nalezy po prostu rozpocza¢ proces
relaksacji sieci od aktywowania neuronéw odpowiadajacych przyktado-
wym dokumentom.

Nalezy jednak pamietaé, ze model Mozera ma wiele istotnych uste-
rek. Testowany byl jedynie w warunkach laboratoryjnych, na niewielkiej
kolekcji dokumentow. Powstawaly pytania, jak bedzie si¢ on zachowy-
wal w sytuacji bardziej rzeczywistej. Ponadto istotnym ograniczeniem
tej sieci sg stale wagi, nie pozwalajace na oddanie réznic w istotnosci
termoéw indeksujacych dla reprezentacji tresci dokumentéw. Kolejnym
problemem jest brak pofaczen miedzy neuronami terméw. Zaleznosci
miedzy termami muszg by¢ identyfikowane poprzez przeptywy aktywa-
cji za posrednictwem powigzanych z nimi dokumentéw. Wymaga to, aby
dokumenty byly indeksowane przez w miare niewielkie zestawy wyso-
ce skorelowanych stéw kluczowych. Budzito to watpliwosci, w jaki spo-
s6b model zachowa si¢ w sytuacji indeksowania pelnotekstowego, gdzie
w sklad reprezentacji dokumentu wchodza wszystkie stowa z zawartego
w nim tekstu.

Tym niemniej pomysly Mozera byly bardzo inspirujace, a potencjat
ktory sie za nimi kryt zachecal do dalszych badan we wskazanych przez
niego kierunkach. Juz w kilka lat pézniej, J. Bein i P. Smolensky [Cre-
stani, 1997] kontynuowali prace nad zaproponowanym przez Mozera
indukcyjnym podejéciem do wyszukiwania informacji. Przeprowadzili
oni bardziej rygorystyczne badania modelu Mozera, na wigkszych ko-
lekcjach, zajmujac sie przede wszystkim jego asocjacyjnymi charakte-
rystykami. Aczkolwiek otrzymane przez nich wyniki nie moga by¢ tak
bezposrednio poréwnywane z innymi pracami, poniewaz nie uzywali oni
standardowych kolekcji dokumentéw, tym niemniej ich rezultaty wspie-
rajg twierdzenie, Zze model Mozera jest w stanie poprawnie dziala¢ takze
dla wiekszych aplikacji.

Kolejnym systemem wyszukiwawczym, opartym na rozprzestrzenia-
niu aktywacji, byt system AIR R.K. Belewa [Belew, 1987, 1989, 2000].

Sie¢ neuronowa w systemie AIR zloZona jest z trzech warstw: war-
stwa termow, warstwa dokumentéw i warstwa autoréw (rysunek 2.2.4).
Polgczenia miedzy neuronami w sieci istnieja jedynie w przypadku wy-
stepowania zwigzku miedzy reprezentowanymi przez nie obiektami. Na
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przyktad miedzy termem i indeksowanym przez niego dokumentem,
dokumentem i jego autorem itp. Zwré¢my uwage, ze na rysunku 2.2.4
zawsze widzimy pare polaczen miedzy dwiema jednostkami, poniewaz
model AIR wykorzystuje polaczenia niesymetryczne.

informacja asocjacyjne wyszukiwanie sie¢ neuronowa komputer

Mozer Anderson Hinton

Rys. 2.2.4. Ogolny schemat struktury sieci systemu AIR

Zrédto: opracowanie wtasne na podstawie [Belew, 1989].

Wagi pomiedzy poszczegdlnymi warstwami, ustawiane sa poczatkowo
na wartosci wynikajace z odwrotnej czestosci, tzn. na przyklad jesli neu-
ron dokumentu polaczony jest z m neuronami stéw kluczowych, to wagi
wszystkich polaczen wyjsciowych z tego neuronu bedg réwne 1/m. Powody
wprowadzenia takiego rozwigzania s3 dwojakie. Po pierwsze powyzszy sys-
tem ustalania wartosci wag pozwala kontrolowa¢ rozprzestrzenianie ak-
tywagji. Jesli ktory$ z neuronéw ma bardzo duzo wartosci wyjsciowych,
warto$ci zwigzanych z nimi wag sg bardzo niskie. Drugim powodem ta-
kiego systemu wazenia polgczen jest kwestia zbieznosci procesu iteracji
sieci. Jesli suma wartosci wag jest rowna 1, sie¢ ma wlasciwo$¢ zachowy-
wania aktywacji. Calkowita aktywnos¢ systemu ani nie wzrasta, ani nie
maleje [Belew, 1989].

Proces wykonania zapytania w systemie AIR ma charakter interaktyw-
ny. Uzytkownik wykonuje zapytanie, korzystajac z prostego jezyka. W za-
pytaniu mozna wykorzysta¢ wszystkie trzy typy obiektow, czyli stowa
kluczowe, autoréw dokumentéw i same dokumenty. Typowe zapytanie
moze wyglada¢ nastepujaco [Belew, 1989]:
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Aktywowane sg neurony sieci reprezentujgce wszystkie wykorzystane
w zapytaniu obiekty. Nastepnie aktywacja rozprzestrzenia sie w pierw-
szym kroku na wezly z nimi sasiadujgce, w drugim na sasiednie do s3-
siadujacych itd. Jednocze$nie caly proces relaksacji sieci prezentowany
jest uzytkownikowi. Sie¢, jakg widzimy na rysunku 2.2.4 moze by¢ przy-
kfadem struktury powstalej po osiggnieciu pewnego stanu koncowego
iteracji. Cala struktura rozrasta si¢ stopniowo i potaczenia na ekranie do-
dawane s3 w miare rozchodzenia si¢ przez nie sygnalu w sieci. Pozwala
to uzytkownikowi obserwowac strukture powstajacych asocjacji, lepiej ja
rozumie¢ i wykorzystac te wiedze w dalszej konsultacji z systemem.

Po zakonczeniu relaksacji sieci, proces wyszukiwania si¢ nie konczy.
Uzytkownik moze wskaza¢ na diagramie sieci jednostki reprezentujace ele-
menty (stowa kluczowe, dokumenty, autoréw) ktore wedlug niego sg ,,Bar-
dzo relewantne”, ,,Relewantne”, Nierelewantne”, ,,Bardzo nierelewantne” dla
jego zapytania. Informacje od uzytkownika, wykorzystywane sa w kolejnym
kroku procesu wyszukiwania, do modyfikacji zapytania uzytkownika i po-
nownego jego wykonania. Takg procedure interaktywnego wyszukiwania
informacji, wykorzystujaca do zmiany zapytania informacje (pozyskana od
uzytkownika) o efektach wyszukiwania w poprzednim kroku, nazywamy za-
stosowaniem informacji zwrotnej o relewancji, albo sprzezeniem relewancji
(ang. relevance feedback). Bedziemy o niej moéwili wiecej w podrozdziale 2.5.

W systemie AIR pozyskana informacja na temat relewancji wykorzy-
stywana jest do dynamicznej zmiany wag systemu, czyli do uczenia sie-
ci potrzeby informacyjnej uzytkownika zwigzanej z danym zapytaniem.
Procesowi temu podlegaja zmiany wag wej$ciowych neuronéw wskaza-
nych przez uzytkownika z sygnalem o ich relewancji.

Jesli w, jest wagg taczacq pewien neuron i (o stanie aktywacji a) ze
wskazanym przez uzytkownika neuronem j (o ustalonym przez uzytkow-
nika stanie 7)), to w, ustawiamy na wartos¢ odpowiadajacg korelacji war-
tosci a, oraz r;

My =My 1,

w;; o corr(i,j)=—"———>=
o, o,

Z(“f 7 )_Z:aNZ:rI (2.2.29)
(-2 g
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Belew interpretuje wagi systemu jako prawdopodobienstwa warun-
kowe, ze wezel j bedzie relewantny, pod warunkiem, ze wezet i jest re-
lewantny. Zmiana warto$ci wag powoduje ponowng relaksacje sieci, po
ustaleniu nowego stanu réwnowagi uzytkownik moze przekaza¢ nowa
informacje o relewancji, powodujac przeuczenie wag systemu i kolejny
krok w sesji wyszukiwawczej itd.

kot

mysz

o szczur
bawic sie

bawi¢ sie

Rys. 2.2.5. Ogblny schemat struktury sieci Wilkinsona i Hingstona

Zrédto: opracowanie wtasne na podstawie [Wilkinson, Hingston, 1991].

Kolejnym przykladem zastosowania neuronowej sieci asocjacyjnej
do wyszukiwania informacji jest sie¢ Wilkinsona i Hingstona [Wil-
kinson, Hingston, 1991]. Struktura polaczen przedstawiona zostala na
rysunku 2.2.5. Sie¢ sklada si¢ z warstwy termoéw indeksujacych i do-
kumentéw, uzupelnionych o warstwe wejsciowa termow zapytania. Jak
widzimy, jej struktura jest prostsza niz sieci Mozera — brak jest polaczen
miedzy neuronami dokumentéw. Pamigtajmy jednak, ze u Mozera wy-
korzystywane one byty do kontrolowania procesu relaksacji sieci i roz-
plywu aktywacji. Wilkinson i Hingston rozwigzali ten problem nieco
inaczej. Brak jest rowniez warstwy weztow reprezentujacych autoréw
dokumentéw, jak w systemie AIR Belewa — prezentowany obecnie mo-
del w reprezentacji dokumentéw opiera si¢ wylgcznie na stowach klu-
czowych.

Model Wilkinsona i Hingstona jest sposr6d omawianych zdecydowa-
nie najbardziej rozwiniety pod wzgledem funkcjonalnym. Wagi polaczen
miedzy termami i dokumentami odzwierciedlaja sile tego powigzania,
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za$ caly system zostal tak zaprojektowany, by w pelni odpowiada¢ mode-
lowi wektorowemu wyszukiwania informacji, dodajac do niego elementy
asocjacyjne.

Polaczenia miedzy dokumentami i termami w sieci majg charakter sy-
metryczny i wykorzystywane sg do przeptywow aktywacji w obie strony.
Waga w,, Iaczaca wezet i-tego dokumentu i j-tego termu, wyznaczana jest
W procesie uczenia nienadzorowanego, na podstawie statystyk z kolekcji:

d,

Y

) D da (2.2.30)
d; =tf, -log(N/ f;)

gdzie tfi]_ jest czestoscig termu w dokumencie, Jj - liczbg dokumentow
zawierajacg dany term, N - liczba wszystkich dokumentéw w kolekgji,
n - liczba termoéw.

Jak widzimy, waga wyznaczana jest zgodnie z regutami modelu wek-
torowego, przy czym od razu normalizowana jest dlugoscia opisu do-
kumentu. Przypomnijmy, Ze powyzsze wagi stosowane sg zar6wno przy
przeptywach sygnatu z warstwy terméw do dokumentdéw, jak i w odwrot-
nym kierunku, z dokumentéw do terméw.

Stan neuron6éw warstwy termow zapytania ustalany jest zgodnie z regula:

(2.2.31)

logN/ f; jeslitermj pojawia si¢ w zapytaniu
i 0 w przeciwnym wypadku

Wagi miedzy warstwg zapytania i termdéw normalizujg zapytanie jego

dtugoscia:
1
U A = (2.2.32)
2 . .
Zk:lqk

Stany neuronéw wyznaczane s3 na podstawie tacznego pobudzenia wej-
$ciowego, jako suma wejs¢ mnozonych przez wagi. W pierwszym kroku
dzialania sieci, poniewaz stany neuronéw dokumentéw sg réowne 0, jed-
nostki terméw otrzymaja aktywacje wylacznie od weztéw wejsciowych:

9

=g == (2.2.33)
VZk:lqk
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Nastepnie pobudzane sa neurony dokumentoéw, stan i-tego dokumen-
tu, a, bedzie wigc wynosit:

Zj 1qi ij
\/Zk Ak \/z . zk

Latwo zauwazy¢, ze stan neuronu dokumentu jest po prostu réwny
znanemu nam z modelu wektorowego podobienstwu wektora reprezen-
tacji dokumentu i wektora zapytania. Jak wiec widzimy, sie¢ neuronowa
Wilkinsona i Hingstona rzeczywiscie realizuje wyszukiwanie zgodnie
z reguly dzialania tego modelu. Jednak dzialanie sieci w tym miejscu sie
nie konczy. W kolejnej iteracji, sygnat przeptywa z warstwy dokumentow
i wejsciowej do neuronéw termow.

Poczatkowo Wilkinson i Hingston zdefiniowali pobudzenie kazdej
jednostki termu £ jako okreélane na podstawie tcznego pobudzenia neu-
ronéw dokumentéw oraz neuronu zapytania:

n
n
Zl 1a'd)

t;=q;-wq;+ =q; wq; + ———— (2.2.35)

— 2
i=1 Zk:ldik

Okazalo si¢ jednak w praktycznych eksperymentach, ze taka defini-
cja aktywacji neuronéw terméw powoduje zbyt szeroka aktywacje sieci
i stopniowy rozplyw sygnatu na wszystkie termy. Dlatego zdecydowano
sie na wprowadzenie progdéw aktywacji neuronéw dokumentdw, i zdefi-
niowanie funkcji przetwarzania neuronu termu w nastepujacy sposob:

Zaiﬂaid"f 1B za‘.«Taid"f
ZaI >Td"?"c \, Z:a[<—Td"?ic

gdzie T jest wartoscig progu z przedziatu [0,1], a,  sa parametrami do-
bieranymi dla konkretnego przypadku. Wilkinson i Hingston dobrali
w swoich eksperymentach wartosci tych statych jako: T = 0,2, a = 0,25,
B = 0,05. Przy takich wartosciach parametréw sie¢ stabilizowala si¢ bar-
dzo szybko, praktycznie po dwoch iteracjach.

W biezagcym punkcie przedstawilismy kilka architektur asocja-
cyjnych sieci neuronowych, wykorzystywanych do skojarzeniowego

4 _Ztl ij

(2.2.34)

(2.2.36)

t]. =q; wq; +a-
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wyszukiwania informacji. Tego rodzaju rozwigzania okazaly si¢ pomoc-
ne w polepszeniu jako$ci wyszukiwania, zwlaszcza w osiagnigciu lepsze-
go dopasowania stéw kluczowych, uzytych w zapytaniu i wystepujacych
w opisach dokumentu.

Nie sposéb jednak nie zauwazy¢, ze sg to duze systemy, wymagajace
znacznej pracy przy ich tworzeniu oraz dostrajaniu. Pamieta¢ rowniez
nalezy, Ze omawiane propozycje sieci asocjacyjnych mialy wbudowana
w swoja strukture calg kolekcje dokumentéw — w formie warstwy neu-
ronow reprezentujacych przechowywane teksty. W zwigzku z tym model
budowany musi by¢ zawsze dla konkretnej kolekgji i trudno przeniesé
jakiekolwiek zwigzane z nim do$wiadczenia na inne aplikacje.

Dlatego, zwlaszcza w przypadku sieci asocjacyjnych, bardziej po-
pularnym podejsciem jest stworzenie modelu sieciowego wiedzy dla
zalezno$ci miedzy termami, w formie tezaurusa asocjacyjnego, ktory
mozna wykorzystaé¢ w procesie pracy nad zapytaniem, a nie bezposred-
nio w mechanizmie dopasowania i rankingowania dokumentéw. Do
tego rodzaju zastosowan sieci asocjacyjnych, bedziemy jeszcze wracac
w rozdziale 2.5.

2.2.2.4. Wyszukiwanie skojarzeniowe z wykorzystaniem sieci
whnioskujacych

Siecig bayesowska okreslamy skierowany, acykliczny graf, w ktérym we-
zly reprezentuja pewne zdarzenia, zmienne losowe, za$ taczace je krawe-
dzie, warunkowe probabilistyczne zaleznosci przyczynowe miedzy nimi
[Cichosz, 2000]. Tak wiec przeplyw prawdopodobienstwa w sieci jest jed-
nokierunkowy, a ponadto nie moze on uktada¢ si¢ w zaleznosci cyklicz-
ne, tzn. nie moze zdarzy¢ si¢ taka sytuacja, ze wyjscie ktorego$ z weztow
bezposrednio (lub posrednio, za posrednictwem innych wezlow) faczy
sie z jego wejsciem.

Jesli pewne zdarzenie p powoduje, implikuje lub w inny sposéb wpty-
wa na inne zdarzenie ¢, to sie¢ zawiera skierowane polaczenie, prowa-
dzace z wezla p do wezta q. Wezly niepotaczone w sieci sg niezalezne od
siebie. Tak wigec w sieci bayesowskiej dane zdarzenie zalezne jest wylacznie
od swoich rodzicow w grafie polaczen. Jesli sie¢ bayesowska opisuje n
niezaleznych zdarzen q,, ..., q,, to definiuje ja taczny rozklad prawdopo-
dobienstwa tych zdarzen:

P(q,...q, )=HP(q,- |7(g,)) (2.2.37)
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gdzie 7(q,) jest zbiorem rodzicéw zdarzenia q.. Jesli dane zdarzenie g, nie
ma rodzicéw, to 7r(g,) jest pusty i stad P(q, | 7(g,)) = P(q,).

Kazdy wezel g przechowuje macierz polaczen ze swymi weztami rodzi-
cielskimi 77(q), okreslajacg prawdopodobienstwa warunkowe P(q | 7(g)),
dla kazdego zestawu warto$ci zmiennych g oraz p, € 7(g). Majgc zbiér
prawdopodobienstw a priori dla wezléw nieposiadajacych rodzicow (po-
czatkowych w grafie), mozemy obliczy¢ prawdopodobienstwo, albo sto-
pien przekonania (ang. belief) dla wszystkich pozostaly weztow.

Zilustrujmy idee dzialania sieci bayesowskich na prostym przy-
kladzie. Przypusémy, ze badamy zagadnienie przyczyn koniecznosci
niezdawania przez studentéw pewnego egzaminu. Zidentyfikowalismy
dwa podstawowe powody, ktére moga spowodowac koniecznos¢ pod-
chodzenia do poprawki (zmienna D - drugi termin). Sg to nieprzygoto-
wanie studentéw (zmienna N) oraz niedyspozycja zdrowotna (zmienna
C - choroba). Przy czym nie s3 to czynniki niezalezne. Choroba moze
réwniez spowodowac brak przygotowania. Struktura sieci bayesowskiej,
ilustrujacej powyzsza sytuacje, przedstawiona zostala na rysunku 2.2.6.
Jak widzimy krawedzie grafu sieci tacza zaréwno wezly nieprzygotowa-
nie” i ,choroba” z weztem ,,drugi termin’, ale réwniez mamy polaczenie
prowadzace z wezla ,,choroba” do wezla ,,nieprzygotowanie”

nieprzygotowanie
N
C T F C
T ‘ 05 05 T F
F

| D

N c| T F
T T |10 00
T F |09 01
F T |05 05
F F |o2 o8

Rys. 2.2.6. Prosta sie¢ bayesowska dla zagadnienia poprawki z egzaminu

Zrédto: opracowanie wtasne.

Zakladamy, ze wszystkie trzy zmienne maja charakter binarny, czyli
przyjmuja wartosci prawda (T) lub falsz (F). W kazdym wezle zdefinio-
wana zostata macierz prawdopodobienstw warunkowych: dla wszystkich

Rozszerzenia modeli rankingujacych z wykorzystaniem metod inteligentnych 109



ukladow wartosci weztéw rodzicielskich oraz kazdej wartosci zmienne;j
reprezentowanej przed dany wezel, zostalo okreslone prawdopodobien-
stwo warunkowe takiej sytuacji.

Na tym wlasnie polega sita dziatania tego rodzaju rozwigzan, jak sie-
ci bayesowskie. Mozna przy ich pomocy, we w miare nieskomplikowany
sposob, opisywa¢ nawet dosy¢ zlozone sytuacje, z duza liczbg zaleznych
od siebie czynnikéw, zmiennych, zdarzen. Ponadto zalezno$ci opisywane
sa w formie lokalnej, zwigzanej z konkretnym polaczeniem. Ma to duze
znaczenie techniczne, przy wigkszej liczbie czynnikéw globalny opis
facznego prawdopodobienstwa, wymagalby wziecia pod uwage znacznie
wigkszej liczby mozliwych standw systemu niz po rozkladzie zagadnienia
na zestaw prostszych podzalezno$ci. Wazniejsza jednak kwestia jest fakt,
ze w sieci bayesowskiej modelujacy moze skupi¢ si¢ na kazdej z lokalnych
zaleznos$ci z osobna, w oderwaniu od innych, co znacznie ulatwia bu-
dowe modelu, a czesto nawet stanowi jedyng mozliwo$¢ jego stworzenia
- globalnie bytby zbyt skomplikowany.

Korzystajac z sieci bayesowskiej mozemy wyznacza¢ interesujace nas
prawdopodobienstwa, rozmaitych zdarzen - prowadzi¢ proces wnio-
skowania. Wnioskowanie na temat zalezno$ci zgodnych z kierunkiem
przyczynowosci koncepcyjnie jest dosy¢ proste. Dla dowolnego ukladu
wartosci naszych trzech zmiennych D, N, C obliczenie wspdlnego praw-
dopodobienstwa jest proste i wymaga pomnozenia trzech liczb z tabel
rozkladéw warunkowych:

P(D,N, C)=P(D|N, C) P(N | C) P(C) (2.2.38)

Wszystkie tego rodzaju zdarzenia wymagaja w najprostszym podejsciu
wyliczenia wspdlnych prawdopodobienstw dla odpowiednich, zwigza-
nych z danym zdarzeniem, ukladéw ,,prawd” i ,,falszow” — wartosci tych
trzech zmiennych i posumowania ich. Oczywiscie, przy wigkszych sie-
ciach takie proste podejscie mogtoby by¢ dosy¢ naiwne obliczeniowo.
Sieci bayesowskie pozwalaja jednak réwniez na wnioskowanie w druga
strone, o przyczynach pewnych zachodzacych zdarzen. Na przyklad, jesli
wiemy, ze student nie zdal egzaminu i bedzie potrzebowat drugiego terminu,
to jakie jest prawdopodobienstwo, ze przyczyna tego byta choroba? Policzmy:

P(D=T,C=T) _
P(D=T)
B P(D=T,N=T,C=T)+P(D=T,N=F,C=T)
ZC,NE{T,N}P(D:T’C’N)

P(C=T|D=T)=
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Poszczegdlne prawdopodobienstwa wystepujace w powyzszej zalezno-
$ci, mozna obliczy¢, korzystajac z ich rozwiniecia na prawdopodobien-
stwa warunkowe (2.2.38). Wystarczy w tym celu pomnozy¢ prawdopo-
dobienstwa z tablic. Na przykfad dla pierwszego z wyrazéw w liczniku,
P(D=T,N=T,C=T), musimy wzig¢ wartosci z kolumny T, z pierwszego
wiersza tabeli dla wezta ,,drugi termin”, pierwszego wiersza tabeli wezta
»nieprzygotowanie”, oraz pierwszego wiersza tabeli ,,choroba™

PD=T,N=T,C=T)=P(D=T|N=T,C=T)P(IN=T|C=T)P(C=T)
=1,0-0,5-0,1=0,05

Podobnie dla drugiego sktadnika w liczniku, P(D =T, N=F C = T)
- z trzeciego wiersza tabeli wezta ,,drugi termin”, kolumny F dla pierw-
szego wiersza tabeli wezla ,nieprzygotowanie”, oraz pierwszego wiersza
tabeli ,,choroba™:

P(D=T,N=EC=T)=P(D=T|N=F,C=T)P(N=F|C=T)P(C=T)
=0,5-0,5-0,1=0,025

Analogicznie dla wyrazu w mianowniku mamy:

POD=T,N=T,C=T)+P(D=T,N=EC=T)+P(D=T,N=T,C=F) +
+P(D=T,N=EC=F)=10-0,5-0,1+0,5-0,5-0,1+0,9-0,3-0,9 +
+0,2-0,7-0,9=0,05+ 0,025 + 0,243 + 0,126 = 0,444

Ostatecznie wigc, prawdopodobienstwo ze powodem drugiego terminu
jest choroba studenta wynosi:

P(C=T|D=T)=(0,05+0,025) / 0,444 = 0,167

Jak wiec widzimy, koncepcyjnie nie ma zadnego problemu z prowa-
dzeniem wnioskowania w sieci bayesowskiej. Obliczenia polegaja wlasci-
wie jedynie na przeszukiwaniu tabel prawdopodobienstwa warunkowego
w wezlach. Pojawiaja si¢ niestety klopoty obliczeniowe. Pomimo tego, ze
nasza przykladowa siec¢ jest bardzo prosta, ustalenie prawdopodobien-
stwa wymagato sporej ilosci obliczen. Generalnie, dla duzych sieci, wnio-
skowanie dokladne w sieci Bayesowskiej jest problemem NP-trudnym.
Istniejg jednak algorytmy tzw. wnioskowania przyblizonego, ktére sa
efektywne obliczeniowo.

Dalsze szczegdly dotyczace projektowania sieci Bayesowskich i wnio-
skowania przy ich wykorzystaniu, znalez¢ mozna w podrecznikach
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poswieconych tej tematyce. Literatura przedmiotu jest dosy¢ bogata.
Klasycznym podrecznikiem dotyczacym sieci bayesowskich jest ksigzka
Pearla [Pearl, 1988], ale mozna skorzysta¢ z nowszych opracowan, takich
jak [Cowell, Dawid i in., 1999] czy [Koski, Noble, 2009]. Omdwienie te-
matyki sieci bayesowskich z punktu widzenia réznych znanych narzedzi
analizy decyzji w warunkach ryzyka, znalez¢ mozna w [Kjeerulff, Mad-
sen, 2013] (diagramy wplywu), czy tez [Jensen, Nielsen, 2007] (drzewa
decyzyjne). Ponadto dobry przeglad metod uczenia sieci bayesowskich
na podstawie danych, znalez¢ mozna w [Neapolitan, 2003], w literaturze
polskojezycznej [Cichosz, 2000].

Sieci bayesowskie, jak widzimy, stanowig wigc dosy¢ naturalng metode
implementacji asocjacyjnego modelu wyszukiwania informacji. Obiekty
systemu wyszukiwawczego, takie jak dokumenty, termy, pojecia itp. moga
by¢ odwzorowane w struktury sieci w formie wezlow jej grafu, z polacze-
niami odpowiadajacymi zalezno$ciom miedzy nimi, z sifg tych zwigzkow
mierzong w formie prawdopodobienstwa. Model opiera si¢ przy tym na
dosy¢ rygorystycznym gruncie formalizmu rachunku prawdopodobien-
stwa, a caly system moze by¢ widziany jako rozszerzenie omawianych
wczesniej rozwigzan probabilistycznych, z uwzglednieniem tak klopotli-
wych wspdlzaleznosci miedzy modelowanymi elementami.

Nic wiec dziwnego, Ze sieci bayesowskie stanowia chyba najbardziej
udane podejscie do rozszerzenia modeli wyszukiwawczych o mechani-
zmy asocjacyjnego dopasowania zapytan i dokumentéw, z zastosowa-
niem sieci pojeciowych. Istnieje szereg konkretnych, udanych rozwigzan
w tej dziedzinie, oraz praktycznych systemow wyszukiwawczych, ktore
na nich si¢ opieraja. Najwazniejsze z nich sg trzy podejscia, ktére omowi-
my w dalszej czesci biezacego punktu:

 model sieci wnioskujacej (ang. inference network),

« model sieci propagacji przekonania (ang. belief network),

« model sieci bayesowskiej.

Model sieci wnioskujacej stworzony zostal przez Turtle’a i Crofta [Tur-
tle, Croft, 1990; Turtle, 1991; Turtle, Croft, 1991]. System wyszukiwawczy
zbudowany jest z dwu sieci: sieci dokumentéw i sieci zapytania. Sie¢ do-
kumentéw zbudowana jest dla catej kolekeji i reprezentuje informacje na
jej temat. Jej struktura jest stala, tj. nie ulega zmianie w trakcie przetwarza-
nia zapytania. Sie¢ zapytania sklada si¢ z jednego wezla reprezentujacego
potrzebe¢ informacyjng uzytkownika, i jednego lub wigcej wyrazajacych
te potrzebe. Sie¢ zapytania jest tworzona dla danej potrzeby informacyj-
nej, oraz jest modyfikowana w miare jak zapytanie jest doprecyzowywa-
ne. Sie¢ dokumentéw i zapytania zlaczone s3 linkami miedzy pojeciami
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reprezentujacymi dokumenty i zapytanie. Wszystkie wezty w sieci wnio-
skujacej moga przyjmowac wartosci binarne prawda lub falsz. Schemat
ogolny modelu sieci wnioskujacej Turtlea i Crofta przedstawiony zostal
na rysunku 2.2.7.

Sie¢ dokument6w skfada si¢ z weztow dokumentéw d, wezléw repre-
zentacji tekstowej dokumentow £, oraz weztéw pojec r,. Kazdy wezet do-
kumentu reprezentuje dokument w kolekcji i odpowiada wydarzeniu, ze
ten konkretny dokument zostal zaobserwowany.

Wezly tekstow odpowiadajg fizycznym fragmentom tekstu, skladajacym
sie na dany dokument. Generalnie wezet dokumentu moze laczy¢ sie z kil-
koma weztami tekstowymi, np. reprezentujacymi odrebne fragmenty doku-
mentu (tytul, rozdziaty, bibliografia itp.). Ponadto r6zne dokumenty moga
mie¢ polaczenia do tego samego wezla tekstu, np. jesli pewne fragmenty
tekstu powtarzaja si¢ w kilku dokumentach. W oryginalnych pracach, Tur-
tle i Croft opisywali reprezentacje na poziomie calego dokumentu - czyli
powigzanie jeden-do-jednego miedzy wezlem dokumentu i weztem jego
tekstu, tak wigc w dalszej cz¢sci niniejszego podrozdziatu wezly ¢ bedziemy
dla uproszczenia pomijaé. Jednak ich wprowadzenie jest zawsze mozliwe
i stanowia one potencjalng mozliwos¢ rozwojowa modelu.

sie¢
dokumentéw

sie¢
zapytania

Rys. 2.2.7. Ogblny schemat podstawowego modelu sieci wnioskujacej

Zrédto: opracowanie wtasne na podstawie [Turtle, Croft, 1991].
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okreslony jest w formie potfaczenia prowadzacego od wezta dokumentu
do wezla pojecia i ma charakter binarny, tzn. definicji sieci, polaczenie
wiec jest, albo go nie ma. Sama struktura grafu polaczen nie uwzglednia
cze$ciowych powigzan term/dokument, wazonych powigzan itp.

Z kazdym dokumentem zwigzane jest prawdopodobienstwo a priori,
okreslajace prawdopodobienstwo jego obserwacji, generalnie wynosi ono
1/rozmiar kolekcji. Kazdy wezel reprezentacji zawiera specyfikacje prawdo-
podobienstwa warunkowego wystepowania reprezentowanego przez niego
pojecia, pod warunkiem zbioru wszystkich rodzicielskich dokumentéw.
Prawdopodobienstwa te wlaczaja w siebie efekty dowolnych wag indeksuja-
cych (np. czestosci termu w kazdym z dokumentdw rodzicielskich), lub wag
termu (np. odwrotno$¢ czestosci dokumentu) zwiazanych z reprezentowa-
nym pojeciem.

Sie¢ zapytania tworzona jest dla konkretnej sesji wyszukiwawczej i stu-
zy do zdefiniowania potrzeby informacyjnej uzytkownika. W zaden spo-
sob nie oddzialuje ona, ani nie zmienia sieci dokumentoéw, jest z nig tyl-
ko polaczona. Sie¢ zapytania sklada si¢ z wezloéw pojec reprezentujacych
zapytania ¢ , weztdw reprezentujgcych zapytania g, oraz jednego wezla I,
reprezentujacego potrzebe informacyjna uzytkownika.

Wezly poje¢ stanowia wezly poczatkowe grafu sieci zapytania; od-
powiadajg one podstawowym pojeciom uzytym do wyrazenia potrzeby
informacyjnej, ich rodzicami w sieci s3 odpowiadajace im pojecia ter-
mow indeksujacych dokumenty. W niektorych sytuacjach moze tak si¢
zdarzy¢, ze jedno pojecie zapytania odpowiada¢ bedzie kilku pojeciom
reprezentacji dokumentéw. Na przyklad jesli jezyk zapytan jest inny niz
jezyk reprezentacji dokumentéw. Wezty pojec zapytania beda wtedy defi-
niowa¢ odwzorowanie miedzy stowami kluczowymi wykorzystanymi do
reprezentacji dokumentéw oraz zapytania. W typowym przypadku jed-
nak, jezyk termow indeksujacych i zapytan jest taki sam, i wezly poje¢
w sieci dokumentow i zapytan powigzane s polaczeniami jeden-do-jed-
nego. W takim przypadku warstwe pojec zapytania, zazwyczaj po prostu
sie pomija, taczac bezposrednio wezly termdéw indeksujacych z weztami
samych zapytan.

Wezty zapytan definiujg same zapytania, reprezentowane przez zesta-
wy poje¢, ktorych wezty sa ich rodzicami w sieci. W sieci moze wyste-
powa¢ kilka weztéw zapytan, w przypadku gdy do wyrazenia potrzeby
informacyjnej uzytkownika, zdefiniowanej w wezle I, potrzebnych jest
kilka zapytan. I znéw, zazwyczaj mamy do czynienia z prostsza sytu-
acjg, w ktorej wystepuje tylko jedno zapytanie. Wtedy czesto rezygnu-
jemy z wezla potrzeby informacyjnej (lub zapytania). Struktura sieci
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bayesowskiej w modelu sieci wnioskujacej jest wiec zazwyczaj prostsza
niz ogodlna, przedstawiona na rysunku 2.2.7 (patrz rysunek 2.2.8).

Rys. 2.2.8. Typowa struktura sieci bayesowskiej w modelu sieci wnioskujacej

Zrédto: opracowanie wtasne na podstawie [Turtle, 1991].

Przy pomocy sieci bayesowskiej, znajac wartosci prawdopodobienstw
a priori, zwigzanych z dokumentami i prawdopodobienstw warunko-
wych dla weztéw wewnetrznych, mozemy oblicza¢ prawdopodobienstwa
a posteriori zwigzane ze zdarzeniami dotyczacymi zaleznosci w kolekcji
dokumentow. Sie¢, jako calos¢, reprezentuje zalezno$ci w naszym prze-
konaniu, ze potrzeba informacyjna uzytkownika odzwierciedlona jest
przez dokumenty kolekcji, przy czym ta zalezno$¢ odbywa sie za posred-
nictwem reprezentacji dokumentu i zapytania. Wstepna wartos¢ w wezle
reprezentujacym potrzebe informacyjng (lub reprezentujace ja zapyta-
nie) réwna jest prawdopodobienstwu, ze potrzeba informacyjna zostala
zaspokojona, pod warunkiem, ze nie zostal zaobserwowany zaden okre-
$lony dokument kolekgji i wszystkie dokumenty sa jednakowo prawdo-
podobne (lub nieprawdopodobne).

Jesli zaobserwujemy jeden okreslony dokument d i przekazemy te
informacje sieci, przypisujac d, = prawda, to mozemy obliczy¢ nowe
prawdopodobienstwa dla kazdego wezta w sieci, pod warunkiem ze
d, = prawda. W szczegdlnosci, mozemy obliczy¢ prawdopodobienstwo,
ze potrzeba informacyjna zostala spelniona, pod warunkiem, Ze zaobser-
wowany zostal dokument d. Powtarzajgc ten proces, mozemy obliczy¢
prawdopodobienstwo, ze potrzeba informacyjna zostala zaspokojona
przez kazdy z dokumentdw i na tej podstawie zbudowac ich ranking.

Aby to bylo mozliwe, niezbedne jest oczywiscie obliczenie dla wszyst-
kich wezlow sieci, poza jej weztami-korzeniami, czyli weztami dokumen-
tow, prawdopodobienstw warunkowych dla wszystkich uktadéw wartosci
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rodzicow danego wezla, czyli macierze polaczen. Turtle i Croft [Turtle,
Croft, 1991] pokazali metod¢ tworzenia macierzy pofaczen w formie za-
mknietych operacji obliczeniowych, pozwalajacych przy pomocy sieci
bayesowskiej realizowa¢ operacje wyszukiwania, réznego typu.

Rozpoczniemy od (jak to nazwali autorzy) kanonicznych form macie-
rzy polaczen dla operatoréw logicznych. Jako ilustracje, przyjmijmy za
[Turtle, Croft, 1991], ze wezel zapytania Q ma trzech rodzicéw: A, B, C.
Oznaczmy dalej prawdopodobienstwa P(A = prawda) = a, P(B = prawda)
=b, P(C = prawda) = c.

Rozwazmy zlozenie w formie alternatywy, operacji ,,OR’, tych weziow.
Alternatywa jest falszywa tylko, gdy wszystkie jej skladniki sg falszywe,
za$ w pozostalych przypadkach jej wynikiem jest prawda. To sugeruje
nastepujacag macierz polaczen [Turtle, Croft, 1991]:

1 000 0 00 O
L., =
‘1o 1 11 1 11 1 (2.2.39)

W macierzy L, pierwszy wiersz odpowiada przypadkowi Q = fatsz,
drugi Q = prawda. Kazda kolumna odpowiada okreslonej kombinacji
warto$ci rodzicow - ich liczba réwna jest wigc 2° = 8). Ponumerujmy
je od 0 do 7, dzigki czemu latwiej nam bedzie zapamieta¢ ich semanty-
ke, przedstawiajac numer kolumny jako liczbe dwojkowa. I tak, kolumna
0 = 000, odpowiada sytuacji, gdy wszystkie wezly rodzicéw, A, B, C, s3
falszywe. W takim wypadku prawdopodobienstwo, ze Q bedzie falszywe
jest réwne 1, a ze prawdziwe réwne 0. Jak widzimy, wlasnie te wartosci
znalazty si¢ w kolumnie 0 macierzy L ,. Kolejna kolumna, o numerze
1 =001,, odpowiada przypadkowi A = fatsz, B = falsz, C = prawda. Praw-
dopodobienstwo P(Q = falsz) w tej sytuacji jest rowne 0, za$ P(Q = prawda)
jest réwne 1. I tak dalej, az do ostatniej, siddmej kolumny, 7 = 111,.

Dla duzych sieci, z powodu znacznych rozmiaréw pamieci niezbednej
do przechowywania wszystkich macierzy polaczen, wygodniejsze moze
by¢ zastapienie ich otwartej definicji w formie tablicy L _,, funkcjg obli-
czajacy prawdopodobienstwo warunkowe wartosci w wezle potomnym,
dla danego zestawu wartosci weztow rodzicielskich.

Aby obliczy¢ formute wyznaczajaca prawdopodobienstwo w formie za-
mknietego wyrazenia, przypomnijmy sobie to, co moéwilismy o optymali-
zacji wyrazen w zapytaniach i funkcjach algebry Boole’a, w punkcie 2.1.1.
Tutaj postagpimy bardzo podobnie, jak przy tworzeniu kanonicznej posta-
ci alternatywnej wyrazenia, przez analogie migdzy dzialaniami logiczny-
mi a operacjami algebraicznymi, dzialajacymi na zerach i jedynkach. Jesli
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chcemy policzy¢ prawdopodobienstwo P(Q = prawda) musimy zsumo-
wac wyrazenia odpowiadajace wartosciom weztéw A, B, C w kolumnach
macierzy L, ktore w drugim wierszu (odpowiadajacym P(Q = prawda))
majg warto$¢ 1.

Pierwszg takg kolumnag, jest kolumna o numerze 1 = 001,, czyli repre-
zentujaca wartosci wezlow rodzicielskich A = falsz, B = fatsz, C = prawda.
Zauwazmy, ze odpowiadajace temu warunkowi wyrazenie (1 - a)(1 - b)c ma
warto$¢ 1 tylko dla tej sytuacji. Przy kazdych innych warto$ciach weztow
A, B, C wyrazenie to ma warto$¢ 0.

Drugg kolumnag, ktéra spetnia nasz warunek jest kolumna 2 = 010,, dla
A = falsz, B = prawda, C = falsz. 1 znéw, wyrazenie (1 - a)b(1 - ¢), odpo-
wiadajace prawdziwosciom wezlow A, B, C dla tej kolumny, ma warto$¢
1 tylko dla wartosci z tej kolumny, dla wszystkich innych ma wartos¢ 0.

Postepujac tak dla wszystkich kolejnych kolumn, ostatecznie mozemy
napisac:

P(Q=prawda)=(1—a)(1-b)c+(1—a)b(1—c)+
+(1—a)bc+a(1-b)(1—c)+a(1-b)c+ab(1—c)+abc
Powyzsze wyrazenie na pewno jest rowne 1 dla wszystkich ukltadow
wartosci weztéw A, B, C, odpowiadajgcych kolumnom macierzy L, kt6-
re w drugim wierszu majg 1 (czyli kolumny 1-7), natomiast dla pozo-
statych uktadéw wartosci tych weztdéw (czyli tylko A = fatsz, B = falsz,

C = falsz, kolumna 0) ma warto$¢ 0.
Po prostych przeliczeniach otrzymamy dla operacji alternatywy

P(Q =prawda)=1-(1—a)(1-b)(1—c) (2.2.40)

Oczywiscie podobne obliczenia dla Q = falsz, daja nam:

P(Q = falsz)=(1—a)(1-b)(1—c) (2.2.41)

W analogiczny sposéb musimy postapic dla operacji koniunkcji. Ma-
cierz polaczen ma wowczas postac:

1 1 11 1 11 0
Lo, = 2.2.42
AND 1o 0 00 0 00 1 ( )

Co odpowiada sytuacji ze koniunkcja jest prawdziwa tylko dla ostatniej
kolumny, odpowiadajacej uktadowi wartosci A = prawda, B = prawda,
C = prawda.
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Co réwnowazne jest formule obliczeniowej dla P(Q = prawda):

P(Q=prawda)=abc (2.2.43)

oraz dla P(Q = fatsz):

P(Q=faBz)=(1—a)(1-b)(1—c)+(1—-a)(1-b)c+
+(1—a)b(1—c)+(1—a)bc+a(1-b)(1—c)+
+a(1-b)c+ab(1—c)=

=1-abc

(2.2.44)

Operator negacji zdefiniowany jest tylko dla weztéw Q, posiadajacych
pojedynczego rodzica A. Wowczas Q = prawda wtedy i tylko wtedy, gdy
A = fatsz. Daje to nastepujaca macierz polaczen:

01
LNOT = 1 0 (2245)
oraz jej metode obliczania:
P(Q:pmwda)zl—a (2.2.46)
P(Q = falsz)=a (2.2.47)

W ten sposob zdefiniowaliémy wezly sieci bayesowskiej, wykonujace
trzy podstawowe operacje logiczne, za pomocg ktérych mozemy zapisaé
dowolny warunek logiczny. Dla wyszukiwania boolowskiego cze$¢ sie-
ci definiujgca zapytanie ma forme drzewa odpowiadajacego zawartemu
w nim wyrazeniu logicznemu. Korzeniem drzewa jest finalne zapytanie,
a lis¢mi stowa kluczowe wystepujace w zapytaniu. Wszystkie polaczenia
skierowane sg w strong korzenia. Posrednie wezly drzewa odpowiadaja
poszczegdlnym operatorom logicznym i wykorzystuja zdefiniowane po-
wyzej mechanizmy przetwarzania.

Na rysunku 2.2.9 przedstawiona zostala struktura sieci bayesowskiej,
dla przyktadowego zapytania r, A (r, v = r)). Jak wida¢, cale zapytanie,
w tym przypadku, reprezentowane jest przez trzy jednostki: wezet g, re-
prezentuje operacje — r,, wezel g, reprezentuje koniunkgje r, i -, (jako
wyniku dziatania wezta q ) oraz wezel g reprezentuje alternatywe r, i wy-
razenia w wezle g,, czyli calo$¢ zapytania. Znajac prawdopodobienstwa
prawdziwosci wystepujacych w zapytaniu terméw, mozemy przy pomocy
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tabel polaczen dla poszczegdlnych operatorow logicznych obliczy¢ praw-
dopodobienstwa ich prawdziwosci, dochodzac az do wezta g.

Jezeli przy realizacji tych operacji logicznych ograniczymy warto$ci we-
ztow rodzicielskich do 0 lub 1, to Q musi mie¢ rowniez wartoéci binar-
ne. Latwo jednak mozemy rozszerzy¢ dzialanie sieci na wyszukiwanie
boolowskie, w polaczeniu z indeksowaniem wykorzystujagcym wagi stow
kluczowych, po prostu dopuszczajac, aby prawdopodobienstwa terméw
przyjmowaly warto$ci wag z przedziatu [0, 1], interpretujac je jako prawdo-
podobienstwo, ze dany term zostat przypisany dokumentowi. Opisane wy-
zej kanoniczne formy macierzy polfaczen, moga by¢ stosowane bez zmian.

Rys. 2.2.9. Struktura sieci w modelu sieci wnioskowania dla przyktadowego zapytania
boolowskiegor, A (r,v -r,)

Zrédto: opracowanie wtasne na podstawie [Turtle, 1991].

Rozwazmy teraz nieco odmienny sposob definiowania prawdopodo-
bienstw warunkowych w wezlach sieci, ktéry pozwoli nam w pewnym
stopniu odejs¢ od implementacji wyszukiwania boolowskiego, ale co
wazniejsze pozwoli nam zrozumie¢ inne, bardziej przydatne rozwiazanie
do ktérego przejdziemy za chwile.

Przyjmijmy wiec, Ze chcemy zdefiniowaé macierz polgczen tak,
aby prawdopodobienstwo prawdziwosci wezta potomnego Q, dla da-
nych warto$ci wezldéw rodzicielskich, odpowiadalo czestosci prawdzi-
wych weztéw rodzicielskich. Nazwijmy te macierz potaczen L . Ogol-
nie, w przypadku n wezléw rodzicielskich drugi wiersz macierzy dla
Q = prawda mialby postac: Ly, (1, j) = m/n, gdzie j jest indeksem kolum-
ny, m, liczbg weztéw rodzicielskich w j-tej kolumnie, majgcych wartosé

Rozszerzenia modeli rankingujacych z wykorzystaniem metod inteligentnych 119



prawda. Pierwszy wiersz, dla Q = falsz, mialby w poszczegdlnych kolum-
nach wartosci dopetniajgce do 1, czyli L, (0, j) = (n - mj)/n.

Dla naszego przykladu trzech wezléw rodzicielskich, macierz pola-
czen L, miataby wiec postac:

Loy = (2.2.48)

0

W= W
—

W= W
W W |-
W | = |
WD W=
W N W |+~

W drugim wierszu, wyraz L., (1, 0) ma warto$¢ 0, poniewaz w pierwszej
kolumnie, dla j = 0 (000,), warto$ci w weztach rodzicielskich wynosza
A = fatsz, B = falsz, C = falsz, czyli nie ma zadnego rodzica o wartosci
prawda. W drugiej kolumnie, dla j = 1 (001)), czyli A = falsz, B = falsz,
C = prawda, mamy L, (1, 1) = 1/3, poniewaz jeden rodzic na trzech
jest prawdziwy. Podobnie w kolumnie trzeciej. W kolumnie czwartej, dla
j=3(011)), czyli A = fatsz, B = prawda, C = prawda, mamy dwéch rodzi-
coéw prawdziwych, czuli L, (1, 3) = 2/3. I tak dalej, az w koficu w ostat-
niej kolumnie, dla uktadu wartosci A = prawda, B = prawda, C = prawda,
wszystkie wezly rodzicielskie s3 prawdziwe, tak wiec L, (1,7) = 3/3 = 1.

Nietrudno zauwazy¢, ze tym razem, do obliczenia poszczegélnych ko-
lumn w drugim wierszu macierzy L, , mozemy uzy¢ wyrazenia:

P(Q =prawda)=%(1—a)(l—b)c+§(1—a)b(l—c)+%(l—a)bc
+§a(1—b)(l—c)+%a(l—b)c+§ab(1—c)+abc

Latwo sprawdzi¢, ze dla kazdej kolumny macierzy L (z wyjatkiem
pierwszej, dla j = 0) uktad prawdziwosci w weztach rodzicielskich A, B, C
odpowiada dokfadnie jednemu ze skladnikéw tego wyrazenia, za$ pozo-
stale skladniki sg dla niego réwne 0.

Po prostych obliczeniach otrzymamy wiec, ze

a+b+c
3

P(Q=pmwda)= (2.2.49)
Formuta obliczeniowa dla pierwszego wiersza, musi dawa¢ w wyniku
dopelnienia do wartosci 1, tak wiec:

at+b+c

P(Q = falsz)=1- (2.2.50)
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Spogladajac na zalezno$¢ (2.2.49), widzimy, ze przy takiej definicji ta-
blicy pofaczenia dla wezta Q, prawdopodobienstwo prawdziwosci tego
wezla réwne jest po prostu sredniej z prawdopodobienstw prawdziwosci
poszczegdlnych jego rodzicéw. Zauwazmy, jednak ze w ten sposob trak-
tujemy prawdziwo$¢ wszystkich jego rodzicéw jak jednakowo istotng, co
moze by¢ powaznym ograniczeniem w praktycznych zastosowaniach.

Sprobujmy wigc zaradzi¢ temu brakowi. Dla kazdego z wezléw rodziciel-
skich zdefiniujemy wage, okreslajaca jego istotno$¢, a doktadniej sile, z jaka
prawdopodobienstwo prawdziwosci tego wezta wplywa na nasze przekona-
nie (ang. belief) o prawdziwosci wezta potomnego Q. W naszym przy-
kiadzie z trzema weztami rodzicielskimi, bedziemy wiec mieli trzy takie
wagi w , w,, w, zwigzane z poszczegdlnymi weztami rodzicielskimi.

Jako miare tacznego oddzialywania wszystkich rodzicéw, przyjmiemy
sume wazong prawdopodobienstw ich prawdziwosci: wa + w,b + wc.
Oznaczmy przez t sume naszych wag, czyli warto$¢ t =w_+w, + w. Za-
uwazmy, ze t jest maksymalnym oddzialywaniem wszystkich rodzicow,
dla maksymalnych prawdopodobienstw ich prawdziwoscia =1, b =1
i ¢ = 1. Bedziemy wiec chcieli, aby w konkretnej sytuacji prawdopodobien-
stwo prawdziwosci Q bylo proporcjonalne do facznego oddziatywania we-
zkéw rodzicielskich, w catosci mozliwego ich wptywu: (w a + w,b + w c)/t.

Wprowadzimy réwniez jeszcze jedng wage w_ € [0, 1], dla wezla Q,
okreslajaca nasze przekonanie co do prawdziwosci samego wnioskowa-
nia o wartosci Q. Bedziemy przy jej pomocy skalowac otrzymane oszaco-
wanie prawdopodobienstwa prawdziwosci Q. W takiej sytuacji macierz

pofaczen L, . .- dla wezla Q bedzie miata postac:
LWTD_SUM =
. W, W (wb+wc)wq l—w“wq 1_(wa+wc)wq
t t t t t
0 w W, wy,W, (wb+wc)wq w,w, (w,+w,)w
t t t ¢ ¢ (2.2.51)
w,+w, |w
l_w 1—w
¢ q
(wa +wb)wq
¢ q

W kolumnie pierwszej, odpowiadajacej wartosciom A = falsz, B = falsz,

C = falsz, LWTD*SUM(I, 0), czyli prawdopodobienstwo prawdziwosci,
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oczywiscie jest rowne 0. W kolumnie drugiej, dla A = falsz, B = falsz,
C = prawda, poniewaz tylko wezet C ma warto$¢ prawda, wyraz L, ¢,
(1, 1) jest rowny w w, /t. W kolumnie trzeciej, dla A = falsz, B = prawda,
C = falsz, prawdziwy jest tylko wezet B, stad L, ¢, (1, 2) = ww, /.
W czwartej kolumnie, dla A = fatsz, B = prawda, C = prawda, prawdziwe sg
wezly Bi C, musimy wiec uwzglednic ich faczny wplyw na prawdziwosé¢ Q,
LWTD_SUM(I, 3)=(w,+ wf)wq / t. Postepujemy tak dalej, az wreszcie w ostat-
niej kolumnie, dla A = prawda, B = prawda, C = prawda, otrzymujemy
Ly son(L7) =(w +w, + WC)W[,/ t=tw, /t= W,

Formule algebraiczng wyznaczajacg wartosci elementow macierzy
Ly sune POdobnie jak w poprzednim przypadku, dla macierzy L, , mo-

zemy zbudowac z zalezno$ci:
ww w,w
‘t L(1-a)(1-b)c+ "t L(1-a)b(1—c)+

(Q = prawda) =

wy, +w, )w w,w
+%(l—a)bc+a7qa(l—b)(l—c)+

+—(Wa +:jc v, a(l—b)c+—(wa +:}b ¥, ab(1—c)+

+w,abc
Co po prostych przeksztalceniach daje nam zaleznos¢

(w,a+w,b+w.c)w

t

d (2.2.52)

P(Q=prawda)=

Oraz analogiczng dla pierwszego wiersza macierzy, dla Q = fafsz:

w a+w,b+w.c)w
P(Q=falsz)=1—( - bt <) 1 (2.2.53)
Wezly sieci wykorzystujace macierze polaczen L ... w formie

sumy wazonej prawdopodobienstw prawdziwosci termdw rodzicielskich,
moga stuzy¢ do definiowania terméw indeksujacych, reprezentujacych
strategie wazenia termow, np. znana nam strategia tf*idf.

Niech A, B, C beda weztami dokumentdéw, Q wezlem termu indeksuja-
cego te dokumenty. Przyjmijmy dalej, ze w, w,, w_s3 znormalizowanymi
czgstodciami if tego termu w tych dokumentach, za$ w_=idf (w, + w,
+ w). Jezeli wowczas, na przyklad zaobserwowany zostal dokument A,
tzn. A = prawda, to wartos¢ bel(Q), przekonania o prawdziwosci w wezle Q
réwna jest
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bel(Q )= w,W, :g‘aidfq(wa+wb+wc)

w,tw,+w, w,tw,+w,

=ifidf, (22.54)

Jak wiec widzimy, macierze potgczen charakterystyce L~ ., moga
by¢ w sieci bayesowskiej wykorzystywane do reprezentacji wezléw do-
kumentéw, definiujac strategie ich wazenia. Moga by¢ one stosowane
réwniez w wezlach zapytania, do reprezentacji zapytan probabilistycz-
nych. W przypadku, gdy system wyszukiwawczy realizowa¢ ma zapytania
o charakterze boolowskim, w wezltach zapytania nalezy stosowa¢ macie-
rze polgczen L, L, i L, -

Jak wiec widzimy, model wyszukiwawczy oparty na sieci wnioskujacej
pozwala realizowa¢ operacje wyszukiwawcze oparte na bardzo odmiennych
zasadach dziafania, definiujac je przy tym w jednolitym srodowisku proba-
bilistycznym. Dzigki temu w sieci bayesowskiej granice migdzy réznymi
podejsciami do wyszukiwania informacji zacierajg sie, pozwalajac w tatwy
sposob na laczenie odmiennych technik, ich wymienne czy uzupelniajace
sie dzialanie. Ponadto, wzgledna prostota samej sieci powoduje, ze tatwo
jest projektowac i dodawac¢ do niej nowej elementy (wezly), rozszerzajace
funkcjonalnos¢ systemu, czy tez modyfikujace jego dzialanie w pozadany
sposob. Te dwie wlasciwosci stanowia gtéwne zalety tego modelu, stojace
za jego znaczng popularnoscia i dosy¢ szerokim zastosowaniem.

Drugim dobrze zdefiniowanym i szeroko akceptowanym modelem
wyszukiwania informacji opartym na wykorzystaniu sieci bayesowskich
jest tzw. model sieci przekonania (ang. belief network), stworzony przez
Ribeiro-Neto i Muntza [Ribeiro-Neto, Muntz, 1996; Ribeiro-Neto, Silva,
Muntz, 2000; Baeza-Yates, Ribeiro-Neto, 1999].

Podstawowa struktura sieci w modelu propagacji przekonania zaprezen-
towana zostala na rysunku 2.2.10. Jak widzimy, jej struktura podobna jest do
typowego gratu w modelu sieci wnioskujacej, nieco inny jednak jest kierunek
przyczynowosci w zalezno$ciach miedzy weztami. Sie¢ sklada si¢ z trzech
warstw jednostek, dokumentéw, stéw kluczowych oraz zapytania. Warstwa
termow rozdziela obie pozostate warstwy. Kierunek przyczynowosci prowa-
dzi od stéw kluczowych do pozostalych warstw.

Zbior wszystkich stéw kluczowych U = {k, ..., k }, gdzie ¢ jest liczbg
wszystkich wykorzystywanych termoéw, tworzy przestrzen zdarzen ele-
mentarnych. Dalej, przez u — U bedziemy rozumieli podzbior (okresla-
ny rowniez jako pojecie) U, ztozony z elementarnych stow kluczowych.
Stowa kluczowe majg charakter binarny, s3 wiec zmiennymi losowymi,
przyjmujacymi wartosci {prawda, falsz}, albo {0, 1}. Tak wiec, kazdy pod-
zbidr/pojecie u, moze by¢ reprezentowany przez pewien binarny wektor
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u=(k, ..., k), gdzie k, = 1 jedli i-ty term nalezy do pojecia u, lub k, = 1,
jesli nie nalezy. Wprowadzmy funkcje g, sprawdzajacg stan i-tego termu,
tzn. g (u) jest rowne wartosci termu k. dla pojecia/podzbioru u.

strona

dokumentow

strona
zapytania

Rys. 2.2.10. Podstawowa struktura sieci bayesowskiej w modelu propagacji przekonania

Zrédto: opracowanie wtasne na podstawie [Ribeiro-Neto, Muntz, 1996].

Zwrdéémy uwage, ze pojeciami/podzbiorami w U bedg réwniez doku-
menty d, jako reprezentacje indeksujacych je stéw kluczowych, oraz za-
pytania g, jako reprezentacje stéw kluczowych, ktdre zostaly w nich wy-
korzystane. Jesli wiec term k, zostal uzyty do indeksowania dokumentu d,
to g(d) = 1. Podobnie jesli term k, wystepuje w zapytaniu g, to g(q) takze
musi by¢ réwne 1.

Niech P bedzie tacznym rozkladem prawdopodobienstwa, zdefiniowa-
nym w przestrzeni U. Wéwczas prawdopodobienstwo dowolnego zbioru/
pojecia ¢ < U jest rowne:

P(c)=> P(clu)P(u) (2.2.55)

P(u) jest prawdopodobienstwem a priori zwigzanym z kazdym pod-
zbiorem/pojeciem u, P(c | u) definiuje zwigzek pokrywania sie miedzy
pojeciami ¢ oraz u, w przestrzeni U. P(c) moze wigc by¢ interpretowane
jako stopien pokrywania przestrzeni U przez c. Zwré¢my uwage, ze su-
mowanie w réwnaniu (2.2.55) odbywa si¢ po wszystkich 2’ podzbiorach
u  U. Jednak system wyszukiwania informacji, wymaga zazwyczaj wzig-
cia pod uwage tylko kilku powigzanych poje¢. Poniewaz wszystkie po-
jecia u < U sa poczatkowo jednakowo mozliwe, prawdopodobienstwo
a priori P(u) réwne jest P(u) = (1/2)".

Przypomnijmy sobie, ze réwniez zapytanie g jest pojeciem w U, tak
wiec P(q) = X P(q|u)P(u). Podobnie pojeciem jest kazdy dokument d,
czyli P(dj) = ZuP(dj |t)P(us).
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Ranking dokumentu d. w sieci przekonania wykonywany jest na
podstawie podobienstwa miedzy dokumentem d] i zapytaniem ¢, defi-
niowanego jako stopien pokrywania si¢ d, oraz g, i mierzonego prawdo-
podobienstwem P(d, |g). Stosujac definicje prawdopodobienstwa warun-
kowego: P(d, lg) = P(d, q)/P(q). Poniewaz P(q) jest stale dla zapytania,
wystarczy obliczy¢ P(d, q), przy pomocy wyrazenia P(d, q) = Z P(d, q |u)
P(u). Prawdopodobienstwa wystepowania stow kluczowych w dokumen-
tach i zapytaniach s zupelnie niezalezne. W sieci wezty stow kluczowych
rozdzielajg zapytanie i dokumenty. Czyli wezly d, oraz q s3 warunkowo
niezalezne. Tak wigc P(d, g [u) = P(d, |u) P(q [u). Co daje nam generyczng
formule rankingowania dokumentu d, w odniesieniu do zapytania g:

P(dj|q)=772P(dj|u)P(q|u)P(u) (2.2.56)

gdzie stala  ma charakter normalizujacy.

Szczegoly realizacji rankingu przy pomocy formuly (2.2.56) zalezg juz
oczywiscie od konkretnej architektury sieci. Podobnie jak Turtle i Croft
dla modelu sieci wnioskujgcej, Ribeiro-Neto i Muntz pokazuja sposéb
modelowania przy uzyciu sieci propagacji przekonania podstawowych
podejs$¢ do wyszukiwania informacji [Ribeiro-Neto, Silva, Muntz, 2000].
W przypadku modelu sieci wnioskujacej proces sporzadzania rankingu
opieral si¢ na operacjach niskiego poziomu - przeliczenia wartosci w we-
zlach sieci, przy obserwacji wystepowania kolejnych dokumentéw. Nie-
co odmienne sformutowanie sieci zaproponowane w modelu propagacji
przekonania pozwala na realizacj¢ procesu rankingowania dokumentu
na wyzszym poziomie, co znacznie upraszcza definiowanie systemu.

Rozpoczniemy od okreslania prawdopodobienstw warunkowych pota-
czen w wezlach reprezentujgcych zapytania boolowskie. Na potrzeby sieci
bayesowskiej wygodniej nam bedzie spojrze¢ na proces okreslania praw-
dziwosci wyrazenia logicznego sformulowanego w zapytaniu, jako na za-
gadnienie dopasowania wzorca, czy tez podobienstwa dwu wektoréw. Pa-
mietajmy bowiem, ze w modelu sieci propagacji przekonania, zapytania
i opisy dokumentéw definiujemy jako pojecia w przestrzeni U, czyli binar-
ne wektory o warto$ciach 1 lub 0, w zaleznosci, czy dane stowo kluczowe
wystepuje lub nie w zapytaniu albo w dokumencie.

Pokazmy ide¢ tego rozwigzania na przykladzie wykorzystywanego juz
wczes$niej zapytania:

k A (k,v k)
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Przypomnijmy, Ze méwigc o optymalizacji zapytan w modelu wyszu-
kiwania boolowskiego, pokazaliSmy ze wyrazenie logiczne moze zosta¢
przedstawione w kanonicznej alternatywnej postaci normalnej. Korzysta-
lismy z tej wlasciwosci réwniez w modelu sieci wnioskujacej. Przypomnij-
my, ze kanoniczna alternatywna posta¢ normalna zbudowana jest jako
alternatywa wyrazow koniunkcyjnych, odpowiadajacych wartosciom ,,1”
lub ,,prawda” w wyjsciowym wyrazeniu. Latwo sprawdzi¢, ze dla naszego
wyrazenia posta¢ ta ma forme:

kA(k,v=k)=k Ak,A—k vk AkAk vk A=K Ak,

Aby wyrazenie bylo prawdziwe, co najmniej jeden z cztonéw jego po-
staci alternatywnej musi by¢ prawdziwy. W kontekscie systemu wyszuki-
wawczego oznacza to, ze dla danego podzbioru/pojecia u, aby zapytanie
byto prawdziwe, musi istnie¢ taki czlon w postaci koniunkcyjnej warun-
ku zapytania, ktory jest dokladnie dopasowany do zestawu stéw kluczo-
wych wystepujacych w u.

Whasciwos¢ ta zostata wykorzystana do zdefiniowania prawdopodo-
bienistwa warunkowego polgczen w wezle zapytania g. Oznaczmy przezq,
kanoniczng alternatywng posta¢ normalng, zas przez q ,, k= 1,2, ... kolejne
jej czlony. Wowczas:

Lieselid Y o (4= o
P(q|u)={ jezelldy ee, vk g (u) gl(quk)

0 w przeciwnym razie (2.2.57)
P(gq|u)=1-P(q|u)

Dla weztéw dokumentéw prawdopodobienstwa warunkowe zdefinio-
wane s3 jeszcze prosciej. Prawdopodobienstwo dokumentu dla danego
podzbioru u jest rowne 1, jezeli wzorzec stéw kluczowych w dokumencie
iw u jest taki sam. W przeciwnym wypadku prawdopodobienstwo to jest
réwne 0.

0 w przeciwnym razie (2.2.58)

»(d |u):{1 jezeliV, g,(u)=g,(d,)

P(dj|u)=1—P(q|u)

Prawdopodobienstwo a priori poszczegdlnych termow, jak juz wspo-
mnieli§my wczesniej, okreslone jest przez P(u) = (1/2)!, co wynika
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z zalozenia o jednostajnym rozktadzie prawdopodobienstwa poszczegdl-
nych termoéw. Korzystajac wiec z (2.2.57) i (2.2.58), tatwo mozemy za-
stosowa¢ do wyznaczenia rankingu dokumentu formutle (2.2.56). Jezeli
istnieje takie pojecie u, ktére odpowiada wzorcowi dokumentu d oraz
spetnia ono zapytanie g, to P(d, | ) >0 i dokument przyjmowany Jest jako
relewantny. W przeciwnym wypadku P(d, | ) = 0 i dokument odrzucany
jest jako nierelewantny.

Roéwnie tatwo mozemy zdefiniowa¢ wzory dla sieci bayesowskiej reali-
zujacej wyszukiwanie w modelu wektorowym.

Przyjmijmy, ze w,, oraz w, s3 wagami zwigzanymi z termem k, od-
powiednio w poy;aach reprezentuja,cych zapytanie q oraz dokument d.
Na przyklad moga by¢ one obliczane przy wykorzystaniu formuty #f* zdf
Ponadto zdefiniujmy przez u, pojecie/podzbidr jednoelementowy, odpo-
wiadajgcy dokladnie okreslonemu stowu kluczowemu k,, tj. g(u,) = 1 oraz
g(u) =0, dla wszystkich j # i.

Woéwczas prawdopodobienstwa warunkowe potaczen w weztach sieci
bayesowskiej mozemy zdefiniowa¢ nastepujaco:

w.
———— jezeliu=u, oraz gi(q)=l
= /Ziwfq (2.2.59)

0 w przeciwnym razie

w;; jezeliu=u (d)=1
P(djlu): ,_ziw; jezeliu=u ong( 1) (260,

0 w przeciwnym razie

Przy tak zdefiniowanych wezlach sieci dosy¢ oczywiste jest, ze zastoso-
wanie do rankingowania dokumentéw formuly (2.2.56), prowadzi do wy-
znaczania cosinusoidalnej miary podobienstwa dokumentu do zapytania.

Jak wiec widzimy, oba przedstawione modele wykorzystujace sieci
bayesowskie w procesie wyszukiwania informacji, dzigki wykorzystaniu
odmiennej struktury sieci o réznych kierunkach przyczynowosci, pod-
chodza do tego zagadnienia z réznych stron. Model sieci wnioskujacej
opiera si¢ na reprezentacji przez sie¢ niskopoziomowej propagacji praw-
dopodobienstw, model sieci propagacji przekonania na modelowaniu
wysokopoziomowych procedur wyszukiwawczych. Obydwa podejscia
pozwalaja na faczenie r6znych metod wyszukiwania informacji w jednym
$rodowisku probabilistycznym, oraz ich rozbudowywanie w pozadanych
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kierunkach. Zwr6¢my jednak uwage, ze nie wykorzystuja one w zasadzie
mechanizméw asocjacyjnych, opartych na powigzaniach miedzy doku-
mentami, lub termami. Nie pozwalajg réwniez na rozszerzenie modelu
wyszukiwawczego o wiedze dziedzinowa dotyczaca zaleznosci miedzy
tymi obiektami.

Dlatego dalsze dzialania nad wykorzystaniem sieci bayesowskich
w wyszukiwaniu, prowadzone byly wlasnie w tych kierunkach. Wymieni¢
tutaj mozna takie prace jak [Acid, de Campos i in., 2003; de Campos, Fer-
nandez-Luna, Huete, 2002] wprowadzajace w sieci dodatkowa warstwe
dokumentéw, w celu modelowania zaleznosci miedzy nimi. Najbardziej
chyba rozwinieta propozycje rozbudowy bayesowskiego modelu wyszu-
kiwania o powigzania asocjacyjne i dziedzinowe migdzy dokumentami
i termami przedstawili de Campos, Fernandez-Luna i Huete, w swoim
modelu wyszukiwawczym opartym na sieci bayesowskiej, modelu BNR
(ang. Bayesian Network-based Retrieval) [de Campos, Fernandez-Luna,
Huete, 2003].

Sie¢ w modelu BNR zlozona jest ze zbioru zmiennych terméw .7 = {T,
i=1,..., M}, gdzie M jest liczba termow w stowniku kolekeji, oraz zmien-
nych dokumentéw & = {Dj, j=1,..., N}, gdzie N jest liczbg dokumentdéw.
Zmienne te s3 dwuwartos$ciowe, przyjmujac wartosci ze zbioru {relewant-
ny, nierelewantny}. Dla terméw pojecie relewancji/nierelewancji rozu-
miane jest jako ich wystapienie (lub nie) w zapytaniach w subiektywnym
$wietle potrzeby informacyjnej uzytkownika. W celu uproszczenia zapisu
bedziemy oznaczac, ze dany term T, jest relewantny jako ¢, nierelewantny
jako t, oraz analogicznie dla dokumentéw: did;.

Model bierze pod uwage zalezno$ci miedzy zmiennymi. Wiedza o nich
podzielona jest na dwa rodzaje: wiedzg ekspercka — wykorzystujaca zbior
ogélnych kryteriow spdjnosci, oraz wiedzg z kolekcji - otrzymang na
podstawie eksploracji zawartosci dokumentdw.

Wiedza ekspercka sklada si¢ z pewnych zalozen, ktére model musi
spelnia¢. Pozwala ona na stworzenie wstepnego szkieletu sieci bayesow-
skiej. Mozna wymieni¢ wsréd nich nastepujace warunki [de Campos,
Fernandez-Luna, Huete, 2003]:

1. Istniejg silne zaleznosci miedzy dokumentami oraz indeksujacymi
je termami. Pozwala to na stworzenie grafu sieci wykorzystujacego
te zwiazki, tj. w ktérym od kazdego wezta termu prowadza potacze-
nia skierowane do indeksowanych przez niego dokumentéw.

2. Istniejace zwiazki migdzy dokumentami realizujg si¢ wylacznie za
posrednictwem termow, ktore je indeksujg. W modelu BNR nie ma
wigc bezposrednich potaczen miedzy dokumentami.
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3. Jesli potrafimy okresli¢ relewantno$¢ lub nie wszystkich terméw
zwigzanych z dokumentem D, na nasze przekonanie co do rele-
wangcji samego dokumentu nie wplywajg inne czynniki, np. takie
jak wiedza, ze jaki$ inny dokument D, lub term T, jest relewantny
(albo nie). To zalozenie implikuje warunkowg niezaleznos¢ doku-
mentéw przy danych termach, ktérymi zostaly zaindeksowane.

Zalozenia te s3 wigc dosy¢ zblizone do stojacych za modelem sieci
propagacji przekonania, z wyjatkiem faktu, Ze nie wykorzystuje sie tutaj
jawnie okreslonego wezla zapytania.

Wiedza pozyskiwana z kolekcji stuzy do okreslenia najwazniejszych
zwigzkow miedzy termami, w celu doprecyzowania modelu. W praktyce
oznacza to, ze do budowy warstwy terméw niezbedne jest uzycie automa-
tycznego algorytmu uczacego. Pierwszy etap procesu tworzenia sieci polega
na identyfikacji polaczen w warstwie terméw. De Campos, Fernandez-Luna
i Huete przyjeli jako podstawowy model reprezentacji zaleznosci miedzy ter-
mami, poli-drzewo (albo niby-drzewo, ang. polytree), acykliczny graf skiero-
wany, w ktérym kazda pare wezléw laczy nie wiecej niz jedna $ciezka.

Jest to nieco uproszczona struktura, w poréwnaniu z ogélnie dopusz-
czalnymi dla sieci bayesowskich. Oczywiscie, bardziej zlozony model
topologii sieci modglby dokladniej odzwierciedla¢ zwigzki zaleznosci
i niezaleznosci warunkowej pomiedzy termami. Jednoczesnie jednak
zwiekszalby on naklady obliczeniowe potrzebne zaréwno do uczenia, jak
i potem do obliczen propagacji sygnatu w sieci. Biorac pod uwage roz-
miary sieci wynikajace z typowej liczby terméw i dokumentéw w kolekeji
oraz istnienie dla poli-drzew efektywnych algorytméw zaréwno uczenia,
jak i propagacji prawdopodobienstwa o liniowej ztozonosci obliczenio-
wej wzgledem liczby weztow grafu, autorzy zdecydowali si¢ na to uprosz-
czenie struktury modelu BPN, tak by mogt by¢ on stosowany réwniez dla
wiekszych baz dokumentow.

Algorytm tworzenia poli-drzewa terméw wykorzystuje indeks kolek-
cji w formie pliku odwrotnego (patrz rozdzial 2.1.2) i sklada sie z trzech
gltéwnych krokéw [de Campos, Fernandez, Huete, 1998; de Campos, Fer-
nandez-Luna, Huete, 2003]:

1. Obliczenie stopnia zaleznosci dla kazdej pary termoéw.

2. Konstrukcja szkieletu drzewa.

3. Zorientowanie krawedzi w drzewie i ostateczne stworzenie poli-

-drzewa.

Nie bedziemy, oczywiscie, szczegélowo analizowa¢ calego algorytmu,
przyjrzymy sie jednak blizej poszczegdlnym jego etapom. Dokladny jego
opis przedstawiony zostal w [de Campos, Fernandez, Huete, 1998].
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1. Obliczenie stopnia wspoétzaleznosci dla kazdej pary termow.

Stopien wspotzaleznodci pary terméw T, T; obliczany jest przy wyko-
rzystaniu miary wzglednej entropii, opartej na dywergencji Kullbacka-
-Leiblera:

5 i ey D)
Dep(2;2|®)—T§VP(Z T} )In HP) (2.2.61)

Jezeli wspotezynnik Dep(T, T, |@) jest réwny zero, oznacza to, ze T, i T
s3 niezalezne od siebie, a wraz ze wzrostem poziomu ich wspolzalez-
nosci, jego warto$¢ réwniez rosnie. Indeks v w oznacza rézne wartosci
zmiennych reprezentujacych termy, na przyklad oznacza prawdopodo-
bienstwo, ze term T, wystepuje w dokumencie, a T, nie wystepuje. Praw-
dopodobienstwa liczone sg na podstawie list dokumentow w indeksie
odwrotnym kolekcji, w formie czestosci wspotwystepowania odpowied-
nich standéw terméw. Na przyklad to odsetek dokumentéw, w ktorych
term T, wystepuje, a T, nie wystepuje, za$ to odsetek dokumentéw w kt6-
rych obydwa badane termy wspotwystepuja.

2. Konstrukgja szkieletu drzewa.

W kolejnym kroku nalezy okresli¢, ktore termy zostang polaczone
w grafie sieci, a ktdre nie. Oczywiscie zalezy nam, aby w strukturze sieci
znalazly si¢ polaczenia miedzy stowami kluczowymi o wysokim pozio-
mie wspétzaleznosci Dep(T, T, |®), natomiast wezly niezalezne pozostaty
niepofaczone.

W tym celu wykorzystany zostal jeden ze standardowych algorytmoéw
konstrukeji minimalnego drzewa rozpinajacego, algorytm Prima [Cor-
men, Leiserson i in., 2017]. Generalnie, algorytm Prima tworzy drzewo,
w ktérym suma wag polaczen miedzy wezlami jest maksymalna. Rozpo-
czyna od drzewa zlozonego z jednego wezla, a nastepnie w kazdym kroku
dodaje do drzewa polaczenie miedzy weztem, ktdry juz sie w nim znaj-
duje a nowym, jeszcze nie wykorzystanym, wybierajac go na podstawie
najwiekszej wartosci wagi.

Oczywiscie, wykorzystywane w procesie tworzenia drzewa wagi po-
faczen miedzy weztami okreslane sg z wykorzystaniem miary ich wspét-
zaleznosci Dep(T,, T, |@). Pamieta¢ jednak nalezy o tym, ze zbior stow
kluczowych indeksujacych kolekcje dokumentow zawiera zazwyczaj bar-
dzo duza liczbe terméw, w zwigzku z czym wartosci zazwyczaj generalnie
s3 dosy¢ niskie. Algorytm generowania drzewa ma woéwczas problemy
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z dyskryminacjg miedzy termami zaleznymi i niezaleznymi. Bezposred-
nie uzycie miary Dep(T, T, |@) daje zazwyczaj w wyniku graf o bardzo
duzej liczbie polaczen, migedzy weztami o niskim stopniu zalezno$ci mie-
dzy nimi, a nawet tak naprawde niezaleznymi.

Dlatego dla obliczonych wartosci Dep(T, T, |@) wykonano test niezalez-
nosci Chi kwadrat, z jednym stopniem swobody. Jesli dla danej pary termow
T, T test niezaleznosci dat wynik negatywny (oznaczmy ten fakt przez —I(T,
T |?)), oznacza to, ze termy s3 zalezne i potencjalne potaczenie miedzy nimi
jest przydatne. W przypadku pozytywnego wyniku testu tj. przyjecia hipote-
zy zerowej o niezaleznosci (oznaczmy taky sytuacje przez I(T, T |D)), termy
s3 niezalezne i polaczenie miedzy nimi jest zbedne.

Ostatecznie wigc, wykorzystane w algorytmie Prima wagi polaczen
miedzy wezlami w gateziach grafu majg warto$¢é:

' (2.2.62)

Dep(T,,T,
(7. 1) 0 jezeli I(T,, T|)

1

_{Dep(z,z|®) jezeli—I(T, T|2)

3. Zorientowanie krawedzi w drzewie i ostateczne stworzenie poli-
-drzewa

Ostatnim krokiem w budowie poli-drzewa jest zorientowanie polaczen
w utworzonym grafie. W pierwszym etapie definiujemy wszystkie wezty
z polaczeniami schodzacymi sie. Dla kazdej trojki weztow (termow) two-
rzacej poddrzewo T, - T, - T, sprawdzamy, czy potaczenia migdzy nimi
nie powinny mie¢ kierunkéw T, > T, < T. W tym celu korzysta si¢ z wla-
$ciwosci, ktore powinny posiadac sieci ljaayesowskie (a nawet wszystkie
sieci przyczynowe). Otdz, w uktadzie schodzacym si¢ T, > T, « T, zaob-
serwowanie wartos$ci sSrodkowego wezta powinno zwigksza¢ wspotzalez-
no$¢ miedzy skrajnymi weztami T, oraz T. W przypadku innych uktadéw,
np. rozchodzacego si¢ T, « T, > T, zaobserwowanie srodkowego wezta
ma przeciwny efekt — oslabia wspoétzaleznos¢ miedzy skrajnymi weztami
T oraz T] [Jensen, Nielsen, 2007].

Jesli wiec poréwnamy stopien wspolzaleznosci skrajnych weztéw pod
warunkiem wezta sSrodkowego i bezwarunkowo, mozemy wykorzystac te
wiedzg¢ do wskazania ukladéw weztéw schodzacych sie. Wykorzystamy
jeszcze drugg zalezno$¢. Jesli zdecydujemy sie wprowadzi¢ uktad scho-
dzacy si¢ T, > T, < T, to termy T, i T, nie powinny by¢ warunkowo nie-
zalezne wzgledem T,. Warunek ten sprawdzany jest testem niezaleznosci
Chi Kwadrat, dla warto$ci Dep(T, T, | T,), tym razem z dwoma stopniami
swobody. Oznaczmy wynik testu przez I(T, T,| T)).
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Sprawdzamy wiec wszystkie trojki wezlow (terméw) tworzace poddrze-
waT - T -T. Jezeli Dep(T, T |@) < Dep(T, T | T) oraz —I(T, T | T), to
woéwczas kierujemy potgczenia miedzy tymi weztami T, > T, < T,

Po okresleniu wszystkich polaczen schodzacych sie, pozostale kie-
rujemy tak, aby nie powstawaly juz zadne inne nowe wezly, w ktérych
polaczenia sie schodza. W wyniku powyzszych operacji, otrzymujemy
wiec sie¢ o strukturze zblizonej jak na rysunku 2.2.11. Polaczenia mig-
dzy termami i dokumentami (na rysunku zaznaczone ciagtymi liniami)
wynikaja z zalezno$ci zwigzanej z indeksowaniem dokumentéw. Po-
faczenia miedzy termami (zaznaczone linig przerywang) tworzg poli-
-drzewo, w ktérym (jak juz nadmieniliémy) kazda para termoéw pota-
czona jest nie wiecej niz jedna $ciezky skierowang. Graf ten ma wiegc
forme szeregu struktur drzewiastych, ale polaczonych miedzy soba,
a wiec nie w formie lasu.

podsiec
termow

Rys. 2.2.11. Podstawowa struktura sieci bayesowskiej w modelu BNR

Zrédto: opracowanie wtasne na podstawie [de Campos, Fernandez-Luna, Huete, 2003].

Po zakonczeniu procesu identyfikacji strukturalnej i utworzeniu pod-
sieci termow kolejnym krokiem jest oszacowanie prawdopodobienstw
zwigzanych z polaczeniami w jej obrebie, oraz do weztéw dokumentow.
Rozpocznijmy od prawdopodobienstw w weztach stéw kluczowych.

W weztach terméw stanowigcych korzenie drzewa, niezbedne jest osza-
cowanie prawdopodobienstwa a priori ich relewancji oraz nierelewancji
(czyli, przypomnijmy, wystapienia lub nie w zapytaniu uzytkownika). Dla
danego stowa kluczowego T, prawdopodobienstwo jego relewantnosci
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przyjmujemy jako P(t) = 1/M, gdzie M jest liczbg wszystkich terméw w ko-
lekeji, za$ prawdopodobienstwo nierelewancji P(%) =1 - P(t).

Dla kazdego termu T, niebedgcego korzeniem poli-drzewa, o zbio-
rze wezléw rodzicielskich II(T), musimy oszacowa¢ zbiér prawdopo-
dobienstw warunkowych P(T, | 72(T)), czyli wartosci wezta T, dla 7(T),
wszystkich mozliwych zestawéw wartosci rodzicow wezta T.

Niech t € 7(T) bedzie dowolnym zestawem wartosci rodzicow wezta
T. Na przyklad jesli wezet T, ma trzy wezly rodzicielskie, to t moze by¢
réwne (t, 4, t,), co odpowiada wartosciom rodzicéw (relewantny, nierele-
wantny, relewantny), albo (¢, t,, ts) — (nierelewantny, nierelewantny, re-
lewantny). Dla dowolnego ukladu wartosci weztéow termow C, oznaczmy
dalej przez n(C) liczbe dokumentow, ktdére zawieraja wszystkie termy ma-
jace w C wartos¢ relewantny i nie zawieraja zadnego z termdow, majacych
w C warto$¢ nierelewantny. Wéwczas prawdopodobienstwa warunkowe
potaczen w weztach terméw T, modelu BNR, zdefiniowane s3 z wykorzy-
staniem miary podobienstwa zbioréw opartej na wspotczynniku Jackar-
da (|XNY|/ |XUY)):

({10

0@ ) n(t)—n(E 1) (2.2.63)
P(ti|t)=1—P(E|t) dla wszystkich te (T, )

Prawdopodobienstwa te obliczane sa w fazie budowy modelu i prze-
chowywane jako macierz potaczenia w wezle termu T,

Ostatnim elementem, jaki pozostal do zdefiniowania modelu, s3 prawdo-
podobienstwa warunkowe potaczen w wezlach dokumentéw. Dla kazdego
D]., zbiér weztdéw rodzicielskich I1(D), odpowiada zbiorowi wszystkich ter-
mow indeksujacych ten dokument. Liczba rodzicoéw moze wiec by¢ w tym
przypadku bardzo duza, przecietnie rzedu 200, 300 terméw. Liczba moz-
liwych zestawow ich wartosci juz ogromna: 22, 2. Bezposrednig ich re-
prezentacje w formie macierzy polaczenia nalezy uzna¢ za mato przydatng
z praktycznego punktu widzenia. Dlatego w tym przypadku prawdopodo-
bienstwa potaczen wyznaczane sa w locie, z wykorzystaniem specyficznych
funkeji prawdopodobienstwa, dla tego konkretnego przypadku. Pomijamy
tutaj ich dokladne wyprowadzenie, opiera si¢ ono na podobnej zasadzie co
przedstawione wcze$niej, dla modelu sieci wnioskujacej Turtle’a i Crofta.

Niech, analogicznie jak poprzednio, 71(D)) bedzie zbiorem wszystkich
mozliwych zestawow warto$ci rodzicow wezta Dj, za$t e 7T(Dj) dowol-
nym konkretnym zestawem. Woéwczas:
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TR, ‘ (2.2.64)
P(d_j|t)=1—P(dj|t) dla wszystkich ten(Dj)

gdzie R, jest zbiorem termdéw relewantnych w t, w, jest wagg termu w do-

kumencie, w; > 0 oraz ZWU. < 1. Generalnie wiec, im wiecej w t jest
T;eD;

termow relewantnych, tym wigksze prawdopodobienstwo relewancji do-
kumentu D.

Po zbudowaniu sieci bayesowskiej, moze ona by¢ wykorzystywana
w procesie wnioskowania. Typowe jej uzycie z punktu widzenia uzytkow-
nika, polega na zainicjowaniu tej procedury, poprzez wprowadzenie do
systemu nowych informacji, w formie zaobserwowania jako relewantnych,
weztéw termoéw odpowiadajacych zapytaniu Q. Nastepnie informacja roz-
przestrzenia sie w systemie, w koncu osiagajac wezty Dj, poprzez wyznacze-
nie P(d, | Q). Dokumenty prezentowane s3 nastepnie uzytkownikowi po-
sortowane zstepujaco wzgledem prawdopodobienstwa ich relewantnosci.

Na skutek znacznych rozmiaréw sieci, ogdlne algorytmy wnioskowa-

nia moga by¢ nieakceptowalne z powoddéw efektywnosciowych, nawet
przy niezbyt duzych kolekcjach dokumentéw. Dlatego de Campos, Fer-
nandez-Luna i Huete zaproponowali dwuetapowy, przyblizony algorytm
propagacji sygnatu w sieci [de Campos, Fernandez-Luna, Huete, 2003]:

1. Doktadna propagacja w warstwie termdw i obliczenie dla wszyst-
kich weztéow T, prawdopodobienstw ich relewantnoéci P(t, | Q).
Pamigtajac, ze informacja wprowadzana jest do sieci zawsze w for-
mie obserwacji terméw skladajacych si¢ na zapytanie, do oblicze-
nia prawdopodobienstwa a posteriori kazdego wezta termu moze
zosta¢ wykorzystany algorytm doktadnej propagacji Pearla [Pearl,
1988]. Wykonywany jest on w czasie wielomianowym.

2. Oszacowanie funkcji prawdopodobienstwa w wezlach dokumen-
téw i obliczenie dla kazdego D, prawdopodobienstwa P(d, | Q) zwy-
korzystaniem prawdopodobienstw a posteriori termow o[l)liczonych
w poprzednim etapie.

Obliczenia P(d, | Q) wykonywane sg zgodnie ze wzorem:

;

P(d[Q)=>w,P(t|Q) (2.2.65)

i=1

gdzie m, jest liczbg terméw indeksujgcych dokument D..
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De Campos, Fernandez-Luna i Huete pokazujg [de Campos, Fernan-
dez-Luna, Huete, 2003], Ze ten sposob wnioskowania daje wyniki réwno-
wazne wnioskowaniu doktadnemu w pelnej sieci.

W biezacym punkcie przedstawilismy kilka podej$¢ do wyszukiwania
informacji z wykorzystaniem sieci wnioskujacych. Skoncentrowali$my
sie¢ na podstawowym, probabilistycznym paradygmacie ich dziatania.
W literaturze przedmiotu proponuje si¢ réwniez wykorzystanie w pro-
cesach wyszukiwawczych sieci wnioskujacych opartych na innych meto-
dach propagacji przekonania. Z punktu widzenia tematyki naszej ksigzki,
szczegllnie ciekawe wydajg sie by¢ rozwigzania wykorzystujace wnio-
skowanie rozmyte i miary mozliwosci [Brini, Boughanem, Dubois, 2005;
Brini, de Campos i in., 2005; Boughanem, Brini, Dubois, 2009].

2.2.3. Metody uczenia maszynowego
w identyfikacji funkcji rankingujacej

2.2.3.1. Charakterystyka modeli uczenia sie rankingowania

W poprzednich punktach biezgcego rozdzialu koncentrowalismy sie
na wykorzystaniu w procesie wyszukiwania informacji standardowych
funkcji rankingujacych, wynikajacych z okreslonych podstaw teoretycz-
nych zwigzanych z danym modelem wyszukiwania: logiki, miar podo-
bienstwa, czy tez rachunku prawdopodobienstwa. W punkcie 2.1 przed-
stawiliSmy podstawowe podejscia do tworzenia tego rodzaju modeli
wyszukiwawczych, w punktach 2.2.1 i 2.2.2 pokazywaliSmy rozwigzania
pozwalajace na poprawe jakosci procesu wyszukiwania, przy pomocy
metod sztucznej inteligencji.

Parametry standardowych funkeji rankingujacych wykorzystywanych
w tych podejsciach, na ogoél szacowane byly w procesie uczenia niena-
dzorowanego, polegajacego na zbieraniu okreslonych statystyk zalezno-
$ci wystepowania cech dokumentoéw i zapytan (stow kluczowych) w ko-
lekeji. Jako przyktady tego rodzaju procedur uczacych wymieni¢ mozemy
tutaj ustalanie wag terméw w dokumentach w modelu wektorowym, czy
tez statystyk wspotwystepowania stéw kluczowych potrzebnych do okre-
$lenia prawdopodobienstw w modelach probabilistycznych.

Jednakze juz w punkcie 2.1.3, dotyczacym podejscia probabilistyczne-
go, pojawila si¢ sytuacja, w ktorej pewne parametry modeli wyszukiwaw-
czych wymagaly do ich oszacowania zastosowania metod uczenia nad-
zorowanego, wykorzystujacych w sposéb jawny informacje o relewancji
dokumentéw dla danego zapytania. Obecnie pdjdziemy dalej w tym
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kierunku, rezygnujac z teoretycznych funkcji rankingujacych, natomiast
identyfikujac je przy pomocy nadzorowanych metod uczenia maszyno-
wego. Podejscie to czgsto okresla si¢ mianem Uczenia si¢ Rankingowania
(LTR, ang. Learning To Rank) [Mitra, Craswell, 2017].
Funkcja rankingujaca uczona jest przy mocy zbioru treningowego, za-
zwyczaj sktadajgcego sie z zestawu zapytan treningowych. Dla kazdego
zapytania okreslony jest zbior dokumentdw, oraz zwigzane z nimi oceny
ich relewantnosci. Informacja o relewantno$ci moze mie¢ charakter bez-
posredniej opinii uzytkownika, albo zosta¢ uzyskana na podstawie osza-
cowania korzystajacego z innych danych (w $rodowisku internetowym
np. na podstawie kliknie¢). W biezacym punkcie zakladamy, ze repre-
zentacje zapytan i dokumentéw, w formie wektoréw cech, sg okreslone.
W wigkszosci wypadkow zaklada¢ bedziemy réwniez, ze uczenie od-
bywa si¢ w trybie oft-line. Na podstawie zbioru treningowego tworzony
jest model wyszukiwawczy, wykorzystywany nastepnie do tworzenia ran-
kingéw wynikowych dla nowych zapytan.
Tak jak wspomnieliSmy, uczenie funkcji rankingujacej zwigzane jest
z identyfikacja pewnego odwzorowania, z wykorzystaniem zbioru zapytan
treningowych, dla ktérych znane sg oceny relewancji dokumentéw w kolek-
cji treningowej. Mozemy mowic o trzech réznych podejsciach do tworzenia
modeli LTR, w zaleznosci od postawionych celéw uczenia [Liu, 2009, 2011]:
» Podejscie punktowe, w ktérym pary treningowe definiowane s3
przez pojedyncze dokumenty, dla poszczegdlnych zapytan: (x ,
r(d)). Z kazdym wektorem wejéciowym x_, ztozonym z polgczo-
nych cech zapytania q i dokumentu d, zwigzany jest stopien rele-
wancji tego dokumentu dla danego zapytania, 7 (d).

» Podejscie oparte na parach, w ktérym informacja dotyczaca rele-
wangji przyjmuje forme preferencji miedzy parami dokumentéw,
w odniesieniu do poszczegdlnych zapytan.

 Podejscie oparte na listach, w ktérym dla poszczegoélnych zapytan
i zbioru zwigzanych z nimi dokumentéw informacja o relewancji
ma forme rankingowanej listy tych dokumentéw.

Proces tworzenia modelu LTR wymaga dosy¢ rygorystycznego srodowi-
ska jego przygotowania oraz weryfikacji. Kwestie wiarygodnej weryfikacji
modeli wyszukiwania informacji byly przedmiotem intensywnych badan
w zasadzie niemal od poczatku prac w tym zakresie. Jak wspomnielismy
w punkcie 2.1.3, podstawowe mierniki jakosci systemu wyszukiwawczego:
dokfadnos¢ i precyzja wyszukiwania, wymagaja pomiaru wynikéw jego
dziatania w formie zbierania ocen relewancji od uzytkownikéw — procesu
nieco mgliscie okreslonego i mocno subiektywnego.
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Aby zachowac jak najwigkszy obiektywizm uzyskanej oceny oraz po-
réwnywalnos$¢ miedzy réznymi badanymi systemami wyszukiwawczymi,
wypracowano pewne standardowe podejscia, wérdd ktoérych podstawo-
wa role gra tzw. metodologia eksperymentalna Cranfield, opracowana juz
w latach 60. ubieglego wieku, przez Cyrila W. Cleverdona na Uniwersy-
tecie Cranfield [Cleverdon, 1991]. Przyjrzymy jej si¢ nieco dokltadniej,
poniewaz zdefiniowane w jej ramach reguly maja istotne znaczenie nie
tylko dla procesu testowania, ale rowniez zbierania danych na potrzeby
modeli Learning To Rank.

Zastosowanie metodologii Cranfield do testowania modelu wyszuki-
wawczego, ma postac nastepujacej procedury [Liu, 2011]:

» Nalezy zebra¢ duza liczbe (losowo wybranych) zapytan, ktére utwo-

rz3 zbidr testowy.

o Dla kazdego zapytania g:

- nalezy zebra¢ zbiér dokumentéw {d]_}, j =1, ..., m, zwigzanych
z zapytaniem,

- uzyska¢ ocene relewantnosci kazdego dokumentu na podstawie
opinii czlowieka,

- wykorzysta¢ badany model rankingujacy do utworzenia rankin-
gu dokumentdw,

- pomierzy¢ réznice miedzy wynikami rankingowania a ocenami
relewancji, korzystajac z okreslonej miary jakosci.

« Do oceny dzialania modelu rankingujacego wykorzysta¢ $rednia
warto$¢ miary jakosci dla wszystkich zapytan testowych.

W przypadku wyboru dokumentéw zwigzanych z zapytaniem, celem jest
ograniczenie liczby dokumentéw, ktére beda musialy zosta¢ ocenione przez
ludzi, poprzez odrzucenie tych, ktére z pewnoscig sa nierelewantne dla
zapytania. Mozliwe s3 tutaj rézne strategie. Na przyklad: wybierane sg
wszystkie dokumenty zawierajace stowo kluczowe sposrdd uzytych w za-
pytaniu. Inna czesto stosowana strategia polega na wykorzystaniu pew-
nego predefiniowanego, wzorcowego systemu rankingujacego, ewentu-
alnie scaleniu wynikow dziatania kilku réznych systemow tego rodzaju.

Jesli chodzi o zbieranie ocen relewancji, stosowane sa trzy strategie:

» Ocena stopnia relewantnosci. Oceniajacy ludzie okreslaja, czy doku-
ment jest relewantny dla zapytania, czy nie (ocena binarna), albo do-
kfadniej specyfikuja stopien tej relewancji (zazwyczaj w formie kliku
kategorii porzagdkowych, np. Idealny, Doskonaty, Dobry, Niezty, Zty).

o Ocena preferencji poprzez poréwnanie parami. Oceniajacy ludzie
okreslajg, czy dla danego zapytania jeden dokument jest bardziej
relewantny niz drugi.
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o Ocena pelnego uporzadkowania. Oceniajacy ludzie, dla danego
zapytania, okreslajg pelny porzadek wszystkich dokumentéw, czyli
odpowiednie ich ustawienie (permutacje¢), zgodnie z relewancja.

Reczna ocena relewancji jest zawsze procesem wymagajacym czasowo
i niemal niemozliwym jest oceni¢ wszystkie dokumenty, ktére sg rele-
wantne dla zapytania. Tak wigc, niemal zawsze mamy do czynienia z sy-
tuacja, ze model rankingujacy zwraca w rankingu dokumenty, ktére nie
zostaly ocenione przez przygotowujacych dane ludzi. Na ogét nie ocenio-
ne dokumenty przyjmuje si¢ w procesie testowania jako nierelewantne.

Kolejnym krokiem weryfikacji systemu wyszukiwawczego jest poréwna-
nie wynikéw jego dzialania z uzyskanymi ocenami relewancji, a nastgpnie
obliczenie okreslonej miary jakosci jego dziatania. Podstawowymi miernika-
mi jako$ciowymi sg oczywiscie, zdefiniowane w punkcie 2.1.3, dokladno$¢
i precyzja wyszukiwania. W systemach opartych na podejsciu LTR maja one
jednak zdecydowanie niewystarczajacy charakter i niezbedne jest siegniecie
po inne miary jakosci wyszukiwania, glebiej wchodzace w nature celow, kto-
re chcemy osiggnac w procesie uczenia tego rodzaju modeli.

Ponizej przedstawimy kilka z najwazniejszych miar oceny systemoéw
wyszukiwawczych [Liu, 2011]. Wigkszo$¢ miernikéw dzialania definio-
wana jest w odniesieniu do kazdego zapytania, jako funkcje listy rankin-
gujacej tworzonej przez model i rankingu wynikajacego z ocen relewan-
cji, a nastepnie usredniana jest po wszystkich zapytaniach. Przedstawiane
mierniki majg charakter kryteriow maksymalizowanych, bledy rankin-
gowania dla danej miary okresla sie zwykle jako 1 — warto$¢ tej miary.

Aby zilustrowa¢ omawiane miary jakosci, postuzymy si¢ pewnym przy-
ktadem. Przyjmijmy, ze dla danego zapytania q ranking stworzony przez
model wyszukiwawczy sktada si¢ z dokumentow d,, d,, d., d,, przy czym
uzyskaly one nastepujace binarne oceny relewancji r(d,) = relewantny,
r(d,) = nierelewantny, r(d,) = relewantny, r(d,) = nierelewantny.

« Srednia odwrotnosci rang, MRR (ang. Mean Reciprocal Rank).

Dla danego zapytania przez range, ranga , rozumiemy w tym przy-
padku pozycje pierwszego dokumentu relewantnego w zwrdconej przez
model liscie wynikowej. MRR jest $rednig odwrotnosci rang dla poszcze-
golnych zapytan.

1

rangaq

1
MRR=—
Q Zq: (2.2.66)

gdzie Q jest liczba zapytan w zbiorze testowym.
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Jak widzimy, w przypadku miary MRR, na jakos¢ wyszukiwania ma
wplyw tylko pozycja pierwszego relewantnego dokumentu w rankingu.
Dokumenty znajdujace si¢ ponizej pozycji ranga, s3 nieistotne.

Oczywiscie w naszym przykladzie ranga = 1, wigc dla tego jednego
pytania MRR = 1.

« Srednia Przecietna Dokladno$é, MAP (ang. Mean Average Precision).

Aby zdefiniowa¢ miar¢ MAP, okreslmy najpierw ,,Doktadno$¢ na po-
zycji k” (P@k). Zatézmy, ze dysponujemy binarnymi ocenami relewancji
dokumentdw, tj. ocena 1 jesli dokument jest relewantny, 0 w przeciwnym
wypadku. Wowczas dla listy rankingowej m, oraz listy ocen relewancji r:

27 ®) (2.2.67)

P@k(7z,r)= .

gdzie m'(t) oznacza dokument znajdujacy si¢ w rankingu wynikowym
modelu 71, na pozycji t. Wartos$¢ r(m ~'(t)) oznacza przypisang temu doku-
mentowi ocene relewancji (0 lub 1).

Przecietna doktadno$¢ dla listy rankingowej 7, oraz listy ocen relewancji
r, otrzymanych dla danego zapytania g, okreslona jest wowczas nastepujaco:

AP(7,r)= 2 Pakr(z (k) (2.2.68)

my

gdzie m jest liczbg dokumentéw zwigzanych z zapytaniem g, za$ m, jest
liczbg dokumentéw ocenionych na 1 (jako relewantne).

Srednia przecietna dokladnos¢ MAP, réwna jest sredniej z AP, dla
wszystkich zapytan.

Dla naszego przyktadu widzimy, ze poniewaz pierwszy dokument
jest relewantny, wigc P@1 = 1. Drugi dokument jest nierelewantny, wiec
P@2 = (140)/2 = 1/2. Trzeci dokument jest ponownie relewantny,
wiec P@3 = (1+0+1)/3 = 2/3.1, analogicznie P@4 = (1+0+1+0)/4 = 1/2. Prze-
cietna dokladno$¢ dla zapytania jest wiec réowna AP = (1 + 2/3)/2 = 5/6.

o Zdyskontowany Skumulowany Zysk, DCG (ang. Discounted
Cumulative Gain)

Jest to miara oceny jako$ci wyszukiwania, ktéra wykorzystuje wazo-

ne oceny relewantnosci dokumentéw, wyrazone w formie wielu kategorii
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porzadkowych. Waga ma za zadanie dyskontowac coraz dalsza pozycje
dokumentéw w rankingu.

Niech 7 bedzie listg rankingowa dla zapytania g, za$ r lista ocen re-
lewancji dokumentéw. Wéwczas miara DCG dla pozycji k w rankingu,
zdefiniowana jest nastepujgco:

DCGk(n,r)=iG(r(n*( j))( j) (2.2.69)

j=1

gdzie G(-) jest zyskiem-ocena dokumentu (zazwyczaj przyjmuje si¢ G(z)
= (27 - 1), gdzie z jest numerem kategorii relewancji liczconym od 0), za$
1(j) jest wspotczynnikiem dyskontujacym pozycje (zazwyczaj przyjmuje
sie 7(j) = 1/log,(j+1)).

Dla naszego przyktadu, mamy wiec:
DCG,=(2"'-1)/log2 =1

1

DCG, = (2' - 1)/log,2 + (2° - 1)/log3=1+0=1

2

DCG, = (2" - 1)/log,2 + (2° - 1)/log,3 + (2' - 1)/log4=1+1/2=1,5

DCG, = (2' - 1)/log,2 + (2° - 1)/log,3 + (2" - 1)/log,4 + (2° - 1)/log,5 =
1+1/2=1,5

o Znormalizowany Zdyskontowany Skumulowany Zysk, NDCG
(ang. Normalized Discounted Cumulative Gain)

Aby znormalizowa¢ wspotczynnik DCG,, i obliczy¢ NDCG,, musimy
wyznaczy¢ warto$¢ IDCG,, czyli tzw. idealny wspotczynnik DCG, albo
inaczej wspolczynnik DCG dla idealnego rankingu. W idealnym rankin-
gu najbardziej relewantne dokumenty powinny znajdowac si¢ jak najbli-
zej poczatku rankingu. W celu jego otrzymania, powinnis$my wigc upo-
rzagdkowac wszystkie dokumenty z rankingu, az do pozycji k, zstepujaco
wedtug ich ocen relewancji.

Zauwazmy, ze DCG otrzymane dla rankingu idealnego mialoby mak-
symalna mozliwg warto$¢ tego wspdtczynnika dla wyszukanych k doku-
ment6w, ktorg oznaczymy wiasnie przez IDCG,. Ponadto jesli w na kon-
cu rankingu idealnego wystepuja dokumenty nierelewantne (z oceng 0)
to w obliczeniach IDCG mozemy je pomina¢, poniewaz nie wplywaja na
warto$¢ wspolczynnika.

Wspotczynnik NDCG,, mozemy wyznaczy¢ zgodnie z formutg.

DCG(7,r)

NDCG (7,r)= IDCG, (7,7)
k ’

(2.2.70)
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Oczywiscie, NDCG, przyjmuje wartosci od 0 do 1. Jesli do oblicze-
nia NDCG wykorzystamy wszystkie ocenione dokumenty (czyli m), to
otrzymamy NDCG , czyli w skrécie NDCG.

Dla naszego przykladu ranking dla k = 4 (czyli dla m) miatby wiec
postac: ds, ds, ds, dg, z ocenami relewancji r(dg) = relewantny, r(ds) = rele-
wantny, r(d,) = nierelewantny, r(d,) = nierelewantny. Dwa ostatnie doku-
menty mozemy wiec poming¢. Otrzymujemy zatem:

IDCG = (2' - 1)/log,2 + (2' - 1)/log,3 = 1+ 1/1,58 = 1 + 0,63 = 1,63.
NDCG = 1,5/1,63 = 0,92

 Korelacja rang, RC (ang. Rank Correlation)

Korelacja miedzy lista rankingowa sporzadzong przez model ()
i oceny relewancji (). Na przyktad, kiedy zostanie uzyty wspélczynnik
7 Kendalla, korelacja rang mierzy wazong niezgodnos$¢ parami miedzy
obiema listami:

D WU (OO CIORAD)
T\ 7,7, )= ZZKVWW

(2.2.71)

gdzie w jest waga, m(u) jest pozycjg w rankingu 7 dokumentu d,.

Zauwazmy, ze powyzszy wspOlczynnik zdefiniowany jest jednoznacz-
nie przy zalozeniu, Ze oceny relewancji okreslone sa w formie pelnego
uporzadkowania 7. Kiedy oceny majg inng forme, stopni relewancji, czy
tez ocen parami, moze istnie¢ wiele rankingéw, zgodnych z tymi ocena-
mi. Na przyklad, w tym pierwszym przypadku, dla dokumentéw o tej
samej ocenie relewancji kazde ich ustawienie jest réwnie poprawne.

W takiej sytuacji mozemy zdefiniowa¢ wspotczynnik t Kendalla jako:

i (7,02)= max te(7,7,) (2.2.72)

gdzie Q _jest zbiorem dopuszczalnych rankingéw relewancji.

Podsumowujac wlasciwosci przedstawionych miar oceny jakosci wy-
szukiwania, trzeba zauwazy¢, ze wszystkie one obliczane s3 na poziomie
zapytania i w dalszej kolejnosci usredniane dla calego zbioru zapytan.
Moze to czasami powodowa¢ pewne problemy w sytuacji, gdy istniejace
w kolekeji zbiory dokumentéw relewantnych sa slabiej powigzane z nie-
ktérymi zapytaniami. Ich udzial w $redniej jest taki sam, jak w innych
przypadkach.
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Ponadto miary te zalezne sg od pozycji dokumentéw w rankingu. Przy
matych zmianach wartosci funkeji rankingujacej dokumentu jego pozycja
w rankingu bedzie pozostawala stala, a dopiero po osiggnieciu pewnego
poziomu wynik dokumentu przeskakiwa¢ bedzie wynik innych. Zmia-
ny pozycji w rankingu, a co za tym idzie zmiany warto$ci miar oceny
systemu, majg wigc charakter nieciaggly i nier6zniczkowalny wzgledem
warto$ci funkeji rankingujacej i w konsekwencji wzgledem jej para-
metréw.

Patrzagc z punktu widzenia modeli LTR, bezpo$rednie zastosowanie
miar oceny systemu wyszukiwawczego do uczenia funkcji rankingujacej
jest wiec raczej problematyczne. Zamiast nich, w procesie uczenia, nie-
zbedne jest zastosowanie innych funkcji celu, dajacych wyniki zgodne
z przedstawionymi wyzej miarami testowymi. W dalszej czesci biezacego
podrozdziatu przyjrzymy sie blizej niektérym rozwigzaniom wykorzy-
stywanym w modelach uczenia funkcji rankingujacej, z trzech wymie-
nionych wcze$niej grup: podejscie punktowe, oparte na parach oraz na
listach.

2.2.3.2. Podejscie punktowe
W podejsciu punktowym, rankingowanie odbywa si¢ na poziomie doku-
mentu, podobnie jak w tradycyjnych, omawianych w poprzednich pod-
rozdziatach, systemach wyszukiwawczych. Tak wigc, ranking wynikowy
dla zapytania, tworzony jest na podstawie oceny dopasowania do niego
kazdego dokumentu w kolekgji.

Przestrzen wejsciowa modelu skfada si¢ z wielowymiarowych wek-
torow, ztozonych z polaczonych cech zapytania i dokumentu. Wyjsciem
modelu jest stopien relewancji dokumentu dla zapytania lub wartosci
pewnej miary, ktdra jest do niego proporcjonalna.

Zasady tworzenia zbioru treningowego dla punktowych systemow
LTR, nie réznig si¢ specjalnie od wymienianych w poprzednim punkcie,
dla zbioréw testowych. Tworzony jest pewien zbior zapytan treningo-
wych. Dla kazdego zapytania treningowego g okreslany jest zestaw do-
kumentéw treningowych, dla ktérych pozyskiwane sg oceny relewancji.
Pary treningowe (x , 7 (d)) tworzone sg przez wzorzec wejsciowy cech
kazdego zapytania q i dokumentu d, x_, oraz odpowiadajacg temu doku-
mentowi oceng relewancji dla zapytania r,(d).

Mozliwe sg przy tym trzy sytuacje [Liu, 2011]:

« Ocena relewancji 7 (d) moze by¢ bezpodrednio pozyskiwana od

czlowieka, jako stopien relewancji (binarny, w formie kategorii po-
rzagdkowych lub rzeczywisty, czyli warto$¢ z przedziatu [0, 1]).
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o Jesli ocena relewancji dokonywana jest jako preferencja w parach
r(d, d), mozna na jej podstawie wyznaczy¢ stopien relewancji doku-
mentu, obliczajac czgstos¢ jego zwyciestw nad innymi dokumentami.

+ Jesli ocena relewancji ma forme pelnej uporzadkowanej listy 7z, mo-
zemy wyznaczy¢ stopien relewancji dokumentu wykorzystujgc funk-
cje przeliczajaca. Na przyklad, jako stopien relewancji dokumentu
moze zosta¢ wykorzystana jego wzgledna pozycja w rankingu.

Podejscie punktowe ma wiec charakter predykcyjny. Na podstawie

zbioru par treningowych T ={(x_, rq(d))} staramy si¢ zbudowa¢ pewne
odwzorowanie f, stuzace do predqykcji stopnia relewancji nowego doku-
mentu dla nowego zapytania. Zadanie LTR, uczenia si¢ rankingowania,
polega wigc w tym przypadku na optymalizacji problemu [Onal, Zhang
iin., 2018]:

argmin = Y L((f (x0) 1, (d))) (22.73)

feF (xga 1y (d))eT

gdzie F jest zbiorem rozwazanych funkcji, za$ L(-) funkcja kosztu lub
bledu miedzy rzeczywistg wartoscig stopnia relewancji dokumentu d dla
zapytania g a jej predykcja otrzymang przy uzyciu funkeji f.

Procedura szukania odwzorowania f polega na ogo6l na estymacji pa-
rametrycznej, czyli znalezieniu zestawu jego parametréw minimalizuja-
cego funkcje kosztu (2.2.73). Forma i stopien zlozonos$ci odwzorowania
okreslany jest przez przyjety zbiér F i moze si¢ zmienia¢ od prostych
funkcji liniowych, poprzez warstwowe jednokierunkowe sieci neuro-
nowe, az do rozbudowanych architektur deep-learningu. W zaleznosci
od formy ocen relewancji (wartosci rzeczywiste, binarne lub w formie
kategorii porzadkowych) oraz przyjetej metody modelowania, mozemy
mowic tu o trzech rodzajach podejsé: regresyjnym, klasyfikacyjnym oraz
opartym na regresji porzadkowej (w ktorej wartosci zmiennej zaleznej
mierzone s3 w skali porzadkowej).

W podejsciu opartym na regresji zakladamy, ze oceny relewancji przypi-
sane dokumentéw w odniesieniu do zapytan majg charakter ciggtych warto-
$ci liczbowych z przedziatu [0, 1], gdzie 0 oznacza dokument nierelewantny,
1 za$ relewantny. Funkcja kosztu ma charakter funkcji kwadratowej:

L( (20 ) (@) =(r, ()= £ (x)) (2.2.74)

Co oznacza, ze poszukujemy odwzorowania rankingujacego f metoda
najmniejszych kwadratow.
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Modele regresyjne nalezaty do najwczesniejszych zastosowan LTR. Jedna
z pierwszych prac z tego zakresu w dziedzinie wyszukiwania informacji, byly
badania Fuhra, zwigzane z wykorzystaniem modeli regresji wielomianowej
[Fuhr, 1989]. Dokladna analize¢ wykorzystania kwadratowej funkgji kosztu
do budowy rankingu relewancji przeprowadzili Cossock, Zhang [Cossock,
Zhang, 2006]. Badali oni teoretyczne wilasciwosci metody najmniejszych
kwadratéw dla liniowych wazonych modeli regresji, w kontekscie przedsta-
wionych w poprzednim podpunkcie miar oceny jakosci rankingu. W pracy
udowodniono, ze kwadratowa funkcja kosztu naktada gérne ograniczenie na
blad rankingowania, oparty na NDCG. Oznacza to, ze jesli bfad kwadratowy
modelu dazy do zera, to réwniez blad NDCG rankingdw tworzonych z wy-
korzystaniem funkgji f dazy do zera. Kwadratowa funkcja celu uczenia mo-
delu daje wiec wyniki zgodne z NDCG [Cossock, Zhang, 2006; Liu, 2011].

Nalezy jednak by¢ swiadomym, ze stosowanie kwadratowej funkeji
celu uczenia modelu LTR, moze powodowa¢ pojawienie sie pewnych
probleméw. Na przyklad, zwigzanych z jej symetrycznym charakterem.
W parach treningowych wystepowac bedzie wiele dokumentow rele-
wantnych dla zapytania, dla ktérych rq(d) = 1. Zupelnie btedna ocena ta-
kiego dokumentu przez system, jako nierelewantny, czyli f(x ) = 0, daje
w wyniku btad kwadratowy o wartosci 1. Problem polega na tym, ze oce-
na dokumentu przez system f(x_)) = 2, rowniez daje w wyniku bigd kwa-
dratowy o wartosci 1, mimo Ze z punktu widzenia celu naszego uczenia
jest ona moze raczej ,,hiperpoprawna” niz biedna.

Poprzedni problem, mozna oczywiscie rozwigzac stosujac posta¢ funk-
cjonalng modelu, ktéra daje znormalizowane wartosci wyjsciowe z prze-
dzialu od 0 do 1, przyklad ten jednak powinien nam uswiadomi¢ pewna
wazng kwestie, zwiazang nie tylko z kwadratowg funkcja kosztu modelu,
ale generalnie z podej$ciem punktowym do LTR. Otéz funkcja kwadra-
towa tylko w pewnym przyblizeniu jest zgodna z celami uczenia modelu
LTR. Celem metody najmniejszych kwadratéw jest minimalizacja bledu
oceny dokumentu, celem uczenia modelu LTR jest uzyskanie jak najlepsze-
go rankingu dokument6éw. Brzmi to nieco paradoksalnie, ale w pewnych
przypadkach metoda regresji moze by¢ za dokladna. Latwo wyobrazi¢ so-
bie sytuacje w ktdrych dalsze poprawianie doktadnos$ci oceny dokumen-
tu nie wnosi kompletnie nic do jakos$ci rankingu, poniewaz nie powoduje
przestawien w nim dokumentéw. I z drugiej strony, w wielu przypadkach
nawet przy dosy¢ duzym poziomie bledu kwadratowego oceny dokumen-
tu przez model, ranking moze by¢ optymalny, poniewaz wzgledne pozycje
dokumentéw w liscie, otrzymane na podstawie tej oceny, dokladnie odpo-
wiadajg pozycjom wynikajacym z treningowych ocen relewancji.
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Podsumowujac nasze rozwazania, kwadratowa funkcja kosztu ucze-
nia modelu pozwala na realizacj¢ celow LTR i uzyskiwanie modeli ran-
kingujacych o wysokiej jakosci w sensie miary NDCG. Koszt kwadra-
towy stanowi bowiem ograniczenie z gory na btad oparty na tej mierze
i jego redukcja powoduje zwigkszanie optymalnosci rankingu. W wielu
zadaniach jednak stosowanie modeli regresji niekoniecznie musi by¢
najlepszym rozwigzaniem. Blad kwadratowy oceny dokumentéw moze
bowiem dawac dosy¢ luzne ograniczenie na blad rankingu oparty na
mierze NDCG. Tak jak powiedzieli$my, problem ten ma bardziej gene-
ralny charakter i dotyczy w zasadzie ogdlnie rozwigzan LTR wykorzystu-
jacych podejscie punktowe, w ktorym oceniamy relewancje dokumentu
wzgledem zapytania, w pewnym oderwaniu od tworzonego dalej rankin-
gu wynikowego.

W przypadku gdy oceny relewancji dokumentéw majg charakter ka-
tegorii jako$ciowych, zagadnienie uczenia si¢ funkcji oceny dokumentu
przyjmuje charakter zadania klasyfikacji. Przyjrzymy sie wiec obecnie
wykorzystaniu w procesie rankingowania kilku metod uczenia maszyno-
wego, nalezacych do tej kategorii.

Rozpoczniemy od wykorzystania w zagadnieniu LTR binarnych ocen
relewancji, czyli klasyfikacji dokumentéw na dwie kategorie: relewantny
w odniesieniu do zapytania i nierelewantny. Istnieje oczywiscie szereg
klasyfikatorow nalezacych do tej grupy, z ktérych mozemy skorzystac
w zadaniu uczenia funkcji rankingujacej. Jedna z tradycyjnych metod
tworzenia klasyfikatoréw binarnych jest regresja logistyczna.

Podstawowa forma zastosowania tej metody do identyfikacji funkgji ran-
kingujacej polega na wykorzystaniu zbioru par treningowych T={(x_, . (d))},
do bezposredniego dopasowania zaleznosci logistycznej [Ailon, 2009]. Po-
dobnie jak poprzednio x , jest wzorcem cech pozyskanych z danego doku-
mentu d i zapytania g, za$ 7, (d) binarng oceng relewancji tego dokumentu dla
tego zapytania (r (d) = 1 jeli jest on relewantny, 7 (d) = 0 jedli nierelewantny).
Biorac pod uwage cele uczenia i wlasciwosci funkcji logistycznej, mozemy
przyjac, ze w ten sposdb modelujemy prawdopodobienstwo relewancji do-
kumentu, przy danej reprezentacji dokumentu i zapytania:

1
P(Rlqu)_l+e_ (Wo“’zw.‘qu(f)) (2275)

W celu oszacowania parametréw regresji w, w,, ..., W, gdzie p jest
liczbg cech wejsciowych (wymiarem wektora x ), mozemy zlinearyzo-
waé model (2.2.75):

Rozszerzenia modeli rankingujacych z wykorzystaniem metod inteligentnych 145



P(R|x,, )(1+e’w"’z’”"‘*’("))=1
P(R|qu)e_w°_zw‘qu(i) =1-P(R|x,,)

P (R|qu) :ew0+Zwiqu(i)
1—P(R|qu)

P(R|x,)

In 1—P(R|qu) =w0+2wiqu(i) (2.2.76)

Parametry modelu (2.2.76) mozna juz oczywiscie tatwo wyznaczy¢ linio-
wa metoda najmniejszych kwadratow, korzystajac ze zbioru treningowe-
go T ={(x , r(d))}. Zwroémy uwage, ze wielkod¢ wystepujgca po lewe;
stronie zaleznosci (2.2.76) to logarytm szansy relewancji dokumentu
przy danym wzorcu cech jego oraz zapytania, In S(R | X )-

Dla nowego zapytania, nie wystepujacego w zbiorze treningowym
T, jesli bedziemy chcieli zbudowaé ranking dokumentdéw, to: korzysta-
jac z oszacowanych wczesniej parametréw w, w,, ..., w,, przy pomocy
zaleznosci (2.2.76) obliczamy logarytm szansy relewancji dokumentéw
In S(R | X, > a nastepnie na podstawie (2.2.75), wyznaczamy prawdopo-
dobienstwo relewancji P(R | x_,). Funkcja oceny dokument6w, stanowig-
ca podstawe tworzenia rankingu, moze takze bezposrednio opierac si¢ na
logarytmie szansy relewantnosci, In S(R | X ,)- Szansa jest proporcjonalna
do prawdopodobienstwa P(R | X ;) i pozycje dokumentéw w rankingach
korzystajacych z obydwu tych miar s3 takie same.

Nieco odmienne podejscie do zastosowania regresji logistycznej
w procesie uczenia funkeji rankingujacej zaproponowali Cooper i Gey
[Cooper, Gey, Dabney, 1992; Gey, 1994]. Na podstawie ocen relewancji
dokumentéw dla zbioru zapytan treningowych sporzadzili zbidr trenin-
gowy do uczenia relewancji na poziomie poszczegolnych termdéw w ko-
lekeji. To jest, dla kazdego zapytania g, dokumentu d oraz termu ¢, pozy-
skiwany byl wzorzec cech wejsciowych x , ktéremu w parze treningowej
przypisywana byla relewancja dokumentu dla zapytania r (d). Jako cechy
wejsciowe X _,, wykorzystywane byly takie statystyki jak logarytm liczby
wystapien termu ¢ w dokumencie d, liczby jego wystapien w zapytaniu
g, logarytm idf, czyli odwrotnosci liczby dokumentéw w ktérych term ¢
wystepuje w kolekcji, dtugos¢ opisu zapytania, dtugos¢ opisu dokumentu
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itp. Liczba i szczegdtowy zestaw zmiennych (cech) wejsciowych zalezny
byt od konkretnej kolekeji dla ktérej tworzono model.

Nastepnie korzystajac ze zbioru treningowego T ={(xq » rq(d))}, szaco-
wano parametry modelu regresji logistycznej dla szansy relewancji doku-
mentu przy danym zapytaniu, dokumencie i termie.

lnS(R|qut )zwo + WX (1)+.. AW, Xy, (p) (2.2.77)

Dla nowego zapytania i dokumentu, przy pomocy modelu (2.2.77) wy-
znaczano In S(R | X ;) dla wszystkich terméw wystepujacych w zapytaniu,
a nastepnie scalano je w In S(R | X ,), korzystajgc ze wzoru:

In§(R|x,, )= (InS(R|x,, )~ InS(R)) (2.2.78)

teq

Wartos$¢ In S(R) jest stala, obliczang dla danej kolekcji.

Jako funkcje rankingujaca wykorzystywano P(R | X, )> obliczane na
podstawie In S(R | X,,) przy pomocy zaleznodci (2.2.75).

Regresja logistyczna jest przykladem tradycyjnej metody klasyfika-
cyjnej opartej na metodzie najmniejszych kwadratow. Czesto stosowa-
nym w zadaniu uczenia funkeji rankingujacej klasyfikatorem, opartym
na nieco odmiennej zasadzie, s3 maszyny wektoréw wspierajacych, SVM
(ang. Support Vector Machines). Przyklad wykorzystania SVM do binar-
nej klasyfikacji relewancji dokumentéw przedstawia Nallapati [Nallapati,
2004; Liu, 2011].

W swej podstawowej formie, maszyny wektoréw wspierajacych sg kla-
syfikatorami liniowymi, tzn. funkcja dyskryminacyjna modelu ma cha-
rakter liniowy:

g(R|qut)=w1qu (1)+...+wpqu (p)szqu (2.2.79)

Klasyfikacja nowych wzorcéw odbywa si¢ zgodnie z zasada: jezeli dla
nowego zapytania q i dokumentu d, warto$¢ funkcji dyskryminacyjnej
8(R[x ) >0, to przyjmujemy ze dokument ten jest relewantny dla zapyta-
nia, w przypadku gdy g(R | X ,) <0, przyjmujemy Ze jest on nierelewantny.

Jesli spojrzymy na réwnania (2.2.79) oraz (2.2.76), to latwo zauwazy¢,
ze zasadniczo pod wzgledem funkcji modelu klasyfikator SVM nie rézni
sie specjalnie od przedstawionego wyzej podejscia opartego na regresji
logistycznej. Rdznica polega na sposobie zdefiniowania hiperptaszczyzny
dyskryminacyjnej dla obu modeli, ktéra w przypadku SVM posiada lep-

sze wladciwosci.

Rozszerzenia modeli rankingujacych z wykorzystaniem metod inteligentnych 147



Zauwazmy bowiem, Ze rownanie liniowe g(R | X ;) = 0 definiuje pewna
hiperptaszczyzne w przestrzeni wejs¢ x_, rozdzielajacg pozytywne (rele-
wantne) i negatywne (nierelewantne) przyklady w zbiorze treningowym.
W przestrzeniach o duzych wymiarach (a taka zwykle jest przestrzen cech
zapytan i dokumentdw), przy skonczonej liczbie przykladéw w zbiorze
treningowym, istnie¢ moze wiele réznych hiperptaszczyzn spelniajacych
warunek separacji obu podzbioréw.

W przypadku regresji logistycznej parametry w,, ..., w, funkcji mode-
lu (gdzie p jest liczbg cech dokumentéw/zapytan, wymiarem przestrzeni
wejsciowej), dobierane sa tak, by hiperplaszczyzna rozdzielajaca mini-
malizowala blad oceny szansy relewancji dokumentu dla zapytania. Roz-
wigzaniem bedg parametry definiujace jedna z hiperptaszczyzn rozdzie-
lajacych dokumenty relewantne od nierelewantnych. Dla SVM warunek
wyboru plaszczyzny dyskryminacyjnej jest silniejszy. Otoz naszym celem
jest znalezienie plaszczyzny rozdzielajacej, maksymalizujacej margines
klasyfikacji (czyli jak najbardziej odleglej zar6wno od zbioru relewant-
nych przykladéw treningowych, jak i od zbioru nierelewantnych).

Przyjmijmy wobec tego, jak wczesniej, ze dysponujemy zbiorem przy-
ktadéw treningowych T = {(x , 7 (d))}, gdzie X , jest p-wymiarowym
wzorcem cech dokumentu d i zapytania g, za$ r,(d) jest oceng jego re-
lewangji (tzn. rq(d) =1 dla przykladéw relewantnych, rq(d) = 0 dla nie-
relewantnych). Aby osiagna¢ efekt maksymalizacji marginesu klasyfika-
cji, obok parametréw funkcji modelu w,, ..., w kazdemu przykladowi
treningowemu (x_, r.(d)) przyporzadkowujemy dodatkowy parametr fq y
(jest to wlasnie ten wystepujacy w nazwie typu modelu wektor wspieraja-
cy). Bedziemy przy tym chcieli, aby dla modelu spetnione byly warunki:

o Parametry fq , mialy warto$ci nieujemne:

qu >0 (2.2.80)

« Dla treningowych przykladéw pozytywnych, dla ktérych r (d) = 1,
wartos¢ funkcji modelu (2.2.79) byla nie tylko dodatnia, ale nie spa-

dala ponizej poziomu 1 - ¢ , tzn.:

wix, 21-&, (2.2.81)

« Dla treningowych przyktadéw negatywnych, dla ktérych 7 (d) = 0,
wartos¢ funkcji modelu (2.2.79) byla nie tylko ujemna, ale nie wigk-
szaniz -1 + Eqd:

WTqu <-1+&, (2.2.82)
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Bedziemy chcieli znalez¢ takie parametry w = (wl, ..., w) oraz & »
aby wartosci funkcji modelu byly jak najbardziej ,,rozpychane” do 1 dla
przyktadéw relewantnych oraz do -1 dla przyktadéw nierelewantnych.
W tym celu wartosci ¢ , muszg by¢ jak najmniejsze. Ponadto margines
klasyfikacji (miedzy -1 a 1) wynosi 2, co w przestrzeni wejsciowej odpo-
wiada marginesowi cech dokumentéw/zapytan, réwnemu 2/||w||. Dlate-
go bedziemy réwniez minimalizowa¢ ||w]|, co skutkuje maksymalizacja
marginesu. Aby okresli¢ wartos$ci parametréw, musimy wiec znalez¢ mi-
nimum nastepujacej funkcji:

11
argmm[zw2+/1 Z équ} (2.2.83)

(qu,rq(d))eT

Znalezienie parametrow w = (w,, ..., w ) oraz Eq » Wymaga wiec roz-
wigzania problemu optymalizacyjnego, z ffmkcjat celu (2.2.83) i ograni-
czeniami (2.2.80) do (2.2.82).

Przejdzmy do sytuacji, gdy oceny dokumentéw definiowane sa w for-
mie kilku kategorii porzadkowych, stopniujacych poziom ich relewan-
cji dla zapytania (takich jak np. Idealny, Doskonaty, Dobry, Niezly, Z1y).
W tym przypadku w zadaniu LTR musimy skorzysta¢ z klasyfikatora wie-
loklasowego, w ktérym kategorie wyjsciowe odpowiada¢ poszczegdlnym
poziomom oceny stopnia relewancji.

Zaktadamy wigc, ze Klasyfikator dla danego wzorca wejsciowego X,
cech dokumentu d i zapytania q ma za zadanie przypisa¢ mu numer od-
powiedniej kategorii stopnia relewancji ze zbioru {1, 2, ..., K}. W na-
szym przykladzie K = 5, i kategoria numer 1 odpowiada poziomowi Ide-
alny, kategoria numer 2, poziomowi Doskonaty, numer 3 - Dobry itd.
Otrzymane wyniki klasyfikacji wykorzystywane sa do budowy rankingu
dokumentéw dla zapytania: dokumenty zakwalifikowane do kategorii
0 umieszczane s3 na poczatku rankingu, nastepnie te nalezace do katego-
rii 1, 2 itd. Kolejnos$¢ uporzadkowania dokumentéw w obrebie kategorii
jest dowolna.

Podobnie jak w przypadku regresji, mozna wskaza¢ [Li, Burges, Wu,
2008; Mitra, Craswell, 2017, 2018; Zhang, Rahman i in., 2017] na pewna
niezgodnos¢ celéw uczenia stosowanych przy tworzeniu klasyfikatoréw
z potrzebami rankingowania dokumentéw. Celem uczenia klasyfikato-
réw jest uzyskanie jak najdokladniejszej predykcji kategorii wyjsciowej
dla danego wzorca danych wejsciowych.

Blad klasyfikacji, w sensie liczby blednie sklasyfikowanych wzor-
cOw, jest oczywiscie zgodny z miarami bledu rankingowania, opartymi
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na NDCG, poniewaz doskonale dokladna klasyfikacja daje w wyniku
idealnie dokladny raport. Natomiast tatwo poda¢ przyklady sytuaciji,
w ktérych nawet duzy btad klasyfikacji moze da¢ w wyniku doskona-
le idealny raport. Na przykiad, jedli dla danej kolekcji dokumentow
wszystkie predykcje kategorii relewancji beda konsekwentnie przesu-
niete o jedna pozycje, to biad klasyfikacji bedzie réwny 100%, a utwo-
rzony na jej podstawie ranking bedzie doskonale poprawny [Li, Burges,
Wu, 2008].

Li, Burges, Wu [Li, Burges, Wu, 2008; Liu, 2011] przedstawili sposéb
interpretacji wyjscia klasyfikatora wieloklasowego, tak by wyniki jego
dzialania byty lepiej dostosowane do potrzeb rankingowania dokumen-
tow, oparty na oszacowaniu wartosci oczekiwanej stopnia relewancji do-
kumentu dla zapytania.

Przyjmijmy jak poprzednio, ze klasyfikator tworzony jest na podstawie
zbioru treningowego T :{(xq » rq(d))}, gdzie X, jest wzorcem cech doku-
mentu d i zapytania g, r (d) oceng relewancji tego dokumentu dla zapy-
tania, przy czym 7 (d) € {1, ..., K}, czyli jest jedng z kategorii porzadko-
wych stopnia relewancji dokumentu d dla zapytania g. Sam klasyfikator
ma posta¢ odwzorowania f(xq » W), gdzie w jest zestawem parametrow,
szacowanych w procesie uczenia.

Blad klasyfikacji, w sensie liczby blednych klasyfikacji, mozemy wow-
czas zapisac:

2 Liemm (2.2.84)

(qu "y (d))eT

gdzie funkcja I jest réwna 1 gdy f(x_, w) # 7,(d), 0 w przeciwnym przy-
padku.

W praktyce blad (2.2.84) jest raczej stosowany do oceny modelu, zas
do jego uczenia wykorzystuje si¢ ktoras z zastepczych funkcji celu, oparta
na koszcie kwadratowym, wykladniczym lub innym. Li, Burges i Wu pro-
ponuja uzycie jako funkeji bledu jednej z czgsto stosowanych w zagadnie-
niach klasyfikacji tekstow funkcji kosztu, opartej na entropii wzglednej
[Li, Burges, 2008; Mitra, Craswell, 2018; Zhang, Rahman i in., 2017]:

K

Z Z—logP(f(qu,W)Ik)qu(d):k (2.2.85)

(qu "y (d))eT k=1

gdzie P(f(xq » W) = k) oznacza prawdopodobienstwo wskazania przez kla-
syfikator kategorii wyjsciowej k, przy danym wzorcu wejéciowym x_.
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Oznaczmy teraz przez f,(x_, w) wyjécie modelu klasyfikacyjnego, od-
powiadajace k-tej kategorii. Moze to by¢ na przyktad wartos¢ funkeji
dyskryminacyjnej modelu zwigzanej z ta kategorig albo warto$¢ neuronu
wyjsciowego warstwowej sieci neuronowej, odpowiadajaca tej kategorii.
Na podstawie wszystkich wartosci wyjsciowych klasyfikatora prawdo-
podobienstwo P(f(x_, w) = k) mozemy oszacowa¢, korzystajac z funkeji
softmax:

fe (qu,w)
p(f (qu;W):k):W (2.2.86)

s=0

Podczas tworzenia rankingu dla nowego zapytania i dokumentu, wyj-
$cia klasyfikatora przeksztalcane s na wartosci funkcji rankingujacej
przy pomocy nastepujacej zalezno$ci wyznaczajacej warto$¢ oczekiwang
poziomu relewancji dokumentu dla zapytania:

rank(qu)=ig(k)P(f(qu,w)=k) (2.2.87)

gdzie g(-) jest dowolng monotoniczng (rosnaca) funkcja, przyporzadko-
wujacg wartosci liczbowe kategoriom porzadkowym stopnia relewancji.
Jesli stopien relewancji dokumentu wzrasta liniowo wraz w wyborem
kolejnych kategorii porzadkowych wykorzystywanych do jego oceny, na
ogot przyjmuje si¢ g(k) =k - 1.

Metody klasyfikacyjne nie biorg pod uwage porzadkowego charakteru
kategorii ocen relewancji. Zakladaja one po prostu, ze wyj$ciem modelu
jest pewna wybrana kategoria poziomu relewancji, do ktdrej kwalifiku-
jemy wzorzec wejsciowy danego dokumentu dla konkretnego zapytania.
W stosowanych do tworzenia klasyfikatoréw metodach nie ma znacze-
nia, czy klasy wyjsciowe maja charakter porzagdkowy czy nominalny.

Powstaje wiec pytanie, czy w jaki§ sposob nie mozemy wykorzystaé
informacji o relacji porzadku, wystepujacej w ocenach relewancji. Pro-
wadzi nas to do trzeciej z typowych grup metod wykorzystywanych do
tworzenia modeli LTR przy punktowych ocenach relewancji.

Jedna z bardziej znanych metod nalezacych do tej grupy, jest algorytm
PRank, wykorzystujacy liniowy model regresji porzadkowej, uczony przy
pomocy reguly perceptronowej delta, zaproponowany przez Crammera
i Singera [Crammer, Singer, 2002; Harrington, 2003; Liu, 2011].

Przyjmijmy ponownie, ze do budowy modelu wykorzystujemy zbior
par treningowych T ={(xq » rq(d))}, gdzie X, jest wzorcem cech dokumentu
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d i zapytania g, r (d) € {1, ..., K}, oceng relewancji tego dokumentu dla
zapytania, w formie kategorii porzadkowych stopnia relewancji. Ponie-
waz kategorie te maja charakter porzadkowy, mozemy je reprezento-
waé w rzeczywistej przestrzeni ciagtej oceny relewancji, jako pewien jej
podzial na podprzedzialy, odpowiadajace poszczegdlnym kategoriom.
Przyjmijmy, ze r-tg klase¢ relewancji reprezentuje przedziat [b_, b ], za$
caly podzial przestrzeni okreslony jest przez K elementowy zbior warto-
$ci progowych krancéw przedzialow b, < ... <b, < b, = oo,

Dla kazdego nowego wzorca cech dokumentu i zapytania x, wyznacza-
na jest wartos¢ liniowej funkcji oceny w'x (wektor w jest wektorem para-
metrow modelu), przy czym wzorcowi temu przydzielana jest kategoria
relewancji r, taka, ze b_, < w'x < b. Aby okredli¢ kategorie relewancji
danego wzorca wej$ciowego X, nalezy wiec znalez¢ najmniejsza warto$¢
b, taky, ze w'x < b . Funkcja rankingujgca przyjmuje wiec postac:

f(x,w,b)=min K}{r:wa<b,}=

re{l,...,

= min {r:w'x-b, <0} (2.2.88)
re{l,..., K}

Parametry modelu w (parametry funkcji oceniajacej), b (granice prze-
dzialéw oceny odpowiadajace poziomom relewancji), uczone sa przy po-
mocy reguly uczenia perceptronu (stad nazwa algorytmu PRank - ang.
Perceptron Ranking) [Crammer, Singer, 2002]. Dla kazdej pary treningowej
(xq » rq(d)) przy pomocy zaleznosci (2.2.88) wyznaczana jest prognoza kate-
gorii relewancjir = flx , w,b).Jeslir = (d), wystepuje blad klasyfikacji
i dokonywana jest korekta parametréw w oraz b, tak by przesuna¢ wartosci
wix ,oraz b, (dla kategorii r dla kt6rych wystepowat btad) blizej do siebie.
Dokladniej méwiac, wyznaczany jest blad klasyfikacji (liczba kategorii nie-
doszacowania lub przeszacowania modelu) 7 (d) - 7 , a nastepnie:

 parametry funkcji liniowej zmieniane sg proporcjonalnie do wiel-

kosci btedu zgodnie z formuta w=w + (r (d) - 7 ) x ..

« wszystkie progi b na pozycjach, na ktérych wystapit biad (czy-

li miedzy Tl rq(d) lub r (d) i T W zaleznosci od kierunku bte-
du) zmieniane s3 0 1 w kierunku przeciwnym do znaku bledu):
b=b - sgn(rq(d) - rqd).

Na przyktad, przyjmijmy, Ze poprawna relewancja dla danej pary tre-
ningowej wynosi r (d) = 4, czyli warto$¢ w'x_, powinna wpada¢ w prze-
dziat miedzy b, a b,, za$ prognoza systemu dla tego wzorca byla réwna tylko
r,=1(awiecw'x  jest mniejsze od b,). Wyjscie systemu jest wigc niedosza-
cowane, blad wynosir, (d) - r ;=4 -1 = 3. Z jednej strony wigc bedziemy
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sie starali zwiekszy¢ wartos¢ funkeji liniowej, z drugiej obnizy¢ krance
przedziatéw dla blednie ocenionych kategorii.

Zwigkszamy wigc wartos¢ parametréw funkcji w = w + 3x . W ten
sposob wartos¢ funkeji liniowej zwigkszy si¢, poniewaz (w + 3x ) 'x , =
wix , +3(x )% =w'x, + 3|x_|[°. Po zmianie podnosimy wi¢c ocen¢
relewancji dokumentu o 3[[x,|[*- Zwré¢my uwage, ze gdyby model prze-
szacowywal, blad r (d) - r_, bylby ujemny, czyli po korekcie parametrow,
warto$¢ funkcji liniowej zostalaby zmniejszona.

Po drugie, poniewaz blad jest dodatni, obnizymy progi btednych ka-
tegorii b1 = bl -1, bz = b2 -1, b3 = b3 - 1, jeszcze zwiekszajac mozliwo$é
poprawnej klasyfikacji, poprzez przesuniecie w dot przedzialow dla nie-
doszacowanych przez system kategorii relewancji. Oczywiscie, gdyby
system przeszacowywal, znak bledu bylby ujemny i krance odpowied-
nich przedzialéw zostalyby podniesione.

Inne podejscie do uczenia rankingowania z zastosowaniem regresji
porzadkowej przedstawili Shashua i Levin [Shashua, Levin, 2003]. Zapro-
ponowali oni do uczenia parametréw liniowej funkecji oceniajacej oraz
krancéw przedzialéw reprezentujacych poszczegolne kategorie relewan-
cji dwa rozwigzania oparte na maksymalizacji marginesu i maszynach
wektorow wspierajacych SVM.

Podobnie wiec, jak w przypadku algorytmu PRank, celem jest znale-
zienie zestawu krancéw przedzialéw (wartosdci progowych) b, ..., b,
przy czym b < ... < b, < b, = oo, oraz parametréw funkcji liniowej
w, dzielacych przestrzen wejsciowa cech obiektéw/zapytan na obszary
odpowiadajace poszczegolnym kategoriom poziomu relewancji, czyli
spelniajacych warunek (2.2.88). Przypomnijmy, ze warunek ten ozna-
cza, iz wszystkim wektorom wejsciowym X, spelniajacym nieréwnos¢
b_, < w'x < b, przypisuje si¢ ocene relewancji odpowiadajacy katego-
rii 0 numerze r. Zwré¢my uwage, ze poszczegdlne réwnania w'x = br,
r=1, ..., K-1, definiujg w przestrzeni wejs¢ hiperplaszczyzny, tak wigc
zagadnienie tworzenia modelu regresji porzadkowej i zestawu parame-
trow b, w modelu, mozemy przedstawi¢ réwniez jako zadanie znalezienia
rodziny K-1 réwnoleglych hiperptaszczyzn, separujacych kolejne pozio-
my porzadkowe relewancji.

Do uczenia modelu wykorzystujemy zbi6r par treningowych T ={(x_,
rq(d))}, gdzie X, jest wzorcem cech dokumentu d i zapytania g, rq(d) e {1,
..., K} ocena relewancji tego dokumentu, jedng z kategorii porzadkowych
stopnia relewancji.

Jak wspomnieliémy, Shashua i Levin [Shashua, Levin, 2003] zapropo-
nowali dwa mozliwe podejscia do uczenia parametrow modelu metoda
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maksymalizacji marginesu klasyfikacji: strategie ,,ustalonego marginesu”
oraz strategie ,,sumy marginesow’.

W strategii ,ustalonego marginesu” maksymalizowany jest margines
okreslony przez dwie najblizsze sgsiednie klasy. Niech (w, b) okredlaja
hiperptaszczyzne rozdzielajaca dwie sasiednie klasy (powiedzmy, ze s3 to
Klasy j oraz j+1). Jezeli funkcja separujgca dla tych dwu kategorii w'x - b,
<0, to klasyfikujemy wzorzec x do kategorii j, jesli zas w'x - b, > 0, do j+1.

Bedziemy przy tym chcieli znalez¢ takie wartosci parametrow wi b,
aby odleglo$¢ wzorcow treningowych od hiperplaszczyzny rozdzielajacej,
w przestrzeni kategorii, byla jak najblizsza 1. Tak wiec, naszym celem jest
znalezienie takich warto$ci parametréw, by dla par treningowych (x_,
r(d)) nalezacych do kategorii j (tj. dla ktérych r (d) = j) warto$¢ funkcji
separujgcej w'x — b, byla jak najblizsza -1, za$ dla par nalezacych do ka-
tegorii j+1 (dla ktorych  (d) = j+1), warto§¢ w'x — b, byta jak najblizsza
1. Laczny margines w przestrzeni kategorii wynosi¢ wiec bedzie 2, co od-
powiada marginesowi w przestrzeni wej$¢ (rownemu odlegtosci miedzy
hiperplaszczyznami w'x = b, - 1 oraz w'x = b, + 1), o wartosci 2/||w/|.
Dlatego jednym z podstawowych celéw uczenia modelu bedzie minima-
lizacja normy ||w||, co zapewnia maksymalizacje marginesu.

Ponadto, w ograniczeniach separowalnosci, dla danej hiperptasz-
czyzny separujacej (w, b) wprowadzamy dwie zmienne: zmienng Eq 0
- kontrolujacg margines wzorcow z klasy j, z lewej strony hiperptaszczy-
zny separujgcej, tj. w warunku -1 + £ (j), oraz zmienng & _ (j+1) - kon-
trolujaca margines klasy j+1, z prawej strony hiperplaszczyzny separuja-
cej, tj. w warunku 1 - & (j+1).

Wyznaczenie parametréw w, b, Eq » E*q » polega wtedy na rozwigzaniu
zadania programowania kwadratowo-liniowego:

K-1

1 *
min5w2+ﬂz z & (j)+ Z Sqd (j+l)
j=1 (qu,rq(d))eT (qu,rq(d))eT
ry(d)=j ry(d)=j+1

waqd—bjS—1+§qd(j) §qd(j)20 jeielirq(d) =j
waqd—bj21—§;d(j+1) f;d(j+1)20 jezelir, (d) =j+1

(2.2.89)

Chu i Keerthi [Chu, Keerthi, 2005] zauwazajg, ze model (2.2.89) Sha-
shui i Levina nie zapewnia spelnienia naturalnych nieréwnosci dla kran-
cow przedzialow b, < ... < b, , dlatego proponuja dodanie jawnych ogra-
niczen, ktore je wymuszaja:

K-1°
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b, <b;,j=2,...,K-1 (2.2.89a)

Druga strategia zaproponowana przez Shashue i Levina [Shashua, Le-
vin, 2003], ,,sumy margines6w’, polega na maksymalizacji sumy wszyst-
kich K-1 margineséw klasyfikacji migdzy poszczegélnymi kategoriami
porzagdkowymi. Uwzglednia ona problem porzadkowania progéw b,
definiujacych przedzialy klas porzadkowych regresji, bez koniecznosci
wprowadzania dodatkowych jawnych ograniczen, wlaczajac ten warunek
w proces optymalizacji.

Wprowadza si¢ w niej zestaw dodatkowych K-1 progow a, j =1, ...,
K-1, dla kazdej kategorii, a, < b1 <a,< b2 <..<a < bK—l’ przy czym
wix , < a jezelir (d) = j, oraz w'x , 2 b, jezeli r (d) = j+1. Egzemplarze
par treningowych dla kazdej kategorii j, maja wigc znalez¢ si¢ pomiedzy
dwiema réwnoleglymi hiperptaszczyznami (w, bj—l) i(w, aj) (przyjmujac
b, = -0, oraz a, = o). Marginesy miedzy poszczegdlnymi klasami sg wiec
réwne bj - a, j=1, ..., K-1, i zasadniczym celem uczenia jest maksy-
malizacja ich sumy (czy tez raczej minimalizacja ujemnej sumy wartosci
a-b).

" Podobnie jak w poprzednim przypadku, warunki separowalnosci
wzorcow treningowych miedzy hiperplaszczyznami rozdzielajacymi za-
pewnia sie poprzez wprowadzenie minimalizowanych w procesie ucze-
nia zmiennych btedow &_(j), & (j+1), definiujacych dozwolone przekro-
czenie marginesu.

Model optymalizacyjny, umozliwiajacy wyznaczenie parametréw wi, a,
b,§ &, maw tym przypadku nastepujaca postac:

K-1 K-1
minZ(a;—bj)”Z Y Guli)r 2 du(i+y
j=1 j=1 (qu,rq(d))eT (qu,rq(d))eT
r,(d)=j 1,(d)=j+1

. <b.
4 <b, (2.2.90)
b

<a.

j j+1

waqual.-i-fqd(j) jeielirq(d) =j
wix, 2b,—& (j+1) jezelir, (d) =j+1
wiw<l, £,(j)20,&,(j+1)=0

Jak widzimy, w tym przypadku minimalizacja normy wektora para-
metréw ||w|| nie jest elementem funkcji celu modelu optymalizacyjnego.
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Wynika to z faktu, ze hiperplaszczyzny tworzace marginesy separacji
grup wzorcow wejsciowych odpowiadajacych réznym kategoriom rele-
wancji majg w tym przypadku réwnania: w'x = b, oraz w'x = a. Odleglos¢
miedzy nimi, czyli rozmiar marginesu separacji w przestrzeni wzorcow
wejciowych, wynosi wiec (b, - a)/||w||. Skoro w funkcji celu maksymali-
zujemy marginesy (b, - a), dla osiggniecia celu uczenia wystarczy utrzy-
ma¢ norme wektora parametréw ||w|| na ograniczonym poziomie, stad
tez ograniczenie modelu w'w < 1.

Chu i Keerthi [Chu, Keerthi, 2005] zaproponowali jeszcze odmienne
podejscie do wykorzystania maszyn wektordw wspierajacych i ucze-
nia opartego na maksymalizacji marginesu w zadaniu regresji porzad-
kowej. Réwniez i w tym przypadku procedura uczenia modelu SVM
bezposrednio uwzglednia problem porzadkowania wartosci progéw
b, definiujgcych krance przedzialéw Klas porzgdkowych regresji. Chu
i Keerthi dla kazdego z progéw b; budujg jednak proces uczenia w opar-
ciu o wszystkie probki treningowe, a nie tylko nalezace do sasiednich
klas j oraz j+1.

Jesli bowiem wezmiemy dowolny z progéw b, wyznaczajgcych koniec
przedziatu klasowego dla klasy j, to zwr6émy uwagg, ze warunek w'x |
< b, powinien by¢ spetniony dla wszystkich par treningowych, dla kto-
rych r (d) < j, za§ warunek w'x , > b, dla wszystkich, dla ktérych 7 (d) >
J- Przyjmujac standardowo margines 2 (czyli +1), dla danego progu b,
bedziemy wiec w procesie uczenia maksymalizacji marginesu minimali-
zowa¢ zmienne btedu fqd(j? = WTqu - (bj -1)dla rq(d) <joraz E*qd(j+1) =
(bj +1) - Wqud dla rq(d) > j.

Wyznaczenie parametréw w, b, §_, &, polega wiec wtedy na rozwia-
zaniu zadania optymalizacyjnego:

K

1 Gl .
min;wz—i-/lz Z z é‘q (])—I—z Z fqd(j+1)
j=1| k=1(xgq1,(d))eT k=j+1(x4,1,(d))eT
r.(d)=k rq(d)=k

. ) 2.2.91
waqd—bl.S—l—i-fqd(]), §q (])20 ( )
dla rq(d) =k, k=1,...,j
waqd—bj21—§;d(j+1),§;d(j+1)20
dla rq(d) =k, k=j+1,...,,K
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Poréwnujac model (2.2.91) z podejsciami zaproponowanymi przez
Shashue i Levina (2.2.89) oraz (2.2.90), widzimy, Ze rozwigzanie to chyba
najbardziej bezposrednio opiera si¢ na paradygmacie dziatania maszyn
wektoréw wspierajacych, wykorzystujac go wprost do wyznaczenia para-
metréw modelu regresji porzadkowej. Z drugiej jednak strony, wymaga
ono wyznaczenia znacznie wigkszej liczby parametréw § , &, oraz ogra-
niczen w modelu optymalizacji.

Na koniec przegladu wykorzystania SVM do regresji porzadkowej dla
celow rankingowania zwréémy jeszcze uwage na pewien istotny fakt.
W przytoczonych modelach wykorzystywane byty liniowe funkcje klasy-
fikujace. Natomiast stosujac jadro w postaci odpowiedniej rodziny funk-
cji, mozemy przeksztalci¢c SVM w klasyfikator nieliniowy. Czytelnikow
odsylamy tutaj do literatury poswieconej tej klasie modeli [Koronacki,
Cwik, 2015].

Przedstawione wyzej modele, nie wyczerpuja oczywiscie katalogu
wszystkich mozliwosci. Chu i Ghahramani, dla przykladu, przedsta-
wili zastosowanie klasyfikatora probabilistycznego opartego na proce-
sach Gaussowskich do regresji porzadkowej i tworzenia rankingu [Chu,
Ghahramani, 2005, 2005a]. Rennie i Srebro prowadzili réwniez badania
zastosowan do tego celu dosy¢ szerokiej klasy popularnych modeli klasy-
fikacyjnych opartych na regresji binarnej [Rennie, Srebro, 2005].

Rennie i Srebro zaproponowali uzycie do zadania rankingowania
wzgledem zestawu porzadkowych kategorii relewancji rozszerzonej wer-
sji ogdlnego klasyfikatora binarnego o liniowej funkcji oceny f(x, w) =
w'x + w,, gdzie w jest wyrazem wolnym. Tradycyjnie klasyfikator uczo-
ny jest z wykorzystaniem zbioru par treningowych T :{(xq » rq(d))}, gdzie
x_,jest wzorcem cech dokumentu d i zapytania g, przy czym w zadaniach

asyfikacji binarnej przyjmujemy ze r (d) = £1. Stosowana w procesie
uczenia funkcja kosztu minimalizuje blad treningowy wraz elementem
regularyzacyjnym normy wektora parametrow:

E(w)= ZL( (200w, d)) (2.2.92)

Zauwazmy, ze powyzsze warunki spetnia dosy¢ obszerna grupa metod
klasyfikacyjnych opartych na regresji binarnej, ktore roznig sie¢ miedzy
soba wiasciwie tylko definicja cztonu kosztu klasyfikacji dla pojedynczej
pary treningowej L(f(xq W) rq(d)).
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Dla kosztu zerojedynkowego:

L f (g0 )1, () = f (2,0.0) 1, (4)

. 0dlaz>0
(9)=) | dlaz <0

Dla kosztu marginesu:

L (091, () = £ (30 ) 1, (@)

" 0dla>1
()= dlaz <1

Dla kosztu zawiasowego (ang. hinge loss):

L( (xgaow). (d)) ( (x qd,w)-rq(d))
0dlaz>1
h(z)z{

1-zdlaz<l1

Dla zmodyfikowanego kosztu kwadratowego:

L{ (g}, (@) ={ (2,0, w) 1, (@)
0dlaz>1
h(z)={(

1-z)* dla z<1

Dla regresji logistycznej

L{ £ (30w}, () =h{ £ (x,0w) 1, (@)

h(z)=log(1+e_z)

(2.2.93)

(2.2.94)

(2.2.95)

(2.2.96)

(2.2.97)

Jak widzimy, dla wszystkich tych typéw modeli klasyfikacji binarnej
funkcje straty w procesie uczenia mogg by¢ widziane jako kary L(f(x_, w),

r(d) =

h(f(xq » w)-rq(d)) dla marginesu klasyfikacji z = f(xq » w)-rq(d)
i réznia si¢ miedzy sobg jedynie funkcja kary nalozong h(z), nalozong na
ten margines [Rennie, Srebro, 2005].

Powyzsze wnioski dla klasyfikacji binarnej Rennie i Srebro wykorzystaja

do rozszerzenia dowolnej z powyzszych metod na regresj¢ porzadkowas,
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poprzez zastosowanie odpowiedniej funkgji kosztu L(f(x_, W), 7 (d)). Za-
kfadamy wigc obecnie, jak w poprzednio dyskutowanych przypadkach ze
warto$ci relewancji w parach treningowych maja charakter K kategorii po-
rzagdkowych: 7 (d) € {1, ..., K}, przy czym poszczegdlne kategorie okreslo-
ne s3 przez przedzialy —co = b < b <...<b, <b =oo.

Rennie i Srebro [Rennie, Srebro, 2005] pokazuja dwa podejscia i dwie
funkcje kosztu, pozwalajace rozszerzy¢ regresje binarng na przypadek ka-
tegorii porzadkowych.

Pierwsze z proponowanych podejs¢, oparte na tzw. ,bezposrednim
progu’, polega na okresleniu bfedu uczenia dla danej pary treningowej
(x , 7,(d)) z wykorzystaniem progéw definiujacych ,poprawny” prze-
dziat treningowy:

L( ( qd’w) (d))

= h(f(qu ;W)—brq(d)_l )+h(brq(d) _f(qu,w)) (2.2.98)

gdzie h() jest dowolng z wymienionych wcze$niej funkcji kary dla margi-
nesu klasyfikacji binarnej.

Funkcja bezpodredniego progu uwzglednia przekroczenia wyltacznie
bezposrednich progéw. Nie bierze natomiast pod uwage tego, czy blad
nie zostal popelniony o wiecej niz jedng kategorie wyjsciowa, a jezeli
tak, to ile kategorii on wynosil. Tego rodzaju rozréznienie czyni nato-
miast drugie z zaproponowanych przez Rennie i Srebro podejs¢ [Rennie,
Srebro, 2005], oparte na ,wszystkich progach”. Funkcja kosztu uczenia
w tym przypadku sumuje kary za naruszenia kazdego z progéw reprezen-
tujacych krance przedzialéw kategorii porzadkowych:

K-1

L( ( qd'w) (d)) : h(s(j’rq(d))(brq(d)_f(qu’w)))

7 (2.2.99)
. —1gdy j<y
s(j,y)= .

+1 gdy j2y

Podsumowujac rozwazania w niniejszym podrozdziale, zaprezentowa-
lismy szereg rozwigzan do uczenia funkeji rankingujacej z wykorzysta-
niem podejscia punktowego, opartych na réznych metodach modelowa-
nia i mozliwych do zastosowania przy réznych podejsciach do sposobu
oceny relewancji dokumentow dla zapytania.
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Nalezy jednak zwréci¢ uwage, jak juz wczesniej wspominaliSmy, ze
podejscie punktowe skupione jest na ocenie pojedynczego dokumentu,
w zwigzku z tym problem wzglednego uporzadkowania réznych doku-
ment6éw nie moze by¢ w naturalny sposéb wlaczony do proceséw uczenia
tego rodzaju modeli [Liu, 2011]. Pozycje poszczegolnych dokumentéw
nie sg widoczne dla funkgji celu wykorzystywanych do ich uczenia i po-
prawnos¢ rankingu jest tylko posrednim skutkiem poprawnosci oceny
pojedynczego dokumentu.

W dodatku, poniewaz punktowe funkcje nie sg $wiadome pozycji do-
kumentu w rankingu, z taka samg istotnoscig traktujg one btedy doku-
mentéw waznych, lokowanych na poczatku listy rankingowej, co mniej
waznych, znajdujacych si¢ na jej koncu i bardzo stabo wptywajacych na
potrzeby informacyjne uzytkownikéw. Te ostatnie, jako znacznie licz-
niejsze, moga zdominowac proces uczenia modelu [Liu, 2011].

Kolejnym problemem, o ktérym nalezy pamietac jest fakt, ze z po-
szczegolnymi zapytaniami moze by¢ zwigzana rézna liczba dokumentéw.
W przypadkach gdy liczebno$ci dokumentéw powiagzanych z zapytania-
mi wystepujacymi w zbiorze treningowym sg silnie zréznicowane, po-
wodowac to moze nadreprezentacj¢ probek treningowych dla niektérych
zapytan i zdominowanie przez nie funkcji kosztu uczenia modelu.

2.2.3.3. Podejscie oparte na parach

W przypadku podejscia opartego na parach, przestrzen wejsciowa mo-
delu rankingowania obejmuje wzorce cech dwu dokumentéw oraz zapy-
tania. Wyjsciem modelu jest , czyli preferencja dokumentu w parze wej-
$ciowej, w odniesieniu do danego zapytania, definiowana zazwyczaj jako
wartos¢ ze zbioru {-1, 0, 1} lub {0, 1/2, 1}, a w niektérych przypadkach
jako ciagta miara preferencji miedzy powyzszymi granicami.

Jezeli nie zostanie powiedziane inaczej, zaklada¢ bedziemy, ze zbidr
treningowy ma posta¢ T ={(qu, xqv), rq(u, v))}, gdzie (xqu, xqv) jest wekto-
rem cech dla pary dokumentéw treningowych d , d, oraz zapytania g, zas
r (1, v) jest oceng preferencji odno$nie do relewancji w tej parze doku-
mentoéw wzgledem tego zapytania. Oceny preferencji moga by¢ ustalane
w rézny sposob, lecz zasadniczo mamy do czynienia z trzema wymienia-
nymi juz w biezacym podrozdziale przypadkami [Liu, 2009, 2011]:

 Oceny relewancji mogg by¢ zbierane odrebnie dla poszczegélnych

dokumentéw w parze, w formie ich stopnia relewancji dla zapyta-
nia rq(d). Wowczas muszg zosta¢ przeliczone do preferencji miedzy
poszczegolnymi parami dokumentdw. Na przyktad jesli preferen-
cja w parach ma przyjmowac wartosci +1, to moze by¢ to formuta
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postaci:r (w,v)=2I . —1,gdziel  jestfunkcjgwskazni-
kowg réowna 1, gdy warunek jest spetniony, 0 w przeciwnym przy-
padku.

« Jesdli ocena relewancji dokonywana jest jako preferencja w parach
r.(d,, d,), mozna bezpo$rednio (lub po odpowiednich przeskalowa-
niach) przypisa¢ rq(u, V) = rq(du, da).

+ Jesli ocena relewancji ma forme pelnej uporzadkowanej listy 7,
mozemy zdefiniowac¢ dla przykladu .

W wigkszosci wypadkéw podejscie oparte na parach, redukuje sie do
zadania klasyfikacji dokumentéw dla danego zapytania. Jesli dla danego
zapytania q chcemy okredli¢ preferencje w parze dokumentéw d , d , pre-
fx,,x,), tow takim przypadku tworzymy model funkgji oceny relewan-
¢ji dokumentu f(), oceniamy przy jej pomocy odrebnie oba dokumenty:
fx,). fx, ), a nastepnie wskazujemy jako preferowany dokument ocenio-
ny jako bardziej relewantny. W innych przypadkach model moze ocenia¢
bezpodrednio funkcj¢ preferencji pref(x , x ) w parach dokumentéw
(dla uproszczenia zapisu, bedziemy réwniez uzywac formy pref(u, v), pa-
migta¢ jednak nalezy, ze preferencja oceniana jest zawsze dla wzorcow
cech dokumentéw wzgledem danego zapytania).

Rozpoczniemy jednak od kwestii samego porzadkowania dokumen-
tow, w sytuacji gdy dla danego zapytania dysponujemy funkcja preferen-
cji pref(u, v), innymi stowy dla kazdej pary dokumentéw potrafimy wska-
za¢, ich wzgledne uporzagdkowanie w rankingu. W ogdlnosci zadanie to
nie jest wcale takie trywialne, jak mogtoby si¢ wydawa¢. Pamigtajmy bo-
wiem, ze funkcja preferencji pref(u, v) uczona jest na podstawie ocen za-
szumionych preferencji, ktore moga mie¢ charakter niespdjny, w zwiazku
z czym moga generowac cykliczne uporzadkowania, na przyklad takie
jaka<b<c<a.

Problem ten ogodlnie, w odniesieniu do zadan porzadkowania, znany
byt juz od lat 70. ubieglego wieku. Cohen, Schapire i Singer pokazali jed-
nak w kontekscie relewancji dokumentéw, ze nawet jesli funkcja prefe-
rencji jest kombinacja stosunkowo dobrze zachowujacych si¢ preferencji
bazowych, to jesli ranking dokumentéw sporzadzany jest przy wiecej niz
dwu ocenach relewangji (tj. relewantny/nierelewantny), zadanie upo-
rzadkowania dokumentéw na podstawie preferencji jest NP-zupelne
[Cohen, Schapire, Singer, 1998, 1999].

Stworzyli oni jednak réwniez stosunkowo prosty, efektywny obli-
czeniowo algorytm oparty na podejsciu zachtannym, ktéry pozwala na
uzyskanie dobrego przyblizenia optymalnego uporzadkowania dokumen-
tow. Zaklada on, ze dysponujemy oszacowaniami preferencji pref(u, v) dla
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kazdej pary dokumentow u, v, przy czym wartosci oszacowanych preferen-
cji niekoniecznie musza by¢ zgodne. Mozliwe jest wiec, ze pref(u, v) # pre-
flv, u). Zakltada si¢ rowniez, Ze preferencja ta oceniana jest jako wartos¢
w przedziale [0, 1], tj. pref(u, v) bliskie 1 interpretowane jest jako silna
rekomendacja, ze u powinno znalez¢ sie przed v, bliskie 0, ze v przed u,
za$ okolo 1/2 - brak rekomendacji.

Rozpoczynamy od calego zbioru wszystkich rankingowanych doku-
mentéw V. Dla kazdego dokumentu v € V obliczamy n(v) =X _, pref(v, u)
- X _, pref(u, v), czyli site fgcznej preferencji dla dokumentu v wzgledem
wszystkich pozostatych dokumentéw ze zbioru V, stanowiaca jego po-
tencjalng oceng rankingujaca.

Nastepnie znajdujemy dokument o najwyzszej ocenie w V, tzn. t = arg
max _ 7(u), ustawiamy go w rankingu przed wszystkimi dokumentami
pozostajacymi w V, a nastepnie usuwamy z V. Korygujemy oceny wszyst-
kich dokumentéw v € V, usuwajac z nich wplyw dokumentu ¢ n(v) =
m(v) - pref(v, t) + pref(t, v).

I ponownie wyznaczamy dokument o maksymalnej potencjalnej oce-
nie, wstawiamy go na kolejne miejsce w rankingu (przed wszystkimi do-
kumentami pozostalymi w V) i usuwamy ze zbioru V, korygujac oceny
pozostalych dokumentéw. Czynnosci te powtarzamy do chwili, gdy ze
zbioru V nie usuniemy wszystkich dokumentow.

Jak wspomnieliémy Cohen, Schapire i Singer przyjmuja, Ze funkcja
preferencji pref(u, v) jest kombinacja zestawu pewnych preferencji ba-
zowych:

M
prev(u,v)=> wR, (,v) (2.2.100)
i=1
gdzie parametry w, i = 1, ..., M majg charakter wag strukturalnych,

M

tj. w, €[0, 1] oraz Zwi =1. Preferencje bazowe otrzymywane s przy
i=1

wykorzystaniu funkcji oceniajacych relewancje dokumentéw dla danego

zapytania f():
Lgdy f,(u)>f,(v)

R, (u,v)=4 0gdy f,(u)<f(v) (2.2.101)

1
2 w innym wypadku
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Tak wiec funkcja preferencji dla pary dokumentéw przy danym za-
pytaniu pref(u, v) uzyskiwana jest jako mieszanina wynikéw dzialania
pewnych ekspertow rankingujacych £,(). Moga by¢ to funkcje oceniajace,
otrzymane w wyniku zastosowania réznych metod wyszukiwania albo
réznych metod klasyfikacji pod wzgledem relewancji. Cohen, Schapi-
re i Singer [Cohen, Schapire, Singer, 1998, 1999] przedstawiaja metode
uczenia parametréw w, funkcji preferencji pref(u, v), z wykorzystaniem
ocen preferencji od uzytkownika.

Proces uczenia przebiega wedlug nastepujacego schematu. Dla da-
nego zbioru dokumentéw X tworzymy bazowe funkcje preferencji dla
poszczegélnych ekspertéw oraz przyjmujemy wartosci poczatkowe wag
w,=1/M, i =1, ..., M. Wyznaczajac pref(u, v) przy pomocy zaleznosci
(2.2.100), tworzymy ranking dokumentdéw, korzystajac z opisanego wyzej al-
gorytmu przyblizonego uporzadkowania dokumentéw. Na podstawie oceny
przedstawionego uzytkownikowi rankingu uzyskujemy od niego oce-
ne preferencji w formie zbioru F par dokumentéw (u, v) takich ze
»U powinno by¢ preferowane wzgledem v” (to znaczy rq(u, v) =1).

Dla wskazanych przez uzytkownika par dokumentéw w zbiorze F pre-
ferencja uzyskana przy uzyciu ekspertéw powinna réwniez wynosic¢ 1.
Dla danego eksperta , wyznaczamy wiec warto$¢ popelnianego przez nie-
go btedu (kosztu), jako $rednie niedoszacowanie preferencji w zbiorze F:

Z(u,v)eF(l_Rfr (“’V))

(2.2.102)
||

L(Rﬁ,F)z

Wagi poszczegoélnych ekspertéw modyfikujemy tak, by promowac eks-
pertow tworzacych funkcje preferencji w duzej mierze zgodne z ocenami
uzytkownika:

w =w AU 7 (2.2.103)

gdzie € [0,1] jest parametrem uczenia, za$ Z stala normalizujaca, za-
pewniajaca sumowanie si¢ wag do wartosci 1. Poniewaz f3 jest mniejsze
od 1, wiec w przypadku ekspertow, dla ktorych koszt L() jest duzy, wagi
beda zmniejszane znacznie bardziej, niz jesli koszt L() jest maly.
Przedstawiona wyzej metoda wykorzystuje do modelowania funkeji
preferencji pref(u, v) dla pary dokumentoéw, przy danym zapytaniu, roz-
wigzanie polegajace na scalaniu wynikéw dzialania kilku ,.ekspertow”,
czyli modeli oceny relewancji poréwnywanych dokumentow dla tego za-
pytania. Wymaga ona wiec wczesniejszej budowy tego rodzaju modeli.
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W literaturze proponuje si¢ rowniez bardziej bezposrednie podejscia do
modelowania funkgji pref(u, v). Miedzy innymi zaproponowano szereg
metod wykorzystujacych sieci neuronowe.

Przyktadem takiego podejscia jest algorytm SortNet [Rigutini, Papini
iin., 2008] [Rigutini, Papiniiin., 2011], porzadkujacy zbiér dokumentow
zgodnie ze zstepujacym poziomem relewancji. Do poréwnywania doku-
mentoéw w tej metodzie wykorzystywana jest warstwowa jednokierunko-
wa sie¢ neuronowa.

Sie¢ neuronowa poréwnujaca obiekty zbudowana jest z trzech warstw:
warstwy wejsciowej, warstwy ukrytej i warstwy wyjsciowej (rysu-
nek 2.2.12). W warstwie wejsciowej znajduje sie 2-n neurondw, reprezen-
tujacych poszczegdlne cechy pary poréwnywanych dokumentéw (u, v),
dla danego zapytania q. Wejscia sieci odpowiadajg elementom sklado-
wym wektora (xqu, xqv) = (xqu(l), e xqu(n), xqv(l), e xqv(n)), gdzie n jest
liczbg cech poréwnywanych dokumentow.

Warstwa wyjsciowa obejmuje dwa neurony: y , ktérego stan dla danej
pary wejsciowej dokumentéw (u, v) interpretowac bedziemy jako praw-
dopodobienstwo faktu, ze dokument u jest preferowany w stosunku do v,
P(u>v), oraz y_okreslajacy prawdopodobienstwo, ze w parze tej prefe-
rowany dokument v, P(u~<v). Aby unikng¢ w fazie tworzenia rankingu
czesci probleméw z niezgodnoscia poréwnan preferencji, dyskutowanych
w poprzednio prezentowanym modelu, sie¢ wymusza¢ bedzie zgodno$é
bezposrednich preferencji, to znaczy warunek y (u, v) = y (v, u).

xu(1) ... xul(K) ... xu(d) x,(1) ... x(K) ... x(d)

Rys. 2.2.12. Struktura sieci neuronowej poréwnujacej dokumenty w algorytmie SortNet

Zrédto: opracowanie wtasne na podstawie [Rigutini, Papini i in., 2011].
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Aby zapewni¢ powyzszg zgodnos¢, warstwa ukryta zawiera zawsze pa-
rzystg liczbe neurondw, tzn. dla kazdego neuronu ukrytego s, wystepu-
je neuron dualny s.. Ponadto neurony w sieci wspéldzielg ze sobg wagi
(oznaczenia takie same jak na rysunku 2.2.12), zgodnie z nastgpujacym
schematem [Rigutini, Papini i in., 2011]):

W = Wi OTAZ W= W tj. wagi polaczen z x (k), x (k) do
neuronu s,, s3 nawzajem zamienione w stosunku do wag potaczen
do neuronu s..

e W, =W, _orazw, =w,,awiec tutaj réwniez wagi do neuronu wyj-

$ciowego ,,+” oraz - sg takie same, tylko nawzajem zamienione.

e b,=b orazb_=b,,tj. wartosci progoéw dla ukrytych neuronéw du-

alnych sg takie same, podobnie jak dla obu neuronéw wyjsciowych.

Dzieki powyzszym regulom wspoldzielenia wag, jesli oznaczymy przez
s (u, v) wyjcie i-tego neuronu ukrytego dla wejsciowej pary dokumentow
(u, v), to otrzymujemy:

s, (u,v)= (o{Z(wu(k),i "X, (k)+wv(k),i X, (k))+bi j =

k
(2.2.104)

:w(z(w"(k),i' "Xy (k)+wu(k),i' X, (k))—}_bi’ ] )
k

=s.(v,u)

gdzie ¢() jest funkcjg aktywacji neuronéw ukrytych.

Ponadeto, jesli dalej oznaczymy przez y (u, v), y (v, u) wartoéci neuro-
néw wyjsciowych sieci, to znéw korzystajac zasad wspoltdzielenia wag,
oraz (2.2.104), otrzymujemy:

1

7. (w,v) :¢(Z(Wi,+ s () +wy s, (“)V))+b+ J =

1

Z(P[Z(Wﬂ,_ s, (vu)+w, s, (v,u))+b_}=

:(p[Z(wi,,_ s () +w, .si,(u,v))+b_J= (2.2.105)

1

=y_(vu)

Jak wiec widzimy, powyzsza architektura sieci wraz z regulami wspot-
dzieleniawagzapewnia spetnienie warunkuzgodnosciporéwnany (u,v)=
y (v, u). Pokaza¢ réwniez mozna [Rigutini, Papini i in., 2008, 2011], ze
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przedstawiony model sieci spetnia wlasciwo$ci uniwersalnej aproksyma-
cji (co w duzej mierze wynika z tej wlasciwosci dla warstwowych sieci
jednokierunkowych).

Uczenie sieci neuronowej ma charakter w zasadzie standardowy, pa-
mietajac oczywiscie, ze jedynie polowa wag ma charakter adaptacyjny
- pozostale sg przyjmowane na podstawie ich warto$ci. Zbior treningo-
wy ma postaé: T = {((x_, x ), t_ ), gdzie wyjécia treningowe sieci t
s3 dwuelementowymi wektorami binarnymi, ktérych wartosci sktadowe
okreslane s3 na podstawie uzyskanych od uzytkownikéw ocen preferencji
w parach treningowych:

_{[10] jezeliu>, v (2.2.106)

quv [01] jeieliu<q v

Do uczenia sieci wykorzystywana jest rowniez zwykta kwadratowa
funkcja btedu:

L(u,v)=(t;w -y, (u,v))2 +(tqzw —-y_ (u,v))2 (2.2.107)

Nauczona sie¢ wykorzystywana jest nastepnie do poréwnywania par
dokumentoéw, przy czym stosowana jest nastepujaca prosta reguta:

U=, v=y, (u,v)>y7 (u,v)

u=<,v=y, (u,v)<y7(u,v) (22.108)

Jak widzieli$my, architektura sieci zapewnia bezposrednig zgodno$cé
poréwnan. Natomiast sie¢ nie zabezpiecza pelnego uporzadkowania, po-
niewaz pary dokumentéw pordwnywane s3 niezaleznie i niekoniecznie
musi by¢ spelniona relacja przechodniosci preferencji, tzn. jesli u>v
i v>-2, to niekoniecznie musi by¢ spelniony warunek u>-z. Badania eks-
perymentalne wskazuja jednak, ze jesli poréwnania preferencji w zbiorze
treningowym T s3 zgodne, to sie¢ potrafi nauczy¢ sie wlasciwosci prze-
chodniosci poréwnan.

W wypadku gdyby dzialanie sieci neuronowej mialo charakter do-
kladny, do uporzadkowania dokumentéw i utworzenia rankingu przy jej
wykorzystaniu, wystarczytoby zastosowanie dowolnej procedury sorto-
wania. Oczywiscie, sieci neuronowe uczg si¢ wlasciwych reakcji jedynie
w przyblizeniu, dlatego tez algorytm SortNet wykorzystuje procedure ite-
racyjnego wielokrotnego uczenia sieci neuronowej, na coraz wigkszych,
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przyrostowych zbiorach treningowych, rozszerzanych w kazdym kroku
o blednie uporzadkowane przyklady. Wynikiem dzialania algorytmu jest
sie¢ generujaca najlepszy ranking (w sensie dyskutowanych na poczatku
biezacego podrozdzialu miar poprawnosci rankingu) na zbiorze walida-
cyjnym [Rigutini, Papini i in., 2008, 2011].

Nieco odmienne podejscie do uczenia poréwnywania dokumentéow
pod katem relewancji dla danego zapytania prezentuje algorytm RankNet
[Burges, Shaked i in., 2005; Matveeva, Burges i in., 2006; Burges, 2010].
Stworzony zostal w firmie Microsoft i wykorzystywany jest (lub metody
powstale na jego bazie) w niektdrych jej rozwigzaniach.

W przypadku algorytmu RankNet odchodzi si¢ od wykorzystania
ocen preferencji do modelowania bezposrednio funkcji preferencji pre-
fx,,x ) narzecz modelowania funkcji rankingujacej (), dla ktorej jezeli
u v, wowczas f(xqu) > f(xqv).

Zbiér treningowy sklada si¢ wigc z par dokumentéw (x_, x ) dla
danego zapytania oraz dokonanych przez uzytkownika ocen preferencji
rq(u, v) € {-1, 0, 1} (w skrécie oznacza¢ bedziemy je przez r ), przy
czym, oczywiécie, warto$¢ -1 oznacza ze w parze dokument u zostal
oznaczony jako mniej relewantny od v, wartos¢ 1 ze u jest bardziej re-
lewantny niz v, za$ 0, Ze poziom relewancji obu dokumentdéw jest taki
sam. Oceny te przeliczane s3 do ocen R € {0, %, 1} przy pomocy za-
leznosci R = (1 +r, )/2. Wartodci R, mogg by¢ traktowane jako oceny
prawdopodobienstwa, ze dokument u jest bardziej relewantny niz do-
kument v. Model moze by¢ réwniez bezposrednio stosowany dla cia-
glych ocen wartosci R .

Przy pomocy modelu funkcji rankingujacej f mozemy wyznaczy¢
wartosci oceny relewancji dla obu dokumentéw w parze treningowe;.
Oznaczmy wigc wartodci wyjscia modelu przezy, = f(x ) orazy, = f(x ).
Dla danych wartos$ci oceny relewancji przez model, prawdopodobien-
stwo preferencji dla dokumentu w parze, w metodzie RankNet, modelo-
wane jest przy wykorzystaniu funkcji logistycznej:

1

PW=P(u>V)=m

(2.2.109)

gdzie parametr o krzywej logistycznej, dobierany jest dla konkretne-
go przypadku. Do uczenia modelu f() stosowana jest nastepnie funkcja
kosztu (bledu) oparta na entropii. Dla pojedynczej pary treningowej jest
ona rowna:

L(u’v):_Ruvlnpuv_(I_Ruv)ln(l_puv) (22110)
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Podstawiajac prawdopodobienstwo p =~z (2.2.109) do (2.2.110), po
krotkich przeliczeniach otrzymujemy:

L(u’v)z(l_Ruv)O-(yu W )+1n(1+€70—()’"7y"))=
1 (2.2.111)

:5(1_%)0’(3’“ =Y, )+ln(1+e‘<’(yu—yu))

Wyznaczenie pochodnych funkgcji kosztu L(u, v) wzgledem wyj$¢ mo-
delu, y oraz y, dla dokumentéw w parze, rowniez nie sprawia powaz-
niejszego klopotu. Latwo obliczy¢, ze:

S—Lw(l(l—rw)—ﬁJ

Yo \2 L (2.2.112)
a__a
%, Oy,

Jesliw,,i=1, ..., p s3 parametrami modelu f(), to potrzebne do proce-

dur uczenia pochodne funkgji kosztu L(u, v) wzgledem dowolnego para-
metru w, wyznaczy¢ mozna stosujac wzor na pochodna funkgji ztozonej:

0L OL oy, OL oy,
=y (2.2.113)
Ow, Oy, Ow, 0Oy, Ow,

Pochodne wyjscia modelu wzgledem parametréw P i Si, dla obu
w; W,
dokumentéw w parze, majg charakter standardowy. W metodzie Rank-
Net do modelowania relewancji dokumentéw f() wykorzystuje si¢ war-
stwowg sie¢ jednokierunkowa. W takim wypadku mozna je obliczy¢ wy-
korzystujac klasyczna metode wstecznej propagacji bledu.

Inne interesujace podejscie do uczenia sie rankingu, z wykorzystaniem
informacji o preferencjach uzytkownikow, polega na tworzeniu w kaz-
dym kroku kolejnego modelu rankingujacego na podstawie zbioru wazo-
nych wzorcow treningowych, przy czym wagi probek dostosowywane sg
do btedu w poprzednim kroku. Wyznaczenie finalnego rankingu odbywa
sie na podstawie potaczonych wynikéw dziatania wszystkich modeli. Po-
dejscie takie okreslane jest w uczeniu maszynowym jako tzw. ,,boosting”.
Algorytm RankBoost [Freund, Iyer i in., 2003], ktéry przedstawiamy
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ponizej, jest adaptacja do celow rankingowania znanego algorytmu kla-
syfikacyjnego AdaBoost.

Zaktadamy wiec, jak poprzednio, ze mamy do dyspozycji treningo-
we oceny preferencji dla par dokumentéw dla danego zapytania 7, (u, v),
przy czym przyjmujemy, ze jedli r (u, v) > 0, dokument u oceniony zostat
jako bardziej relewantny od v, jesli 7 (4, v) < 0 — odwrotnie, za$ warto$¢
r(u, v) = 0 oznacza brak preferencji migdzy tymi dokumentami. Im wyz-
sza wartos¢ | (u, v)|, tym wazniejsze jest, aby jeden dokument znalazt sig
w rankingu przed drugim. Zaklada si¢ ponadto, iz oceny relewancji sa
zgodne w parach, tj. rq(u, V) = —rq(v, u).

Celem algorytmu jest zbudowanie funkcji rankingujacej f(), takiej, ze
jesli flu) > f(v), to dokument u powinien zosta¢ umieszczony w rankingu
powyzej v.

Oceny preferencji przeksztalcane sa do postaci rozkladu preferencji
dokumentow:

sl e

Algorytm RankBoost polega na wykonaniu szeregu kolejnych t =1, ... T

krokéw. W danym kroku ¢:

+ Na podstawie rozktadu preferencji D, (przy czym D, = D) tworzony
jest model rankingujacy f,() oraz budowany jest przy jego uzyciu
ranking dokumentow.

+ Ustalany jest dodatni wspdtczynnik «, (mozliwe sposoby jego wy-
znaczania przedstawione zostang nizej).

+ Tworzony jest nowy rozklad preferencji D, :

D(u,v)=

D, (u,v)exp(e, (£, (v)~ £, (v))) (2.2.115)
z

Dt+1 (u,v)z

t
gdzie Z jest wspélczynnikiem normalizujgcym:

Z,= D, (u,v)exp(a, (£, (v)- £, ())) (2.2.116)

Po wykonaniu wszystkich T krokéw finalna funkcja rankingujaca two-
rzona jest jako kombinacja liniowa wszystkich modeli f,():
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1, (x)=zatft (x) (2.2.117)

Bez watpienia kluczowe znaczenie w dzialaniu algorytmu RankBoost
ma zaleznos¢ (2.2.115) modyfikujaca treningowy rozklad preferencji do-
kumentéw. Zwréémy uwage, ze jakiekolwiek zmiany w wartosci prefe-
rencji nastgpia jedynie, gdy warto$¢ preferencji D (u, v) > 0, czyli doku-
ment u oceniony powinien by¢ jako bardziej relewantny od dokumentu
v. Jezeli w tej sytuacji funkcja f,() uporzadkuje te dokumenty w rankingu
blednie, to wyrazenie exp(a,(f,(v) - f,(4))) ma warto$¢ wiekszg od 1, czyli
preferencja D, (u, v) wzrasta, aby w nastepnym kroku stara¢ si¢ wymu-
si¢ poprawne uporzadkowanie. Jesli natomiast u i v uporzadkowane byty
poprawnie, to exp(«,(f,(v) - f(4))) < 1, co zmniejsza wage tego wzorca
treningowego w uczeniu nastepnego modelu.

Pokaza¢ mozna, ze istotng role dla dziatania algorytmu RankBoost
i otrzymania rankingu o niskiej wartosci bledu ma dob6r wspétczynnika a,
oraz modelu konstrukeji funkcji rankingujacej f,() w taki sposob, aby mi-
nimalizowaly one warto$¢ wspotczynnika Z okreslonego przez (2.2.116).
Algorytm RankBoost nie czyni co prawda zalozen odnosnie wykorzysty-
wanych modeli f(), traktujac je jako czarng skrzynke, tym niemniej dosyc¢
oczywiste jest, ze minimalizacja warto$ci Z, jest zgodna z optymalizacjg
jakosci rankingu jako takiego. Natomiast warunek ten moze by¢ wykorzy-
stany do doboru warto$ci wspotczynnikéw «. W [Freund, Iyer i in., 2003]
dyskutowane sg trzy nastepujace podejscia do tego zagadnienia:

+ Dla danego ustalonego modelu rankingujacego f,(), Z, moze by¢ po-
traktowane jako funkcja a. Mozna pokaza¢, ze posiada ona jedno
minimum, ktére moze zosta¢ znalezione przez prostg metode prze-
szukiwania binarnego (bisekeji).

* Druga metoda minimalizacji Z moze zosta¢ zastosowana, gdy /()
ma zakres wartosci {0, 1}. Oznaczmy, dlab € {-1,0, 1},

W, =ZDt(“1V)Iﬁ(v)—ﬁ(u):b (2.2.118)

gdzie I,y () jest rowne 1, jesli warunek jest spetniony, 0 w przeciw-
nym przypadku. Wowczas Z, =W, ™% +W, , + W, ¢“. Po prostych obli-

czeniach otrzymujemy, Zze Z, ma minimum dla:

1 (W,
a,==In (2.2.119)
2 (W,
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» Trzecie oszacowanie a, moze zosta¢ zastosowane, gdy f,() przyjmu-
je wartosci z zakresu [0, 1]. Wowczas mozna pokazad, ze Z da si¢
aproksymowac z gory przez wyrazenie:

zs(li)e“ (”Tr)e—“, gdzic rz%:D(u,v)( fw)-f(v))  (2.2.120)

2

Prawa strona nieréwnosci (2.2.120) przyjmuje minimum dla

a:lln(“—’j (22.121)
2 1-r

Wartos¢ te wiec mozemy wykorzysta¢ do oszacowania a.

Do uczenia funkcji rankingujacej, przy ocenach preferencji relewan-
cji dokumentéw parami, zastosowa¢ mozemy réwniez metody oparte
ma maszynach wektoréw wspierajacych [Herbrich, Graepel, Obermayer,
1999; Herbrich, Obermayer, Graepel, 2000; Joachims, 2002]. Uzycie SVM
do tego rodzaju regresji porzadkowej, polega przy tym na dosy¢ natural-
nej modyfikacji standardowego modelu.

Dla par dokumentéw u, v, ze zbioru treningowego T, dla ktérych
w ocenach uzytkownikéw zostala wskazana preferencja relewancji dla
dokumentu u, np. 7 (1, v) = 1, chcemy zbudowac¢ taki model funkgji ran-
kingujacej dokumenty f, dla ktérego zachodzi nieréwnos¢ flx_ ) > fx ).
Przyjmujac liniowy model funkeji rankingujacej f(x) = w'x, mamy wiec
dla par dokumentéw u, v, dla ktérych rq(u, v) = 1, nastepujaca zaleznos¢:

T T

w xqu >w xqv

wix, —w'x, >0 (2.2.122)

T
w (xqu—xqv)>0

Co pozwala na zbudowanie modelu SVM, o funkgji dyskryminacyjnej
f(x) = w'x, spelniajgcego warunki:
. 1 2 l
mlnzw + Sour

(xqu Xy Iy (u,v))eT:
A (u,v)=1

wT(xqu—xqv)Zl—qu, S 20, dla 7 (u,v)=1

(2.2.123)
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Dla tego rodzaju modeli SVM zbudowane zostaly réwniez efektywne
algorytmy optymalizacyjne, rozwiazujace problem (2.2.123) w liniowym
czasie [Joachims, 2006; Chapelle, Keerthi, 2010].

Analizujgc przedstawione wyzej metody uczenia funkcji rankingujacej
na podstawie preferencji relewancji w parach dokumentéw, mozna oce-
ni¢, ze w poréwnaniu do podejscia punktowego maja one powazne zalety,
poniewaz modelowana w nich jest raczej wzgledna pozycja dokumentu
w rankingu, a nie bezwzgledna wartos¢ relewancji. Tym niemniej jednak,
mozna wskaza¢ réwniez pewne ich wady [Liu, 2011]:

o Przejscie od ocen relewancji pojedynczych dokumentéw do pre-

ferencji w parach moze prowadzi¢ do pewnej utraty informacji
o relewancji. Przedstawione wyzej metody z tej ostatniej grupy
w zdecydowanej wigkszosci wykorzystuja tylko informacje o kie-
runku preferencji, a nie o jej sile, tzn. o tym jak bardzo dokument
LWYgrywajacy” w parze jest oceniany jako bardziej relewantny od
»przegrywajacego’.

» Wiekszo$¢ z przedstawionych wyzej metod rankingowania w opar-
ciu o preferencje w parach dokumentéw nie bierze pod uwage
pozycji dokumentu w finalnym rankingu, tylko poréwnania poje-
dynczych par dokumentéw. Pamieta¢ jednak nalezy, ze zazwyczaj
dokumenty na poczatkowych pozycjach listy rankingowej s znacz-
nie wazniejsze dla uzytkownikéw niz te umieszczone nizej.

« Poniewaz liczba poréwnywanych par dokumentéw moze by¢ réwna
kwadratowi ich liczby, réznice w liczbie par dokumentéw miedzy
zapytaniami mogg by¢ nawet jeszcze powazniejsze niz w przypadku
podejscia punktowego [Cao, Xu i in., 2006; Qin, Zhang i in., 2008].
Aby rozwigzac ten problem, w niektérych opracowaniach [Cao, Xu
i in., 2006] proponuje si¢ normalizacje funkcji celu stosowanych
modeli na poziomie zapytania poprzez liczbe par dokumentéw
zwigzanych z danym zapytaniem.

« Podejscie oparte na preferencji w parach jest bardziej wrazliwe na za-
szumione oceny uzytkownikéw niz punktowe. Bltedna ocena poje-
dynczego dokumentu moze prowadzi¢ do wielu blednie ocenionych
par. Problem ten moze w pewnym stopniu ztagodzi¢ transformacja
funkcji kosztéw uczenia modeli rankingujacych, ,splaszczajaca”
efekty oddziatywania duzych odchylen wprowadzanych przez dane
odstajace, np. przy wykorzystaniu funkcji kosztu logistycznego [Ca-
rvalho, Elsas i in., 2008].

Przyjrzymy sie wiec teraz nieco doktadniej kilku metodom prébujacym

wyeliminowac¢ cze$¢ z przedstawionych wyzej problemdéw. Zajmiemy sie
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przy tym przede wszystkim dwoma pierwszymi punktami z przedstawio-
nej listy. Na problemy trzeci i czwarty nalezy w rozwazanych w biezacym
punkcie zadaniach zwrdci¢ szczegdlng uwage, maja one jednak charakter
bardziej generalny i rozwigzywane s3 najczesciej metodami ogélnie sto-
sowanymi w zagadnieniach modelowania.

Rozpoczniemy od problemu przedstawionego na poczatku listy.
Pierwsza z prezentowanych metod umozliwia wykorzystanie do uczenia
rankingowania preferencji okreslanych na podstawie ocen relewancji wy-
razonych w formie kilku kategorii porzagdkowych, o coraz wyzszej inten-
sywnosci [Qin, Liu i in., 2007]. Oryginalnie zostala ona co prawda zasto-
sowana do rozszerzenia ostatnio dyskutowanego rozwigzania opartego
na maksymalizacji marginesu i modelach SVM, nie ma jednak powodoéw,
aby nie mogta zosta¢ wykorzystana réwniez i w przypadku innych algo-
rytmoéw.

Przyjmijmy wiec, ze dla par dokumentéw u, v oceny preferencji wy-
razone zostaly w formie kilku kategorii porzadkowych, okreslajacych
narastajacy poziom tej preferencji, ewentualnie relewancja kazdego z do-
kumentéw w parze oceniona zostala przez uzytkownikéow w skali po-
rzagdkowej obejmujacej kilka kategorii. W tym drugim przypadku, jesli
do oceny dokumentéw wykorzystano K kategorii relewancji, potrafimy
okresli¢ preferencje w parach dla K(K-1)/2 pozioméw. Na przyklad dla
czterech poziomoéw relewancji {1, 2, 3, 4}, otrzymamy 6 réznych pozio-
mow sily preferencji dla dokumentéw u, v pochodzacych z grup {(1, 2),
(1,3),(1,4),(2,3),(2,4) 3,4}

Dla kazdej grupy poziomu natezenia preferencji dokumentéw w pa-
rach mozemy zbudowaé rankingujacy model SVM okreslony przez
(2.2.123). Bedziemy je okresla¢ bazowymi modelami rankingujacymi.
Idea proponowanej metody polega na zbudowaniu dla kazdego modelu
bazowego wynikajacego z niego rankingu dokumentdw, a nastepnie agre-
gacji powstalych rankingéw w jedng calos¢.

W literaturze poswieconej zagadnieniom wyszukiwania informacji za-
proponowanych zostalo szereg podej$¢ do scalania rankingéw [Liu, 2011],
takich jak agregacja metoda Bordy [Aslam, Montague, 2001; Dwork, Ku-
mar i in., 2001], metoda mediany rangi [Fagin, Kumar, Sivakumar, 2003],
z wykorzystaniem metod soft computingu — algorytmu genetycznego [Beg,
2004], logiki rozmytej [Ahmad, Beg, 2002], agregacja oparta na tanncuchach
Markova [Dwork, Kumar i in., 2001]. Do scalenia ranking6éw otrzymanych
przy pomocy modeli bazowych zastosowana moze by¢ praktycznie dowolna
z nich. W [Qin, Liu i in., 2007] wykorzystano algorytm agregacji oparty
na metodzie Bordy i wazonej metodzie Bordy.
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Przyjmijmy, ze zbudowanych zostalo / modeli bazowych. Oznaczmy
przez 7, ..., m, listy rankingowe utworzone przez kazdy z nich. Meto-
da Bordy, nazwana na cze$¢ XVII-wiecznego, matematyka francuskiego
Jeana-Charlesa de Borda, polega na ocenie wyniku kazdego dokumentu
na podstawie jego pozycji w rankingu. Na przyklad jako wynik doku-
mentu mozemy przyjac liczbe dokumentow, ktore znalazly sie w rankin-
gu ponizej niego we wszystkich listach rankingéw bazowych:

1
s(u)= s, () (2.2.124)
k=1

gdzie , oraz oznacza, ze w rankingu 7, dokument u zostat uszeregowany
wyzej od dokumentu v. Nastepnie dokumenty porzadkowane s3 zgodnie
ze swoimi wynikami s(u).

W wazonej metodzie Bordy wynik dokumentu ustalany jest na pod-
stawie wazonych wynikéw dla poszczegdlnych modeli bazowych:

I
5(”)=zak5k (u) (2.2.125)
k=1

gdzie «,_jest wagg przypisang k-temu modelowi bazowemu. Wagi usta-
lane mogg by¢ na przyktad na bazie dziatania modelu na dodatkowym
zbiorze walidacyjnym. Moga réwniez by¢ okreslane przez ekspertéw, aby
odzwierciedla¢ pewng wiedze teoretyczng [Qin, Liu i in., 2007]. Wagi
moga by¢ rowniez przydzielane na podstawie sily preferencji, dla ktdrej
tworzony byt model bazowy.

Do kwestii uwzglednienia sily preferencji w modelach rankingowania
opartych na poréwnaniu dokumentéw parami mozna podej$¢ rowniez
od strony wykorzystania w procesie uczenia specjalnych funkgji celu za-
chowujacych rozmiary tej réznicy. Zagadnienie to analizowali Cortes,
Mohri, Rastogi [Cortes, Mohri, Rastogi, 2007]. Zaproponowali oni kilka
funkgji kosztu, ktore moga by¢ zastosowane do tego celu. Bedziemy przy
tym przyjmowac, ze pordwnywania w parach dokonywane sg na pod-
stawie ocen relewancji poszczegdlnych dokumentéw dla zapytania, tzn.
zbidr treningowy ma postaé: T'= {(xqu, xqv), (rq(u), rq(v))}.

Pierwsza z zaproponowanych funkeji celu uczenia jest naturalnym
rozszerzeniem niesymetrycznego jednostronnego kosztu ,,zawiasowego”
(ang. hinge loss), nakladajacym kare na bledng klasyfikacje w parze do-
kumentow, z uwzglednieniem réznicy w poziomach oceny ich relewancji
przez model:
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0jeseli  f(x,, )= £(x,))(1, () =7, ()20
‘f(xfw)_f(xqu)

gdzie n = 11ub n = 2 daje, oczywiscie wersje bezwzgledng lub kwadratowa
btedu.

Widzimy jednak, ze funkcja kosztu L, dla danej pary dokumentow u,
v, bierze pod uwage wielko$¢ roznicy oceny relewancji przez model, ale
nie ,prawdziwej” réznicy w ocenach uzytkownikéw r (v) - r (u). Kolejna
z zaproponowanych funkgji spetnia juz powyzszy warunek (ponownie
dlan=1,2).

Ly (f)xqulqu): (2.2.126)

" w innym wypadku

n

(2.2.127)

Lo (£ %% )= £(%00 )= £ (00 ))~ (1 () =1, ()

Jednostronna, niesymetryczna wersja funkcji L, ,, naktadajgca kare
tylko na bfedne klasyfikacje, bedzie miala postac (n =1, 2):

0 jesel (f(x, )£ (x40 )) (5, (v) =1, (1)) 20
(o (e )= (20~ )=, )|

w in. wyp.

Ly ( f1%p0%, )= ‘ (2.2.128)

Cortes, Mohri, Rastogi [Cortes, Mohri, Rastogi, 2007] zaproponowali
ponadto funkcje kosztu dla uczenia z marginesem, stanowigcg rozsze-
rzenie funkgji celu wykorzystywanej w klasycznym regresyjnym modelu
SVM (SVR):

Loy (%%, )=
0 jezeli (f(xqv)—f(xqu))—(rq(v)—rq(u)) <e  (2.2.129)
H(f(xqv)_f(xqu ))—(T‘q(v)—rq(u)) —€ ' win. wyp.

Dla n = 1 oraz liniowej funkcji oceny f(x) = w'x funkcja kosztu
(2.2.129) zwigzana jest z modelem maszyny wektoréw nosnych, okreslo-
nym przez nastepujacy problem optymalizacji z ograniczeniami [Cortes,
Mobhri, Rastogi, 2007]:
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minw' 42 Y (£, +E)
2 (uv)eT
WT (Xqv _Xqu )_(Vq (V)—rq (u))gf_{_ng gquv >0 (22130)

(rq(v)—rq(u))—wT (xqu —xqu)S€+z§;W f;w >0

Przejdziemy obecnie do drugiego z podstawowych probleméw, poja-
wiajacych si¢ przy tworzeniu rankingu na podstawie informacji o pre-
ferencjach uzytkownikéw odnosnie do relewancji w parach poréwny-
wanych dokumentéw. Przypomnijmy, Ze zwigzany jest on z faktem
jednolitego traktowania wszystkich poréwnywanych dokumentow, bez
uwzglednienia ich pozycji w rankingu wynikowym, podczas gdy dla
uzytkownikéw zazwyczaj znacznie wazniejsze s dokumenty na poczat-
kowych pozycjach listy niz te umieszczone nizej.

Sugeruje to oczywiscie rozwigzanie polegajace na tym, aby wykorzysty-
wana w procesie uczenia modelu funkcja kosztu naktadala wigksze kary na
bledy pojawiajace si¢ na poczatkowych pozycjach rankingu. Co prawda,
na podstawie poréwnan parami dokumentéw nie mozna okresli¢ ich osta-
tecznej pozycji w liscie rankingowej, mozliwe jest jednak oszacowanie jej.
Pierwsza z prezentowanych metod, funkcja kosztu uczenia zastosowana
w modelu ,,P-norm push” [Rudin, 2006, 2009], szacuje pozycj¢ dokumentu
w rankingu analizujac wszystkie pary zawierajace ten dokument.

Przyjmujemy binarny charakter oceny relewancji, tak wigc dla par
dokumentéw u, v, ze zbioru treningowego T, dla ktérych w ocenach
uzytkownikéw zostala wskazana preferencja relewancji dla dokumentu
u, r(u, v) = 1, chcemy zbudowa¢ taki model funkeji rankingujacej do-
kumenty f, dla ktérego zachodzi nier6wno$é f(xqu) > flx ). Oznacza to,
ze dla danego dokumentu v chcemy redukowac liczbe dokumentéw oce-
nionych lepiej, ktére znalaztyby sie¢ w rankingu pod nim. Innymi stowy
naszym celem jest minimalizacja bledu:

1
P )< £ (%) (2.2.131)
uzry (u,v)=1

Oczywiscie dla celéw uczenia modelu zastgpujemy zero-jedynkowa
funkcje bledu, z powodu jej wlasciwosci, pewna przyjeta funkcja blednej
pozycji w rankingu L:

)3 L(f (xqv)_f (xq)) (2.2.132)

wry (u,v):l

176 Inteligentne ustugi informacyjne



co ostatecznie daje funkcje celu uczenia L(f)

L(f)=) > L(f(xqv)—f(xqu)) (2.2.133)

v (u)=1

Algorytm P-norm push, proponuje dodatkowe ,,pchniecie” dla zbyt
nisko rankingowanego dokumentu, w sensie zwigkszenia kary za duze
réznice we wlasciwej pozycji w rankingu, z wykorzystaniem nieujemnej,
wypuktej i monotonicznie rosnacej funkgji g:

L(f)=Dg > L(f(x)-f(%)) (2.2.134)

v wry (u,v)=l

Jako funkcje kary g mozna zastosowaé dla przykladu funkcje wyktadni-
cza g(r) = ¢, albo potegowa g(r) = r?, dla duzych wartosci p.

Funkcja kosztu (2.2.134) posiada szereg pozytywnych wlasciwo-
$ci, w stosunku do tradycyjnie stosowanych funkcji kosztu postaci
(2.2.133). Na przykfad znacznie bardziej karane sa bledy w goérnej, po-
czatkowej czesci rankingu, niz na koncowych jego pozycjach. Aby to
pokaza¢, wykorzystamy prosty przyklad ilustracyjny, przedstawiony
w [Rudin, 2009].

Rozwazmy nastepujacy przykladowy zbiér ocen dokumentow:

(-1,+1,-1,+1,-1,-1,+1,+1)

gdzie wartos¢ +1 oznacza, ze dany dokument zostal oceniony wyzej od
wszystkich dokumentéw, z wartoscig —1. Przyjmijmy ponadto funkcje
g(r) = r*. Dla wyjsciowego ustawienia dokumentdw, zakladajac rosnacy
porzadek rankingowania, tzn. kolejne dokumenty znalazlyby sie na coraz
wyzszych pozycjach rankingu, blad (2.2.134) (przy zwyklej zerojedynko-
wej funkcji kosztu L) wynositby:

0%+ 14+ 24+ 2*=33

Jego wyznaczenie jest dosy¢ proste (mozemy pomingé¢ pozycje ozna-
czone +1, poniewaz nie ma zadnych dokumentéw ocenionych lepiej od
nich, a wiec ich blad jest réwny 0):

o Dokument 1 - nie ma zadnego dokumentu ocenionego wyzej, za

nim w rankingu.

o Dokument 3 - jest 1 dokument oceniony wyzej, za nim w rankingu.
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o Dokument 5 - s3 2 dokumenty ocenione wyzej, za nim w rankingu.

« Dokument 6 - s3 2 dokumenty ocenione wyzej, za nim w rankingu.

Powiedzmy, Ze niewlasciwie przestawimy sasiadujace dokumenty
w dole rankingu, np. pierwszy i drugi:

(+1,-1,-1,+1,-1,-1,+1,+1)

Btad wynosi:
I*+ 14+ 24+ 24=34

Zmiana bledu jest wiec niewielka, jego wzrost wynosi tylko 1. Na-
tomiast przy niewlasciwym przestawieniu sasiadujacych dokumentéw
w gorze rankingu, np. sze$¢ i siedem:

(-1,+1,-1,+1,-1,+1,-1,+1)

Blad wyniostby:
0*+1*+2*+3*=98

W obydwu przypadkach przestawili$my (niewltasciwie) elementy sa-
siednie. Widzimy jednak ze przestawienie dokumentéw w goérze rankingu
spowodowalo znacznie wiekszy przyrost bledu, niz przestawienie w dole.

Inne podejscie do wprowadzenia do funkeji btedu pozycji dokumentu
w rankingu zwigzane jest z bezposrednim wykorzystaniem pozycyjnych
miar uzyteczno$ci rankingu, zdefiniowanych w punkcie 2.2.3.1 (takich
jak MRR, MAP czy NDCG). Problem polega na tym, Ze miary te maja
charakter nieciagly, tak wiec w procesie uczenia modelu musimy korzy-
stac z przyblizonych funkgji celu, zgodnych z nimi. Przyktadem tego typu
rozwigzan jest algorytm LambdaRank [Burges, Ragno, Le, 2007; Burges,
2010], bedacy modyfikacja prezentowanego juz wczeéniej w tym punkcie
algorytmu RankNet (zaleznosci (2.2.112) i (2.2.113)).

Przypomnijmy, ze algorytm RankNet wykorzystywal metode gradien-
towa do uczenia funkcji rankingujacej dokumenty f, dla zbioru treningo-
wego ocen relewancji w parach dokumentéw r . Algorytm LambdaRank
wykorzystuje przyblizone oszacowanie gradientu funkeji uczenia modelu
L, dla pary dokumentéw u i v, z wykorzystaniem formuly pewnej funkcji
A nazwanej A-gradientem:

_aL(yu_yv)_ —O0
A= 0y, B 1_'_60'(}/,‘7)/”) |ANDCG| (2.2.135)
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gdziey, =fix ).y, =f(x ),za$|A | zmiang miary NDCG, przy zamia-
nie w rankingu dokumentéw u i v. Zbiér uczacy sktada sie z par doku-
mentéw, dla ktérych r = 1. Pochodna funkcji celu wzgledem parame-
tréow modelu wyznaczana jest oczywiscie ze wzoru na pochodng funkcji
zlozonej:

oL _OL Y,
Ow, Oy, Ow,

(2.2.136)

Mozna pokazaé, ze optymalizacja powyzszego modelu daje wyni-
ki zgodne z optymalizacja miary NDCG. Ponadto wartos¢ gradientu
(2.2.135) zalezy od wartosci tej miary. W [Donmez, Svore, Burges, 2009]
pokazano metody konstrukeji A-gradientéw dla innych miar pozycyj-
nych rankingu.

2.2.3.4. Podejscie oparte na listach

W przypadku podejscia opartego na listach, bierzemy pod uwage zbioér
dokumentdw, zwigzanych z zapytaniem g, reprezentowanych przez wek-

m

tory cech tych dokumentéw, np. {xqj}, - Naszym celem jest okreslenie
j=

listy rankingowej (permutacji) tych dokumentéw.
Oceny relewancji moga by¢ zbierane w rézny sposdb, a nastepnie prze-
liczane na odpowiadajace im listy rankingowe, tzw. fundamentalnie praw-
dziwe listy lub permutacje [Liu, 2011]:
o Jesli oceny relewancji zbierane s3 w formie stopnia relewancji kaz-
dego z dokumentéw r, = r(x ), to wszystkie permutacje zgodne
z tymi ocenami (tzn. takie permutacje 7, ze dla wszystkich u, v, jesli
r.>r to ny(u) < ny(v)) s3 fundamentalnie prawdziwe. W tym przy-
padku zestawowi ocen relewancji moze odpowiada¢ wiele permu-
tacji fundamentalnie prawdziwych. Zbiér tych permutacji oznaczy-
my przez ().
 Jedli oceny relewancji zbierane s3 w formie preferencji w parach
r,=1(x,,x, ), wtedy ponownie wszystkie permutacje zgodne z tymi
ocenami s3 fundamentalnie prawdziwe. W tej sytuacji przez permu-
tacje zgodng z preferencjami uzytkownika, rozumiemy taka per-
mutacj¢ L, ze dla wszystkich u, v dla ktérych r,, = 1 otrzymujemy
m(u) <1 (v). 1znéw tego rodzaju permutacji fundamentalnie praw-
dziwych moze by¢ wiele i oznaczamy je przez Q) .

o Jesli ocena relewancji zbierana jest w formie uporzadkowania do-
kumentow przez uzytkownika 7, to po prostu przyjmujemy 7, = 7.
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Metody uczenia rankingu oparte na listach, generalnie podzieli¢ mo-
zemy na dwie grupy:

« wykorzystujace funkcje kosztu bezposrednio zwigzane z pozycyj-
nymi miarami uzytecznoéci rankingu, zdefiniowanymi w punk-
cie 2.2.3.1;

 niezwigzane bezposrednio z tymi miarami.

Podstawowym problemem pojawiajacym sie przy probie wykorzysta-
nia do uczenia modelu rankingujacego, funkcji kosztu opartych bezpo-
$rednio na miarach uzytecznosci rankingu, jest, jak juz niejednokrotnie
wspomnielismy, ich nieciggly charakter. Wartosci miar takich, jak NDCG,
MRR, czy MAP, zmieniaja si¢ w sposob skokowy przy przestawianiu po-
zycji dokumentéw w rankingu. W podejsciach nalezacych do pierwszej
z wymienionych stosuje sie kilka podej$¢ dla rozwigzania tej kwestii.
Pierwsze z nich polega na wykorzystaniu jako funkcji kosztu w procesie
uczenia, ciagglej aproksymanty miary jakosci modelu.

Przyktadem tego rodzaju rozwigzania jest algorytm SoftRank [Taylor,
Guiver i in., 2008]. Do modelowania funkgcji rankingujacej wykorzysty-
wano w nim warstwowg sie¢ jednokierunkowa. Jako funkcje celu w pro-
cesie uczenia sieci zastosowano wygtadzong aproksymacje miary NDCG,
nazwang SoftNDCG, opartg na wartosci oczekiwanej tej miary.

W metodzie przyjmuje sig, ze warto$ci oceny poszczegdlnych doku-
mentéw przez model majg charakter niepewny i okreslone sa w formie
rozkladéw prawdopodobienstwa. Przyjmuje si¢ model rozkladu normal-
nego wokot wartosci wyjsciowej funkcji rankingujacej, tzn. dla danych

dokumentéw treningowych {xq]} X zwigzanych z zapytaniem ¢, ocena
j=

kazdego z dokumentéw y, okreslona jest przez rozktad normalny praw-
dopodobienstwa o wartosci oczekiwanej rownej wartosci wyjsciowej mo-
delu f(x ) oraz odchyleniu standardowym o, okreslonym przez jego blad.

p(7,)=N(; 1 f(x,).0,) (2.2.137)

Poniewaz ocena dokumentu jest zmienng losows, w zwigzku z tym
réwniez jego pozycja w rankingu takze staje si¢ zmienng losowa. Kazdy
dokument moze by¢ z pewnym prawdopodobienstwem umieszczony na
kazdej z pozycji rankingu.

Prawdopodobienstwo, ze dokument i zostanie umieszczony w rankin-
gu powyzej dokumentu j (znaczmy je przez p,) odpowiada prawdopodo-
bienstwu tego, ze otrzyma on wyzsza oceng, lub réwnowaznie prawdopo-
dobienstwu, ze réznica ich ocen bedzie wigksza od 0. Tak wigc:
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Py =P(3=3,>0)= [N(y| £, )= () 20,)dy  (22.138)

Rozklad prawdopodobienstwa pozycji w rankingu dokumentu j, 7,
otrzymywany jest z rozkladu dwumianowej zmiennej losowej, dla m-1
prob Bernoulliego, gdzie prawdopodobienstwo sukcesu odpowiada
prawdopodobienstwu, zZe dokument j zostanie pokonany przez inny do-
kument i, p,. Obliczany jest on przy pomocy nastepujacej procedury re-
kurencyjnej, ze wzgledu na liczbe dokumentow.

Dla jednego dokumentu, pozycja ranklngowa moze wynosi¢ tylko 0
(co oznacza najlepszy ranking). Tak wiec p; O (r)=8(r), gdzie 8(r) = 1
tylko dla r = 0, dla pozostatych r jest réwna zero.

Dla kazdego kolejnego dokumentu i, rozklad prawdopodobienstwa

Wynosi:
p(=p ey rp 7 (0-p)  (22139)

Jezeli teraz wyznaczymy miare NDCG dla rankingu wszystkich m do-
kumentéw treningowych:

NDCG=(NDCG,,,) li )G(r,) (2.2.140)

j=1

gdzie, przypomnijmy, NDCG, jest miarg DCG dla rankingu idealne-
go, zazwyczaj przyjmujemy G(z) = (27 - 1) oraz #(j) = 1/log,(j+1). W sy-
tuacji, gdy ocena kazdego z dokument6w 7, jest zmienng losows, miare
SoftNDCG zdefiniujemy korzystajac z warto$ci oczekiwanej funkeji G tej
zmienne;j:

SoftNDCG=(NDCG,,,,) li ( (7 ))

(2.2.141)

m—

m 1
NDCGmax 12 ZG(r)p} (7’)
j=1 0

gdzie p;(r)= pgm) (r) i obliczane jest przy pomocy (2.2.139).

Funkcja SoftNDCG jest miarg jakosci (uzytecznosci), a nie kosztu,
w zwiazku z tym jako funkcje celu uczenia modelu oceny f, wykorzystuje
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sie funkcje 1 - SoftNDCG. Tak jak powiedzielismy, wykorzystywana jest
ona do treningu modelu warstwowej sieci neuronowej [Taylor, Guiver
iin., 2008].

Nieco odmienny rodzaj aproksymacji zastosowany zostal przez Qina,
Liu i Li [Qin, Liu, Li, 2009; Liu, 2011]. Proponuja oni aproksymacje po-
zycji rankingowych dokumentéw funkcjami cigglymi wzgledem wartosci
funkcji ich oceny.

Zmieniajac w definicji miary NDCG (wzory (2.2.69) i (2.2.70)) indeks
sumowania elementéw z pozycji w rankingu na indeksy dokumentéw,
mozemy zapisa¢ NDCG jako:

L G(’i)
) Gl (2.2.142)
NDCG (NDCGmax) ]leog(l"'”(xqj)

gdzie n(x ) jest pozycjg j-tego dokumentu w rankingu 7, ktérg mozna
obliczy¢ na podstawie liczby wyzej ocenionych dokumentow:

7% ) =1 20 oo (2.2.143)

i#j

Zalezno$¢ (2.2.143) ma charakter nieciagly, ale moze zosta¢ aproksy-
mowana ciggla funkcja wartosci funkeji oceny dokumentéw:

exp(_a(f(xqj)_f(x‘ii))) (2.2.144)
;jl+exp(—a(f(xqj)_f(x‘1i)))

gdzie a > 0 jest stalg skalujaca.

Podstawiajac (2.2.144) do (2.2.142) otrzymujemy ciagla i réznicz-
kowalng aproksymacj¢ miary NDCG, ApprNDCG. Jako funkcje kosz-
tu uczenia modelu oceny dokumentéw mozemy wykorzysta¢ funkcje 1
- ApprNDCG.

Inne podejscie do wykorzystania funkeji celu uczenia bezposrednio
opartej na miarach uzytecznosci rankingu moze polegac na zastosowa-
niu metod optymalizacji nieciaglych funkgeji celu. Przykladem tego ro-
dzaju rozwigzania jest metoda AdaRank [Xu, Li, 2007], wykorzystujaca
boosting do optymalizacji funkcji wykladniczej, miary uzytecznosci
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rankingu. Poniewaz funkcja wykladnicza jest monotoniczna, jest to row-
nowazne optymalizacji samej miary oceny rankingu.

Algorytm AdaRank, jak juz wspomnielismy wykorzystuje podejscie
oparte na boostingu. Przypomnijmy, ze generalnie boosting jest me-
todg polegajaca na wielokrotnym uczeniu modelu, z wykorzystaniem
zbioréw uczacych zawierajacych wazone probki z wyjsciowego zbioru
treningowego.

Oznaczmy przez S (q XL, ):(:1 zbior treningowy zlozony z k zapytan g,
odpowiadajgcych im zestawéw cech dokumentéw x,, oraz zestawow ocen
relewancji r. Oznaczmy dalej przez E(T[ (g%, f)x; ) warto$¢ miary oce-
ny rankingu zwigzanych z danym zapytaniem dokumentéw x,, utworzo-
nym przy pomocy funkcji oceny f.

Algorytm AdaRank mozemy zreasumowac nastepujaco [Xu, Li, 2007]:

Inicjujemy rozklad wag prébek treningowych P (i) = 1/k.

Kolejne kroki wykonujemydlat=1, ..., T:

+ Tworzymy staby model rankingujacy h, przy pomocy zbioru tre-

ningowego, wazonego rozkltadem P,

+ Obliczamy a;:

1 2 RO+ E(r(a h)on)

o, =2 (2.2.145)
23 B(i)(1-E(z(q,%,h,)om,))
Tworzymy model w danym kroku f;:
t
ft(x)zzazhz(x) (2.2.146)

I=1

Modyfikujemy rozktad P, :

B, (i)= exp(—E(7(4,%.£,) %)) (2.2.147)

z;exp(—E(ﬁ(q,,x,,ft ),rl ))

Ostatecznym modelem oceny dokumentow jest f,(x).

Inne podejscia z tej grupy stosuja bezposrednia optymalizacje miary
jakosci rankingu, wykorzystujac metody optymalizacji funkeji niecig-
glych, takie jak np. algorytm genetyczny.

Druga grupa podej$¢ opartych na listach, wykorzystuje do uczenia
rankingu funkcje uczenia niezwigzane bezposrednio z miarami jakosci
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rankingu, lecz niezgodno$¢ miedzy wyjsciowym rankingiem modelu,
a fundamentalnie prawdziwg permutacja, zgodna z ocenami relewancji
uzytkownika. Przykladem takiego rozwigzania moze by¢ algorytm List-
Net [Cao, Qin i in., 2007].

Podstawa metody jest zalozenie, ze z predykejg list rankingowych
(permutacji) dokumentow przy uzyciu funkeji rankingujacych zwigzana
jest niepewno$¢. Zaklada sie, ze dowolna permutacja jest mozliwa, ale
rozne permutacje majg rézne prawdopodobienstwa obliczane na podsta-
wie funkcji rankingujacych.

Jesli wiec mamy zbidr dokumentéw z wartosciami funkcji rankingu-
jacej y = {y} j =1, ..., m, gdzie y, = flx ), za$ ¢ jest rosngcg funkcjg
dodatnig, to prawdopodobienstwo dowolnej permutacji 7 moze zosta¢
zdefiniowane jako:

P(ﬁ|y):ﬁM (2.2.148)

j=1 z:=j§0(yn(k))

gdzie oznacza ocen¢ dokumentu na pozycji j w permutacji 7.

W algorytmie ListNet funkcja rankingujaca budowana jest na pod-
stawie modelu neuronowego. Dla danego zapytania g sie¢ neuronowa f
generuje oceny dokumentéw. Nastepnie wybieranych jest k najwyzej oce-
nionych dokumentéw i tworzona jest podgrupa mozliwych rankingéw
G,, zawierajaca wszystkie permutacje zawierajgce na k najwyzszych miej-
scach najwyzej ocenione dokumenty.

Dla kazdej permutacji g € G,, prawdopodobienstwo tej permutacji ob-
liczane jest przy pomocy wzoru (2.2.148) dla k najlepszych dokumentow,
z zastosowaniem jako ¢ funkcji wykladniczej:

v _ k expf(xq}.t )
S )

Jako funkcja kosztu uczenia dla zapytania g wykorzystywana jest funk-
cja entropii, opartej na dywergencji Kullbacka-Leiblera:

- > P(glr, )JlnP(g|f) (2.2.150)

8€Gy

(2.2.149)

Podobne rozwigzania [Liu, 2011] znalez¢ mozna w algorytmach Li-
stMLE [Xia, Liu i in., 2008] i BolzRank [Volkovs, Zemel, 2009].
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Rozdziat 3

Nowe technologie w sieci
Internet — krotka charakterystyka
| mozliwe zastosowania

3.1. Business Intelligence

W 2002 roku jedna z popularniejszych sieci amerykanskich marketéw
Target, postawila przed sobg nowy cel, ktéry mial zagwarantowac jej
wielomilionowe dochody. Analitycy firmy stusznie zauwazyli, ze pary,
ktérym wlasnie urodzilo si¢ dziecko stanowig bardzo dochodowsa grupe
konsumencka. Rodziny takie na przyklad w mniejszym badz wigkszym
stopniu zmieniajg swoje nawyki konsumenckie, przechodzac na zdrow-
sz3, a tym samym drozsza, zywno$¢. Zmianie ulega takze ilo§¢ srodkow
wydawanych na rodzing. Poniewaz nie byli jedynymi, ktérzy doszli do
takich wnioskow, dlatego tez nalezalo zrobi¢ cos, co pozwoliloby wyprze-
dzi¢ konkurencj¢ w walce o ,,rodzinnego” klienta.

Pomystem, ktory mial pomdc w realizacji tego celu, byta préba ,o0d-
gadniecia” na podstawie nawykéw zakupowych klientek, ktéra z nich
byta spodziewala si¢ dziecka. Zbierajac dane zakupowe, ktdre firma zbie-
rala przy pomocy specjalnych kart kredytowych, ktore wezesniej wrecza-
no klientom', analitycy Target odkryli pewne zaleznosci. Kobiety, ktore
spodziewaly si¢ dziecka, diametralnie zmienialy swoje nawyki zywienio-
we, sktaniajac si¢ ku zdrowszej, bogatej w magnes czy zelazo diecie.

1 Chodzi tutaj o karty, ktore kupujacy daje sprzedawcy podczas dokonywania ptat-
nosci. Sg one przeznaczone nie tylko do uiszczania optat. Stanowia swojego ro-
dzaju wizytéwke posiadacza. Dzieki temu sklep wie, jakie produkty zostaty przez
dang osobe nabyte czy za jaka kwote. Na podstawie historii transakcji mozna wy-
syta¢ indywidualne oferty z promocjami dla zachecenia do kolejnej wizyty.
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Aby pokazag, jak bardzo wnikliwe byly te analizy, Charles Duhigg opisal
pewien przypadek, gdy pracownicy z Target wyslali do jednej z klientek
katalog z artykutami dla miodych matek. Niedlugo po tym, jak pakiet re-
klamowy trafit do domu adresata, menedzer firmy odebrat telefon. Roz-
mowcg okazal si¢ ojciec dziewczyny (jak sie okazalo, dziewczyna byta jesz-
cze uczennicy liceum), ktéry w dosadny sposob skrytykowat postepowanie
firmy, skarzac sie jednoczesnie, ze tak agresywnym marketingiem, wrecz
zachecajg ja do zajscia w ciaze. Jak pisze dalej Duhigg, menedzer wylewnie
przeprosil, po czym po kilku dniach ponownie zadzwonil, zeby przeprosi¢
raz jeszcze. Ku jego zaskoczeniu, zamiast kolejnej fali oskarzen to ojciec
dziewczyny przeprosil za swdj wezesniejszy wybuch, poniewaz rozmawiat
z corka, ktora rzeczywiscie spodziewalta si¢ dziecka [Duhigg, 2012].

Historia opisana powyzej stanowi idealny przyklad Business Intelli-
gence, czyli procesu wykorzystania strategii i technologii do zebrania da-
nych w informacje, ktére mozna wykorzysta¢ do zoptymalizowania pro-
cesu zarzadzania, zwigkszenia konkurencyjnosci, a tym samym zyskow.

W dzisiejszych czasach liczba informacji rosnie cztery razy szybciej
niz $wiatowa gospodarka, a moc obliczeniowa komputeréw dziesi¢c razy
szybciej. Trudno si¢ dziwi¢, ze ludzie zaczynajg narzeka¢ na przelado-
wanie informacjami [Mayer-Schonberge, Cukier, 2014]. Dzieje sie tak
poniewaz znacznie wzrosta sama ilo$¢ zrddel, z ktérych dane mozna po-
bierac.

Mozna do nich zaliczy¢ chociazby wspomniane wyzej dane sprzeda-
zowe, czyli posrednio generowane przez ludzi. Jednakze dochodza do
tego takze te, ktdre sg w calo$ci wytwarzane przez maszyny. Przykltadem
tutaj moga by¢ chociazby stosowane przez jedng z firm przewozowych,
czujniki instalowane w silnikach, ktére badaja szczegdtowo temperature,
czestotliwos¢ drgan, poziom oleju itp. Informacje te sg zbierane, a nastep-
nie wysyltane do kontroli, dzieki czemu praca silnika jest monitorowana
24 godziny na dobe.

Nasze komputery osobiste rowniez generuja dane, czy to w formie lo-
gow, czy tez plikéw cookies (tzw. ciasteczek), ktore zwigzane sg z nasza
aktywnoscig w sieci.

Opisane powyzej dane maja charakter strukturalny i mozna je fatwo
zmierzy¢, np. temperatura silnika bedzie podana w stopniach Celsju-
sza, a nasza aktywno$¢ w Internecie bedzie badana przy pomocy tema-
tyki stron, ktére odwiedzamy, dlatego tez dane takie nazywamy danymi
ustrukturyzowanymi.

Web 2.0 (a juz niedtugo Web 3.0) definiujacy wspodlczesng wersje
Internetu, ktérego podstawowymi cechami sg; interaktywnos¢, ciggla
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obecnos¢ w sieci duzych grup internautéw (zwlaszcza dzieki portalom
spolecznosciowym), mozliwos¢ wspoéltworzenia tresci, rozwoj blogosfery
powszechna dostepnos¢ do sieci [Gonciarski, 2010], Wstawiajac zdjecie
z wakacji na Instagramie, udostepniajac filmik na Facebooku, piszac ko-
mentarz na Twitterze, tworzymy informacje, ktére nas w pewnym stop-
niu definiuja.

Latwo zauwazy¢, ze mamy tutaj do czynienia z dwoma typami infor-
magcji. Pierwszy to dane generowane $wiadomie przez czlowieka, ktdre
monitorujg jego aktywnos$¢ w Internecie. Drugi to informacje wysytane
do sieci, generowane przez urzadzanie. Mozna powiedzie¢, ze stad wta-
$nie pochodzi okreslenie Internet rzeczy (ang. Internet of Things) [Tho-
mas, McSharry, 2015]. Wiestaw Gonciarski w swojej pracy z kolei pisze,
ze Internet rzeczy to bardziej koncepcja niz technologia, gdyz wykorzy-
stuje rézne rozwigzania technologiczne, umozliwiajace urzadzeniom ko-
munikowanie si¢ miedzy sobg, a nastepnie analizowanie réznorodnych
danych, by samodzielnie podejmowac decyzje i inicjowa¢ dziatanie
tych urzadzen lub innych potaczonych do sieci [Gonciarski, 2017].

Biorac pod uwage fakt, ze informacji stale przybywa, Internet z jedne;j
strony staje si¢ zrodtem niemal nieograniczonej liczby zasobdw z réznych
kanaléw oraz w réznych formach. Stawia to pewne wyzwanie, mianowi-
cie zebrania i wyfiltrowania z tego morza informacyjnego tylko danych,
ktére mozna wykorzysta¢. Wszystko to skfada si¢ na definicj¢ terminu,
jakim jest Big Data, czyli technologii, ktdra stworzona jest wlasnie jako
remedium na przedstawiony wyzej problem. Przedsiebiorstwo META
Group zdefiniowalo Big Data jako koncepcje 3V:

Wielko$¢ (Volume)

Szybkos¢ (Velocity)

Réznorodnos¢ (Variety)

Gloéwng wartoscig Big Data jest zatem nie sam zbioér danych, ale kon-
sekwencje jego wykorzystania [Mazurek, 2019]. Umiejetne wykorzysta-
nie danych, ktére codziennie dostarcza Internet, z réznych jego kanalow,
czyli zasobéw wewnetrznych (np. historie sprzedazy internetowej oraz
stacjonarnej), jak rowniez zewnetrznych (obserwowanie uzytkownikow
portali spotecznosciowych, ich zainteresowan, nawykéw itp.), pozwala
w latwy sposob dostarczy¢ informacji o aktualnych preferencjach konsu-
menckich oraz w miar¢ mozliwosci przewidywac je.

Poniewaz, jak wspomnieliémy juz wcze$niej, materiaty do analizy po-
chodzg z réznych zrdédel, nie jest juz zatem mozliwe tradycyjne gromadze-
nie danych w osobnych bazach. Tracgc bowiem czas na sama ich integracje
przy tak szybkim wzro$cie transferu danych w Internecie, ryzykujemy, ze
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otrzymane rezultaty ich przetwarzania bedg juz mocno nieaktualne. Dla-
tego tez wraz z koncem XX wieku mozna zaobserwowa¢ znaczny wzrost
zainteresowania technologia chmury obliczeniowej. National Institute of
Standards and Technology (NIST) definiuje chmure jako model umozli-
wiajacy wszechobecny, wygodny dostep sieciowy do wspdlnych, konfigu-
rowalnych zasobow (np. sieci, serweréw, dyskow danych, aplikacji oraz
ustug) [Mell, Grance, 2019]. Kumulacja danych z kilku Zrédet stanowi nie-
watpliwie zalete takiego rozwigzania. Dodatkowym plusem wykorzystania
chmury obliczeniowej jest zwiekszenie lub zmniejszenie zapotrzebowania na
moc obliczeniowa [Czerwonka, 2016]. Z rozwigzan chmurowych korzy-
staja na przyklad firmy specjalizujace si¢ w branzy RPA (Robotic Process
Automation) wlasnie dzieki mozliwosciom, jakie dajg narzedzia do tworze-
nia robotéw, jak chociazby Blue Prism czy UiPath. Dzieki temu stworzone
roboty nie sg przypisane bezposrednio do konkretnej maszyny i moga by¢
uruchamiane (oraz kontrolowane) z dowolnego miejsca na ziemi przy po-
mocy wirtualnych pulpitéw.

Rozwdj technologii BI pociaga za sobg koniecznos$¢ stworzenia no-
wych algorytmow i technologii, ktére beda w stanie poradzi¢ sobie z opi-
sanym powyzej wyzwaniem. Coraz czesciej w tego typu analizach wyko-
rzystuje sie sztuczng inteligencje.

3.2. Nowy model interfejsow

3.2.1. Rozszerzona rzeczywistosc

W 2012 roku firma Google zapowiedziala swdj najnowszy produkt. Go-
ogle Glass z charakterystycznym prostopadtoscianem zamiast tradycyj-
nych szkiel, miato stanowi¢ pierwsza probe stworzenia czego$, co dzi$
okresla sie Rzeczywistoscig Rozszerzong (AR — Augmented Reality). Jest
to technologia, ktérej przeznaczeniem jest integracja $wiata wirtualnego
ze $wiatem realnym.

W pierwszej kolejnosci dziedzina ta kojarzy¢ sie moze z przemystem
rozrywkowym, a dokladniej rynkiem gier komputerowych. Poréwnanie
to jest jak najbardziej trafne. Znana firma branzy gier konsolowych Nin-
tendo wydala produkt bazujacy na popularnej marce japonskich stwo-
rzen ,Pokemon GO”. Gra polegala na tym, ze gracz z uruchomiong gra na
telefonie (badz tablecie) oraz wlaczong opcja lokalizacji mdgt w konkret-
nych miejscach spotkac wirtualne stwory i probowac je ztapac.
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System gry bazuje na technologii GPS. Twdrcy umiescili w aplikacji
informacje na temat wspoétrzednych, gdzie znajduja sie tzw. ,,punkty spo-
tkan”. Gdy uzytkownik znajdzie si¢ w poblizu takiego punktu, wéwczas
gra wywoluje okreslone zdarzenie przypisane danemu punktowi na tele-
fonie uzytkownika (np. pojedynek z danym stworem).

Jest to tylko jeden z przykladow, a jak w swoim artykule napisal Nor-
bert Biedrzycki, AR to nie tylko Pokemon GO [Biedrzycki, 2018]. Nalezy
takze pamigtad, Ze rozszerzona rzeczywisto$¢ nie ogranicza sie tylko do
obrazu, ale réwniez obejmuje dzwigki czy wrazenia dotykowe. Daje to
szeroki wachlarz mozliwosci, dzigki czemu technologia ta znajduje sze-
rokie zastosowanie takze w innych dziedzinach, sposréd ktérych ponizej
wymienimy kilka przyktadowych.

o Logistyka - wszystkie aplikacje GPS, ktore z jednej strony poka-
zuja w miare mozliwosci nasze jak najdokladniejsze potozenie, ale
réwniez wyznaczajg optymalna trase podrozy z jednego punktu do
drugiego. Kolejnym przykladem jest zastosowanie w transporcie,
gdzie za pomoca wirtualnego modelu paczek jest mozliwe wizuali-
zowanie ich rozmieszczenia np. na samochodzie.

o Projektowanie — AR jest bardzo przydatng technologia podczas
projektowania wnetrz. Znana sie¢ sklepéw meblowych we wspot-
pracy z Apple stworzyla aplikacje, dzigki ktorej klient moze spraw-
dzi¢, czy dany mebel pasuje do danego pomieszczenia. Tworzy sie
wirtualny model takiego mebla w 3D, nastgpnie bardzo dokladnie
sa wprowadzane jego parametry. W ten sposob powstaje wirtual-
ny odpowiednik towaru, ktdry nastepnie renderowany na tablecie
w czasie rzeczywistym, przy wykorzystaniu technologii aparatu
urzadzenia, jest nanoszony na realne tto, ktére 6w aparat obejmuje.
Daje to ztudzenie, jakby dany przedmiot znajdowat si¢ w tym miej-
scu fizycznie. Pozwala to fatwo okresli¢ czy dany mebel dobrze sie
prezentuje w okreslonej scenerii.

o Edukacja - Rzeczywisto$¢ rozszerzona moze znacznie przyczynic
sie do rozwoju takich gatezi medycyny jak chirurgia czy neuroana-
tomia, poniewaz AR oferuje mozliwos¢ wzbogacenia $wiata rze-
czywistego o wirtualne informacje sensoryczne, takie jak dzwigk,
dotyk lub obrazy [Henssen, van den Heuvel i in., 2020]. Nietrudno
zatem wyobrazi¢ sobie, jak nauka w niedalekiej przyszloéci bedzie
wykorzystywala te technologie do nauki, tak jak dzisiaj wykorzystu-
je sie komputery.

o Turystyka - W miejscowosci Oblegorek pod Kielcami znajduje si¢
muzeum Henryka Sienkiewicza, w ktérym zwiedzajacy moze mie¢

Nowy model interfejséw 197



swojego osobistego przewodnika w postaci stuchawek i odtwarza-
cza dzwiekowego. Wykorzystywana jest tutaj technologia Blueto-
oth. W urzadzeniu odtwarzajacym zostal umieszczony odbiornik,
ktory reaguje na nadajniki zamieszczone w wejsciu do kolejnych
pomieszczen. Gdy tylko zwiedzajacy znajdzie si¢ w odpowiedniej
odlegtosci od nadajnika, ten przesyla sygnal, do odbiornika z in-
formacja, ktory plik z nagraniem ma si¢ w danej chwili odtwarzac.
Péjsciem krok dalej jest stworzenie odpowiedniego oprogramowa-
nia, dzigki ktérym wraz z wykorzystaniem specjalistycznych gogli
mozliwe bedzie na biezgco otrzymywanie interesujacych informacji
na wys$wietlaczu przed oczami uzytkownika.

3.2.2. Wspomagane wyszukiwanie

Oczywiscie opisana powyzej technologia, podobnie jak rzeczywistos¢
wirtualna (Virtual Reality, VR) to nie jedyne rozwigzania wzbogacajace
zdobywanie informacji. Przykladem moze by¢ tu algorytm PageRank fir-
my Google, ktéry dostosowuje wyniki wyszukiwania interesujacych nas
tresci do popularnosci stron. Popularnos¢ wynika z jednej strony bezpo-
$rednio z tresci zawartych na samej stronie, jak réwniez z zamieszczenia
odno$nikéw do niej na innych stronach. Im wigcej linkdéw prowadzi do
danej strony, tym wyzszy PageRank danej strony. Uwzgledniany jest tak-
ze wskaznik popularnosci stron, na ktérych taki odnos$nik si¢ znajduje.
Suma tych oraz kilku dodatkowych czynnikéw skfada sie na rezultat wy-
szukiwania, czyli miejsca na liscie stron o danej tematyce.

Kolejnym elementem pomagajagcym w wyszukiwaniu informacji sa
podpowiedzi generowane przez wyszukiwarke podczas wpisywania ha-
sta (rysunek 3.2.1).

Podpowiedzi maja kilka zZrédel. Pierwszym z nich jest nasza wlasna
historia wyszukiwania, zapisywana w historii przegladarki oraz ciastecz-
kach (cookies). Kolejnym zroédlem sg wyszukiwania innych uzytkowni-
kow. Wyniki sg rejestrowane i zapisywane na serwerze, nastepnie za kaz-
dym razem, gdy uzytkownik wpisuje dang fraze, automatycznie zaciggane
sa najbardziej popularne wyniki dla danej frazy i wyswietlane w formie
podpowiedzi. Dla zwigkszenia efektywnosci dziatania przegladarki, Go-
ogle dalo mozliwo$¢ zgloszenia danego wyszukiwania jako nieodpowied-
niej podpowiedzi. Nalezy pamieta¢ o tym, ze podpowiedzi w réznych
okresach mogg by¢ rdzne. To, ze jednego dnia dana fraza miala takie
a nie inne wyniki, nie oznacza, Ze za tydzien réwniez beda takie same,
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poniewaz przy ich doborze sg takze uwzgledniane trendy. Trendy czyli
frazy cieszace si¢ w danym czasie najwieksza popularnoscia®.

Google

2. Londyn B

{=

londyn
londyn pogoda
londyn w ogniu
londynek
londyn stansted
%, londyn atrakcje
2. londyn luton
londyn heathrow
londyn loty
londyn stansted lotnisko

SzuKaj W Google SzC7RSlWY traf

Zagios nisodpawiednia podpowieds

Rys. 3.2.1. Przyktad podpowiedzi wyswietlanych dla hasta ,Londyn” w wyszukiwarce Google

Zrédto: Google.pl.

Metody opisane powyzej znacznie usprawniajg wynajdywanie infor-
macji w sieci, jednak o ile sg to utatwienia przewidziane dla czltowieka,
powoli zaczeto rozwijaé takze technologie, ktéra moze w pelni by¢ wy-
korzystana przez uzytkownikéow wirtualnych (boty). Projekt ten zwany
»Semantic Web” zostanie szerzej opisany w rozdziale 3.4.

3.2.3. Robotyzacja procesow biznesowych

Robotic Process Automation (w skrocie RPA) kiedy$ uznawany byt za
przelotna mode, teraz stanowi coraz szybciej rozwijajaca si¢ dziedzing
w branzy ustugowej. Trzon tej dziedziny stanowig specjalnie stworzone
do tego srodowiska deweloperskie, ktére w zalozeniu maja swobodnie
kooperowac¢ z innymi aplikacjami. Stworzone w tej technologii roboty
maja za zadanie doktadne odtwarzanie pracy czltowieka, jednak btedem
jest laczenie tego typu wirtualnego pracownika z pojeciem sztucznej

2 Google pod adresem https://trends.google.com/trends/?geo=US udostepnito
wglad w informacje, ktdre trendy sg w danej chwili najbardziej popularne.
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inteligencji. Jesli mielibysmy rozdzieli¢ rodzaje oprogramowania na dwa
typy [Zielinski, 2000], na programy tradycyjne i programy Al, to robo-
ty (w swojej zdecydowanej wigkszosci) beda si¢ zawieraly jeszcze w tej
pierwszej kategorii.
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Rys. 3.2.2. Przyktad prostego robota, ktérego zadaniem jest otwieranie pliku Excel oraz
kopiowanie jego zawartosci do kolekcji (odpowiednik tablic w programowaniu tradycyjnym).
Gdy tylko dane zostang zapisane, program zamyka Excela i zamyka jego instancje

Zrédto: opracowanie wtasne.

Blue Prism to obecnie jedna z popularniejszych technologii branzy
RPA, stworzona w $rodowisku .Net. Zawiera ona specjalnie stworzone
biblioteki, ktére daja mozliwo$¢ po pierwsze identyfikacji elementow
aplikacji, ktdrej czynnosci robot ma automatyzowac, a w dalszej czesci
manipulowanie nimi w taki sam sposéb, w jaki moze to robi¢ cztowiek.
Sam proces tworzenia robota, w przypadku Blue Prism, sprowadza si¢ do
ukladania, w przeznaczonym do tego studio, algorytmu ze specjalnie za-
programowanych blokéw (rysunek 3.2.2). Programowanie takie nazywa
sie programowaniem blokowym.

Oczywidcie programowanie blokowe stanowi tylko jeden ze sposobow
tworzenia robotéw. Alternatywna dla Blue Prism technologia o nazwie
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Automation Anywhere (AA) wykorzystuje gotowe skrypty, ktore uktadane
jeden po drugim tworzg zlozone instrukcje, wykonywane przez robota.

W dalszym jednak ciggu roboty poruszajg sie tylko po tym obszarze,
ktory wyznaczy im czlowiek, nie s3 bowiem zdolne do samodzielnego
podejmowania decyzji. Jasno okreslone reguly oraz przewidziane moz-
liwosci wyboru to dwa z trzech czynnikéw (trzecim jest powtarzalnos¢
wykonywanych czynnosci), aby mozna bylo méwi¢ o mozliwosci zauto-
matyzowania procesu.

Jednakze, jak juz wspomniano wczeéniej, roboty maja mozliwos¢
wspolpracowania prawie z kazda aplikacjg, takze z tymi, ktore wyko-
rzystujg technologie Al. Przykladem tutaj moga by¢ inteligentne apli-
kacje OCR (optical character recognition), ktore stuza do rozpoznawa-
nia tekstu na przyklad z plikéw PDE Innym przyktadem sg aplikacje
analizujace gromadzone dane. Robot, jesli automatyzowany proces to
przewiduje, moze stanowi¢ nic faczacg dzialanie kilku lub nawet kilku-
nastu aplikacji o réznym przeznaczeniu, tworzac tym samym potezne
oprogramowanie, ktérego moc obliczeniowa réwna jest maszynie, na
ktdrej jest uruchomiony.

Juz dzi$ daje to ogromne mozliwosci, w wyreczaniu czlowieka z wielu
zmudnych oraz czasochfonnych czynnosci. Program nie tylko wykona je
dokladniej (poprzez wyeliminowanie czynnika ludzkiego), ale réwniez
szybciej. Odciazajac w ten sposob czlowieka, ktéry ma tym samym moz-
liwosci rozwoju migdzy innymi poprzez bardziej efektywne wykorzysta-
nie swoich talentéw.

3.3. Inteligentne roboty i agenty sieciowe
Chat-boty

Postep technologiczny jest nieodlacznym elementem rozwoju ludzkosci.
Od wynalezienia pierwszych narzedzi, do rewolucji przemystowej, kto-
rej zalgzkiem bylo stworzenie pierwszej maszyny parowej, mineto niepo-
réwnywalnie wiecej czasu niz od potowy XIX wieku do obecnej epoki,
internetowej. Jeremy Rifkin w swojej ksigzce Koniec pracy nazwal to zja-
wisko rewolucja technologiczng [Rifkin, 2001].

W roku 1950 brytyjski matematyk Alan Turing stworzyl stynny test.
Polegal on na sprawdzeniu, czy przez odpowiednio dlugi czas maszyna
jest zdolna prowadzi¢ konwersacje z czlowiekiem w taki sposéb, aby ten
nie zorientowal sig, Ze jego rozmdwca nie jest czlowiek. O ile w tamtych
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czasach idea maszyny potrafigcej prowadzi¢ konwersacje z cztowiekiem
znajdowala si¢ jedynie w sferze marzen i naukowych dociekan, o tyle dzis
staje sie zjawiskiem jak najbardziej realnym.

Coraz cze$ciej mozna spotkac sie ze zjawiskiem, ktére potocznie okre-
$la sie mianem ,,chatbota”. Chatbot, inaczej ,elektroniczny rozmdwca’,
to aplikacja komputerowa, ktora postugujac sie elementami jezyka na-
turalnego, projektowana jest z mysla o prowadzeniu konwersacji z czlo-
wiekiem. Jezeli mieliby$my zdefiniowa¢ czym jest jezyk naturalny, postu-
zymy sie definicja profesora Malinowskiego z Uniwersytetu Lodzkiego,
ktéry w swojej pracy opisuje jezyk naturalny jako jezyk, ktérego reguly
zostaly uksztaltowane zwyczajowo w sposob spontaniczny. Ma otwarty
i ptynny stownik, stale podlega modyfikacjom znaczeniowym i skladnio-
wym. Za zmiany i rozwo6j jezyka naturalnego odpowiedzialne sg liczne
czynniki, w tym zmiany spoleczne i kulturowe [Malinowski, 2010].

Ze wzgledu na réznorodno$¢ pod wzgledem konstrukcji jak rowniez
dzialania, chatboty mozemy podzieli¢ na proste oraz zlozone. Te pierwsze
maja zakodowane wysylanie prostych powiadomien mailowych czy tez
wiadomosci sms. Zostaly one stworzone gtéwnie w celach informacyj-
nych np. o promocjach. Bardzo czesto w korespondencji mailowej mozna
natkna¢ sie na SPAM, ktory w pierwszej chwili, z racji skomponowanej
tresci, moze sprawia¢ wrazenie, ze zostal skonstruowany przez czlowieka.
Jest to najbardziej prymitywna forma chatbota, ktérego rola ogranicza si¢
tylko do wysytania gotowych wiadomosci. Dla zwigkszenia wiarygodno-
$ci niektdrzy tworcy pokusili sie o nadanie im bardziej ,,ludzkiej” formy,
poprzez celowe umieszczanie w tresci komunikatu btedéw interpunk-
cyjnych lub skladniowych, co ma sugerowac, ze taka wiadomos¢ zostala
skonstruowana i wystana przez czlowieka.

Bardziej zlozone boty s3 w stanie prowadzi¢ proste konwersacje i te
réwniez mozna podzieli¢ na dwie grupy. Pierwsze z nich bazujg na sto-
wach kluczowych lub jasno sprecyzowanych zwrotach.

Gdy uzytkownik postuzy si¢ zwrotem, ktdry zostal przewidziany przez
tworce, na przyklad powita robota stowem ,Witaj”, aplikacja jest w sta-
nie odpowiedzie¢ poprzez wyswietlenie frazy, ktora zostata zaimplemen-
towana jako odpowiedz np. ,,Dzienn dobry”. Tego typu chatboty dzialajg
w oparciu o ograniczong baze danych, ktéra sprowadzona jest do listy
wyrazow i zdan oraz prostych algorytmow, ktére odpowiadajg za caly
mechanizm dzialania. Dodatkowo, poniewaz roboty te nie sa zaprojek-
towanie do zdobywania do$wiadczenia podczas konwersacji i zamykaja
sie w swojej ograniczonej liscie odpowiedzi, po pewnym czasie staja sie
przewidywalne i tym samym mozna si¢ ich ,,nauczy¢”
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Z technologii tej korzysta na przykiad Biuro Promocji Miasta Wro-
clawia. Jest to prosty mechanizm, ktéry odpowiada na pytania klientéw
dotyczace atrakeji turystycznych oraz ciekawych miejsc w okolicy.

Niektore biura podrézy réwniez zaczely korzystac z ,,ustug” wirtual-
nych pracownikéw. Poprzez aplikacje Messenger uzytkownik jest w sta-
nie za pomocg prostych zdan uzyska¢ interesujace go informacje.

Taka forma komunikacji z klientem jest lepsza od tradycyjnej formy,
ktéra sprowadza si¢ do rozmowy telefonicznej z realna osobg lub poprzez
wymiane korespondencji mailowe;j z kilku powodow:

1) Dostepnos$¢ 24 godziny na dobe.

2) Odpowiedz przychodzi najdluzej po kilku sekundach.

3) Ilos¢ rozméw prowadzonych przez aplikacje w jednym momencie
znacznie przewyzsza ilo§¢ rozmoéw, ktore w tym samym czasie od-
bywaja si¢ w tradycyjnej formie.

4) Personel, ktory do tej pory musial zajmowac si¢ kazdym, nawet naj-
prostszym zapytaniem od klientdw, teraz moze si¢ bardziej skupi¢
na zadaniach wymagajacych wigkszej kreatywnosci, z ktérymi ro-
bot z racji swoich ograniczen, nie bytby w stanie sobie poradzi¢.

Druga grupa rozwigzan z tej dziedziny to chatboty, ktére nastawione
s na bardziej zlozong konwersacje. Zamiast bazy zaimplementowanych
gotowych zdan posiadaja one wbudowang biblioteke stéw oraz ich zna-
czenie wraz z podziatem na rodzaje, odmiany przez przypadki, jak row-
niez semantyke oraz zbiér regul obowiazujacych w jezyku, dla ktorego
jest przewidziana aplikacja. Dodatkowo aplikacja taka zaopatrzona jest
w pewnego rodzaju wzorce, a wiec nie sztywno skonstruowane zdania,
a formy, ktére robot przy pomocy zaawansowanych algorytméw stosuje
do konstrukeji odpowiedzi i tym samym do prowadzenia konwersacji.

Prostym przykladem tego, jak funkcjonuje robot, jest zaprezentowa-
nie przyktadu, w ktérym zadajemy aplikacji pytanie. Mozna zalozy¢, ze
zdanie pytajace zawsze zakonczone jest pytajnikiem®. Nasze przyktadowe
zapytanie brzmi:

»Gdzie jest Krakow?”

Przy pomocy wbudowanych regul jezykowych, nasz robot juz wie,
ze ma do czynienia z pytaniem. Analizujac zdanie zna jego forme oraz

3 Autor postuzyt sie tutaj pewnym uproszczeniem. O ile w jezykach, ktérych alfa-
bet bazuje na tacinskim lub cyrylicy, zdanie pytajace zakonczone jest pytajnikiem,
o tyle w jezykach dalekiego oraz bliskiego wschodu sprawa juz nie jest tak oczy-
wista. Dla tych jezykdw musiatyby by¢ napisane osobne reguty co do rozrézniania
rodzajow zdan.
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stowo kluczowe ,,Gdzie”, ktdre jasno wskazuje, Ze rozméwca moze pytaé
o to, w ktérym miejscu znajduje si¢ jego podmiot. Zatem aby podtrzymac
kontekst wypowiedzi, robot musi w odpowiedni sposéb dobra¢ stowa do
tych, ktére otrzymat. Nie ma tutaj do konica znaczenia jaki doktadnie wy-
raz znajduje si¢ pomiedzy stowem ,,gdzie” a ,, Krakéw”. Dopdki zawiera
sie ono w pewnej ,,rodzinie” stow, ktore wskazujg na umiejscowienie cze-
go$, zdanie to pasuje do pewnego wzorca pytania o miejsce polozenia.
Podobnie jak czlowiek, robot nie bedzie skupial si¢ na roéznicy miedzy
zdaniami ,,Gdzie jest Krakow?”, ,Gdzie lezy Krakéw?” lub ,,Gdzie znajdu-
je sie Krakow?”, gdyz ich sens jest taki sam.

Robot otrzymujac wypowiedzi od uzytkownika, parsuje je (przetwa-
rza dane wejsciowe tak, aby byly one ,zrozumiate” dla jezyka maszyny)
przy pomocy modulu zwanego Natural Language Understanding (NLU)
i wyodrebnia znaczenie wypowiedzi. Stad dane przesylane sg dalej to mo-
dulu, ktory jest odpowiedzialny za prawidlowe odpowiedzi jak i prowa-
dzenie konwersacji przez aplikacje, ktory nazywa si¢ Dialogue Manager
(w dalszej czg$ci nazwa ta bedzie okredlana skrotem DM).

DM jest waznym modulem, ktorego celem jest koordynacja przeptywu
dialogu i komunikowanie si¢ z innymi podsystemami i komponentami.
DM jest meta-komponentem chatbota, ktéry ulatwia interakcje miedzy
chatbotem a uzytkownikiem [Galitsky, 2019] i to jego zadaniem jest wia-
$ciwe dobranie odpowiedzi w taki sposdb, aby wypowiedz nie tylko na-
wigzala sensem wypowiedzi do otrzymanej danej wej$ciowej, ale réwniez
zostal podtrzymany kontekst wypowiedzi. To oraz umiejetne formutowa-
nie bardziej zlozonych zdan sg warunkami niezbednymi do tego, aby byla
zachowana cigglos¢ konwersacji. DM tworzy zdanie-odpowiedz w jezyku
maszynowym, ktory dla cztowieka moze by¢ niezrozumiaty.

Gdy nastapi rozpoznanie formy zdania oraz jego sensu, robot jest go-
towy do sformulowania odpowiedzi poprzez zastosowanie odpowied-
niego wzorca. Aby odpowiedz byla poprawna, aplikacja taka musi dys-
ponowa¢ odpowiednia baza wiedzy. Baza taka z jednej strony zawiera
oczywiscie wszelkie informacje, ktore sa potrzebne robotowi (np. chat-
bot biura turystycznego zaopatrzony bedzie w baze¢ danych, ktéra za-
wiera jak najwiecej informacji o miejscach, do ktorych wycieczki wspo-
mniane biuro organizuje). Z drugiej za$ stanowi zbidr regul, ktorymi
robot postuguje sie zaréwno przy odczytywaniu danych wejsciowych,
jak i konstruowaniu danych wyjsciowych. To, w jaki sposéb DM zbu-
duje wypowiedz, bedzie zalezalo od tego, jaka strategia zostala przyjeta
przez tworce, ktdry z kolei staral sie ja dobra¢ pod katem funkcji jaka
ma pelni¢ chatbot.
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NLG NLU

DM

Rys. 3.3.1. Graficzne przedstawienia funkcjonowania chatbota. 1. Pobieranie danych
wejsciowych od uzytkownika i przesytanie ich do NLU, gdzie nastepuje konwersja z jezyka
naturalnego na jezyk maszynowy. 2. Parsowane dane przesytane sa do DM. Tam nastepuje
interpretacja znaczeniowa oraz kontekstowa otrzymanego sformutowania, po czym
generowana jest odpowiedz. 3. Gotowe sformutowanie przesytane jest do NLG, gdzie z postaci
maszynowej, zostaje przekonwertowane na jezyk naturalny. 4. Gotowa odpowiedz, jako dana
wyjsciowa przesytana jest do uzytkownika

Zrédto: opracowanie wtasne.

Jedna z popularniejszych metod tworzenia odpowiedzi nazywana jest
»Dialog oparty na przykiadach” (Dialogue Management Based on Example-
-Based) [Galitsky, 2019]. Chatboty postugujace si¢ ta metoda majg zawarte
w swojej bazie danych przykladowe wypowiedzi poczatkowe, ktdre aplika-
cja moze otrzymac od uzytkownika, oraz przypisane do nich odpowiedzi.
Wazna cecha tej metody jest fakt, Ze baza ta moze by¢ w dalszej czesci fatwo
aktualizowana poprzez dodawanie nowych form wypowiedzi, oraz mody-
fikowana poprzez edycje tych juz istniejacych. Zeby chatbot postugujacy
sie ta metodg funkcjonowat optymalnie, potrzebna jest bardzo duza liczba
przyktadowych dialogéw, ktére developer musi wprowadzi¢ recznie.

Po skompletowaniu informacji robot korzystajac z wbudowanych
form zdaniowych jest gotowy udzieli¢ odpowiedzi, np.

»Krakéw znajduje si¢ na potudniu Polski”

Brak ktorego$ z elementéw opisujacych gramatyke moze sprawi¢, ze
chatbot mylnie zinterpretuje zadane mu pytanie i udzieli blednej odpo-
wiedzi. Podobnie jak czlowiek, ktdremu obca jest reguta pisania nazw wta-
snych z wielkiej litery po natrafieniu na stowo, ktdre pisane z duzej litery
znaczy zupelnie co innego niz pisane z malej, moze si¢ fatwo pomyli¢ pod-
czas odpisywania swojemu rozméwcy. Pomimo, iz poprawnie zinterpretuje
6w wyraz, to sens zdania bedzie zupelnie odbiegat od tresci konwersaciji.
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Postuzmy sie naszym zdaniem jednak lekko je zmodyfikujmy, za-
mieniajagc stowo ,,Krakéw” na ,,£6dz”. Sens zdania pozostaje bez zmian,
poniewaz w dalszym ciggu pytamy o polozenie miasta, ale tym razem
polozonego w centralnej czgsci kraju. W tym momencie gdyby robot
w wyniku niedopatrzenia jego tworcy, nie posiadal zaimplementowanej
reguly o nazwach wlasnych, udzielilby co prawda poprawnej odpowiedzi,
ale nie dokladnie takiej, jakiej oczekiwalismy.

Podany powyzej przyklad przedstawia chatbota, ktéry dziata na pro-
stej zasadzie kojarzenia i poréwnywania danych wejsciowych z tymi,
ktdre sg juz zawarte w jego bazie danych, ktdra, jak juz wspomnielismy
wczedniej, jest mocno rozbudowana. Rozwigzanie takie daje ciekawe
efekty, dajac wrazenie, Ze rozmoéwca naprawde prowadzi konwersa-
cje z czlowiekiem, jednak jest ono niezwykle pracochfonne. Wyma-
ga bowiem od developera na etapie tworzenia robota zgromadzenia
ogromnej ilosci przyktadowych dialogéw i wypowiedzi, ktére moga
by¢ wykorzystane przez aplikacje, a i tak moze to si¢ okazaé niewy-
starczajace. Nie chodzi tylko o to, Ze sam jezyk ulega modyfikacjom,
dochodza nowe stowa i zwroty, ale trzeba takze wzig¢ pod uwage to, ze
kazdy rozméweca jest inny, a co za tym idzie inny bedzie takze sposob
wypowiedzi kazdego z uzytkownikéw. Wprowadzanie i aktualizowanie
tych wszystkich regul zabraloby tworcy robota jesli nie cate zycie, to na
pewno duzo czasu.

Dlatego tez zamiast uzbraja¢ chatbota w potezng baze wiedzy, moz-
na zastosowaé rozwigzania oparte na wykorzystaniu w robocie mecha-
nizméw uczacych. Przykladem moze by¢ tu metoda zaproponowana
w [Hiraoka, Neubig i in., 2017]. Polega ona na interakeji z uzytkowni-
kiem, gdzie robot otrzymuje zapytania w formie nieoznakowanej, aby
nastepnie nada¢ im odpowiednie oznaczenia w bazie danych. Jest to
o tyle efektywne, ze robot nie wymaga wbudowania duzej liczby danych,
z ktorych kazda ma przypisang odpowiednig etykiete, ale moze dyspono-
wa¢ malg bazg uporzadkowanych danych, ktérg w dalszej czgsci bedzie ja
sukcesywnie powigkszal [Settles, 2019].

Postugujac si¢ przyktadem naszego chatbota, mechanizm uczacy po-
lega¢ bedzie na tym, ze robot otrzymujac dane wejsciowe, wyszukuje
w swojej bazie danych fraze, ktdra jest najbardziej zblizona do tej otrzy-
manej (posiada najwiekszy wspolczynnik podobienstwa). Nastepnie ro-
bot odczytuje odpowiedz (etykiete), ktora jest przypisana do tej szukanej
i wysyla ja do uzytkownika/rozméwcy. Jednoczednie zapisuje w swojej
pamieci stworzong w ten sposob kombinacje, ktérej bedzie mogl uzywac
w przyszlosci (rysunek 3.3.2).
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Example-based Evaluation framework
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Rys. 3.3.2. Graficzna prezentacja funkcjonowania modelu uczenia Active Learning Example-Based

Zrédto: [Galitsky, 2019].

Powyzszy model jest oczywiscie przedstawiony w pewnym uproszcze-
niu, poniewaz bardziej zaawansowane chatboty nie skupiajg swoich zaso-
béw jedynie na tworzeniu nowych kwestii dialogowych, ale takze uzywaja
ich do zbierania informacji, ktére moga by¢ wykorzystane w przysztosci.

Jak wiadomo pamie¢ komputera jest mniej zawodna niz ludzka, w ktd-
rej dochodzi czynnik fatszywych wspomnien. Sposéb zapamietywania wia-
$ciwy dla ludzkiego mézgu przypomina metode przechowywania obrazéw
w pamieci komputeréw, z tg rdznica, ze nasza pamie¢ oferuje dodatkowa
funkcje - zapamietane dane zmieniaja si¢ z czasem [Mlodinow, 2016].
Dlatego tez nie bedzie przesada stwierdzenie, ze w niedalekiej przyszlosci
to nie ludzie, a wla$nie maszyny moga petni¢ funkcje doradcéw politycz-
nych lub gospodarczych, tak samo jak dzi$ pelnig funkcje pomocnikéw
w wyborze wycieczki.

Kolejnym krokiem w rozwijaniu technologii wirtualnych rozmoéowcéw
stanowi polaczenie oméwionych powyzej metod formowania odpowie-
dzi, wraz z oprogramowaniem sluzagcym do rozpoznawania mowy (juz
teraz stownik Google dla jezyka angielskiego posiada ponad milion stow,
a jednoczesnie jest ciagle aktualizowany przez uzytkownikow, ktorzy wy-
sylaja kolejne zapytania, wzbogacajac ty, samym baze danych portalu)
oraz syntezatorem mowy. Sam syntezator nie jest niczym nowym, po-
niewaz juz pod koniec lat 30. ubiegtego wieku Homer Dudley pracujacy
w Bell Telephone Laboratory zaprezentowal pierwsze urzadzenie, ktore
potrafito symulowac ludzka mowe.

Do najwiekszych trudnosci przy tworzeniu sztucznego rozmoéwcy
nalezy kwestia rozumienia przez maszyne emocji, stworzenia systemu
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komputerowego bedacego w stanie odczytywac emocje z tonu glosu czy
mowy ciala, a wiec co$, co trudno zamkna¢ w sztywnych ramach defini-
cji. Prawidlowe odczytanie uczué, ktore towarzysza stowom stanowi klu-
czowy problem do rozwigzania, na drodze do stworzenia pelnoprawnego
rozmoéwcy dla cztowieka.

3.4. Technologia Semantic Web

Internet w dzisiejszej formie wraz ze swoimi zasobami jest pelen infor-
macji, wérod ktorych kazdy uzytkownik stara sie znalez¢ te, ktore go naj-
bardziej interesuja. W tym celu postuguje sie wyszukiwarka, ktéra wpisa-
ng fraze wyszukuje badz w calosci, badz tez rozbija ja na stowa i poprzez
wyszukiwanie stow-kluczy wyswietla odpowiednie wyniki. Dochodzg do
tego oczywiscie zaawansowane algorytmy, ktére miedzy innymi korzysta-
ja z historii poszukiwan innych uzytkownikéw. Algorytm analizuje, ktéra
strona dla danego wyszukiwania byla najczesciej otwierana i wyswietla
wyniki w odpowiedniej kolejnosci. Kolejnym elementem optymalizujg-
cym wyszukiwanie jest konstrukcja samej strony. Szczegdlnie rejestrujac
swojego bloga mamy mozliwos¢ przypisania do niego stow-kluczy tzw.
tagow, ktore ,,definiujg” nasza strong. Dane z takiej tradycyjnej strony sa
zrozumiate tylko dla czlowieka.

Semantic Web jest to technologia, ktéra poprzez zmiany budowy stron
czy interfejsow serwisow, zmieni dotychczasowy sposob wyszukiwania
informacji w sieci. Semantyczne rozszerzenie jest nadbudéwka dla obec-
nej sieci zaprojektowang z mysla o prezentowaniu informacji w formacie
do odczytu maszynowego [Golbeck, Hendler, 2007]. Innymi stowy sie¢
semantyczna stuzy do tego, aby dane zawarte w sieci byly mozliwe do
przetworzenia przez inne aplikacje (np. boty). Jest to mozliwe poprzez
rozszerzenie istniejacych juz technologii komunikacyjnych w sieci o ko-
lejne standardy internetowe, takie jak:

UNICODE

URI

XML i XML Schema
RDF i RDF Schema
OWL

RIF

SPARQL
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UNICODE jest to uniwersalny standard okreslajacy spdjny sposob
kodowania wielojezycznego tekstu, ktéry umozliwia migedzynarodowa
wymiane danych tekstowych i stwarza podstawy dla globalnego opro-
gramowania [Unicode, 2019]. Stanowi on skuteczng alternatywe dla roz-
nych jezykow, z ktorych kazdy posiada wlasny system kodowania znakéw
w nim wystepujacych. Dzigki temu standardowi kazdy symbol - nieza-
leznie od tego, w ktérym jezyku — ma przypisang stala wartosc.

URI (Uniform Resource Identifier) jest identyfikatorem skladajacym
sie z sekwencji znakow, ktdra spelnia okreslone standardy sktadniowe.
Stuzy do identyfikowania okreslonych zasobow, zaréwno materialnych,
jak i abstrakcyjnych. Budowa URI ma charakter hierarchiczny, ktory jest
bardzo podobny do URL (z czym jest czgsto mylony). URL bowiem to
adres miejsca w Internecie, gdzie mozna znalez¢ dany zaséb. URI z ko-
lei stanowi pewne rozszerzenie URL o URN (Uniform Resource Name),
dzigki czemu potrafimy dokladnie okresli¢ konkretny elementu, ktory
nas interesuje. Jako przyklad wezmy adres URL http://poligon-net.cba.
pl/¢page_id=234, gdzie:

1) http oznacza protokot,

2) poligon-net.cba.pl jest alternatywna nazwg serwera,

3) ?page_id=234 jest adresem konkretnej podstrony.

URI stanowi rozszerzenie i wyglada nastepujaco http://poligon-net.cba.
pl/?page_id=234#OkladkaKsiazki. Fraza #OkladkaKsiazki zdefinio-
wana jest jako fragment i odnosi si¢ - w tym przypadku - do konkretne-
go fragmentu strony (tzw. kotwicy). Moze to by¢ na przyktad konkretny
fragment tekstu, ktdry zostal oznaczony kotwica.

XML (Extensible Markup Language) to uniwersalny jezyk znacznikow,
za pomocy ktérego mozna opisa¢ dane w ustrukturalizowany sposéb
[Kempa, 2017]. Innymi sfowy jest on wykorzystywany do definiowania
interfejsu uzytkownika. W swojej budowie przypomina jezyk HTML,
czyli dane, ktére chcemy zdefiniowac, zapisywane sa w znacznikach. Po-
nizej przykladowy zapis w formacie XML:

<?xml version="1.0" encoding="UTF-8"?>
<SpisPracownikow>
<Pracownik>
<NumerPracownika>1</NumerPracownika>
<NazwaPracownika>Jan Kowalski</NazwaPracownika>
<Wiek>45</Wiek>
</Pracownik>
<Pracownik>
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<NumerPracownika>2</NumerPracownika>
<NazwaPracownika>Andrzej Nowak</NazwaPracownika>
<Wiek>35</Wiek>
</Pracownik>
</SpisPracownikow>

Efekt kodu widoczny ponizej

Numer Pracownika Nazwa Pracownika Wiek
1 Jan Kowalski 45
2 Andrzej Nowak 35

Latwo zauwazy¢, ze budowa kodu XML (podobnie jak HTML) ma
charakter hierarchiczny, gdzie mozna wyrdzni¢ element gléwny (w na-
szym wypadku jest to <SpisPracownikow>) oraz elementy potomne,
z czego kazdy kolejny element w hierarchii moze takze posiada¢ elemen-
ty pochodne w stosunku do siebie, tym samym bedac dla nich rodzicem.

Jezyk ten wykorzystywany jest zaréwno przy tworzeniu aplikacji we-
bowych, jak i typu desktop (na przyklad aplikacje WPF), a poniewaz nie
jest on przypisany do konkretnego jezyka programowania, mozne by¢
wykorzystywany do przesylania dokumentéw pomiedzy réznymi syste-
mami i tym samym ich integracji.

Innym przykladem zastosowania standardu XML jest chociazby tech-
nologia RPA. Oprogramowanie Blue Prism daje mozliwos$¢ zapisu w taki
formacie, dzigki czemu roboty moga by¢ tatwo przenoszone pomiedzy
maszynami.

RDF (Resource Description Framework) jest to struktura (framework) ba-
zujaca na jezyku XML, wykorzystywana do ustandaryzowania informacji
zawartych w sieci, ktorej celem jest umozliwienie m.in. wyszukiwania i prze-
twarzania wirtualnych danych [RDE 2009]. Technologia ta powstata z mysla
o robotach dzialtajacych w sieci i stanowi informacje, ktore owe boty wyko-
rzystuja do przeszukiwaniach zasobow internetowych. Tak jak czlowiek, ktd-
ry szuka w ksiegarni interesujacej go ksigzki, jest w stanie jg zidentyfikowa¢
poprzez takie atrybuty jak tytul czy autor, tak samo maszyna jest w stanie
»rozpozna¢” konkretng strone przy pomocy ustandaryzowanych opisow,
ktore stanowig pewnego rodzaju metajezyk dla uzytkownika maszynowego.

Podobnie jak w jezyku naturalnym, takze i tutaj sktadnia RDF posiada
podmiot (subject), czyli gtéwna czes¢ zdania, predykat (predicate), ktory
petni funkcje funktora zdaniotwodrczego oraz obiekt (object), czyli kon-
kretng ceche predykatu. Prostym przykladem bedzie zdanie ,,Ston jest
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duzy”. Podmiotem jest ,,stont’, predykatem stowo ,,jest” natomiast funkcje
obiektu petni tutaj stowo ,,duzy”.
Ponizej przyklad opisu strony za pomocg metajezyka RDF:

<?xml version="1.0"2>

<rdf:RDF

xmlns:rdf="http://www.w3.0rg/1999/02/22-rdf-syntax-ns#”

xmlns:site=" http://poligon-net.cba.pl /rdf/”>

<rdf:Description rdf:about=" http://poligon-net.cba.pl”>
<site:title>Poligon</si:title>
<site:author>Przemystaw Dembowski</si:author>
<site:year>2016</si:year>

</rdf:Description>

</rdf:RDF>*

Zapis ten mozna przedstawi¢ w postaci grafu, ktéry mozna uporzadko-
wa¢ przy pomocy RDF Schema, czyli zbioru regul opisujacych jezyk RDE.

http://poligon—net.cba.pl http://poligon-net.cha.pl /rdffyear

http://poligon-net.cha.pl /rdf/author

http://poligon-net.cba.pl frdfftitle

Przemystaw Dembowski

Rys. 3.4.1. Przedstawienie graficzne informacji zapisanej w formacie RDF. Gtéwny atrybut,
podmiot, ma przypisanych kilka atrybutdw (author, title, year) o okreslonych cechach. Jest to
oczywiscie proste przedstawienie, dlatego ze dla bardziej zaawansowanych stron podmioty
moga byc¢ rowniez atrybutami dla podmiotéw wyzszego rzedu i jednocze$nie posiadac wtasne
atrybuty (tzw. zagniezdzenie)

Zrédto: opracowanie wtasne.

OWL (Web Ontology Language) jest to standard, ktory poprzez posiada-
nie bogatego stownika, stanowigcego zbior regul ontologicznych dla sieci
Internet, jest rozszerzeniem dla RDF i XML. Korzystajacy z niego program
komputerowy potrafi nie tylko zdefiniowac rzeczy, ale takze je pogrupowaé

4 Wiecej informacji na temat RDF wraz z przyktadami mozna znalezé na stronie
https://www.w3schools.com/xml/xml_rdf.asp (dostep: 15.09.2019).
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i wykazac relacje pomigdzy nimi. Klasyfikacja taka odbywa si¢ poprzez za-
stosowanie kategorii (classes) oraz podkategorii (subclasses), gdzie kazda
jej instancja nazywana jest jednostka (individual). Przypomina to progra-
mowanie obiektowe, gdzie programista tworzy najpierw pewien obiekt ze
zdefiniowanymi atrybutami, ktdry stuzy za matryce do tworzenia instancji
tegoz obiektu, z przypisanymi wartosciami dla kazdego z atrybutow. Jest to
bardzo wazne w procesie ,,porzadkowania” informacji zawartych w sieci
dla funkcjonowania maszyn i programéw, ktorych celem jest pracowanie
wlasnie na materialach, ktdre sg zamieszczone w Internecie®.

RIF (Rule Interchange Format). Wraz z rozwojem sieci semantycznej
powstaja rozne systemy regul, z ktérych kazda ma inng semantyke. Po-
trzebne jest zatem rozwiazanie, ktére zapewni optymalng wymiane tych
regul, pomiedzy réznymi systemami [Kifer, 2008], zamiast skupia¢ si¢ na
definiowaniu zunifikowanych zasad. Aby rozwigzanie takie bytlo mozli-
we, tworcy przyjeli podejscie stworzenia rodziny jezykow zwanych dia-
lektami o $cisle okreslonej skladni i semantyce, ktdre przy tym maja by¢
jednolite i rozszerzalne [Kifer, Boley, 2010].

Rules Trust
Data ‘ Proof v
2
N Data Logic ;‘:’
desc-. Ontology vocabulary E
on
dac, RDF + rdfschema a

Unicode

Rys. 3.4.2. Graficzne przedstawienie hierarchii standardéw. Nizej znajduja sie te bardziej
podstawowe, ktore stuza do opisywania i definiowania elementdéw sieci. Wyzsze partie stuza juz nie
tylko do opisu, ale réwniez do ustalania regut ontologicznych oraz logicznych dla warstw nizszych

Zrédto: [Berners-Lee, 2000].

SPARQL (Protocol and RDF Query Language) jest jezykiem kwerend
przeznaczonym dla RDE w ktérym, korzystajac z jego standardéw, moz-
liwe jest stworzenie zapytania w celu pobrania informacji na aplikacjach

5 Ciekawy przyktad konstrukcji semantycznej wykorzystujacej sktadnie OWL mozna
zobaczy¢ na stronie http://www.linkeddatatools.com/introducing-rdfs-owl (do-
step: 15.09.2019).
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semantycznych. Poniewaz, jak juz pisaliSmy wczesniej, struktura RDF
jest tréjelementowa (podmiot-predykat-obiekt), dlatego tez budowa
zapytan do zludzenia przypomina zapytania NoSQL o strukturze doku-
ment-klucz-wartos¢.

Opisane powyzej standardy tworza pewnego rodzaju stos, ktory sta-
nowi strukture Semantic Web. Poczawszy od najnizszych (ktére tworza
podstawy), kazda kolejna stanowi nadbudéwke poprzedniej, wykorzy-
stujgc i rozszerzajac jej elementy.

Na zakonczenie nalezy wspomnie¢, ze opisana powyzej technologia
jest w dalszym ciggu rozwijana, totez w niedtugim czasie struktura ta
moze ulec ewolucji, w toku ktorej dojda nowe elementy, a stare zostang
zastapione bardziej wydajnymi. Niemniej swiat technologii konsekwent-
nie dazy do ustrukturyzowania zawartosci Internetu. Daje to nowe moz-
liwosci rozwoju technologii, ktore stworzone sg wlasnie z myslg o pracy
w sieci, jak chociazby roboty tworzone w branzy RPA.
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Spis rysunkow

Rys. 3.2.1. Przykltad podpowiedzi wys$wietlanych dla hasta ,,Londyn”

w wyszukiwarce Google 199
Rys. 3.2.2. Przykiad prostego robota, ktérego zadaniem jest otwieranie pliku

Excel oraz kopiowanie jego zawartoéci do kolekeji (odpowiednik tablic

w programowaniu tradycyjnym). Gdy tylko dane zostang zapisane,

program zamyka Excela i zamyka jego instancje 200
Rys. 3.3.1. Graficzne przedstawienia funkcjonowania chatbota. 1. Pobieranie

danych wejsciowych od uzytkownika i przesylanie ich do NLU, gdzie

nastepuje konwersja z jezyka naturalnego na jezyk maszynowy.
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2. Parsowane dane przesytane sa do DM. Tam nastepuje interpretacja
znaczeniowa oraz kontekstowa otrzymanego sformutowania, po czym
generowana jest odpowiedz. 3. Gotowe sformutowanie przesylane jest
do NLG, gdzie z postaci maszynowej, zostaje przekonwertowane na jezyk
naturalny. 4. Gotowa odpowiedz, jako dana wyjsciowa przesytana jest do
uzytkownika

Rys. 3.3.2. Graficzna prezentacja funkcjonowania modelu uczenia Active
Learning Example-Based

Rys. 3.4.1. Przedstawienie graficzne informacji zapisanej w formacie RDE
Gléwny atrybut, podmiot, ma przypisanych kilka atrybutéw (author, title,
year) o okreslonych cechach. Jest to oczywiscie proste przedstawienie,
dlatego ze dla bardziej zaawansowanych stron podmioty moga by¢ réwniez
atrybutami dla podmiotéw wyzszego rzedu i jednocze$nie posiada¢
wlasne atrybuty (tzw. zagniezdzenie

Rys. 3.4.2. Graficzne przedstawienie hierarchii standardow. Nizej znajduja sie te
bardziej podstawowe, ktore stuza do opisywania i definiowania elementow
sieci. Wyzsze partie stuza juz nie tylko do opisu, ale réwniez do ustalania
regut ontologicznych oraz logicznych dla warstw nizszych
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Epilog

Ksigzka ukaze si¢ na rynku w2021 r. po jednym roku od pojawienia si¢ na
calej kuli ziemskiej pandemii Covid-19 niszczacej gospodarke szczegdlnie
mocno w niektdrych krajach przodujacych w rozwoju nauki (USA, Eu-
ropa Zachodnia), ktére musialy zaja¢ si¢ produkcja nowych, nieznanych
szczepionek, w ktérych zachodza nieoczekiwane zjawiska pauperyzacji
spoleczenstw, a jednoczesnie wielokrotny wzrost dochodéw jednostek,
co spowoduje nie-ewolucyjne zjawiska spoleczne i zmiane priorytetow
badawczych. Autorzy spodziewaja si¢, ze za pare lat potrzebne bedzie
napisanie przewodnika umozliwiajacego wybdr narzedzi i ulatwiajacego
orientacje w zaistnialej nowej rzeczywisto$ci.



Ksigzka poswiecona jest inteligentnym systemom informatycznym w or-
ganizacji, wykorzystujgcym rozproszone zrodta informacji niestruktural-
nej dostepne w sieci Internet.

W przeciwienstwie do strukturalnych zrédet danych (w formie pli-
kowej lub baz danych) wykorzystywanych przez tradycyjne systemy
informatyczne zarzadzania, zrodta internetowe majg charakter przede
wszystkim dokumentéw nieposiadajagcych Scisle zdefiniowanej struktu-
ry semantycznej i schematu zawartosci. Uzyskanie wyzszej jakosci prze-
twarzania tego rodzaju informacji niestrukturalnej wymaga inteligent-
nego zachowania systemu informatycznego, przede wszystkim w formie
»Zrozumienia” analizowanego dokumentu.
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