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1. Wprowadzenie

1.1. Cele pracy

Analiza skupien (cluster analysis) zwana tez nauczaniem bez nadzoru
(unsupervised learning) lub taksonomig (taxonomy) poswigcona jest zagadnieniu
pogrupowania obiektow zbioru danych w rozlaczne grupy (skupienia) spojne
wewnetrznie 1 jak najbardziej zroznicowane pomigdzy sobg. Poprawnie
przeprowadzona analiza skupien umozliwia podzielenie zbioru danych na grupy,
celem lepszego zrozumienia informacji w nich zawartych i ustalenia wlasnos$ci
grup obiektow do siebie podobnych oraz ich syntetycznej charakterystyki.
Analiza skupien odgrywa bardzo wazng rol¢ w réznych dziedzinach nauki, w
tym w analizach zjawisk spoleczno-ekonomicznych. Typowym przyktadem
moze by¢ segregacja klientoéw banku lub firmy na grupy klientéw podobnych do
siebie pod wzgledem cech istotnych dla banku lub firmy. Analiza skupien
rozwija si¢ od ponad 50 lat. W tym czasie opracowano wiele r6znych metod
realizujacych zadania czastkowe analizy skupien, ktére nazywane sg dzisiaj
etapami analizy skupien (por. § 1.2). W ostatnich latach, wzorem analogicznej
drogi w przypadku klasyfikacji (nauczania z nadzorem) rozwija si¢ podejscie
zagregowane do analizy skupien (enmsemble clustering), ktorego idea jest
Iaczenie wynikéw uzyskanych przy pomocy réznych metod, majace na celu
poprawienie wynikéw. Realizacja poszczegolnych etapow analizy skupien musi
by¢ wykonywana w oparciu o zbior zmiennych charakteryzujacych obserwacje.
W zagadnieniach praktycznych zawsze stoimy przed konieczno$cig okreslenia i
wyboru zbioru zmiennych, ktorymi bedziemy si¢ postugiwaé. Jesli zmienne
zostang niewlasciwie wybrane, to fakt ten moze w znacznym stopniu obnizy¢
jakos¢ otrzymanych wynikow. Jak zaznacza si¢ w literaturze wybor zmiennych
w klasyfikacji jest jednym z najwazniejszych a zarazem najtrudniejszych zadan.
Zmienne, ktore tworzg strukture skupien w zbiorze danych nazywac bedziemy
istotnymi (relevant features, true features) za$ pozostale zmienne nieistotnymi
lub zaklocajacymi (irrelevant features, masking features, noisy features).

Cele rozprawy mozna uja¢ naste¢pujaco:

1. Ocena dotychczasowego dorobku naukowego w zakresie wybierania
zmiennych tworzacych struktur¢ skupien w zbiorze danych;

2. Zaproponowanie nowych rozwigzan, ktore beda efektywniejsze od metod
istniejacych, nieobarczone tyloma zalozeniami co najlepsze dotychczas
skonstruowane metody, zatozeniami takimi jak:



- koniecznos¢ znajomosci liczby skupien w zbiorze danych;
- ograniczenia mozliwosci stosowania w przypadku wystgpowania
zmiennych mierzonych na réznych skalach;
- ograniczenie do wyboru o charakterze porownawczym pomi¢dzy dwoma
zbiorami zmiennych, czego konsekwencjg jest brak mozliwosci
wyszukiwania wielokrotnych struktur danych;
- konieczno$¢ odwolania si¢ do subiektywnej oceny stosowanych
wskaznikow.

3. Zbadanie efektywno$ci nowych rozwigzan w zastosowaniu ich do seleke;ji
zmiennych w empirycznych zbiorach danych o charakterze ekonomiczno-
socjologicznym.

Pierwszy rozdziat pracy jest poSwigcony zagadnieniom wstepnym i zawiera
charakterystyke etapoéw analizy skupien, ogdlne omowienie uwarunkowan
zagadnienia wybierania zmiennych w analizie skupien oraz stosowane w
dalszym ciggu rozprawy charakterystyki pojedynczych zmiennych, miary
podobiefistwa podzialow zbioru danych, miary korelacji zmiennych, miary
jakosci wynikow dokonanego wyboru zmiennych. Ponadto, przedstawione sa
zbiory danych generowanych stosowane pozniej w eksperymentach
symulacyjnych.

Zawarto$¢ drugiego oraz trzeciego rozdzialu podzielona zostala wedlug
kryterium odnoszacego si¢ do tego czy metoda oparta jest na wnioskowaniu
statystycznym na podstawie modelu czy tez jest algorytmem czysto
heurystycznym nie opartym na modelu. Alternatywnym podziatem mogiby by¢,
na przyklad, podzial na metody dokonujace selekcji zmiennych i metody
wazace zmienne. Autor niniejszej monografii stoi na stanowisku, Ze taki podziat
bytby o wiele mniej rdznicujacy, gdyz selekcja zmiennych jest szczegdlnym
przypadkiem wazenia zmiennych. Ponadto, bardzo istotne jest tez to, ze
problematyka metod modelowych jest podobna dla wszystkich tego typu metod,
gdyz problemem zasadniczym jest estymacja parametréw modelu, na ogol,
dokonywana przy wykorzystaniu tego samego algorytmu. Inng alternatywa
moglby by¢, na przyklad, podzial metod ze wzgledu na rodzaj skali pomiarowe;
zmiennych opisujacych obiekty zbioru. Ta alternatywa wydaje si¢ mniej
rozsadna ze wzgledu na to, ze niektére metody mozna stosowaé zaré6wno do
zbiorow danych z silnymi jak i stabymi skalami pomiarowymi.

Czwarty rozdzial zawiera propozycj¢ autorska nowych metod wyboru
zmiennych w analizie skupien oraz wyniki badania tej metody za pomoca
eksperymentow Monte Carlo. Idea nowej metody jest zastapienie korelacji
pomiedzy zmiennymi opisujacymi obserwacje korelacja  pomigdzy
odleglo$ciami par obiektow oraz zastgpienie grupowania na okreslong liczbe
skupien grupowaniem wielokrotnym na dwa skupienia. Uzyskujemy dzigki temu
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uniwersalng metodeg, ktora mozemy stosowaé zaro6wno do stabych jak i silnych
skal pomiarowych mierzacych warto$ci zmiennych. Ponadto, do pewnego
stopnia uwalniamy si¢ od konieczno$ci znajomosci liczby skupien w zbiorze
danych.

Piaty rozdziat po§wigcony jest stronie aplikacyjnej zagadnienia tj. ocenie
porownawczej zaproponowanych nowych metod oraz najlepszych dotychczas
skonstruowanych metod na podstawie efektywnos$ci uzyskanej w zastosowaniu
do empirycznych zbioréw danych. Do tej pory nie udato si¢ skonstruowac
metody nieobarczonej co najmniej kilkoma zalozeniami i takiej, ktéra dobrze
wybierataby zmienne dla zbioréw danych opisanych przez zmienne mierzone na
roznych skalach i dawala dobre efekty zarowno dla duzych (w sensie liczby
zmiennych) jak i dla matych zbiorow danych. Proba podjeta przez autora ma na
celu znalezienie takiej metody, ktora dla badaczy bedzie najbardziej wiarygodna
— odporna na niektore zaklocenia.

Problem selekcji zmiennych w analizie skupien mozna rozpatrywa¢ w
roznych ujeciach w odniesieniu do zatozen mniej lub bardziej ograniczajacych
stosowalno$¢  konstruowanych metod. Niektore ograniczenia zostaly
wymienione w celach rozprawy. Nalezy jeszcze wspomnie¢ o tym, ze W swej
najogolniejszej postaci, w problemie selekcji dopuszcza si¢ mozliwo$¢ istnienia
kilku struktur skupieh w tym samym zbiorze danych, przy czym zbiory
zmiennych tworzacych te struktury nie muszg by¢ roziaczne. Ta najogélniejsza
forma problemu jest na tyle skomplikowana, ze metody, ktore ja rozwazaja
spisuja si¢ bardzo stabo w zawezonych formach problemu, na przyklad, w
najprostszej postaci, w ktorej zaktadamy, ze istnieje tylko jeden zbior zmiennych
tworzacych strukture skupien. Propozycje autora maja przede wszystkim na
uwadze ujecie problemu, w ktorym zakladamy rozlacznos$¢ zbiorow zmiennych
tworzacych rozne struktury skupien.

W zakoficzeniu przedstawione sa wnioski z przeprowadzonych badan
podsumowujace wszystkie uzyskane oceny metod istniejacych oraz propozycji
autora.

Rozprawa niniejsza byla wspomagana $rodkami z grantu habilitacyjnego nr
4323/B/H03/2009/37.

1.2. Charakterystyka analizy skupien. Wybor miernikéw

Analiza skupien jest dziedzing statystyki bardzo istotng pod wzgledem
aplikacyjnym. Konsekwencja potrzeby opracowania metod niezbednych do
segmentacji zbior6w danych na spdjne podgrupy obiektow przy braku
jednoznacznej i precyzyjnej definicji takich podgrup jest pewien chaos w
dorobku tej dziedziny. Niewiele jest wynikow teoretycznych, na przyktad, o
wiele mniej niz w pokrewnej dziedzinie statystyki jaka jest klasyfikacja ze
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zbiorem uczacym, natomiast bardzo wiele rdznych algorytmoéw i metod
heurystycznych.

» »
» »

Rys.1.1. Dwa przyktady zbioréw punktow dwuwymiarowych, z ktorych jeden tworzy bardzo
wyrazng struktur¢ dwoch skupien.

Z 1 6 dto: opracowanie wiasne.

Przyczyna takiego stanu rzeczy jest to, ze nie ma jednoznacznej definicji
skupienia i, co za tym idzie, czgsto trudno zdecydowaé czy w danym zbiorze
istnieje struktura skupien czy tez nie. Na rysunkach 1.1 oraz 1.2 przedstawione
sa przyklady czterech zbioréw punktoéw dwuwymiarowych. Zbiory po lewej
stronie tworzg wyrazng lub bardzo wyrazng strukture skupien. Zbior po prawej
stronie sklada si¢ z podobnych podzbioréw punktow ale orzeczenie o istnieniu
struktury skupien zalezy od wizualnych upodoban patrzacego.

A A

v

»
»

Rys.1.2. Dwa przyktady zbioréw punktow dwuwymiarowych, z ktorych jeden tworzy dosé
wyrazng struktur¢ dwoch skupien.

Z 1 6 d1to: opracowanie wlasne.

Powyzsze, do$¢ lapidarne sformutowania, precyzyjniej ujal §wiatowej klasy
ekspert w dziedzinie informatyki, sztucznej inteligencji i mozliwosci
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wykorzystania komputeréw do rozwigzywania problemow §wiata realnego, Jon
Kleinberg. Wyr6znit on (Kleinberg, 2002) trzy wilasnosci, ktére w analizie
skupien bylyby bardzo pozyteczne. Pierwsza wiasno$¢ to niezmienniczo$¢
grupowania wzgledem skali odleglosci (scale invariance) polegajaca na tym, ze
dla dowolnego skalara ¢ i dowolnej miary odlegtosci d funkcja f decydujaca o
grupowaniu obiektow powinna mie¢ wlasno$¢, ktorg symbolicznie mozna ujgé
jako f (d ): f (c-d ) Druga wilasno$¢ to zupelnos$¢ grupowania (richness)
polegajaca na tym, ze dla jakiegokolwiek podziatu P powinna istnie¢ odlegtos¢
dtaka, ze f (d ) = P . Trzecia wlasnos¢ to zgodno$¢ grupowania (consistency)
polegajaca na tym, ze f (d ) = P implikuje f (d *)= P, gdzie odlegtos¢ d”
jest transformacja odlegtosci d indukowang przez podziat P w nastgpujacy
sposob: odlegtos¢ indukowana dowolnych dwoch obiektow z tego samego
skupienia w podziale P nie przekracza odleglosci d tych obiektow oraz
odleglo$¢ indukowana dowolnych dwoch obiektow z roznych skupien w
podziale P jest co najmniej taka jak odleglosci d tych obiektow. Nastgpnie
Kleinberg udowodnil twierdzenie o niemoznosci (impossibility theorem): nie ma
funkcji decydujacej o grupowaniu obiektow, ktora miataby wszystkie trzy
wlasnosci. Mozna polemizowaé¢ z tym czy sformulowane wlasnosci sa
rzeczywiscie niezbedne w kazdej aplikacji empirycznej analizy skupien, ale, z
pewnoscia, twierdzenie o niemozno$ci rozwiewa wiele watpliwo$ci nekajacych
wszystkich badaczy starajacych si¢ znalez¢ jak najlepsza metod¢ do grupowania
obiektéw badanego zbioru danych.

W czasie kilkudziesigciu lat rozwoju analizy skupien wypracowano zgode
co do tego, ze pelna analiza skupien zbioru danych powinna obja¢ nastgpujace
etapy:

Wybor obiektéw i zmiennych.

Wizualizacja obiektow (lub zmiennych).

Normalizacja zmiennych.

Wybor miary odleglo$ci pomigdzy obiektami.

Wybor metody grupowania obiektow.

Ustalenie liczby skupien.

Grupowanie obiektow — wlasciwy etap analizy skupien.
Ocena wynikow grupowania.

Opis i profilowanie klas.

WX h W=

Sokotowski (1992) ujmuje zadania analizy skupien jeszcze ogolniej,
wlaczajac do charakterystyk zbioru czynnik czasowy. Nastgpnie dzieli on
zadania taksonomiczne mna proste (np. grupowanie obiektow), ztozone
(grupowanie obiektow i cech) i kompleksowe.



Wybor obiektow zbioru danych polega na ustaleniu czy istniejg w zbiorze
jakie$ obserwacje przypadkowe bedace, na przyklad konsekwencja bledow
pomiarowych lub sposobu zbierania danych, ktére nie powinny by¢
uwzgledniane w dalszej analizie. Taka procedura laczy si¢ z pojeciem
odpornosci i, jak wiadomo, jest $cisle powiazana z wyborem cech opisujacych
obiekty a nawet doborem metod do koncowych etapow analizy skupien, na
przyktad, metod grupowania obiektow. Moze si¢ bowiem okazaé, ze dla
niektorych metod grupowania, uwzglednienie wszystkich obiektow prowadzi do
mniejszych strat jako$ci niz usuwanie obiektow podejrzanych o to, ze sa
obiektami nietypowymi (outliers). Ponadto wybor obiektow jest §cisle zwigzany
z wyborem zmiennych opisujacych obiekty. Selekcja zmiennych jest jednym z
najwazniejszych 1 jednocze$nie najtrudniejszych etapow analizy skupien.
Uwarunkowania tego etapu zostaly przedstawione bardziej szczegdélowo w
nastepnym paragrafie.

Etap wizualizacji danych jest wazny dla analizy skupien, gdyz jest pomocny
w odkryciu ewentualnej struktury skupien w zbiorze danych, ich liczby, a nawet
przy wyborze wlasciwych algorytméw grupowania obiektow (biorac pod uwage
ich wlasno$ci). Wizualizacji danych mozna dokona¢ nie tylko dla warto$ci
oryginalnych zmiennych, lecz réwniez dla macierzy odlegltosci migdzy
zmiennymi. W tym zakresie, oprocz tradycyjnych wykresow dwuwymiarowych,
pomocne sg (por. np. Everitt i inni, 2001): wielowymiarowe wykresy rozrzutu;
trojwymiarowe wykresy zmiennych; metody skalowania wielowymiarowego i
sieci Kohonena, umozliwiajace graficzne przedstawienie danych w przestrzeni o
mniejszej liczbie wymiardw. Program R pozwala dodatkowo tworzy¢ bardziej
ztozone wykresy (Gatnar, Walesiak, 2009): wielowymiarowy wykres rozrzutu z
funkcja gestosci poszezegdlnych zmiennych; wykres rozrzutu dla 3 zmiennych
metrycznych w przestrzeni 2-wymiarowej (bubbleplot). Metody graficzne
mozna nawet, w przypadkach prostych zbiorow danych, wykorzysta¢ we
wczesniejszym etapie analizy skupien tj. etapie doboru zmiennych, np. wykres
pudetkowy (ramka-wasy, box-whiskers).

Ewentualna normalizacja zmiennych jest traktowana jak szczegdlny
przypadek wazenia zmiennych, gdyz standaryzacja (lub inne przeksztalcenie
cech) wplywa na rozmieszczenie obiektow w przestrzeni euklidesowej. Juz
Cormack (1971) zauwazyt ten problem i doszedl do wniosku, ze na ogét
standaryzacja zmiennych zmniejsza efektywno$¢ analizy skupien. Cel
standaryzacji czyli wyeliminowanie réznic w skalach pomiaru cech, jest
niespojny z zasadniczym celem analizy skupien, gdyz roznice pomig¢dzy
cechami moga wynika¢ z ich naturalnych wtasnosci implikujacych istnienie
ewentualnej struktury skupien. Dowiedziono, ze nadawanie zmiennym wag
odwrotnie proporcjonalnych do catkowitej zmiennosci cech — czyli
standaryzacja zmiennych przez ich catkowite odchylenie — jest nieefektywny, a
10



wrgcz niewskazany, gdyz utrudnia rozrdznianie grup obiektow podobnych. Teze
o tym, ze normalizowanie pojedynczych zmiennych moze mie¢ negatywny
wplyw na zachowanie oryginalnej struktury skupien tzn., moze t¢ strukture
znieksztalci¢ lub nawet zniszczy¢ stawia réwniez Stoddard (1979).

Milligan (1996) wskazuje na bledne przekonanie wielu badaczy, ze fakt
wystgpowania znacznej roznicy zmienno$ci cech w analizie skupien jest
podstawa do przeprowadzenia standaryzacji zmiennych z obawy o to, by cechy
o duzej zmiennosci nie miaty nadmiernego wptywu na wyniki analizy skupien.
Podkresla, ze normalizacja zmiennych jest kwestia indywidualng, a nie
rutynowym przeksztatceniem jak rowniez, ze nie zawsze uzasadnione jest
twierdzenie, ze standaryzacja moze ukry¢ ewentualng strukture skupien
wystgpujaca w zbiorze danych. Powolujac si¢ na wczesniejsze badania
porownawcze, Milligan rozwaza rowniez ewentualne procedury normalizacji
zmiennych. Z reguly przyjmuje si¢ klasyczna normalizacj¢ zmiennych, jesli
natomiast rozwazymy separowalno$¢ i wewnatrzgrupowa zmienno$¢ skupien
otrzymanych na podstawie cech unormowanych, to okazuje si¢, ze na tle innych
przeksztalcen jest to rozwigzanie nieefektywne. Zbadano osiem sposobow
normalizacji (Milligan, Cooper, 1988), (0) brak normalizacji, (1) normalizacja
za pomocg klasycznej standaryzacji, (2) standaryzacja przez odchylenie
standardowe, (3) przeksztalcenie ilorazowe w oparciu o warto§¢ maksymalna,
(4) unitaryzacja przez rozstgp zmiennej, (5) unitaryzacja zerowana, (6)
przeksztalcenie ilorazowe w oparciu o sume¢ wariantdw cechy i (7) rangowanie.
Najlepsze wyniki pod wzglgdem stopnia zgodnosci klasyfikacji z wiasciwa
struktura skupien (ocena indeksem Randa) za pomoca metod aglomeracyjnych
uzyskano dla przeksztalcen normalizacyjnych opartych na rozstgpie zmiennych
(typ (4) i (5)).

Zasadnos$¢ takiej tezy dotyczacej wazenia (normalizacji) zmiennych na
potrzeby analizy skupien potwierdzaja wyniki badan, ktore przedstawili
Gnanadesikan i inni (1995). Autorzy zastosowali dziewie¢ procedur wazenia
cech, m.in.: (0) brak wazenia, (1) standaryzacj¢ zmiennych z wykorzystaniem
samego odchylenia standardowego, (2) unitaryzacje oparta tylko na rozstepie,
(3) macierz odwrotna wewnatrzklasowej zmiennosci cech, (4) macierz odwrotna
elementow diagonalnych macierzy wewnatrzklasowej zmiennosci cech, (5)
iloczyn elementow diagonalnych macierzy miedzyklasowej i elementow
diagonalnych macierzy odwrotnej do wewnatrzklasowej, sposrod ktorych
najlepsze, tj. dajace najmniejszy btad klasyfikacji okazaly si¢ metody oparte na
wewngtrznej zmiennosci cech w znalezionych skupieniach. Zastosowanie wag
dla zmiennych w postaci ich wewnetrznej (lub zewngtrznej) zmiennosci cech w
skupieniach (typ (3), (4) i (5)), moze poprawia¢ wynik klasyfikacji przy silnej
strukturze skupien. Sposrod wszystkich formut najlepszy okazat si¢ typ (3), a
wyniki posrednie potwierdzity, ze system wag rownych (0) oraz standaryzacja
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cech przez skalowanie (1) sa zdecydowanie nieefektywne. Unitaryzacja
zmiennych przy pomocy ich rozstgpu (2) jest rozwigzaniem posrednim, dajagcym
mniejszy blad klasyfikacji niz (0) czy (1), lecz wigkszy niz formuty (3), (4) i (5).
Na podstawie cytowanych wynikow mozna by sadzi¢, ze gdyby standaryzacja
przez skalowanie byla przeprowadzona w obrebie kazdego ze znanych skupien,
to jej efektywno$¢ wyodrebniania skupien bylaby wyzsza. Problemem jest
jednak to, Zze na tym etapie analizy skupien nie znamy dokladnej struktury
skupien czyli przynalezno$ci obiektow do skupien.

Dla grupowania metoda Warda i metoda k-$rednich efekty réznych formut
standaryzacyjnych badat rowniez Steinley (2004). Formute standaryzacyjng
bedaca kompromisem pomigdzy wymogiem jak najlepszego zachowania
struktury skupien a nadawaniem wigkszych wag zmiennym z wigksza
zmiennos$cia, zaproponowali Steinley i Brusco (por. wzor (3.37)). Formula ta,
zdaniem autorow, poprawia efektywnos¢ metody HINoV, ale ten wniosek
mozna kwestionowac¢ (por. rozdz. 3 i 5).

Wyczerpujacy przeglad formut normalizacyjnych dla zmiennych ciagtych
mozna znalez¢ w pracy Pawelek (2008).

Kierujgc si¢ cytowanymi wynikami badan, sposroéd zbadanych popularnych
formut standaryzacyjnych postaci

X, —a

X, = p da j=1,...,V (1.1)

J

do standaryzowania zmiennych mierzonych na skali interwalowej oraz
ilorazowej wybrano formul¢ w postaci unitaryzacji zerowanej przy zastosowaniu
rozstepu, czyli

x ==L —"7 dla j=1..V (1.2)

Wybor okreslonej miary odlegltosci zdeterminowany jest przez skale
pomiarowa, ale zalezy réwniez od sposobu standaryzacji (lub normalizacji)
zmiennych. Miarg odleglosci powszechnie wykorzystywang w analizie skupien
w przypadku zmiennych mierzonych na silnych skalach (interwatowej i
ilorazowej), ze wzgledu na najlepiej zbadane jej wtasnosci i prosta interpretacje
geometryczng, jest odlegtos¢ euklidesowa lub kwadrat tej odlegltosci. Taka miare
(por. tab. 1.1) bedziemy stosowa¢ dla zmiennych mierzonych na skali ilorazowe;
i interwatowej, w zbiorach danych wystgpujacych w eksperymentach
symulacyjnych.

W przypadku zmiennych mierzonych na skali porzadkowej rozsadnym
wyborem, ze wzgledu na posiadane wlasnosci jest odlegtos¢ GDM (Walesiak,
2002). Odlegtos¢ GDM dana jest wzorem
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14 14 n
D ayby + 2 D ayby

i=1 j=1 1
1 J J ;

d, =—— il : (1.3)

233 T3,

j=1 1=l j=1 1=l

gdzie: d, jest odleglo$cia pomigdzy obserwacjami o numerach i, k; symbole
> b
ilorazowej 1 interwatowej stosuje si¢ wzory
a, =x;—x, da p=kl
by, =xy;—x, da r=il
Dla skali porzadkowej stosuje si¢ wzory
1 dla x;,>x,

a, =1 0 da x,=x, (1.5)

pj

a a bk,j sa obliczane w zalezno$ci od skali pomiarowej. Dla skali

Kijo il

(1.4)

krj

-1 dla X, <X,
dla p=k, I, oraz
1 dla Xy > X,

0 dla x,=x, (1.6)

-1 dla Xy <X,

i

dla r=i, I Dla skali nominalnej stosuje si¢ wzory

V. n V. n
2.2 =22 by =Vin-1) (1.7)

j=1 1=l j=1 1=l

o 1 dla X; =Xy (1.8)
Wk -1 dla X, # Xy '

oraz
1 da x; =x, /\(xy,xkj— va,xkj;txlj)
ayby, = (x; # Xy, Xy =X;)V
-bdla 2 A (x, =x g 7 X))V (x5 X, # ;)
ij o I ij2 ki i
(1.9)

dla [ #1i,k. Odlegtos¢ dana wzorem (1.3) bedzie stosowana zaréwno w
procesie grupowania obserwacji jak i przy obliczaniu wartosci wspotczynnikow
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korelacji. Miara GDM spelnia warunek symetryczno$ci, zwrotnosci,
nieujemnosci, lecz nie zawsze spelnia warunek ,,nieréwnosci trojkata”.
Odleglos¢ GDM nie zmienia swojej wartosci w wyniku transformacji warto$ci
zmiennych za pomocg dozwolonego w danej skali przeksztalcenia oraz jest
unormowana na przedziale [0;1].

W przypadku zmiennych mierzonych na skali nominalnej (w szczegdlnosci
binarnej), na ogot, stosowana jest miara Sokala-Michenera (por. tab. 1.1). Ta
odleglo$¢ bedzie uzywana w niniejszej monografii.

Do pomiaru odlegtosci pomigdzy obiektami opisanymi zmiennymi
mierzonymi na réznych skalach pomiarowych zastosowana zostanie formuta
(por. Gatnar, Walesiak, 2004, Walesiak, 2011)

_ wd, +w,d, +w,d;, +w,d,

d , (1.10)

w+w, +wy +w,

gdzie: w;,w,,w;,w, € {O,l,...,V} sa wagami przypisanymi odleglosciom
mierzonym na podzbiorze zmiennych ze skala nominalna (d,), podzbiorze
zmiennych ze skala porzadkowa (d,), podzbiorze zmiennych ze skalg
interwatowa (d,) oraz podzbiorze zmiennych ze skalg ilorazowa (d, ). Wagi te
sa okreslone przez liczb¢ zmiennych odpowiadajaca danej skali, wobec czego
spetniaja warunek w, +w, + w; +w, =V . Odleglosci d,,d,,d,,d,
obliczane beda wedtug formut przyjetych dla pojedynczych zmiennych.

Tabela 1.1. Miary odleglto$ci stosowane w pracy, m oznacza liczbe wszystkich zmiennych danego
rodzaju skali w okreslonym podzbiorze zmiennych.

Typ skali Nazwa .
. . L. Formuta odlegtosci
pomiarowej odlegtosci
m, )
Binarna, Sokala- , m, — liczba wspotrzednych, na ktorych oba
nominalna Michenera m
obiekty r6znig si¢, m — liczba wszystkich wspotrzednych
Porzadkowa GDM formuta (1.3) (przy V=m) z podstawieniami (1.5) i (1.6)
1 & ’
Ilorazowa euklidesowa ;le(x" Vi ) ’
i=
m — liczba wszystkich wspotrzednych
Ilorazowa GDM formuta (1.3) (przy V=m) z podstawieniem (1.4)

Z 1 6 d1o: opracowanie wlasne na podstawie Gamar, Walesiak (2009).
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Formuta (1.10) budzi najmniej zastrzezen (por. Jajuga, 1989, Walesiak,
1993) sposrod wszystkich prob ujednolicenia miar odlegto$ci réznych skal
pomiarowych. Miary odleglo$ci pomigdzy parami obiektow, jakie zastosowano
do réznych skal pomiarowych, przedstawione sa w tabeli 1.1.

W literaturze przedmiotu proponowane sg trzy podej$cia w zakresie wyboru
metod grupowania obiektow. W pierwszym wyboOr oparty jest na analizie
wlasnosci poszczegdlnych metod przy wykorzystaniu informacji niezaleznych
od badanego zbioru danych, w drugim przy wykorzystaniu macierzy danych.
Trzecie podejScie zwane jest strategia grupowania, polega na syntetyzacji
wynikow otrzymanych przy pomocy réznych metod.

Sposob pierwszy opiera si¢ na porOwnaniu wynikOw grupowania
poszczegdlnych metod ze znang przynalezno$cia obiektow do skupien. Takie
podejscie wykorzystuje si¢ w badaniu wiasnosci algorytmow grupowania w
eksperymentach symulacyjnych. W przypadku empirycznych zbioréw danych
liczba skupief 1 przynalezno$¢ obiektow do skupien nie jest znana, ale znajac
wlasnosci algorytméw grupowania mozna dokonaé wstegpnego wyboru
algorytmu. Takie podejscie, nie daje calkowitej gwarancji, ze wybrana metoda
bedzie efektywna dla konkretnego, badanego zbioru danych. Dlatego tez,
niezbedny jest nadzor badacza oraz odpowiednie zaprojektowanie
kilkuwariantowej analizy w celu wybrania najlepszego rozwigzania.

W podejsciu drugim wykorzystywana jest macierz danych. To podejscie
polega na formalnej ocenie cech algorytmow, wsrdd ktorych wymienia si¢ m.in.
wlasnosci (Pociecha, 1982): 1) najlepszego obrazu — wynik grupowania nie
zalezy od kolejno$ci rozwazania obiektow, 2) wypuktosci zbioru grupowanych
obiektow, 3) polaczenia obiektow na wykresie drzewa (polaczenia obiektow nie
przecinajg si¢), 4) poprawnej struktury grup — gdy w wyrdznionych grupach
wszystkie odleglosci wewngtrzne sa mniejsze niz wszystkie odleglosci
zewngtrzne (struktura grupowa) lub gdy mozna ustali¢ kolejno$¢ podobienstwa
migdzy obiektami (struktura hierarchiczna), 5) poprawnej struktury potgczen
drzewa (dla procedur hierarchicznych), jezeli rezultaty grupowania dajg si¢
przedstawi¢ w postaci drzewa polaczen zgodnego z kolejno$ciag podobienstwa
obiektow zbioru, 6) powtarzania obiektow — dodanie kilku obiektow
identycznych do juz wystepujacych w zbiorze danych, nie zmienia granicy
wyr6znionych klas, 7) powtarzania grup — gdy dodanie obiektow identycznych
(z juz wystgpujagcymi) w ramach jednego skupienia nie zmienia wyniku
klasyfikacji, tzn. obiekty zostang przypisane do tego samego skupienia, )
opuszczania grup — po usuni¢ciu w cato$ci wybranego skupienia, nie zmieni si¢
wynik grupowania, tzn. wszystkie pozostale obiekty ponownie zostang
przydzielone do tych samych skupien, 9) monotoniczno$ci — monotoniczna
transformacja macierzy odleglosci nie zmienia wynikow grupowania.
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Tabela 1.2. Wybrane wtasnos$ci niektorych metod aglomeracyjnych grupowania obiektow.

Wiasno$é:
oprawnej
Metoda wypuk poprawnej e k:V ! powtarza- )
aglomeracyjna yp struktury struktury nia op.uszcza- n.lono o-.
tosci potaczen L, nia grup nicznosci
grup obiektow
drzewa
Pojed
ke ync.zego nie tak tak tak tak tak
potaczenia
Pelnego .
. nie tak tak tak tak tak
potaczenia
Sredniej . . .
. nie tak tak nie tak nie
klasowej
Warda tak nie tak nie tak nie
Srodka . . . . .
o, nie nie nie nie tak nie
ciezkosci

Zrodto: Gordon (1999), Everitt i in. (2001), Mikulec (2010), Pociecha (1982).

Wykorzystanie wlasnosci formalnych poszczegdlnych procedur do wyboru
najlepszej wymaga jednak ich adaptacji do badanego zbioru danych. Nie
wszystkie wlasnosci podane w tabeli 1.2 sg jednakowo wazne i nie wszystkimi
musi cechowac si¢ stosowana metoda aglomeracyjna. Kierujac si¢ cytowanymi
wynikami  badawczymi, w niniejszej monografii, sposrdd metod
aglomeracyjnych stosowane beda metody: Warda, pelnego potaczenia i $redniej
klasowe;j.

Z powodu ograniczonych mozliwo$ci stosowania podejscia drugiego
(opartego na macierzy danych) oraz nie dajacego catkowitej gwarancji wyboru
najlepszej metody grupowania podejscia pierwszego (niezaleznego od danych)
proponuje si¢ trzeci sposéb wyboru metod analizy skupien — strategi¢
grupowania (por. consensus trees, Gordon, 1999). Ten pomyst polega na
zastosowaniu roznych metod grupowania obiektow a nastgpnie poréwnania
uzyskanych wynikow w celu wyboru rezultatu najlepszego badz uogdlnienia
uzyskanych wynikoéw. To podejécie r6zni si¢ nieco od dwoch poprzednich : po
pierwsze, wykorzystuje si¢ zbior danych; po drugie, przeprowadza si¢ kolejne
wariantow grupowania dla roznej liczby skupien; po trzecie, nacisk kladzie sig
na ocen¢ uzyskanego wyniku. Podejscie takie stalo si¢ popularne dzigki
rozwojowi techniki komputerowej oraz dostgpnosci oprogramowania. Majac na
uwadze to wielowariantowe podejscie do badanego zbioru danych analiza
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skupien jest rowniez traktowana jako najbardziej rozwinigta forma analizy
kombinatorycznej (combinatorial data analysis).

Metody grupowania obiektow mozna podzieli¢ na kilka rodzajow (por.
Gatnar i Walesiak , 2004), najpopularniejsze z nich to: metody partycjonujgce
(podzialowe) wsrdd ktorych mozna wyrdzni¢ metody obszarowo-gestosciowe
oraz metody optymalizujagce wstgpny podzial zbioru danych, metody
aglomeracyjne (badz deglomeracyjne) oraz metody wizualizacji danych.

Obszerne opracowanie wynikow symulacji Monte Carlo dla procedur
aglomeracyjnych — dokonanych przez kilkunastu rdéznych autorow
postugujacych si¢ réznej wielkosci zbiorami danych pod wzgledem liczby
analizowanych cech i obiektow — w zakresie ich zdolnosci do wykrywania
struktury skupien wygenerowanych zbiorow danych, przy wystgpowaniu
roznych czynnikow mogacych zaklocaé te¢ strukture, zawiera praca Milligana i
Coopera (1987). Przeglad metod wskazuje, Zze sposréd metod aglomeracyjnych
najwyzej ocenione zostaly procedury petnego wigzania, $redniej grupowej, oraz
Warda, przy czym na pierwszym miejscu zdecydowanie najczesciej wymieniana
byta metoda Warda.

Dla metod podziatowych oprocz wyboru algorytmu bardzo istotny jest
dobor punktow startowych, a wigc okreslenie k obiektow w zbiorze danych
inicjujacych algorytm, ktérych wybor, na ogdl, ma zasadnicze znaczenie dla
uzyskanego wyniku. W przypadku metody k-$rednich najnowsze badania
(Steinley i Brusco, 2007) wskazuja jako mnajlepsze rozwigzania metode
aglomeracyjna Warda, ktéora mozna zastosowa¢ do wybrania punktow
startowych oraz metode¢ wielokrotnego losowego doboru punktow startowych i
przyjeciu  wyniku minimalizujagcego sume¢ kwadratow odchylen warto$ci
zmiennych od centréw skupien (por. wzor (1.15). Ciekawym rezultatem jest to,
ze lepsze wyniki uzyskuje si¢ dzigki polaczeniu metod roznych rodzajow.

Nalezy jednak zauwazy¢, ze wszystkie cytowane badania przeprowadzone
byly przy zatozeniu znanej (i poprawnej) liczby skupien. Wyniki traca wigc
nieco na warto$ci w przypadku grupowania obiektoéw empirycznych zbiorow
danych, gdy poprawnej liczby skupien nie znamy.

Etap ustalajacy liczbg skupieh w zbiorze danych znajduje si¢ przed etapem
grupowania obiektow ale do jego przeprowadzenia na ogét konieczne jest
uzyskanie podziatu zbioru na wszystkie poczatkowe (tj. do pewnej liczby np. 20
skupien) liczby skupien, gdyz wigkszo$¢ znanych indeksoéw liczby skupien ma
charakter optymalizacyjny tzn. wskazuje na optymalng liczb¢ skupien dla danej
metody grupowania. Wsrdd najcze$ciej stosowanych wymieni¢ nalezy indeksy;
Bakera-Huberta, Calinskiego—Harabasza, Dunna, Daviesa-Bouldina, Hartigana,
Huberta-Levine’a, Krzanowskiego-Lai, indeks sylwetkowy indeks gap. Osobna
grup¢ tworza indeksy opracowane tylko pod katem metod aglomeracyjnych np.
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indeks Mojeny (1977). Dla metod aglomeracyjnych, Sokolowski (1992)
wyr6znia az pig¢ rdznych grup indeksow liczby skupien.

Efektywno$¢ wymienionych i innych indeksow badana byla przez wielu
autorow m.in. Milligan i Cooper (1985), Migdat-Najman i Najman (2005),
Korzeniewski (2005) Wybodr wlasciwych indeksow shuzacych do oceny liczby
skupien nie jest tatwy. Sposrod wymienionych najlepsza opinig ciesza si¢ indeks
gap, Daviesa-Bouldina, Calinskiego—Harabasza. Slabsze od nich okazaly si¢
indeksy Dunna i Hartigana. Jak stwierdzajg sami wynalazcy indeksow, niektore
z indeks6w mogg okaza¢ si¢ nieefektywne, w przypadku niektérych zbiorow
danych. Dlatego tez, nie nalezy wynikow badan traktowa¢ z catkowitg
pewnoscig, a jednym z czgsto stosowanych w praktyce rozwiazan jest
wykorzystanie wskazan kilku indekséw z nastgpna synteza ich wskazan
(Gordon, 1999). Odnotujmy wzory wykorzystywane przy obliczaniu indeksu
sylwetkowego, gdyz zostang one pozniej uzyte przy walidacji efektow analizy
skupien. Wartos$¢ indeksu sylwetkowego i-ego obiektu dana jest wzorem

- bli)~ ali) 1.11
S0 _max{a(i),b(i)} ’ (10
gdzie wielko$¢ 4(; Zd i,j) to $rednia odlegtos¢ obiektu i od
JjeCy j#i

pozostatych obiektow nalezacych do skupienia C, (ktére zawiera obiekt 7); za$

wielko$¢ b(i)z gn;tncl/ d(i,C ) gdzie 4(i.c. )=(1/n )ZC:d q) » mozna okreslic
p
jako minimalng $rednig odleglos¢ obiektu i € C, od pozostatych skupien.

W literaturze etap oceny wynikow grupowania jest okreslany jako walidacja
(validation), przy czym stosowane sg w nim rdézne podejscia do analizy
wynikow, opierajace si¢ na: 1) testowaniu losowosci obiektow (czyli braku
struktury klas); 2) testowaniu kompletnosci struktury grup; 3) ocenie
poszczegélnych skupien; 4) ocenie calego wyniku grupowania; 5) ocenie
struktury klasyfikacji hierarchicznej (Gordon, 1999). Na przyklad w zakresie
oceny poprawnosci poszczegdlnych skupien w ujgciu stochastycznym moze by¢
wykorzystana warto$¢ statystyki U Manna-Withneya (por. Domarnski, 1979) i
symulacje Monte Carlo. Z kolei w testowaniu uzyskanego wyniku grupowania z
punktu widzenia braku struktury klas, w konstrukcji hipotezy zerowej
wykorzystywane sa trzy modele (por. np. Gordon, 1999): rozklad Poissona — w
przypadku analizy czy obiekty reprezentowane przez punkty w przestrzeni V-
wymiarowej sa ulozone roéwnomiernie w pewnym jej obszarze; rozkiad
jednomodalny — zakladajacy, ze badane obiekty pochodza wilasnie z takiego V-
wymiarowego rozkladu, tzn. tworzg jedno skupienie oraz analiza losowos$ci
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zbioru, np. macierzy odlegltosci — dla oceny czy odlegto$ci pomiedzy obiektami
sa losowe, tzn. czy elementy dolnego trojkata macierzy odleglosci sa
uporzadkowane losowo. Warto zauwazy¢, ze do oceny braku struktury klas
mozna wykorzysta¢ indeks przerwy (gap index, Tibshirani i inni, 2001), ktory
zostal skonstruowany z mysla o ocenie liczby skupien w zbiorze danych ale ma
te wlasno$¢, ze mozna go stosowac gdy ta liczba jest rowna zeru.

W praktyce, najcz¢sciej oceny wyniku grupowania dokonuje si¢ za pomoca
odpowiednio dobranych miar jako$ci klasyfikacji oraz przy pomocy replikacji
klasyfikacji.

Replikacja, czyli wielokrotne powtorzenie klasyfikacji moze by¢ traktowana
jako sprawdzanie krzyzowe wyniku (cross-validation), dotyczy bowiem badania
jak daleko identyfikacja skupien na podstawie dwoch podprob wylosowanych z
analizowanego zbioru danych odpowiada ostatecznemu wynikowi grupowania,
tj. przynaleznos$ci obiektow do skupien otrzymanej na podstawie calego zbioru
danych. W literaturze przedmiotu mozna znalez¢ kilka propozycji miar oceny
zgodnos$ci wynikow grupowania (Denoeud 1 inni, 2005): indeks oparty na CER,
indeks Randa, skorygowany indeks Randa, indeks Jaccarda, Wallace’a,
Lermana, Fowlkesa i Mallowsa (dla metod hierarchicznych) czy wskaznik
Nowaka (1985).

Najprostszym indeksem zgodno$ci dwoch podziatéw jest chyba indeks
oparty na CER (classification error rate) czyli odsetku blednych klasyfikacji.
Formuta tego indeksu to suma liczby par obiektow przypisanych do tego samego
skupienia lub do ro6znych skupien w obu podziatach (czyli ¢, +¢, por. (1.15))
odniesiona do liczby wszystkich par. Warto$¢ tego indeksu jest rowna warto$ci
indeksu Randa (nieskorygowanego). Wyniki badan empirycznych dla kolejnych
pigciu wymienionych indeksow w zakresie ich poprawno$ci (doktadnosci)
dokonane przez Denoeuda i in. wskazaly na podobne zachowanie si¢ indeksu
Jaccarda, skorygowanej miary Randa, Wallace’a i Lermana. Natomiast przy
szczegotowej interpretacji ich wynikow sposrod wymienionych miar najbardziej
prawidtowymi, stabilnymi okazaty si¢ miary Jaccarda i Wallace’a, a trzecig w
kolejnosci skorygowana miara Randa. Skorygowany indeks Randa ze wzgledu
na swoja uniwersalno$¢ oraz powszechno$¢ jego stosowania a takze to, iz jest on
podstawa dzialania innych metod, np. metody HINoV, bedzie wykorzystywany
W niniejszej pracy.

Skorygowany indeks Randa (por. Hubert i Arabie, 1985), dla dwoch
roznych podziatlow P, P, zbioru danych ma postac:

(Z](ﬂ +0,) =, + e Xt + )+ (6 +6, e, +1,)]
(ZT e e e +2)+ 2,y +2,)] (1.12)19
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gdzie: ¢, - liczba par obserwacji nalezacych do tego samego
skupienia dla obu podziatow; ¢, - liczba par obserwacji nalezacych do
innych skupien dla obu podzialow; ¢, - liczba par obserwacji nalezacych
do tego samego skupienia dla podzialuP, 1 do réznych skupien dla
podziatu P,; ¢, - liczba symetryczna do ¢,. Wskaznik ten jest
ograniczony z gory przez liczb¢ 1. Im blizszy 1 tym dwa poréwnywane
podziaty bardziej podobne.

Replikacje oparta na indeksie Randa mozna prowadzacd wedlug

nastegpujacego schematu (Milligan, Cooper, 1987):
1) Dzielimy losowo zbidr n obiektow opisanych zbiorem V cech na dwie

(réwnoliczne) podproby B i P, .

2) Stosujemy wybrang metode grupowania dla podproby F by podzieli¢ ja
na znang liczb¢ k skupien, a nastepnie wyznaczyé $rodki cigzkosci tych
skupien.

3) Wyznaczamy odlegltos¢ pomigdzy kazdym obiektem nalezacym do
podpréby P, , a centroidami skupien z podzialu podproby F.

4) Przypisujemy kazdy obiekt z podproby P, do najblizszej niemu
centroidy.

5) Stosujemy te samg metode klasyfikacji dla podproby £ .

6) Porownujemy zgodno$¢ uzyskanych wynikéw podziatu dla obydwu prob
P i P,, na podstawie skorygowanego indeksu Randa.

7) Kroki 1)-6) mozna wielokrotnie powtorzy¢, w celu wyznaczenia $rednie;j
oceny stabilno$ci wyniku grupowania dla réznych podziatéw podprob B i P, .

Jak wskazuja wyniki porownan cytowane w pracy Milligana (1996)
replikacja stanowi uzyteczne narzg¢dzie potwierdzajace wyniki klasyfikacji,
zardwno w przypadku metod aglomeracyjnych jak i podziatowych.

Obok replikacji miarg oceny jakos$ci uzyskanego grupowania moze by¢
miara oparta na indeksie sylwetkowym zwana calkowitym indeksem
sylwetkowym GSI (Global Silhouette Index). Wartosci indeksu GSI wyznacza
si¢ na podstawie czastkowych ocen s(i) przynaleznosci kazdego obiektu do

swojego skupienia

S(Ck):i is(i), (1.13)

ny iz1iec,
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GSI=%§S(C,€). (1.14)

Z konstrukcji indeksu dla pojedynczego obiektu s(i) wynika, ze
S(i ) € <— 1, 1> , przy czym: jezeli obiekt i jest niepoprawnie zaklasyfikowany to
S(i ) € <— 1, O); w przypadku obiektu i tworzacego skupienie jednoelementowe
s(i): 0; natomiast wraz ze wzrostem stopnia przynalezno$ci obiektu i do
skupienia S( ) (0 1> dlatego tez ostatecznie wartos¢ GSI € <0,1>.

Interpretacja GSI jest nastepujaca (Kaufman, Rousseeuw, 1990): warto$¢
GSI 20,71 wskazuje na silng strukture uzyskanych grup; GSI € <0,51;0,70>

mozna uzna¢ za poprawng strukturg grupowania; GSI € <0,26;0,50> mowi, ze

wyodrgbniona struktura jest staba, a wynik analizy skupien moze by¢ sztuczny
(by¢ moze nalezy zastosowal inng metod¢ grupowania); natomiast wynik
GSI £0,25 nakazuje odrzuci¢ uzyskane rozwigzania — wskazujac na brak

skupien w zbiorze danych.

W metodach podzialowych, dla cech ciaglych, na ogoét korzysta si¢ z
wariancji jako miary jakosci grupowania. Miernik jakos$ci otrzymanego
grupowania powinien uwzglednia¢ wewngtrzng spojnos$¢ otrzymanych skupien
jak rowniez zewnetrzne ich zrdéznicowanie. Jesli miernik bedzie oparty na
wariancji, to catkowita wariancj¢ nalezy rozdzieli¢ na skfadnik
wewnatrzklasowy oraz skladnik zewnatrzklasowy. Rozdzielenie wariancji
catkowitej na dwa skladniki, o ktorych mowa mozemy zapisa¢ w nastgpujacy
sposob:

n_ vV K 4 K 4 2
>, (6%, =Z > (=% 2 om 2 (%,-%,) (L13)
i=1 v=l =1 ieC v=1 k=1 v=l
, _ |
gdzie Xx,= n_ ZXW oznacza $rednig k-go skupienia na v-¢j zmiennej, za$
k i€Cy

X, Srednig ze wszystkich obserwacji na v-e¢j zmiennej. Pierwszy skladnik

poprawnej stronie wzoru (1.15) jest miarg homogenicznosci skupien za$ drugi
jest miarg odizolowania skupien. Analogicznie mozna zdefiniowa¢ macierze
wariancji wewnatrzklasowej 1 zewnatrzklasowej, ktore rozdzielaja na
poszczegdlne wyrazy macierzy wariancje pomi¢dzy parami zmiennych. Macierz
wariancji zewnatrzklasowej (between cluster variance matrix) dana jest wzorem
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K
B=Y(x —x)x -%), (1.16)
k=1
gdzie x, oznacza wektor pionowy reprezentujacy Srednia k-go skupienia za$

X jest wektorem pionowym reprezentujacym s$rednia ogélng ze wszystkich

obserwacji. Macierz wariancji wewnatrzklasowej (within cluster variance
matrix) dana jest wzorem

W=i >, -x Nx, -x%)" . (1.17)

k=1 x;eCy
gdzie x, oznacza wektor pionowy reprezentujacy i-tq obserwacje. Na bazie

tych dwoch macierzy mozna sformutowa¢ kryterium bedace miernikiem jakosci
grupowania. Kryterium tym jest $lad

(W' B) (1.18)
Interpretacja tego $ladu jest nastgpujaca: $lad (1.18) mierzy stosunek
wariancji zewnatrzklasowej do wewnatrzklasowej, im wyzsza jego
wartos$¢ tym lepiej zdefiniowane (bardziej spdjne) skupienia.

Ostatnim etapem analizy skupien jest interpretacja uzyskanych wynikow,
ktéra ma trzy podstawowe cele (Gordon, 1999): opisanie kazdego z
wyodrgbnionych skupien, zidentyfikowanie cech roznigcych poszczegolne
skupienia oraz umozliwienie przypisywania nowych obiektow do istniejacych
skupien na podstawie ich charakterystyk. Na tym etapie nalezy (Gatnar,
Walesiak, 2009) wyznaczy¢ statystyki opisowe, tj. (o ile to mozliwe) warto$ci
$rednie i odchylenia standardowe zmiennych pierwotnych w poszczegdlnych
skupieniach celem wskazania cech charakterystycznych poszczegdlnych
skupien. Ponadto, mozna wykorzysta¢ metody graficznej wizualizacji skupiefn —
np. dendrogramy (dla metod aglomeracyjnych) lub wykresy silhouette plot,
obrazujace warto$ci indeksu sylwetkowego dla wszystkich obiektow i skupien.
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1 3 2 4 zmienne

Rys. 1.3. Przyktad zastosowania zjawiska tokcia przy wybierania zmiennych.

Zrbdto: opracowanie wihasne.

Bardzo czgsto spotykanym w analizie skupien kryterium jest stosowanie
zjawiska tzw. ,tokcia”. W przypadku wybierania zmiennych idea tego zjawiska
polega na tym, ze majac na osi odcigtych numery zmiennych a na osi rzednych
warto$ci ustalonego kryterium, odrzucamy te zmienne, ktore znajduja sig
»ponizej” tokcia. Na przyklad, opierajac si¢ na rysunku 1.3 odrzuciliby$my
zmienne o numerach 2 i 4. Zjawiskiem tym mozna postugiwaé si¢ tylko w
przypadku pojedynczych zbioréw danych, poshugiwanie si¢ polega na ocenie
wizualnej, a wigc nie jest to konkretny miernik liczbowy. Technika zjawiska
okcia pojawia si¢ w wielu metodach analizy skupiefi, w odniesieniu do r6znych
wielkosci, nie tylko przy selekcji zmiennych.

Przy wybieraniu zmiennych istotnych dla struktury skupien niezbedne jest
zbadanie, o ile to mozliwe, korelacji pomig¢dzy zmiennymi. Gdy zmienne
mierzone sg na skali silniejszej od nominalnej, to do pomiaru sity korelacji
mozemy zastosowa¢ wspotczynnik tau Kendalla (por. Kendall, Buckland, 1986,
lub Gatnar, Walesiak, 2004) postaci
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=2 (1.19)

gdzie i,k - numer obserwacji, u, Vv - numer zmiennej. Ponadto, dla obserwacji

mierzonych na skali ilorazowej lub przedzialowej stosujemy we wzorze (1.19)
podstawienia
a, =X, —X
iku iu ku (120)
by, =Xy =X,

L

1 otrzymamy wzor postaci

1 _
7Z‘xiu‘xiv _‘xu‘xv
KL(u,v) == — (1.21)

X,

gdzie X N

u?d

. S, - Srednie arytmetyczne i odchylenia standardowe

mierzone na odpowiednich zmiennych. Dla obserwacji mierzonych na skali
porzadkowej stosujemy we wzorze (1.19) podstawienie (por. Domanski, 1979)

1 dla x, >x, 1 dla x, >x,
ag, =4 0 da x,=x,, b,,=¢0da x,=x, (1.22)
-1 dla x, <x, -1 dla x, <x,,

Wspolczynnik tau Kendalla, na ogol, przybiera wartosci z przedziatu [— 1, 1].

Osobnego omowienia wymagatoby podejscie modelowe do analizy skupien.
Kroétka charakterystyke tego dziatu analizy skupien zamieszczono w § 2.1.

Wobec braku mozliwosci szerokiego stosowania metod wnioskowania
statystycznego w analizie skupien podejmowane sg proby ,,pogodzenia”
wnioskowania z metodami heurystycznymi. Taka idea przy$wieca dzialowi
analizy skupien wykorzystujacemu tzw. testy empiryczne. Takie testy konstruuje
si¢ (Sokofowski, 1992) zakladajac model populacji (na ogot mieszanki
rozkladow normalnych), nastgpnie generuje si¢ wstgpne oceny wartosci
krytycznych testu (hipoteza zerowa stwierdza, np. jednorodno$¢ populacji) a
nastepnie poszukuje si¢ funkcji analitycznej bedacej dobrg aproksymacja ocen
wstepnych.
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1.3. Uwarunkowania procesu wybierania zmiennych w analizie
skupien

Ogolnie przyjety w literaturze poglad (por. Guyon i inni, 2003, Walesiak,
2005) zaklada, ze kazde podejscie do wybierania zmiennych skfada si¢ z dwoch
faz. W pierwszej fazie badacz sam (lub we wspotpracy z ekspertami) konstruuje
wstepng liste zmiennych wedle posiadanej przez siebie znajomosci przedmiotu.
Druga faza moze mie¢ rozny charakter. Moze polega¢ na subiektywnej redukcji
wstepnej listy zmiennych na podstawie wiasnej (lub ekspertoéw) znajomosci
przedmiotu badania. Druga faza moze mie¢ rOwniez charakter bardziej
formalny. Na przyklad, najpierw usuwamy przy pomocy jakiego$ algorytmu
zmienne o malej zmienno$ci, nastgpnie usuwamy zmienne powielajgce
informacje tzn. silnie skorelowane z innymi, ktére zostawiamy. Ujmujac rzecz
ogoblnie, przez metody nalezace do drugiej fazy rozumiemy metody statystyczne,
ktére w mozliwie najwigkszym stopniu same ustalaja zbiér zmiennych
tworzacych strukture (struktury) skupien. Niniejsza rozprawa po$wigcona jest
metodom, ktore naleza do tej wlasnie fazy.

Zagadnienie wybierania zmiennych lub inaczej redukcji wymiarowo$ci
spotykane jest w wielu dziedzinach statystyki. Korzysci jakie ze soba niesie
ewentualna redukcja wymiarowosci sa nastgpujace: ulatwienie wizualizacji i
zrozumienia  danych, zlagodzenie skutkéw  wysokiej wymiarowos$ci
(dimensionality curse), zredukowanie wymagah koniecznych do pomiaru i
przechowywania danych, zredukowanie czasu korzystania z danych. W analizie
skupien najwazniejsze sg dwie pierwsze korzysci, jako ze, wybieramy zmienne
istotne dla struktury skupien tj. zmienne ja tworzace. Nalezy uwzglednia¢ tylko
te zmienne, ktore maja zdolno$¢ dyskryminacji poszczegdlnych obserwacji ze
wzgledu na przynalezno$¢ do ktoregos ze skupien z ich struktury istniejacej w
zbiorze.

W literaturze rozroznia si¢ trzy grupy metod wyboru zmiennych, ktére moga
by¢ zastosowane w analizie skupien:

1. Nadawanie pojedynczym zmiennym wag, ktore maja odzwierciedla¢ ich
istotno$¢ dla struktury skupien.

2. Wpybieranie zmiennych istotnych dla struktury skupien, ktore jest
szczegdlnym przypadkiem wazenia zmiennych.

3. Transformacj¢ zbioru zmiennych oryginalnych do zbioru innych
zmiennych.

W polskiej literaturze przeglad metod doboru zmiennych mozna znalez¢ w
pracy Grabinskiego (Grabinski, 1992). W pracy tej proponowana jest metoda
wazenia zmiennych polegajaca na nadawaniu wyzszych wag zmiennym silniej
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skorelowanym z pozostatymi zmiennymi. Nalezy w tym miejscu zauwazy¢, ze
nadawanie wag zmiennym nie daje wszystkich tych samych korzysci jakie daje
wybieranie zmiennych istotnych i usuwanie pozostatych. Nadajac wagi nie
zmniejszamy rozmiarOw zbioréw danych. Ponadto, jak zauwazono
(Gnadadesikan i inni, 1995), funkcje wszystkich zmiennych wraz z ich wagami
sa znacznie trudniejsze w interpretacji. Ponadto, nadawanie wigkszych wag
zmiennym silnie skorelowanym z pozostatymi jest zupetnie sprzeczne z redukcja
wymiarowosci majaca na celu usunigcie zmiennych powielajacych informacje, a
przez to zbe¢dnych (redundant features). Z kolei, w analizie skupien, podejscie
polegajace na usuwaniu (lub zmniejszaniu wag) zmiennych powielajgcych
informacje réwniez, nie zawsze prowadzi do wiasciwych rezultatow (por.
Milligan, 1996, Walesiak, 2005). Ogo6lnie rzecz biorac, nie mozna sformutowac
zadnych wnioskow dotyczacych tego czy wysoka korelacja pomigdzy
pojedynczymi zmiennymi lub zbiorami zmiennych powinna mie¢ okreslony
wplyw na decyzje dotyczace wyboru zmiennych — ani w konteks$cie uznawania
zmiennych za istotne ani za nieistotne. W pracy Walesiaka (2005) pokazany jest
rowniez przyktad dwoch bardzo silnie skorelowanych zmiennych, ktore tworza
wyrazng struktur¢ skupiefi pomimo to, ze Zadna z nich pojedynczo na nic
podobnego nie wskazuje. Podobnych przykladow mozna znalez¢ wiele wsrdod
zbiorow danych generowanych dla cech ciaglych (por. 1.4.1.), zwlaszcza w
przypadkach zbiorow, dla ktorych istnieje dodatnia korelacja wewnatrzklasowa
pomiedzy zmiennymi istotnymi i rozmycie skupien (overlap) jest wysokie.
Nalezy zaznaczy¢, ze skorelowanie zmiennych ciaglych nie ma zadnego
zwigzku z tym czy te zmienne tworza struktur¢ skupien — mogg tworzy¢ ale nie
muszg. Przez strukture skupien rozumiemy bowiem strukture co najmniej dwoch
skupien, wigc konieczne jest wystepowanie jakich§ obszarow o wigkszej
gestosci obiektow rozdzielonych obszarami rzadszymi. Zmienne o rozkladach
jednomodalnych skorelowane ze sobg s3 powszechnie stosowane w
eksperymentach symulacyjnych w roli zmiennych zanieczyszczajacych strukture
skupien tworzong przez inne zmienne i ten przypadek nie jest wymystem
majacym jedynie uatrakcyjni¢ dyskusje akademicka — w §wiecie realnym, wsrod
zmiennych o charakterze ekonomicznym, raczej przewazaja zmienne
skorelowane migdzy sobg. Sposrod zmiennych makroekonomicznych wymieni¢
mozna, na przyktad, stope bezrobocia, produkt krajowy brutto, inflacje. Problem
skorelowania zmiennych komplikuje si¢ jeszcze bardziej przez to, ze, nawet
zalezno$¢ funkcyjna (silna zalezno$¢ stochastyczna lub statystyczna oczywiscie
tez) pomigdzy dwiema zmiennymi, z ktorych jedna tworzy strukture skupien nie
pozwala twierdzi¢, ze druga zmienna jest dla tej struktury istotna (por. Fraiman i
inni, 2008, Raftery i Dean, 2006). Nalezy bowiem pamigta¢ o tym, ze selekcja
zmiennych istotnych dla struktury skupien nie moze pomija¢ zagadnienia
obecnego we wszystkich dzialach statystyki, a mianowicie, redukcji
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wymiarowosci przez usuni¢cie zmiennych zbednych ze wzgledu na to, zZe
powielaja informacje zawarte w innych zmiennych. Je§li dwie zmienne tworza
strukture skupien, to kazda z nich uznajemy za istotng dla struktury skupien jesli
usunigcie jej spowodowatoby utrate struktury skupien. Jesli usunigcie zmiennej
nie powoduje utraty struktury skupien, to zmienng taka nalezy raczej uznaé za
zbedng w ogole, nie tylko w sensie jej nieistotnosci dla struktury skupien, i
wyeliminowa¢. Tak wigc, problem selekcji zmiennych tworzacych strukture
skupien taczy si¢ z zagadnieniem optymalizacji tej selekcji w sensie
pozostawienia jak najmniejszej liczby zmiennych tworzacych strukture skupien.
W tym miejscu pojawia si¢ jednak nastgpny problem: co zrobi¢ gdy usunigcie
zmiennej nie powoduje utraty struktury skupien ale ja zmienia? W wielu
sytuacjach praktycznych bardzo duze znaczenie ma, na przyktad, liczba skupien.
Jesli wystarczy informacja o tym, ze dla pewnego zbioru zmiennych istnieje
wyrazna struktura dwoch skupien wérod klientow banku (nie wspominajac o
wyraznej strukturze trzech skupien), to menadzer banku bedzie sklonny
zapomnie¢ o wszystkich pozostatych zmiennych charakteryzujacych klientow
banku nawet gdyby przy udziale tych zmiennych udato si¢ ustali¢ istnienie
bardziej spojnej struktury wigkszej liczby skupien. Idea eliminowania
zmiennych zbednych, ktore mozna rozpoznaé poprzez silne skorelowanie z
innymi zmiennymi, jest jednak w naturalny sposob sprzeczna z wykrywaniem
zmiennych istotnych dla struktury skupien na podstawie ich skorelowania ze
zmiennymi, o ktérych wiemy, Ze tworza struktur¢ skupien. Ta sprzeczno$¢
nakazuje wspomniang ostrozno$¢ w wybieraniu zmiennych w analizie skupien.
Zatdézmy, na przyktad, ze 10 zmiennych tworzy struktur¢ kilku skupien. W
takim przypadku, na ogodl, wiele par zmiennych wykaze (by¢ moze silne)
skorelowanie. Powstaje pytanie: Czy mozna wyeliminowa¢ zmienne silnie
skorelowane z co najmniej jedng zmienng spos$rod pozostatych? W kontekscie
analizy skupiefi, wydaje si¢, ze odpowiedz na to pytanie jest raczej negatywna.
Takiej zmiennej raczej nie nalezy eliminowa¢ poniewaz moze to pociagna¢ za
sobg zmian¢ struktury skupien oraz utrudni¢ proces wykrywania innych
zmiennych tworzacych strukture. Inng dos$¢ zawila kwestig jest to czy powyzej
sformulowane uwagi w jednakowym stopniu odnosza si¢ do zmiennych
mierzonych na silnych skalach jak do zmiennych mierzonych na stabych
skalach. Odpowiedz na to pytanie jest raczej negatywna. Niektorzy (por.
Talavera, 2000) odwotuja si¢ jednak do silnego zwigzku zmiennej ze
wszystkimi pozostalymi zmiennymi jako do podstawy, z ktorej wnioskujg o
istotno$ci tej zmiennej dla struktury skupien. Takie rozumowanie jest
uzasadnione (do pewnego stopnia, por. 4.4.2) w przypadku stabych skal
pomiarowych, na ktérych jest, na przykfad tylko kilka wariantow. Inng kwestia
jeszcze bardziej komplikujacg problem jest rozstrzygnigcie czy dokonujac
selekcji zmiennych mozemy zatozyc¢, ze istnieje tylko jedna struktura skupien w

27



analizowanym zbiorze danych. Odpowiedz na to pytanie jest zdecydowanie
negatywna. Niektorzy twierdza nawet, ze przy wigkszej liczbie cech, w
problemach praktycznych, regulg jest to, ze istnieje wiele struktur skupien. W
najogolniejszym przypadku zaklada si¢, ze zbiory zmiennych tworzace te
struktury nie musza by¢ rozlaczne (por. Friedman i Meulman, 2004).
Wymienione powyzej aspekty zwigzane z problemem selekcji zmiennych w
analizie skupien dowodza tego, ze problem ten jest faktycznie bardzo ztoZony.
Trudno nawet sformutowac precyzyjne kryteria orzekajace o tym, ze pojedyncza
zmienna (lub zbidér zmiennych) jest istotna dla jakiej$ struktury skupien. W
monografii niniejszej ograniczymy si¢ do wymienienia cech, ktorymi powinna
charakteryzowac si¢ dobra metoda selekcji zmiennych w analizie skupien.

Podejscia, ktorych ideg jest transformacja zbioru zmiennych oryginalnych
takie jak analiza czynnikowa, transformacja Karhunena-Loeve czy metoda
glownych sktadowych maja wady (por. Dash i Liu, 2000, oraz Duda i Hart,
1973). Prowadza one do wyboru zmiennych (i w konsekwencji skupien), ktore
trudno pdzniej zinterpretowac oraz pozostawiajg wszystkie oryginalne zmienne
poniewaz s3 one konieczne do okreslenia nowych zmiennych po transformacji.
Na przyktad, jak pokazat Sneath (por. Milligan, 1996), redukcja wymiarowos$ci
przy pomocy metody glownych skladowych (ktéra ma ze swej natury
mozliwosci zastosowania ograniczone tylko do zmiennych mierzonych na
silnych skalach) moze prowadzi¢ do utraty niektorych skupien. Milligan
»~haiwnymi” nazywa proby transformacji pierwotnej przestrzeni klasyfikacji
metoda gtownych skladowych w przestrzen o mniejszej liczbie skladowych
ortogonalnych. Dla celéw analizy skupien nie zaleca si¢, jako metody doboru
zmiennych, stosowac analiz¢ gtéwnych sktadowych, ktorej podstawowym celem
jest transformacja, a nie redukcja zmiennych. Proponowane sg natomiast metody
bazujgce na ocenie zdolnosci cech do réznicowania podzbiorow obiektow lub na
bezposrednim doborze zmiennych do analizy w oparciu o ich skorelowanie. W
analizie skupien nalezy uwzglednia¢ tylko zmienne istotne dla struktury skupien
czyli te, ktore pomoga wyrdzni¢ grupy obiektow podobnych. Badania Milligana
(1980) dowodza konieczno$ci dokonania wyboru zmiennych, gdyz juz dodanie 1
lub 2 zmiennych o charakterze zaklocajacym, czy pewnej frakcji obiektow
nietypowych, szybko pogarsza zdolno$¢ dyskryminacji zbioru obiektow,
zaréwno wsrod metod hierarchicznych i podziatowych. Analize¢ przeprowadzono
na podstawie zbiorow danych o 50 obiektach wygenerowanych z 2-8
wymiarowej przestrzeni euklidesowej. Analiza obejmowata 6 rodzajow
zaburzen: 20%, 40% obiektow zaklocajacych, niewielkie oraz duze zaburzenie
w postaci zachodzenia skupien, zakldcenie w 1 i 2 wymiarach. Porownaniem
objeto 15 powszechnie uzywanych algorytméw aglomeracyjnych i
podziatlowych z losowymi oraz wskazanymi punktami startowymi. Oceny
zgodno$ci uzyskanych wynikow ze znang struktura skupien dokonano na
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podstawie indeksu Randa oraz wewngtrznej jakosci dopasowania danych
wejsciowych do otrzymanego podziatu zbioru obiektow. Wyniki $wiadczace o
nieprzydatno$ci metody gtownych sktadowych w analizie skupien uzyskali
rowniez Chang (1983) (negatywna ocena kombinacji liniowych zmiennych
uzyskanych metoda glownych sktadowych), Arabie i Hubert (1994) i De Soete i
Carroll (1994) (negatywna ocena kilu pierwszych skladnikoéw jako
reprezentantow struktury skupien). Bardzo problematyczne jest rowniez
wykorzystanie analizy czynnikowej do wybierania zmiennych w kontekscie
analizy skupien (por. Green i Krieger, 1995, Schaffer i Green, 1998).

W monografii niniejszej metody stuzace formalnie do wazenia zmiennych sg
rozwazane wraz z metodami shuzacymi do wybierania zmiennych. Ze wzgledow
wspomnianych powyzej, w pracy poswigconej wybieraniu zmiennych w
kontek$cie analizy skupien pominigto trzecig grupe metod opartych na
transformacji zmiennych oryginalnych. Przeglad i ocen¢ symulacyjng o$miu
najnowszych metod ukierunkowanych na analiz¢ skupien, metod nalezacych do
dwoch pierwszych grup metod, zawiera obszerny artykut Steinley’a i Brusco
(Steinley i Brusco, 2008). W cytowanej pracy przyjeto warunek graniczny dla
proporcji zmiennych istotnych i nieistotnych polegajacy na tym, Zze zmienne
istotne powinny stanowi¢ co najmniej 25% liczby wszystkich zmiennych.
Najmniejsze odsetki zmiennych istotnych stosowane przez badaczy jakie mozna
znalez¢ w literaturze to 20% (Dash i Liu, 2000) oraz okolo 10% w
jednostkowym przyktadzie (Steinley i Brusco, 2007). Trudno natomiast znalez¢
w literaturze wskazowki co do ograniczenia goérnego odsetka zmiennych
istotnych. W pracy a Steinley’a i Brusco (2008), ten problem jest przemilczany.
Logiczne wydaje si¢ jednak narzucenie takiego wymogu, by dobra metoda
wybierania zmiennych potrafita réwniez rozrozni¢ przypadki, w ktérych
wszystkie zmienne s3 istotne — nie mozna wyrzuci¢ zadnej. Takie przypadki
analizowali m.in. Walesiak i Dudek (2008).

Istotng kwestiag sa proby opisania pojedynczych zmiennych przez rdéznego
typu wskazniki skupialnosci lub zdolno$ci dyskryminacyjnej (por. § 3.1 ), ktore
maja oceniac istotno$¢ pojedynczych zmiennych dla struktury skupien w zbiorze
danych. Nalezy zaznaczy¢, ze wskazniki skupialnosci mialyby wigkszy sens
gdyby daly si¢ stosowac si¢ do raczej obszerniejszych zbiorow zmiennych. Im
mniej liczny zbiér zmiennych tym mniejsze szanse na to, ze wskaznik pokaze
istotno$¢ tego zbioru zmiennych dla struktury skupien. Najlepszym
rozwigzaniem byltoby skonstruowanie takiego wskaznika, ktory przyjmowalby
wartoéci charakteryzujace si¢ duzym, latwym do rozréznienia skokiem w
momencie dolaczania do zbioru zmiennych istotnych, zmiennej nieistotnej. O
przydatnos$ci takiej cechy $wiadczy¢ mogg przyklad z pracy Walesiak (2005)
oraz przyktad z pracy Guyon i inni (2003). Skonstruowanie takiego wskaznika
jednak nie jest tatwe, gdyz jak zauwazono (por. Guyon i inni, 2003), niekiedy
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dodanie zmiennej nieistotnej nie musi oznacza¢ pogorszenie jakosci wskaznika.
Z drugiej jednak strony nawet najlepsze wskazniki skupialnos$ci, majace
wspomniang ceche¢, nie rozwigzuja do konca problemu, gdyz wymagaja
analizowania wszystkich mozliwych podzbioréw zmiennych. Stosowanie takich
wskaznikow jest niemozliwe w sensie obliczeniowym, bo juz dla 20 zmiennych
istnieje ponad milion réznych podzbiorow tych zmiennych.

Inng bardzo istotng kwestig jest uzaleznienie metod selekcji zmiennych od
znajomosci liczby skupien w zbiorze danych. To jest bardzo powazne
ograniczenie, ktore w praktyce wymusza wielokrotne powtarzanie selekcji
zmiennych z nast¢gpnym ocenianiem wynikow przy pomocy jakiego$ kryterium i
wybieraniem rozwigzania najlepszego. Oczywiscie, kryterium oceniajace jest, na
ogdl, uzaleznione od przyjetej metody grupowania obiektow co jest
dodatkowym czynnikiem ograniczajacym ogo6lno$¢ wycigganych wnioskow.
Nalezy jednak zaznaczy¢, ze od zalozenia o znajomosci liczby skupien nie
mozna uwolni¢ si¢ calkowicie, gdyz przy wysokiej w stosunku do liczebnos$ci
zbioru danych liczbie skupien, struktura skupien staje si¢ niemozliwa do
odroznienia od rozkladu réwnomiernego. Mozna jednak zdecydowanie
ograniczy¢ konsekwencje tego problemu zakladajac, ze liczba skupien jest
niewielka np. nie przekraczajagca 10 skupien. W naukach spoteczno-
ekonomicznych takie zalozenie jest jak najbardziej uzasadnione — na ogét
wystarcza wiedza o tym, ze w interesujacej nas populacji, na przyktad populacji
klientéw firmy, jest kilka spojnych pod wzgledem interesujacych nas cech
podzbiorow. Przy zalozeniu niewielkiej liczby skupieh mozna probowac
konstruowa¢ metody selekcji zmiennych, ktore nie wymagaja dokladniejszej
wiedzy na ten temat. Taka proba podjeta jest w niniejszej monografii.

Jednym z mozliwych podziatow istniejacych metod wybierania zmiennych
jest podzial na dwie grupy: metod: uzaleznionych od przyjetej metody
grupowania obserwacji (wrapper methods) oraz niezaleznych od zadnej metody
grupowania obserwacji (filtering methods). Formalnie rzecz biorac ta rdznica
jest duza niedogodnoscia dla metod pierwszego typu, ktéra moglaby byc¢
zniwelowana tylko tym gdyby wybieranie zmiennych dawato ten sam wynik
przy zastosowaniu roznych metod grupowania obserwacji. Tego samego
wyniku, oczywiscie, na ogot nie uzyskuje si¢, co wigcej dla wigkszosci metod
tego typu stosowanie roznych metod grupowania obserwacji, w ogole nie jest
mozliwe. Na przyklad, jesli metod¢ wybierania zmiennych opracowano pod
katem grupowania hierarchicznego to nie da si¢ zastosowa¢ metod
podziatlowych i odwrotnie. Zatem, z formalnego punktu widzenia, ideatem
bylaby metoda niewymagajaca koniecznosci pogrupowania obserwacji. Z
drugiej jednak strony metody nie odwolujace si¢ do grupowania obserwacji maja
mniejsze mozliwosci wyszukiwania istniejacych w zbiorze danych struktur
skupien.
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Analizujac empiryczne zbiory danych, na ogo6l spotykany si¢ z réznymi
skalami pomiarowymi, wobec czego nieodzownym warunkiem dobrej metody
musi by¢ mozliwos¢ stosowania jej do takich zbiorow.

Powyzsze rozwazania pozwalaja sformulowaé nastgpujace cechy jakimi
powinna charakteryzowac si¢ metoda wybierania/wazenia zmiennych w analizie
skupien:

e metoda powinna raczej wybiera¢ zmienne niz nadawaé wage
kazdej zmiennej (cho¢ kryteriami ostatecznymi s precyzyjniejsze
kryteria podane w dalszym ciagu paragrafu);

e metoda powinna rozstrzygna¢ czy w ogole jakie§ zmienne nalezy
uzna¢ za nieistotne dla struktury skupien tzn. nie formutujemy warunku
dla gbrnej granicy liczby zmiennych wybranych jako istotne dla struktury
skupien;

e metoda powinna rozstrzygna¢ czy w ogole jakie§ zmienne nalezy
uzna¢ za istotne dla struktury skupien tzn. nie formutujemy warunku dla
dolnej granicy liczby zmiennych wybranych jako istotne dla struktury
skupien;

e metoda powinna rozstrzygna¢ czy w zbiorze wszystkich
zmiennych istnieja rozlagczne podzbiory zmiennych, z ktérych kazdy
tworzy swoja strukture skupien;

e metoda powinna rozstrzygna¢ czy w zbiorze wszystkich
zmiennych istniejg niekoniecznie rozlaczne podzbiory zmiennych, z
ktérych kazdy tworzy swoja strukture skupien;

e metoda nie moze opiera¢ si¢ tylko na mierzeniu korelacji
pomiedzy zmiennymi gdyz nawet bardzo wysoka warto$¢ wspotczynnika
korelacji liniowej pomigdzy pojedynczymi zmiennymi nie pozwala na
wyciagganie zadnych wnioskow na temat ewentualnej istotnos$ci
zmiennych dla struktury skupien w zbiorze danych;

e wada jest uzaleznienie metody wybierania zmiennych od metody
grupowania obserwacji, gdyz specyfika metody grupowania moze mie¢
zbyt daleko idacy wptyw na rezultaty dotyczace wybierania zmiennych;

e wada jest uzaleznienie metody wybierania zmiennych od
znajomosci liczby skupien w zbiorze danych;

e zaleta jest jesli metoda moze dziata¢ na zasadzie oceniania
podzbioréw zmiennych dowolnie wybranych i o dowolnej liczebnosci;
metoda ograniczajaca si¢ do analizowania np. pojedynczych zmiennych
ma mniejsze szanse na dokonanie poprawnego wyboru zmiennych;
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e selekcja zmiennych powinna by¢ jak najbardziej optymalna tzn.
nalezy wybra¢ jak najmniejsza liczbe zmiennych istotnych dla struktury
(struktur) skupien;

e zaletg jest jesli metoda moze uwzglednia¢ rozne skale pomiarowe,
na ktorych moga by¢ mierzone zmienne opisujace obserwacje;

e metoda nie moze dziata¢ wybidérczo wzgledem okreslonych
rodzajow rozktadéw zmiennych zanieczyszczajacych strukturg skupien
tworzong przez inne zmienne, tzn. powinna identyfikowa¢ poprawnie
zbior zmiennych tworzacych strukture skupien dla wszystkich mozliwych
rodzajow zmiennych zanieczyszczajacych ciaglych o rozkladach
jednomodalnych i rownomiernych.

Metody nie wykorzystujace zadnych zalozen dotyczacych liczby struktur
skupien nazywaé¢ bedziemy metodami bezwzglednymi za$ metody oparte na
zatozeniu, ze w zbiorze zmiennych istnieje tylko jeden podzbidr zmiennych
tworzacy strukture skupien, bedziemy nazywa¢ metodami poréwnawczy mi.

Kryteriami oceny jakosci selekcji zmiennych istotnych sa: pamieé (recall),
precyzja (precision) oraz odzyskiwalno$¢ poprawnego przypisania obserwacji
do skupien, w skrocie RI ( recovery, lub Rand index na ogdt uzywany) lub
asymptotyczna odzyskiwalno§¢ poprawnego przypisania obserwacji do
skupien, w skrocie ARI (. asymptotic recovery).

Def. 1.1 Pami¢¢ metody M dla zbioru danych A to stosunek liczby
wybranych zmiennych istotnych do liczby wszystkich zmiennych istotnych.

Def. 1.2 Precyzja metody M dla zbioru danych 4 to stosunek liczby
wybranych zmiennych istotnych do liczby wszystkich wybranych zmiennych.

Def. 1.3 Odzyskiwalno$¢ metody M dla zbioru danych A to warto$¢
RI (P1 , Pz) gdzie podziat F} to podziat uzyskany w oparciu o ustalong metode

grupowania obserwacji i wybrany podzbior zmiennych istotnych za§ P, to
znany podzial bezbledny zbioru na skupienia.

Def. 1.4 Asymptotyczna odzyskiwalnos¢ metody M dla zbioru danych A4 to
$rednia arytmetyczna z duzej liczby (np. 100) wartosci RI (PI,PZ) gdzie
podziat B to podzial uzyskany w oparciu o ustalong metode grupowania

obserwacji i wybrany podzbiér zmiennych istotnych za§ P, to znany podziat
bezbledny zbioru na skupienia.
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W powyzszych definicjach indeks Randa moze by¢ zastgpiony inng miarg
podobiefistwa dwoch podziatlow tego samego zbioru. Pamigé, precyzje,
odzyskiwalnos$¢ 1 asymptotyczng odzyskiwalno$¢ mozemy stosowac tylko wtedy
gdy poprawny podzial wszystkich zmiennych na istotne i nieistotne jest znany.
Znany musi by¢ rowniez poprawny czyli bezbtedny podziat zbioru na skupienia.
Ujecie jakosci metody w postaci asymptotycznej odzyskiwalnosci jest
popularnym sposobem stosowanym w przypadku zmiennych cigglych, dla
ktérych mozemy wielokrotnie zastosowaé grupowanie np. metodg k-$rednich z
losowym wyborem punktow startowych. W przypadku zbioréw ze zmiennymi
mierzonymi na stabszych skalach pomiarowych, na ogdt, stosuje si¢ grupowanie
deterministyczne (np. aglomeracyjne). Wowczas otrzymujemy jedng warto$¢
RI (Pl, Pz) i ja przyjmujemy za kryterium jakosci selekcji zmiennych.
Wymienione kryteria oceny poprawno$ci zbioru wybranych zmiennych sg
niekiedy uzupetlnione czwartym kryterium, ktéorym jest odsetek bezbtednych
grupowan (% perfect). To kryterium jest mniej istotne, stosowane raczej tylko
w eksperymentach symulacyjnych, w ktorych oceniana metoda stosowana byla
do wielu zbioréw danych. Kryterium to moze by¢ pomocne w ocenie jako$ci
metody wybierania zmiennych, gdyz asymptotyczna odzyskiwalnos¢ (lub
warto$¢ indeksu Randa) nie obejmuje wszystkich aspektow jakosci metody, bo
na jej wartos¢ wplywaja ewentualne wybrane zmienne nieistotne dla struktury
skupien. Bezbtedna klasyfikacje obiektow mozna otrzymac raczej tylko przy
bezblednym wyborze zmiennych istotnych dla struktury skupien. Nalezy
zaznaczy¢, ze dobor kryteriow zalezy od tego czy mamy do czynienia z jednym
zbiorem danych, czy z eksperymentem na wielu zbiorach danych oraz od
rodzaju zmiennych opisujacych obiekty. Podstawowa cechg réznych miernikow
jakosci jest to, czy zaleza one od metody grupowania obiektow czy tez nie. Na
przyktad, w eksperymencie, w ktorym oceniamy metod¢ na zbiorach danych
tylko ze zmiennymi binarnymi, z duza (>1000) liczba obiektow w zbiorze, nie
do konca sensowne jest uzywanie AR/ lub indeksu Randa. Nalezatoby raczej
skoncentrowa¢ si¢ na miernikach odnoszacych si¢ jedynie do wybranych
zmiennych, niezaleznych od jakiejkolwiek metody grupowania obiektow. W
literaturze przedmiotu mozna spotka¢ tez kryteria oparte na ocenie stabilno$ci
grupowania obiektow otrzymanego przy uwzglednieniu tylko zmiennych
wybranych przez metod¢ (np. indeksy stabilno$ci oparte na indeksie
sylwetkowym). Tego typu kryteria nie beda stosowane w monografii, gdyz
wprowadzaja one jeszcze jeden dodatkowy czynnik od ktorego ocena bedzie
uzalezniona. W celu rzetelnego ocenienia metod nie mozna wprowadza¢ zbyt
wielu czynnikow, ktére beda wplywaly na oceneg, gdyz faczny wplyw ich
wszystkich moze przestoni¢ ocen¢ jakoSci metody. Wydaje sig, ze
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wprowadzenie jednego czynnika jakim jest metoda grupowania (potrzebna do
obliczenia indeksu Randa) jest granica, ktorej nie powinno si¢ przekraczac.

1.4. Zbiory danych generowanych
1.4.1. Zbiory danych ze zmiennymi ciaglymi

Generowanie wielowymiarowych struktur skupien jest, wbrew pozorom,
trudnym zadaniem. W literaturze dominuje generowanie poszczegdlnych
skupien z rozkladow normalnych, ale nie wiadomo na ile dobrze takie modele
odzwierciedlaja struktury skupien z jakimi mamy do czynienia w przypadku
empirycznych zbiorow danych. Ponadto, nawet je§li zatozymy, Ze skupienia
bedg generowane z rozkladéw normalnych, to nadal nie wiadomo jak laczy¢ te
skupienia tak by tworzyly strukture, ktorej dowolny charakter mozna by opisaé
W prosty sposob przy pomocy miernikéw liczbowych. Cechy struktury skupien,
ktére nalezaloby wzig¢ pod uwage w najogélniejszym przypadku to: liczba
skupien, ksztalt pojedynczych skupien, zréznicowanie tego ksztattu, liczebnosci
skupien, separowalno$¢ skupien, zroznicowanie separowalnosci ze wzgledu na
skupienia, zréznicowanie separowalnosci ze wzgledu na poszczegdlne zmienne
i, by¢ moze, jeszcze inne cechy. Algorytmy generowania struktur skupien, ktore
zaproponowano dotychczas spelniaja niewielki utamek wymienionych cech.

Wszystkie zbiory danych ze zmiennymi ciaglymi analizowane w niniejsze;j
monografii miaty struktury skupien generowane przy pomocy algorytmu
OCLUS (Steinley i Henson, 2005) — jednego z najnowszych ze znanych z
literatury sposobow. Algorytm ten jest jednym z dwoch, przy pomocy ktoérych
mozna generowa¢ wielokrotnie zbiory danych ze struktura skupien kontrolujac
stopien rozmycia skupien (overlap, zachodzenie skupien na siebie, pokrywanie
si¢ skupien). Drugim algorytmem jest metoda Qiu i Joe (2006), w ktorej autorzy
mierza stopien separowalnosci skupien przy pomocy zaproponowanego przez
nich indeksu separowalnosci. W swojej pracy Steinley i Henson krytykuja
wczesniejsze metody generowania zbiorow danych na potrzeby analizy skupien.
Przez wiele lat najczgsciej stosowano metode Milligana (1985), ktora polega na
generowaniu wyraznie oddzielonych skupien z ucigtych wielowymiarowych
rozkladow normalnych a nastgpnie dodawaniu do tych skupien obserwacji
nietypowych majacych za zadanie imitowanie zachodzenia skupien na siebie.
Wada tej metody jest to, ze nie znamy koncowego efektu stopnia pokrywania si¢
skupien. Ponadto, w metodzie tej stosowany jest sposob generowania polegajacy
na wyroznieniu niektorych wspotrzednych i narzuceniu na nie innych warunkow
dotyczacych stopnia pokrywania si¢ skupien niz dla pozostatych wspotrzednych.
Ta cecha moze niekiedy by¢ uwazana za dobre nasladownictwo rzeczywisto$ci
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ale raczej nie w tym stopniu w jakim stosowana jest w tym algorytmie. Autor
zaklada bowiem, ze na pierwszej wspolrzednej skupienia sa niemal doskonale
separowalne, a na pozostalych moga zachodzi¢ na siebie. Wada niemoznosci
kontrolowania koncowego stopnia pokrywania si¢ skupien dotyczy rowniez
metody Kuipera i Fishera (1975), ktora polega na tym by generowa¢ skupienia z
wielowymiarowych rozkltadow normalnych zmieniajac ich $rednie i macierze
kowariancji. Gold i Hoffman (1976) generowali zbiér podstawowy z
wielowymiarowych rozktadow normalnych, a nast¢gpnie dodawali obserwacje
wylosowane ze zmiennych o réznych wektorach $rednich. Taka metoda rowniez
nie pozwala na okreslenie koncowego efektu stopnia pokrywania si¢ skupien.
Blashfield (1976) generowat skupienia z rozkladow, ktore mogly by¢
skorelowane ze soba, a nastgpnie dodawal obserwacje nietypowe z rozkladu
rownomiernego. Ta metoda rowniez nie pozwala na okre§lenie koncowego
efektu stopnia pokrywania si¢ skupien, poniewaz kilka parametrow jest
wybieranych losowo. Mclntyre i Bashfield (1980) zmieniali zréznicowanie
rozkladow, z ktoérych generowano skupienia ale, podobnie jak we
wczesniejszych metodach, nie okreslili precyzyjnie stopnia pokrywania si¢
skupien. Price (1993) kontrolowat stopien pokrywania si¢ skupienh metodg prob i
btedow tj. przesuwajac $rednie rozktadéw do momentu powstania wymaganego
stopnia. Ta metoda jest bardzo czasochtonna i nie wszystkie stopnie pokrywania
si¢ skupien mozna przy jej pomocy uzyskac. Atlas i Overall (1994) generowali
skupienia kontrolujac stopien pokrywania si¢ ich ale, jak sami zauwazyli, dla
catego zbioru stopien ten nie byl znany. Podobnie, w metodzie Wallera i innych
(1999), mozna kontrolowa¢ stopien pokrywania si¢ skupien ale tylko przy
niskim wymiarze przestrzeni oraz wizualnie co wyklucza t¢ metode jesli chcemy
generowac duza liczbe zbiorow.

W algorytmie OCLUS separowalno$¢ skupien jest typu “lancuchowego”
(por. rys. 1.4) wobec czego na kazdym wymiarze jest k-1  par skupien

zachodzacych na siebie w takim samym stopniu rownym (Overlap)I/T (k-
liczba skupien, T — liczba wymiarow). Ogdlny stopien pokrywania si¢ skupief
jest bowiem iloczynem stopni pokrywania si¢ skupien na poszczegdlnych
wymiarach, czyli

T
overlap = Hoverlapi (1.22)
i=1
Z kolei, stopien pokrywania si¢ skupien na kazdym wymiarze (marginal
overlap) jest rOwny $redniej arytmetycznej ze wszystkich stopni pokrywania si¢
sasiednich skupien, czyli

k-1
overlap, = %Zp“,j (1.23)
~15
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Przyjmujemy, ze kazde dwa sasiednie skupienia zachodza na siebie w
jednakowym stopniu, czyli tzw. lancuchowy typ pokrywania si¢ skupien.
Zalozenie o tancuchowym typie zachodzenia na siebie skupien jest do$¢ silnym
zatozeniem, gdyz nie dopuszcza takiej sytuacji, ze niektore skupienia
sasiadujace ze soba bardziej na siebie zachodza, inne mniej. Jednak
dopuszczenie mozliwosci zroznicowanego zachodzenia skupien na siebie w
polaczeniu z réznymi konfiguracjami liczebnosci skupien i réznymi liczbami
skupien rozbudowatoby  eksperyment do  olbrzymich  rozmiarow.
Poszczegolne skupienia sg zatem generowane na kazdej wspotrzednej z
rozkladow normalnych o jednostkowej wariancji 1 warto$ciach $rednich
zdeterminowanych przez stopien zachodzenia na siebie skupien oraz przez
warto$¢ $rednig rozkladu generujgcego pierwsze skupienie. Warunek
jednakowej wariancji we wszystkich skupieniach jest w algorytmie OCLUS

A

v

Rys.1.4 Schemat konstrukcji brzegowego rozktadu prawdopodobienstwa wedtug
tancuchowego typu zachodzenia skupien na siebie dla 3 rownolicznych skupien.
Zrodto: opracowanie wiasne.

warunkiem koniecznym do tego, by mozna bylo oceni¢ stopien separowalnosci
skupien. Warto$¢ $rednia (centrum) pierwszego skupienia jest rowna 0. Rozktad
normalny generowany byt wedlug algorytmu Marsaglia-Bray (por.
Wieczorkowski, Zielinski, 1997) z generatorem liczb pseudolosowych z jezyka
Delphi4. Nastgpnie, po wygenerowaniu wszystkich skupien (na kazdej
wspotrzednej oddzielnie) zostaty one w sposob losowy ponumerowane w sposob
niezalezny na kazdej wspotrzedne;.

W tabeli 1.3 podane sg odleglosci pomigdzy centrami kolejnych skupien w
zalezno$ci od stopnia zachodzenia skupien na siebie oraz liczby zmiennych. Dla
overlap=0 przyjeto, ze centra dwoch sgsiednich skupien sa odlegte o 6 odchylen
standardowych. Taki sposob generowania struktury skupien powoduje to, ze
otrzymujemy zbiory, ktorych struktura jest efektem ,rownego” udziatu
wszystkich zmiennych. T¢ ceche mozna uwazac za wadg, wérdd zbiorow danych
36



ze $wiata realnego takiego rOwnouprawnienia cech zapewne nie ma. Z drugiej
jednak strony trudniej jest modelowa¢ zdominowanie jednych zmiennych
istotnych przez inne zmienne istotne. Nie wiadomo bowiem do jakiego stopnia
mozna pojs¢ z dominacja. GdybySmy poszli za daleko, to metody wybierania
zmiennych istotnych moglyby odrzuca¢ majace mniejsze znaczenie zmienne
1stotne.

Tabela 1.3 Odlegtosci pomiedzy dwoma sasiednimi centrami skupien, w zaleznos$ci od stopnia
pokrywania si¢ skupien (overlap) oraz liczby T zmiennych opisujacych obiekty.

overlap 7=2 T7=4 7=6 7=25 7=50 T=125
0 6 6 6 6 6 6
0,1 2 1,16 0,82 0,22 0,11 0,04
0,2 1,52 0,86 0,60 0,16 0,07 0,03
0,3 1,2 0,66 0,46 0,12 0,05 0,015
0,4 0,96 0,51 0,35 0,10 0,04 0,008

Zrbdto: opracowanie wihasne.

Przy zastosowanym sposobie generowania struktur skupieh wraz z rosngca
liczba zmiennych malejg odlegtosci pomigdzy sasiednimi skupieniami. Mozna to
fatwo zaobserwowaé w wierszach tabeli 1.3. Latwo widzie¢, ze przy do§¢ duzej
liczbie zmiennych na pojedynczych wymiarach lub nawet na dwu czy
trzyelementowych  podzbiorach  zmiennych,  struktury  skupien  sg
nierozréznialne. Mozna je rozrézni¢ dopiero wtedy, gdy wezmiemy pod uwage
wigkszg liczbe zmiennych, sumujagc w ten sposob informacje z pojedynczych
zmiennych. Metody wybierania zmiennych oparte na analizowaniu
pojedynczych zmiennych, par zmiennych lub nawet trojek sg przy wigkszej
liczbie zmiennych skazane na porazke.

W celu zachowania ogolnej poroéwnywalnosci przeprowadzanych
eksperymentow symulacyjnych wygenerowano kilka zestawoéw zbiorow przy
pomocy algorytmu OCLUS, podobnych do zestawu zbiorow wygenerowanych
przez Steinley’a i Brusco (2008). Eksperyment Steinley’a i Brusco ma jednak
wiele mankamentow, wsrdd ktorych nalezy wymieni¢ nastepujace:

o do kazdej struktury skupien dotgczano tylko jeden wariant kombinacji
zmiennych nieistotnych co moglo mie¢ wplyw na otrzymane wyniki;
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« nie uwzgledniono struktur sktadajacych si¢ z 2 oraz 3 skupien; takie
struktury sa czgsto spotykane w praktyce, a ponadto, czgsto sg trudniejsze do
wykrycia od struktur wigkszej liczby skupien;

« wydaje si¢, ze niepotrzebnie uwzgledniano bardzo mate zbiory danych z
dwiema zmiennymi istotnymi i dwiema nieistotnymi; tak male zbiory mozna
doktadnie zbada¢ przy pomocy metod wizualizacji danych i badacz z danej
dziedziny sam podejmie decyzj¢ o tym ktore zmienne sg istotne;

o nie zastosowano zadnego kryterium, ktére uwzgledniatoby zdolnosci
metod do podejmowania decyzji bezwzglednych a nie tylko poréwnawczych
(najlepsze sg zdaniem autoréw metody, ktore potrafiag podzieli¢ zbior wszystkich
zmiennych na dwa podzbiory i wybra¢ lepszy z nich);

o nie rozwazano w zadnej formie wielokrotnych struktur danych, nawet
przy zatozeniu roztgcznosci zbioréw zmiennych je tworzacych;

o autorzy nie podaja szczegolow sposobu generowania zbioréw danych
wobec czego wyniki nie s3 do konca poréwnywalne z wynikami innych badan i
eksperyment wymaga powtorzenia przynajmniej dla tych metod, ktore okazaty
si¢ najlepsze.

W zestawie zbioréw generowanych przez nas zakres niektorych parametréw
eksperymentu zostal poszerzony, dolaczono zbiory z 2 i 3 skupieniami i
nieistotne rozklady réwnomierne. Wszystkie zbiory skladaly si¢ z 200
elementow podzielonych na kilka skupief,, ktore na kazdej wspotrzednej byty
generowane z rozkladéw normalnych z jednostkowa wariancja. Poszczegdlne
parametry zestawu podstawowego (bedziemy go nazywa¢é PODST)
wygenerowanych zbiorow danych przedstawiaja si¢ nastgpujaco.

Parametr pierwszy, liczba skupien mogta by¢ rowna 2, 3,4, 6 lub 8.

Parametr drugi, liczebnosci skupien, mial trzy warianty: (a) rowne
liczebnosci wszystkich skupien; (b) 10% obserwacji i (c) 60% obserwacji w
jednym skupieniu, a pozostate skupienia rownoliczne.

Parametr trzeci, liczba zmiennych istotnych : 2, 4 Iub 6.

Parametr czwarty, stopien pokrywania si¢ skupien na kazdej ze zmiennych
istotnych miat pig¢ wariantow — 0; 0,1; 0,2; 0,3; 0,4.

Parametr piaty, sita korelacji wewnatrz skupien miata dwa warianty: (a)
macierz kowariancji w kazdym skupieniu byla macierza jednostkowa; (b) w
kazdym skupieniu byla taka sama macierz kowariancji z jedynkami na
przekatnej za$ poza przekatna, liczba wylosowana z przedziatu [0,3; 0,8].

Parametr szosty, liczba zmiennych zakldocajacych byta rowna — 2, 4 Iub 6.

Parametr siédmy, rozktad zmiennych nieistotnych miat siedem wariantéw :
(a) wszystkie zmienne mialy niezalezne rozktady sko$ne jednomodalne (rozktad
gamma z jednym stopniem swobody dla licznika i jednym dla mianownika); (b)
wszystkie zmienne miaty niezalezne rozktady normalne ze $rednimi rownymi 20
i jednostkowa macierza kowariancji; (c) wszystkie zmienne mialy
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wielowymiarowy rozktad normalny ze $rednimi réwnymi 20 i jedynkami na
przekatnej w macierzy kowariancji i 0,25 poza przekatna; (d) wszystkie zmienne
mialy wielowymiarowy rozktad normalny ze $rednimi réwnymi 20 i jedynkami
na przekatnej w macierzy kowariancji i 0,5 poza przekatna; (e) wszystkie
zmienne mialy wielowymiarowy rozklad normalny ze §rednimi réwnymi 20 i
jedynkami na przekatnej w macierzy kowariancji i 0,75 poza przekatna; (f)
wszystkie zmienne mialy niezalezne rozktady normalne ze $rednimi réwnymi
20 i wariancjami losowanymi z odcinka [1; 20] ; (g) wszystkie zmienne miaty
niezalezne rozklady roéwnomierne na odcinku [1;40]. Razem wszystkie
kombinacje parametrow daly liczbe 9450 zbiorow.

Na potrzeby wstgpnego badania niektorych metod, ktore ma za zadanie daé
odpowiedz na pytanie czy konieczne jest przeprowadzanie pelnego badania na
zestawie PODST, wygenerowany zostal znacznie we¢zszy zestaw zbiorow.
Zestaw ten oznaczmy przez PROB. Sktada si¢ on z 96 zbiorow, ktore roznia sie
nastgpujacymi cechami. Liczba zmiennych istotnych jest taka sama jak
zaktocajacych 1 jest rowna 4, stopien pokrywania si¢ skupien jest rowny 0, 0,1,
0,2, lub 0,3; liczba skupien jest rowna 2, 4 lub 6, liczebnosci wszystkich skupien
s jednakowe, wszystkie zmienne nieistotne majg ten sam rozktad, w 4 r6znych
wariantach odpowiadajacych wariantom (a), (b), (e), (g) z zestawu PODST; sila
korelacji ma dwa warianty takie same jak w zestawie PODST. Zestaw zbiorow
PROB jest znacznie uproszczony w stosunku do zestawu PODST, wobec czego,
jezeli badana metoda wypadnie stabo w eksperymencie na zestawie PROB, to
nie ma potrzeby przeprowadzania petnego badania na zestawie PODST.

Po wygenerowaniu zbiorow danych z zestawu PODST zastosowano formute
unitaryzacji zerowanej (1.2).

1.4.2. Zbiory danych ze zmiennymi porzadkowymi

Sztuczne zbiory danych porzadkowych spotyka si¢ w literaturze rzadko.
Powodem jest zapewne to, ze dane dyskretne stwarzajg bardzo duza dowolnos¢
tworzenia struktur skupien, gdyz, formalnie rzecz biorgc kazdy uklad wartosci
zmiennej dyskretnej mozna uzna¢ za strukture¢ skupien, je§li nie okreslimy
zadnych zalozen dodatkowych dotyczacych, na przyklad, liczby skupien. Ale
wygenerowanie jakiego$ zestawu zbioréw danych porzadkowych, najlepiej dos¢
ogoblnej postaci, wydaje si¢ konieczno$ciag, gdyz dobra efektywno$¢ nowej
metody selekcji zmiennych w eksperymencie na takim zbiorze jest warunkiem
koniecznym, ktory nalezy sprawdzi¢ zanim zaczniemy ocenia¢ metod¢ w
zastosowaniu do zbioréw empirycznych. W celu zachowania poréwnywalno$ci
wynikow zbiory danych ze zmiennymi porzadkowymi analizowane w niniejszej
rozprawie mialy struktury skupien generowane tak jak w eksperymencie
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przeprowadzonym przez Walesiaka i Dudka (2007). Najpierw wygenerowano
zmienne ciggle zgodnie z nast¢pujacymi 10 modelami.

Model 1. Liczebnos¢ zbioru n=100, liczba zmiennych V=5, liczba
zmiennych zaklocajacych M=3, liczba zmiennych istotnych 7=2, liczba
skupien K=2, wektor liczebnosci skupien to [50, 50]. Obserwacje na zmiennych
istotnych wygenerowane zostaty z dwuwymiarowego rozkladu normalnego ze
$rednimi dla poszczegdlnych skupien, odpowiednio [0, 0], [1, 5] 1 macierza
kowariancji takg sama dla wszystkich skupien z 1 na przekatnej gtéwnej i -0.9
poza przekatng.

Model 2. Liczebnos¢ zbioru n=120, liczba zmiennych V=7, liczba
zmiennych zakldcajacych M=5, liczba zmiennych istotnych 7=2, liczba
skupien K=3, wektor liczebno$ci skupien to [60, 30, 30]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z dwuwymiarowego rozktadu
normalnego ze §rednimi dla poszczegolnych skupien, odpowiednio [0; 0], [1,5;
7], [3; 14] 1 macierza kowariancji taka samg dla wszystkich skupien z 1 na
przekatnej glownej i -0.9 poza przekatng.

Model 3. Liczebno$¢ zbioru n=140, liczba zmiennych V=10, liczba
zmiennych zakldcajacych M=7, liczba zmiennych istotnych 7=3, liczba
skupien K=3, wektor liczebno$ci skupien to [70, 35, 35]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z trjwymiarowego rozkladu
normalnego ze $rednimi dla poszczegdlnych skupien, odpowiednio [1,5; 6; -3],
[3; 12; -6], [4,5; 18; 9] 1 macierza kowariancji taka sama dla wszystkich skupien
z 1 na przekatnej gltownej i -0.9 poza przekatna, za wyjatkiem kowariancji
0, =09.

Model 4. Liczebnos$¢ zbioru n=125, liczba zmiennych V=3, liczba
zmiennych zaklocajacych M=1, liczba zmiennych istotnych 7=2, liczba
skupien K=5, wektor liczebnosci skupien to [25, 25, 25, 25, 25]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z dwuwymiarowego rozktadu
normalnego ze $rednimi dla poszczegdlnych skupien, odpowiednio [5, 5], [-3,
31, [3, -3], [0; O], [-5; -5] 1 macierza kowariancji taka sama dla wszystkich
skupien z 1 na przekatnej glownej i -0.9 poza przekatng.

Model 5. Liczebnos$¢ zbioru n=150, liczba zmiennych V=5, liczba
zmiennych zaklocajacych M=2, liczba zmiennych istotnych 7=3, liczba
skupien K=5, wektor liczebnosci skupien to [30, 30, 30, 30, 30]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z trojwymiarowego rozkladu
normalnego ze $rednimi dla poszczegolnych skupien, odpowiednio [5; 5; 5], [-3;
3; -3], [3; -3; 3], [0; 0; 0, [-5; -5; -5] 1 macierza kowariancji taka sama dla
wszystkich skupien z 1 na przekatnej glownej i 0.9 poza przekatna.

Model 6. Liczebno$¢ zbioru n=130, liczba zmiennych V=10, liczba
zmiennych zakldcajacych M=8, liczba zmiennych istotnych 7=2, liczba
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skupien K=5, wektor liczebnosci skupien to [50, 20, 20, 20, 20]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z dwuwymiarowego rozktadu
normalnego ze $rednimi dla poszczegélnych skupiefi, odpowiednio [0; 0], [O;
10], [5; 5], [10; 0], [10; 10] i jednostkowa macierza kowariancji taka sama dla
wszystkich skupief z 1 na przekatnej glownej 1 0 poza przekatna.

Model 7. Liczebnos$¢ zbioru n=150, liczba zmiennych V=9, liczba
zmiennych zaklocajacych M=6, liczba zmiennych istotnych 7=3, liczba
skupien K=5, wektor liczebnosci skupien to [30, 30, 30, 30, 30]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z trojwymiarowego rozkladu
normalnego ze $rednimi dla poszczegdlnych skupien, odpowiednio [0; 0; 0], [10;
10; 10], [-10; -10; -10], [10; -10; 10], [-10; 10; 10] i macierza kowariancji taka
sama dla wszystkich skupien z 3 na przekatnej glownej i 2 poza przekatna.

Model 8. Liczebnos¢ zbioru n=150, liczba zmiennych V=6, liczba
zmiennych nieistotnych M=4, liczba zmiennych istotnych 7=2, liczba skupief
K=4, wektor liczebnosci skupien to [50, 50, 25, 25]. Obserwacje na zmiennych
istotnych wygenerowane zostaty z dwuwymiarowego rozkladu normalnego ze
srednimi dla poszczegolnych skupien, odpowiednio [-4; 5], [5; 14], [14; 5], [5; -
4] 1 jednostkowa macierza kowariancji taka samag dla wszystkich skupien z 1 na
przekatnej glownej i 0 poza przekatna.

Model 9. Liczebno$¢ zbioru n=120, liczba zmiennych V=12, liczba
zmiennych zaklocajacych M=9, liczba zmiennych istotnych 7=3, liczba
skupien K=4, wektor liczebnosci skupien to [35, 35, 35, 35]. Obserwacje na
zmiennych istotnych wygenerowane zostaly z trojwymiarowego rozkladu
normalnego ze §rednimi dla poszczegolnych skupien, odpowiednio [-4; 5; -4],
[5; 14; 5], [14; 5; 14], [5; -4; 5] 1 jednostkowa macierza kowariancji taka sama
dla wszystkich skupien z 1 na przekatnej gtownej i 0 poza przekatna.

Model 10. Liczebnos¢ zbioru n=140, liczba zmiennych V=10, liczba
zmiennych zaklocajacych M=9, liczba zmiennych istotnych 7=1, liczba
skupien K=4, wektor liczebnosci skupien to [35, 35, 35, 35]. Obserwacje na
zmiennych istotnych wygenerowane zostaly niezaleznie z jednowymiarowych
rozkladow normalnych ze $rednimi dla poszczegdlnych skupien, odpowiednio -
2,4, 10, 16 i jednakowymi wariancjami réwnymi 0,5.

Wszystkie obserwacje na zmiennych zaklocajacych wygenerowane zostaly
niezaleznie z rozktadu jednostajnego na odcinku [0; 2,5]. Nastepnie wartosci
wszystkich obserwacji zostaly przeksztatlcone do wartosci ze zbioru {1, 2, 3, 4,
5} w zalezno$ci od tego do ktérego z 5 przedzialow nalezaty. Przedzialy mialy
rozpigto$¢ roéwnag 1/5 obszaru zmienno$ci r(v) kazdej zmiennej, byty roztaczne
i pokrywaly caly obszar zmiennosci kazdej zmienne;.
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1.4.3. Zbiory danych ze zmiennymi binarnymi

W celu zachowania poréwnywalno$ci wynikow zbiory danych ze
zmiennymi binarnymi analizowane w niniejszej rozprawie mialy struktury
skupien generowane tak jak w eksperymencie przeprowadzonym przez Brusco
(2004). W eksperymencie tym analizowane byty zbiory z liczbg skupien K =4,
6, 8 oraz liczba zmiennych istotnych rowna 7 =4, 6, 8.

W tabeli 1.4 przedstawione sa wartosci zmiennych dla poszczegodlnych
skupien. Wektory wartosci reprezentujgce poszczegdlne skupienia zostaly tak
dobrane by skupienia byly jak najbardziej rozrdznialne pomigdzy soba.
Pozostate parametry eksperymentu przestawione sa w tabeli 1.5. Obserwacje
generowane byly w ten sposob, ze losowo wybrana liczba z odcinak [0, 1]
decydowata o tym, do ktorego skupienia ma naleze¢ kolejny generowany obiekt
zgodnie z wektorem liczebnosci skupien podanym w tabeli 1.5. Po ustaleniu

Tabela 1.4 Wektory okreslajace warto$ci zmiennych w poszczegolnych skupieniach. Wiersze
reprezentujg skupienia, kolumny reprezentuja kolejne zmienne.

Liczba Liczba zmiennych
skupien 4 6 8
1001 100110 10011010
1110 111000 11100010
4 0011 001100 00110000
0101 010101 01010110
1001 100011 10001101
1111 110110 11011010
6 1010 111000 11100001
0101 010001 01000111
0001 011110 01111011
0110 000110 00011001
1011 100111 10011101
1000 101000 10100011
1110 111111 11111100
8 1101 110001 11000101
0101 010010 01001001
0100 011001 01100101
0011 001110 00111010
0001 001001 00100101

Zrodto: Brusco (2004)
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skupienia obiekt otrzymywal takie warto$ci zmiennych na jakie wskazuja
wektory z tabeli 1.4. Stopien rozmycia skupien (odpowiednik overlap dla
zmiennych ciaglych ) nalezy rozumie¢ w ten sposob, ze po wygenerowaniu
wartosci wszystkich obserwacji na wszystkich zmiennych istotnych wybrano
losowo ze wszystkich nT zer lub jedynek wskazany procent elementow (tylko w
modelu 2 i 3) i jedynki zamieniono na zera za§ zera na jedynki. Warto$ci
wszystkich obserwacji na zmiennych nieistotnych wygenerowane zostaty
losowo.

Wygenerowano ponadto trzy zbiory danych binarnych z podwojna struktura
skupien. Kazdy zbior skladal si¢ z 18 zmiennych, 6 tworzacych jedng strukture
skupien, 6 tworzacych drugg struktur¢ niezalezng od pierwszej i 6 zmiennych
nieistotnych o rozktadach rownomiernych. Obie struktury skupien sktadaty si¢ z
6 skupien i dane byly wektorami takimi jak w tabeli 1.4 (6 zmiennych, 6
skupien) z rownolicznymi skupieniami. Pierwszy zbior mial stopien rozmycia
obu skupien rowny 0 drugi 3% (tak jak w Brusco 2004), za$ trzeci 5% ,0 wiele
wyzszy od stopnia rozmycia przyj¢tego przez Brusco (2004).

Tabela 1.5 Wektory okreslajace warto$ci zmiennych w poszczegolnych skupieniach. Wiersze
reprezentujg skupienia, kolumny reprezentuja kolejne zmienne.

Model
1 2 3
Liczebnoe
lg_ze Hosent 2000 3000 4000
zbioru
Liczba skupien 4 6 8
Liczba T 4 6 g
zmiennych istotnych
[0,375;0,375;
0,125; 0,125]
. L. ) ] ) [0,5; 0,25; 0,15; 0,1]
Liczebnosci [0,25; 0,25; 0,25;
. [0,3; 0,25, 0,2; 0,125;
skupien , 0,083; 0,083; 0,083] 0.075: 0.05]
rowne ;
led lacji d 0,1875;0,1875; T
(wzgledne wrelacjt do [ [0,25; 0,2; 0,175: 0,125;
n) 0,1875; 0,1875; 0,0625;
0,075; 0,065; 0,06; 0,05;]
0,0625; 0,0625;
0,0625;]
Stopich .
Zi";ni:zmym 0% 2% 4%
uj
Liczba M
zmiennych 0 4 8
nieistotnych

Zrodto: Brusco (2004)
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2. Metody modelowe selekcji zmiennych w analizie
skupien

2.1. Uwagi wstepne

Punktem wyjscia do wigkszosci metod modelowych jest zalozenie o tym, ze
zbidr danych traktujemy jako probe¢ wylosowang z populacji, ktorej rozktad f
modelujemy przy pomocy mieszaniny rozktadow f, gdzie k jest numerem
skupienia. Skupienia sg w podej$ciu modelowym identyfikowane z gesto§ciami
f; - A zatem

f(x>=§akfk(x> 1)

K

przy czym o, =0, Za . =1. Modele mieszanek tej postaci sa stosowane w
k=1

statystyce od dawna, po raz pierwszy byly uzyte przez Karola Pearsona (1894).

Gdy wprowadzimy parametry 6, k-go skupienia, to otrzymamy zapis

f(x)zzakfk(xaek) . (2.2)

Opracowanych zostato kilka metod wykorzystujacych posta¢ (2.2) modelu
populacji. Rownanie (2.2) wykorzystuje si¢ do modelowania populacji
opisanych cechami ciaglymi, na ogot zaktadajac rozklad normalny dla
poszczegdlnych skladnikow sumy. Glownym celem modelowego podejscia w
analizie skupien jest ustalenie liczby skupien, liczebnosci skupien, oszacowanie
parametrow kazdego skupienia i przypisanie obiektéw do wiasciwych skupien.
Kilka lat temu pojawity si¢ rowniez pierwsze propozycje wykorzystania modelu
tej postaci do selekcji zmiennych tworzacych strukturg skupien. Funkcja
wiarygodnosci potrzebna do estymacji wektora parametrow ® = [91,...,9K ]T

ma postac
n K
L(®|x)= Hzakfk (xi|0k) (2.3)
i=1 k=1
Nalezy znalez¢ warto$ci wszystkich parametrow (o, réwniez), by funkcja
(2.3) osiggneta warto$¢ maksymalng. Jezeli, zgodnie z ogolnie przyjetymi
oznaczeniami (por. zalgcznik), wlaczymy do wzoru (2.3) wektor z, , to, po

zlogarytmowaniu otrzymamy postac
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L(@,ak,zik|x)= Zzik log(akfk (xi|0k )) 2.4)

n K
i=1 k=1

Do szacowania nieznanych parametrow stosowany jest algorytm EM, ktory
sktada si¢ z dwoch krokow. W kroku E wyznaczane sa warto$ci estymatorow

a, f (xi ék )
Zue = x 7

_ édzfz(xi éz )

W kroku M obliczane s wartosci estymatorow «, oraz 6, . Kroki E oraz

A

Zik

2.5)

M stosowane sg na przemian do momentu, w ktérym wartosci estymatorow nie
zmieniaja si¢ (lub zmieniaja si¢ w matym stopniu).

W dalszym ciggu rozdzialu scharakteryzowane zostang trzy metody
bazujace na modelowaniu populacji w postaci mieszanek rozktadow
normalnych. Wérod metod nieprezentowanych w tym rozdziale specyficzng
grup¢ tworza metody (np. Tadessse i inni , 2005, Tadessse i inni , 2006, Hoff,
2006) opracowane pod katem zbioréw danych, w ktérych liczba zmiennych jest
duzo wyzsza od liczby obserwacji (V' >> n). Metody te znajduja zastosowanie
w genetyce 1 medycynie (analiza tancuchow DNA). Cechg tych metod jest
podejscie bayesowskie zakladajace, ze parametr 6, ma rozklad Dirichleta.

Mozliwosci zastosowan tego rodzaju metod do zbioréw danych o charakterze
ekonomiczno-socjologicznym sg ograniczone.

2.2. Metoda wyrazistosci cech

Law wraz z innymi badaczami (Law i inni , 2004) zaproponowat wersje
modelu, zakladajac, ze kazde skupienie ma wielowymiarowy rozktad normalny
z diagonalna macierza kowariancji (co jest rodzajem warunkowej niezalezno$ci
zmiennych). To zalozenie pozwala zapisaé gestos¢ (2.2) w postaci

f(x)zzak]:[fk(xv ekv) (2.6)

Nastepnie, w celu uchwycenia wyrazistosci cech (feature saliency), zbior
wszystkich zmiennych podzielono na dwa podzbiory: zmiennych istotnych i
nieistotnych. Rozktad zmiennych nieistotnych nie zalezy od numeru skupienia,
wobec tego, jesli oznaczymy rozklad na v-ej zmiennej (nieistotnej) przez

glx,

A, ), to wzor (2.6) bedziemy mogli zapisa¢ w postaci
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0, )] alx,

gdzie ¢, bedzie parametrem binarnym decydujacym o tym czy zmienna jest

A e

f(x): gakﬁ[fk(xv

=1

istotna dla struktury skupien czy nie. Jesli ¢, =0, to zmienna v bedzie

nieistotna dla struktury skupief,, gdy ¢, =1, to zmienna ta bedzie istotna. Idea

znacznie upraszczajgca postac (2.7) polega na tym, by zapisa¢ (2.7) w postaci

flx)= gakﬁ[asvfk ([0, )+ (1=0,)a(x,|2,)]  @8)

-1
jako, ze ¢, jest zmienng binarng przyjmujaca warto$¢ 0 lub 1. Postaé (2.8)

pozwala na wyprowadzenie wersji wzoréw z krokow E oraz M algorytmu EM.
Metoda zostata zbadana na kilku zbiorach danych generowanych oraz na kilku
empirycznych (trzy zbiory byty z bazy UCI). Metoda spisata si¢ dobrze na tych
zbiorach.

W badaniu symulacyjnym przeprowadzonym przez Steinley’a i Brusco
(2008), w oparciu o program komputerowy uzyskany od autorow, metoda
wyrazisto$ci cech wypadta do§¢ dobrze uzyskujac wskazania pamigci i precyzji
zblizone do najlepszych (91% i 81% odpowiednio). Nieco gorzej wypadla w
swietle wskaznika AR/ (okolo 61%). Ogodlnie, w grupie 8 metod zaj¢la 4-5
miejsce.

2.3. Metoda wyboru modelu

Metod¢ wyboru modelu zaproponowali Raftery i Dean (2006). Podobnie jak
w przypadku metody wyrazistosci cech zakltadamy, ze posta¢ (2.2) jest modelem
populacji przy czym ograniczamy si¢ do skupien normalnych czyli
0, = ( JTAIN ) Ponadto stosujemy rozktad spektralny macierzy kowariancji.

X, =04D,AD,, 2.9)

gdzie A,  jest najwicksza wartoScia wlasna macierzy kowariancji X, ;
macierz D, jest macierza wektorow wlasnych macierzy kowariancji; A4, jest
macierzg diagonalng zawierajaca wartoSci wilasne na przekatnej. Te trzy
czynniki maja za zadanie kontrolowa¢ objetosé/liczebnos¢ skupienia, jego
orientacj¢ i ksztalt. Przy pomocy takich trzech czynnikéw mozna modelowaé
zbiory, w ktorych rozne skupienia moga mie¢ rdézne ksztalty (sferyczne,
elipsoidalne, diagonalne) i liczebno$ci. Nastepnie dzielimy wszystkie zmienne
na trzy rozlaczne podzbiory

V| - zbidr juz wybranych zmiennych jako istotne;
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V, - zbiér zmiennych kandydatek do wlaczenia do lub wykluczenia ze
zbioru zmiennych istotnych;
V, - zbiér pozostatych zmiennych.
Decyzje o tym czy zbior V, wlaczy¢ czy tez nie do zbioru zmiennych
istotnych podejmujemy w oparciu o porownanie dwdoch modeli:
MY p(dz)= p(V“)\V(Z),V(”)p(V(Z)\V“))p(V“)|z)
MO p(x]z)= p(V“)\V(Z),V“))p(V(Z),V“)|z) 10)

gdzie p(|) jest symbolicznym zapisem warto$ci funkcji wiarygodnosci dla

wezeSniej oszacowanych parametrow. Model M 1) sugeruje, ze zbior

zmiennych ¥, nie dostarcza dodatkowych informacji istotnych dla struktury

(2):

skupien, za$§ model M sugeruje, ze zbidr zmiennych V), dostarcza

dodatkowe informacje w poréwnaniu ze zbiorem V.

W analizie skupien problem pogrupowania obiektow sprowadza si¢ do
wyboru odpowiedniego modelu reprezentujgcego inng kombinacj¢ liczby
skupien. Ze zbioru wszystkich rozwazanych modeli wybieramy ten, ktory ma
najwyzsza jako$¢ dopasowania. Modele sa wybierane przy pomocy kryterium
BIC (Bayesian information criterion) postaci:

BIC=2- log(p(x|é»—l‘log(n) (2.11)
gdzie log(p(x|é» jest logarytmem funkcji wiarygodno$ci dla oszacowanego

wektora 6 parametrow modelu, za§ [ jest liczbg parametrow tego modelu,
ktérego warto§¢ nalezy obliczy¢ dla wszystkich mozliwych podzbioréw zbioru
wszystkich zmiennych, wszystkich mozliwych wartosci K liczby skupien oraz
10 wyszczegolnionych przez autorow tej metody postaci rozktadu spektralnego
(2.9) macierzy kowariancji (por. tabela 15.1, Gatnar i Walesiak, 2009). Ponadto,
nalezy wustali¢c algorytm kolejnoSci wybierania zmiennych. Autorzy
zaproponowali nastgpujgcy algorytm:

Krok 1. Wybra¢ jako pierwsza zmienng te, ktora ma najlepsze ze wszystkich
zmiennych wskazania grupowalnosci.

Krok 2. Wybra¢ jako druga zmienng tg, ktora ma wspodlnie z pierwsza
zmienng najlepsze wskazania dwuwymiarowej grupowalno$ci dane wzorem
(2.11).

Krok 3. Jako nastepna kandydatke na zmienng istotng wzig¢ zmienna, ktora
ma najlepsze wskazania wielowymiarowej grupowalno$ci w polaczeniu z
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poprzednio wybranymi zmiennymi. T¢ zmienng zaakceptowac jesli beda
przewazaty dowody o jej grupowalnosci.

Krok 4. Jako kandydatke na zmienna nieistotng wzia¢ z biezacego zbioru
zmiennych wybranych t¢, ktora ma najgorsze wskazania wielowymiarowe;
grupowalno$ci w sensie poréwnania grupowalnosci wszystkich zmiennych
dotychczas wybranych ze wszystkimi oprocz kandydatki. Te¢ zmienng
zaakceptowac (jako nieistotng) jesli beda przewazaly dowody o jej braku
grupowalnosci.

Krok 5. Powtarza¢ kroki 3 i 4 do momentu az nastgpia dwa kolejne
odrzucenia.

Metoda zostala zbadana na kilku wygenerowanych zbiorach danych i na
trzech zbiorach empirycznych (w tym dwa zbiory z bazy UCI). Na zbiorach tych
metoda osiggneta dobre wyniki.

W badaniu przeprowadzonym przez Steinley’a i Brusco (2008), w oparciu o
program komputerowy autorstwa Martinez i Martinez (2001), omawiana
metoda okazata si¢ malo efektywna (pamig¢ - 33% , precyzja - 55% , ARI —
44%) pomimo zalozenia o znanej (i poprawnej) liczbie skupief i ujednoliceniu
macierzy kowariancji dla wszystkich skupien. Wady przedstawionego podejscia
calosciowego tj. szacujgcego jednocze$nie liczbg skupien, grupujacego
obserwacje i dokonujacego selekcji zmiennych wymieniaja tez Fraiman i inni
(2008).

2.4. Metoda separowalnosci rozrzutu

Metoda separowalnosci rozrzutu zostata opracowana przez Dy i Brodley’a
(2004). Podobnie jak w poprzednich metodach autorzy modeluja populacje
gestoscig  postaci  (2.2) przy zalozeniu normalno$ci skupien czyli

0, = (,Ltk V2 ) Najpierw stosujemy algorytm EM do oszacowania parametrow

modelu i do grupowania obserwacji. Nastgpnie, stosujemy dwie miary
rozproszenia

K K
SW=Zak2k oraz S, =Zak(,uk—M0)(,uk—M0)T, (2.12)
k=1 k=1

K
gdzie M, :Zak,uk .

=1

Miara §,, (macierz) mierzy rozrzut obserwacji wzgledem $rodkéw ich
skupien, za$ miara S, (macierz) mierzy rozproszenie Srodkow skupien i,
wzgledem $redniej ogodlnej czyli rozproszenie pomig¢dzy skupieniami. Miary te
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sa wazonymi wariantami miar (1.16) i (1.17) (por. § 1.2) w wersji dla populacji.
Miara znaczenia dla struktury skupien dwoch porownywanych podzbiorow
zmiennych A4 oraz B wykorzystuje wielko$¢

J(4,2,) = $lad(S;'S,) . 2.13)

ktéra nalezy rozumie¢ w tym sensie, ze wystgpujaca po prawych stronach
wzoréw (2.14) stosujemy do wektora przynaleznosci z, (otrzymanego w
oparciu o podzbidr B zmiennych) oraz tylko do zmiennych ze zbioru 4. Ta miara
jest obcigzona w stosunku do wymiaru tzn. cechuje si¢ wzrostem warto§ci wraz
ze wzrostem liczby zmiennych w zbiorze 4 (nawet przy tym samym wektorze
przynaleznosci obserwacji). Miary znaczenia dla struktury skupien dwoch
porownywanych podzbioréw zmiennych 4, B dane sg wzorami (2.14), ktére w
umowny sposob normalizujg miary (2.13) w stosunku do wektorow
przynaleznosci z, oraz z:

ZnormMiam(A) = J(A, z, )J(B, z, )

ZnormMiam(B) = J(B, Zp )J(A, Zp )

Poszukiwanie zbioréw zmiennych odbywa si¢ przez kroczace poszukiwanie

typu forward search przy czym zaczyna¢ mozemy od zbioru pustego. W
kazdym kroku dodajemy do zbioru zmiennych istotnych 4 zmienng v, jezeli
zwigkszy ona wartos$¢ kryterium (2.14) tzn.

ZnormMiam(A U {v}) > ZnormMiam(A) (2.15)

W badaniu przeprowadzonym przez Steinley’a i Brusco (2008) w oparciu o
program komputerowy autorstwa Steinley’a i Brusco, metoda separowalno$ci
rozrzutu wypadla stosunkowo stabo (pamig¢ - 51% , precyzja - 61% , ARI —
39%) majac wskaznik odzyskiwalno$ci najstabszy ze wszystkich o$miu
poréwnywanych metod.

(2.14)

2.5. Ocena podejs¢ modelowych

Podsumowujac metody modelowe wybierania zmiennych przedstawiajace
populacje w postaci mieszaniny rozktadow normalnych nalezy stwierdzi¢, ze
zaleta tych metod jest ich ogdélnos¢ polegajaca na tym, ze wraz z
wnioskowaniem o liczbie zmiennych istotnych wnioskujemy o przypisaniu
obiektow do skupien oraz o liczbie skupien. Metody te maja jednak istotne
mankamenty, ktore nie pozwalaja na pozytywna ocen¢ tej grupy metod. Maja
one ograniczong stosowalno$¢ w problemach praktycznych gdyz nadajg si¢ tylko
do analizowania zbiorow, w ktorych wszystkie zmienne opisujace obiekty sa
zmiennymi ciggltymi. Trzy metody z tej grupy przedstawione w tym rozdziale
wypadly stabo w badaniu symulacyjnym (por. tabela 2.1), w ktérym zbiory
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danych byly z takich wlasnie mieszanin generowane. Pozwala to wnioskowac,
ze w przypadku empirycznych zbioréw danych, skupienia ktérych na pewno nie
zawsze s3 proba z rozktadu normalnego (por. 5.1), efektywno$¢ tych metod
bedzie jeszcze nizsza. Ponadto, gdy zatozenie o normalno$ci skupien nie jest
spetnione, to metody te traca swoja najwazniejsza zalet¢ — nie pozwalajg na
wycigganie wnioskow w formie wnioskowania statystycznego, sg to tylko
algorytmy postgpowania. Inng, przyczyng stabej efektywnosci jest na pewno
brak dobrego algorytmu szacowania parametrow modelu. Algorytm EM nie
zawsze znajduje poprawne rozwigzanie globalne.

Tabela 2.1 Efektywno$¢ trzech metod modelowych dla zbioréw ze zmiennymi cigglymi.

Metoda Pamigé Precyzja ARI
Wyrazisto$ci cech 0,911 0,813 0,607
Wyboru modelu 0,326 0,552 0,433
Separowalnosci rozrzutu 0,506 0,612 0,386

Zrodto: Steinley i Brusco (2008).

W literaturze opinie o podej$ciach modelowych sa raczej krytyczne (por. np.
Fraiman i inni, 2008, Steinley i Brusco, 2008). Nalezy jednak zaznaczy¢, ze
ocena efektywnos$ci wynikajagca z tabeli 2.1 nie jest do konca obiektywna.
Najlepsze z tych podej$¢ — metoda wyrazistosci cech, obok selekcji zmiennych
szacuje rowniez liczbe skupien na jakie nalezy pogrupowac obiekty i dla takiej
liczby byta obliczana asymptotyczna odzyskiwalnos¢ 4RI. Metody niemodelowe
oceniane byly przy zadaniu poprawnej liczby skupien, co bylo znaczacym
utatwieniem. Jesli wzia¢ pod uwage to zastrzezenie, to metode wyrazistosci cech
nalezatoby oceni¢ na rowni z HINoV i jej dwiema modyfikacjami (por. roz. 3).
Dwa pozostate podejscia modelowe nie sa godne uwagi — ich efektywnos¢
okazata si¢ tak niska, ze nawet jesli wzia¢ pod uwage wspomniane utrudnienia,
trudno przypuszcza¢ by okazatly si¢ uzytecznymi w zastosowaniach do zbiorow
empirycznych.
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3. METODY HEURYSTYCZNE SELEKCJI
ZMIENNYCH W ANALIZIE SKUPIEN

3.1. Uwagi wstepne

W odréznieniu od podejscia modelowego przy konstruowaniu metod
heurystycznych nie traktujemy zbioru danych jako proby wylosowanej z jakiej$
populacji. Mamy do dyspozycji tylko macierz danych. Do chwili obecnej, jedna
z najlepszych metod wybierania zmiennych w analizie skupien byla metoda
HINoV (Carmone i inni, 1999). Oceny innych metod ktére mozna znalez¢ w
literaturze stwierdzajg, ze metody wcze$niejsze sg slabsze lub duzo stabsze. W
dalszym ciagu tego paragrafu przedstawione sg krotkie charakterystyki metod
opracowanych przed opublikowaniem HINoV.

Kruskal (1972) prébowat znalez¢ liniowa transformacj¢ danych, ktora
uwidocznitaby  struktur¢ skupien. Wspotczynniki takiej transformacji
wyznaczane byly przy pomocy indeksu skondensowania, ktéry jest miarg
spojnosci skupien. Zmienne bardziej istotne dla struktury skupien otrzymywaty
wyzsze wspotczynniki. Nie udato mu si¢ jednak znalez¢ odpowiednio dobrego
indeksu.

Jedna z pierwszych bardziej zaawansowanych metod wybierania zmiennych
w analizie skupien byt algorytm o nazwie SYNCLUS ( SYNthesised CLUStering
por. DeSarbo i inni, 1984). Algorytm ten miat na celu zarowno pogrupowanie
obserwacji zmodyfikowana metodg k-$rednich jak i przypisanie wag zmiennym.
Kryterium realizujacym te zadania jest minimalizacja rdéznic pomig¢dzy
wazonymi kwadratami odleglo$ci par obserwacji (przy zmiennych nalezacych
do a priori ustalonych grup zmiennych) oraz miary liczbowej oceniajacej jako$¢
grupowania. Wyrazenie, ktore nalezy zminimalizowac¢ to

2

LJ
— 2 _ g2
Z=Y Z W, (511, d3 ) (3.1
i=1 j,j=1
J<i
gdzie wl.2 - waga (zakladamy, Ze znana a priori) przypisana i-tej grupie
zmiennych (Z:wi2 =1); djz,j(i) - kwadrat odleglosci pomi¢dzy obserwacjami
Js J " w i-tej grupie zmiennych dany wzorem
2

4 . :
d;(’) = Zviztt_ (xﬁ) —xﬁ,’,t)i) (3.2)
1=l
za$ 5],], =aa, - B przy
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i y gdy obserwacje j, j naleza do k - tego skupienia
a.= 1y (3.3)

0 w przeciwnym przypadku
a liczby «, B nalezy oszacowa¢ metoda najmniejszych kwadratow z J rownan
postaci d; =a a; - p. We wzorze (3.2) Vizz,. oznacza wage przypisang
()
Jt
dla j-ej obserwacji. Metoda ta zostala zbadana na kilku zbiorach danych
empirycznych (Green i inni, 1990) i okazala si¢ efektywna tylko na niektorych.
Ponadto, stwierdzono, ze metoda ma ograniczenia dla liczby zmiennych i liczby
obserwacji. Niewatpliwie za ograniczenie nalezy tez uzna¢ konieczno$é
podzielenia wszystkich zmiennych na grupy zmiennych logicznie potaczonych,
ktérym to grupom z gory nadajemy ustalone wagi.

Inng metoda wybierania zmiennych z tamtego okresu byla metoda
kroczacego wybierania zmiennych (Fowlkes i inni, 1988). Idea tej metody jest
zastosowanie hierarchicznego grupowania obserwacji a nastgpnie dofgczanie
kroczace pojedynczych zmiennych zgodnie z kryterium wykorzystujacym
otrzymane grupowanie. Wskaznikiem, ktory pokazuje, ktéra zmienng nalezatoby
dotaczy¢ do juz wybranych jest wskaznik oparty na wyborze zmiennej dajacej
jak najwigksza warto$¢ separowalno$ci otrzymanego grupowania tzn.

zmiennej ¢, w i-tej grupie zmiennych za$§ x ' jest wartoScig zmiennej ¢,

S" (k)= S(k) - E(S(k)) (3.4)
gdzie

S(k)= lz G (3.5)

t 5 l+e,
gdzie e, jest warto$cig wlasng macierzy W™'B (por. wzory 1.16-1.17 ), k jest
liczba skupien zas E(S(k)) jest warto$cig oczekiwang miary (3.5) , ktora
nalezy oszacowa¢ numerycznie przy zatozeniu, ze nie ma wyraznej struktury
skupien, tj. na przykfad, generujac rozklady wszystkich zmiennych potrzebnych
do obliczenia S (k) w postaci rozkltadow normalnych, za§ ¢ = min(V,k —1).
Zauwazmy, ze istotng wadg takiej metody jest konieczno$¢ subiektywnej (na
og6t wizualnej) interpretacji wartosci kryterium (3.4). Autorzy zbadali t¢ metode
tylko na kilku przyktadowych zbiorach danych (sztucznie wygenerowanych i
empirycznych), jednak w obszerniejszym badaniu (Donoghue, 1995) okazato
si¢, ze metoda dala stabe wyniki w przypadku niektorych zbioréw. Trudno tez
nie zgodzi¢ si¢ z negatywng ocena tej metody (Carmone i inni, 1999)
zarzucajacg jej niemoznos$¢ przeanalizowania wszystkich mozliwych kombinacji
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zmiennych dla duzych zbioréw danych, gdyz grupowanie hierarchiczne jest
czasochtonne.

Inni badacze do identyfikacji zmiennych tworzacych struktur¢ skupien
probowali wykorzystaé statystyki oparte na sko$nosci i kurtozie. Panuje ogolne
przekonanie, ze pojedyncze zmienne nie powinny mie¢ rozkladu normalnego, ze
powinien by¢ on raczej sko$ny (por. Morris i inni, 1981, Fletcher i Satz, 1985).
Bajgier 1 Aggarwal (1991) zbadali kilka wskaznikow dla rozktadow
jednowymiarowych i ustalili, Ze najlepsze byly te oparte na ujemnej kurtozie
rozkladu. Kierujac si¢ tymi do$wiadczeniami Donoghue (Donoghue, 1995)
zaproponowal wskaznik postaci

m=g,— gl2 (3.6)
gdzie g, jest wspotczynnikiem sko$noSci
M (3.7)
&1 = 372 :
(8,)
za$ g, unormowang kurtozg
M,
g, = -3 (3.8)
S

Autor proponuje wybieranie tylko tych zmiennych, dla ktorych m <0 lub
m < —1,2 . Drugim wskaznikiem, ktory ten sam Autor proponuje jest wskaznik
wielomodalnosci

b=g12+1

.13 (3.9)
2

sugerujac wybieranie zmiennych dla ktorych 5> 0,555 1lub b>0,333.
Ponadto badano metod¢ oparta na samej tylko kurtozie tj. przy warununku
g, >-1,2. W do§¢ obszernym badaniu, w ktérym analizowano tez metode

wazenia zmiennych dla grupowania przy pomocy drzew ultrametrycznych (por.
De Soete 1986, 1988) oraz metod¢ kroczacego wybierania zmiennych (por.
Fowlkes i inni, 1988), okazato si¢, ze metody oparte na kurtozie spisaly si¢
stabo, metody oparte na wspolczynniku b oraz m wypadty stabo w przypadku
wystgpowania obserwacji nietypowych. Co wigcej, w przypadku wystepowania
obserwacji nietypowych stabo spisata si¢ bardzo wymagajaca pod wzglgdem
obliczeniowym metoda kroczacego wybierania zmiennych.

De Soete (1986, 1988, por. Makarenkov i Legendre, 2001) zaproponowat
metode¢ optymalnego wazenia zmiennych, ktdrag mozna wykorzysta¢ dla réznych
metod grupowania obserwacji. Ideg tej metody jest znalezienie wag
(w1 s Wy i, Wy, ), ktore beda minimalizowaly funkcje straty postaci np.
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L(wl,wz,...,w,,)ziL(id;) (3.10)

k=1 My \ i, j=1
dla grupowania metoda k-$rednich, d UZ oznacza kwadrat odleglosci wazonych

wagami W, W,,...,w, obserwacji o numerach i/, przy warunkach w, >0,

v
Zwi =1. Podobne funkcje straty sa analizowane przez autorow (Makarenkov
=1

i Legendre, 2001) dla grupowania hierarchicznego przy pomocy drzew
ultrametrycznych i addytywnych. Optymalne wagi znalezione przy pomocy
numerycznych algorytmu optymalizacyjnego Polaka-Ribiere’go (por. np. Press
i inni, 1986) mozna nastgpnie uzy¢ do obliczania odleglosci w procesie
grupowania. Metoda ta zostata zbadana do$¢ doktadnie (Makarenkov i Legendre,
2001) 1 okazala si¢ nieodporna na obserwacje nietypowe. Autorzy doszli nawet
do wniosku, ze w przypadku wystepowania obserwacji nietypowych mozna
uzy¢ dwojakiego rodzaju wazenia, a mianowicie, najpierw wazy¢ obserwacje a
potem zmienne. Takie propozycje nalezy uzna¢ za malo praktyczne, gdyz, tak
naprawde, nie ma wiarygodnego sposobu rozstrzygania kwestii czy obserwacje
nietypowe istniejg czy nie i nie wiadomo nic na temat ewentualnej efektywnosci
takiej metody. Nalezy zatem zgodzi¢ si¢ z negatywna oceng tej metody
zamieszczong w pracy Carmone i inni (1999).

Metoda troch¢ podobng do metody DeSarbo byla metoda zaproponowana
przez Van Buurena i Heisera (1989). Metoda ta jest ogdlniejsza w tym sensie, ze
nie wymaga podzielenia zmiennych na znane a priori, logicznie polaczone grupy
zmiennych. Natomiast jest znacznie mniej ogdlna w tym sensie, ze nadaje si¢
tylko do zmiennych mierzonych na stabych skalach (nominalnych i
porzadkowych). Polega ona na tym by jednocze$nie pogrupowac obserwacje
zgodnie z kryterium podobnym do kryterium z metody k-$rednich, a nastegpnie
dokona¢ skalowania zmiennych optymalnego (por. analiza korespondencji np.
Gatnar, Walesiak, 2004) dla otrzymanego grupowania. Dokladniej, mozna te

metodg krotko scharakteryzowaé w nastepujacy sposob. Niech k = (k1 yeuns kV)
bedzie wektorem opisujacym liczbe kategorii kazdej ze zmiennych opisujacych
obserwacje zbioru danych; G ; niech bedzie macierza wskaznikowa  j-¢]
zmiennej tj. macierza, ktora w i-tym wierszu odpowiadajagcym i-tej obserwacji
ma jeden niezerowy element wskazujacy na to, ktory wariant na j-e¢j zmiennej
przyjeta i-ta obserwacja; X, = niech bedzie nieznana macierza rzutowan

nxp
obserwacji V-wymiarowych na przestrzefi p-wymiarowa; Y, niech bedzie
nieznang macierza o wymiarach k& ; X p rzutowan wszystkich kategorii j-¢j
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zmiennej na t¢ samg przestrzen p-wymiarowa. Zadanie wybierania zmiennych
realizujemy w tej metodzie przez znalezienie jak najlepiej dobranych p oraz

macierzy X, , 1Y, coosiaggamy minimalizujac warto$¢ wyrazenia

p
%étr(X_Gij)T(X_GjY/’) (.11

Minimalizujac warto$¢ wyrazenia (3.11) minimalizujemy sume¢ kwadratow
odleglto$ci, ktora to metoda, jak sami autorzy przyznaja, obarczona jest znang
wadg metody k-Srednich polegajaca na slabej efektywnosci przy roznych
liczebno$ciach skupien i przy ich nieregularnym (np. tancuchowym) ksztatcie.
Ponadto, w przyktadach zastosowan prezentowanych przez nich widaé¢ duzy
subiektywizm w mozliwosci wyboru p oraz liczby skupien k — sugeruja nawet
postuzenie si¢ zjawiskiem tokcia przy wyborze £ Na tym (czyli poczatkowym)
etapie poslugiwanie si¢ tak malo precyzyjnym kryterium moze budzi¢
watpliwosci co do efektow dokonanych wyborow. Wymienione wady
upowazniaja do tego by mozna bylo zgodzi€ si¢ z negatywna ocena mozliwosci
szerszych zastosowan tej metody zawarta w pracy Carmone ( Carmone i inni,
1999) gdzie oceniono ja jako nieefektywna z powodu czgsto zdarzajacej si¢
niemoznosci uzyskania optymalnego rozwigzania globalnego oraz z powodu
komplikacji natury obliczeniowe;j.

Przy wybieraniu zmiennych w analizie skupien naturalnym podej$ciem jest
proba scharakteryzowania pojedynczych zmiennych przy pomocy okreslonych
wskaznikow, ktore pomoglyby w rozstrzygnigciu kwestii czy dana zmienna jest
istotna dla struktury skupien. Jak zaznaczono w § 1.3 badanie charakterystyk
pojedynczych zmiennych, na ogoét, jest malo uzyteczne. Ponadto, intuicyjnie
rzecz biorgc jako$¢ takich wskaznikow bedzie si¢ pogarszata wraz ze wzrostem
liczby zmiennych i liczby skupien, tym nie mniej, proby konstruowania takich
wskaznikow sa podejmowane przez wielu badaczy. Mozna wskaza¢ dwie
sytuacje, w ktorych wskazniki zdolnosci dyskryminacyjnej pojedynczych
zmiennych sg uzyteczne. Pierwsza to ta, w ktorej struktura skupien jest tak silna,
ze do zaobserwowania nawet na rozktadach brzegowych. Druga sytuacja moze
zaistnie¢, na przyktad wtedy, gdy badamy zbior zmiennych bardzo silnie
skorelowanych. Woéwczas, paradoksalnie, analizowanie  zdolnoS$ci
dyskryminacyjnej podzbiorow tego zbioru wnosi niewiele nowego do tego co
uzyskamy z analizy pojedynczych zmiennych i wskazniki je charakteryzujace
mogg znalez¢ zastosowanie.

Propozycja mierzenia skupialnosci czy tez zdolnosci dyskryminacyjnej
(zdolnosci grupowania) jednej zmiennej moze by¢ wskaznik postaci
(Sokotowski, 1992)
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1 & . r(v)
G, :l—m;fmﬂ{ R R — } (3.12)

n —
pod warunkiem, ze r(v) >0 (x,(;) - uporzadkowane niemalejaco wartosci v-ej

zmiennej). Z postaci wzoru (3.12) wynika, Ze jest on probg ocenienia czy
pojedyncza zmienna ma rozklad obserwacji charakteryzujacy = si¢
wystgpowaniem obszarow o wigkszym zageszczeniu obserwacji. Przyklad
zamieszczony w pracy Walesiaka (2005) pokazuje, ze mozna tak dobrac¢
warto$ci dla dwoch zmiennych o rozkladach réwnomiernych (czyli o
warto$ciach wspolczynnika (3.12) rownych 0), ze mimo to bedg tworzyly razem
tj. w dwoch wymiarach wyrazng strukture skupien. Sokolowski uogdlnit
wskaznik (3.12) na przypadek wielowymiarowy, ale uogodlnienie to jest
uzaleznione od metody najblizszego. Uogodlnienie ma postac :

S >"a

Szl—Tme a, ; =L (3.13)

Z, a. i=l m—1
=1 !

gdzie a,- i-te wigzadlo w dendrycie; i=1,...,m-1 numer wigzadla; m — liczba
wierzchotkow w dendrycie. Statystyka (3.13) przyjmuje warto$ci z przedziatu
[0;1 -1/ (n - 1)] i mierzy ,odleglos¢” pomiedzy struktura dendrytu
empirycznego i teoretycznego. Im wartosci blizsze 1 tym wigksze mozliwosci
wykrycia struktury skupien przy pomocy metody najblizszego sgsiada.
Wskaznik (3.12) dos$¢ dobrze odroznia rozklady istotne dla struktury skupien od
rozkladow rownomiernych ale przyjmuje bardzo podobne wartosci dla
rozkladow tworzacych struktur¢ skupien i dla niektorych rozktadow
jednomodalnych. Fakt ten jest spowodowany tym, ze wskaznik nie wychwytuje
lokalnych réznic w gestosci rozkladu zmiennej a jedynie sprawdza czy
wystepuja obszary o wigkszej gestosci.

Dalszy ciag rozdzialu zawiera scharakteryzowanych dokladniej kilka
najnowszych metod wybierania zmiennych istotnych. Najlepsze sposrod nich sg
oceniane w eksperymencie symulacyjnym.

3.2. Metoda Brusco dla zmiennych binarnych

Wybieranie zmiennych istotnych dla struktury skupien wtedy gdy zbior
danych opisany jest tylko przez zmienne mierzone na skali nominalnej (w
szczegllnosci binarnej) jest zadaniem specyficznym, istotnie réznigcym si¢ od
takiego samego zadania dla zbioru ze zmiennymi mierzonymi na silnych
skalach. Specyfika tego zadania polega na tym, ze, formalnie rzecz biorac,
wszystkie zmienne nominalne mozna uzna¢ za istotne ustalajac tak duza liczbe
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skupien jaka wynikataby z liczby maksymalnych liczebno$ciowo zbioréw
obiektow opisanych przez kombinacje wartosci wszystkich zmiennych
opisujacych obiekty. W przypadku silnych skal pomiarowych taka liczba
skupien bylaby na ogdét roéwna liczebnos$ci zbioru danych, co jest jawna
sprzecznosciag z ideg analizy skupien. Ale w przypadku zmiennych binarnych,
liczba skupien wynikajaca ze wspomnianego warunku bytaby godna rozwazenia,
zwlaszcza przy matej liczbie zmiennych. Taka liczba skupien, w przypadku
wielokrotnego powtarzania si¢ ukladow takich samych warto$ci wszystkich
zmiennych bylaby znacznie mniejsza od liczby obiektow w zbiorze danych, co
pozostawatoby w zgodno$ci z celem analizy skupien. Konstruujac metody
wybierania zmiennych dla zbiorow danych ze zmiennymi wylacznie
nominalnymi nalezy jednak ustosunkowaé si¢ do zagadnienia liczby skupien
(por. tez 4.4.2). Brusco (2004) rekomenduje najpierw uzycie jakiej$ dobrej
metody szacowania liczby skupien w zbiorze danych binarnych (np. Ratkowsky i
Lance, 1978), a nastgpnie, znajac liczbe skupien, optymalizacje doboru
zmiennych przy wykorzystaniu metody grupowania k-$rednich. Funkcja
dyskryminacyjng decydujaca o wyniku optymalizacji jest funkcja
&1
Z=)— >d, (3.14)
k=t M (i<j)ecy
ktora minimalizujemy po wszystkich podziatach 7 = {Cl,Cz, .., C k} zbioru

wszystkich rozwazanych obiektéw (na ogdt proby z catego zbioru danych).
Miarg odleglosci jest metryka

d,.j:‘(Simfj)u(Sjmfi} (3.15)
gdzie S, oznacza zbiér zmiennych majacych warto$¢ rowng 1 dla i-tego obiektu

za$ §, dopekienie tego zbioru do wszystkich zmiennych czyli zbidér zmiennych

majacych warto$¢ réwng 0 dla i-tego obiektu. Wzor ten jest tozsamy z formula
Sokala-Michenera (por. tabela 1.1). Kolejne kroki algorytmu wygladaja
nastepujaco:

Krok 1. Rozwazamy podzbidr L (o liczebno$ci M) zbioru wszystkich n
obiektow wylosowany ze zbioru danych. Kladziemy Z . =oo0 oraz Z,, =o0.

V
Krok 2. Dla kazdego z (P] podzbioru P-elementowego zbioru wszystkich

zmiennych utworzmy macierz 4 opisujaca wylosowane obiekty. Oznaczmy
zbidr zmiennych reprezentujgcych kolumny macierzy 4 symbolem Q.
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Krok 3. Wykonujemy 500 grupowan metoda k-§rednich obiektow zbioru L i

przez Z . oznaczamy minimalng warto§¢ wyrazenia (3.14).

min

Krok 4. Probujemy dolacza¢ kazdg pojedyncza zmienng z pozostatych
zmiennych p €VV \Q przy pomocy 5000 powtérzen grupowania metoda -
$rednich elementéw zbioru L dla zmiennych Q U {p} Oznaczmy przez Z
minimalng warto§¢ wyrazenia (3.14), za§ zmienng odpowiadajaca temu
wyrazeniu przez p'.

Krok 5. Jesli Z_ . <Zg,, , to kladziemy Z,, =Z

min i akceptujemy

min
zmienng p.

M
Krok 6. Jesli Z,, >Z . +0 7 to konczymy proces selekcji. W

przeciwnym razie ktadziemy Q = Q U { p'} i idziemy do kroku 4.

Efektywnos¢ metody zostala zbadana dla o6 =0,5. Metoda spisala sig

bardzo dobrze w eksperymencie symulacyjnym, w ktérym parametrami byty:

- liczba obiektow (2000, 3000, 4000);

- liczba skupien (4, 6, 8);

- liczba zmiennych istotnych (4, 6, 8);

- liczebnosci skupien (od rownych do umiarkowanie zroznicowanych);

- poziom zanieczyszczen (btedow losowych) (0, 2%, 4%);

- liczba zmiennych maskujacych (0, 4, 8).

Nalezy zauwazy¢, ze wada takiego eksperymentu jest zakladanie znanej
poprawnej liczby skupiefi. Stwierdzenie autora, zZe istnieja doskonate metody
szacowania liczby skupien w zbiorze danych nie ma w tym przypadku zadnego
sensu. Przypadek ten nie ro6zni si¢ bowiem niczym od przypadku ogdlnego tzn.
dowolnych skal pomiarowych, w ktorym, przed wybraniem zmiennych
szacowanie liczby skupien raczej nie ma zadnego sensu. Dos¢ duze bledy przy
szacowaniu liczby skupien zdarzaja si¢ nawet przy bezblednie okreslonym
zbiorze zmiennych tworzacych strukturg skupien. Ponadto sposob definiowania
zmiennych nieistotnych jest w przypadku zmiennych nominalnych kwestig dos¢
umowna, mocno uzalezniong od liczby obiektow zbioru. Gdy w gre wchodza
zmienne wielostanowe, to kwestia ta jest do§¢ trudna do rozstrzygnigcia, gdyz
nie wiadomo jakie sg granice tolerancji dla stopnia losowo$ci przy ustalaniu
warto$ci zmiennych nieistotnych dla poszczegolnych obiektow. Kwestia doboru
warto$ci zmiennych nieistotnych jest odpowiednikiem doboru typu rozktadu
nieistotnego dla struktury skupien w przypadku zmiennych ciaglych. Bardzo
umowny charakter ma tez dobor stopnia poziomu zanieczyszczen, ktory jest
odpowiednikiem stopnia zachodzenia skupief na siebie w przypadku zmiennych
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ciggtych. Poziom ten zostal obnizony (do 3%) w drugim eksperymencie, ktorym
badano efektywno$¢ metody w przypadku istnienia wielokrotnych struktur
skupien i, co za tym idzie, nieco wigkszej liczby zmiennych. W tym
eksperymencie metoda zdotata zawsze wybra¢ jeden ze zbiorow zmiennych
opisujacych jedna ze struktur. Jednak powodem obnizenia stopnia rozmycia
skupien byt zapewne fakt pojawienia si¢ wigkszej (18) liczby zmiennych.

3.3. Metoda Fishera-Talavery dla zmiennych nominalnych

Metode wybierania zmiennych przeznaczong dla zmiennych mierzonych na
skali nominalnej zaproponowali Talavera i Fisher (7alavera, 2000, Fisher i
Talavera, 1987). Ideg tej metody jest eliminowanie zmiennych wykazujacych
niska korelacje¢ z pozostaltymi zmiennymi. Korelacj¢ pomigdzy zmiennymi
mierzymy w nastepujacy sposob. Jezeli zbior danych zostal podzielony na
skupienia jak najmniej zroéznicowane wewngetrznie 1 jak najbardziej
zroéznicowane mi¢dzy soba, to zardwno odsetek obserwacji z k-tego skupienia,
dla ktorych zmienna o numerze v przyjmie warto$¢ a,; (czyli swoj j-y wariant),

ktéry jest prawdopodobienstwem P(Ck X, =a, ), jak 1 odsetek wartosci

zmiennej o numerze v , ktore sa rowne a,; dla obserwacji z k-tego skupienia,

C k) powinny mie¢ wysokie wartosci.

ktéry zapiszemy w postaci P(xv =a,

Wobec tego jako$¢ podziatu zbioru mozemy mierzy¢ wartosciag wyrazenia
K
ZZZ P(xv =a, )P(Ck X, =4, )P(xv =a, Ck) (3.16)

k=1 v j
We wzorze tym P(xv =avj) oznacza odsetek obserwacji a, wsrod

wszystkich wartosci zmiennej o numerze v i odgrywa role wagi przypisanej
iloczynowi prawdopodobienstw decydujacych o jakosci podziatu. Korzystajac z
twierdzenia Bayesa mozemy zapisac

P(xv =a, )P(Ck X, = avj): P(Ck )P(xv =a, Ck) (3.17)

i podstawiajac do (3.16) otrzymamy, ze jako$¢ podzialu mozemy mierzy¢ za

pomoca
K
S PSS Py, =a,
k=1 v

Podwojna sum¢ wewnetrzng mozemy traktowac jako wartos$¢ srednig liczby
prawidtowo odgadnigtych warto$ci wszystkich cech dla dowolnego obiektu z

Ck) (3.18)

klasy C, . Taka interpretacja jest dozwolona jesli zalozymy, ze warto§¢
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C k) i, ze
warto$¢ ta jest przyjmowana przez zmienng z takim samym

prawdopodobienstwem. Przy takiej interpretacji warto$¢ oczekiwana liczby
prawidtowo odgadnigtych wartosci zmiennych bez odwolywania si¢ do podziatu

dowolnej zmiennej odgadujemy z prawdopodobienstwem P(xv =a,

zbioru na skupienia jest rowna ZZPZ (xv = avj). Odejmujac t¢ sume¢ od
v

sumy wewnetrznej ze wzoru (3.18) otrzymamy przyrost wartosci oczekiwanej
liczby prawidlowo odgadnigtych wartosci zmiennych jaki daje nam znajomos$¢
podzialu zbioru obiektéw na skupienia. @ Wzdér (3.18) mozemy latwo
zaadoptowa¢ do skonstruowania formuty, ktéra okresli zalezno$¢ ustalone;

cechy v,, od wartosci przyjmowanych przez pozostate cechy, podstawiajac
P(xv = avj) zamiast P(C k) 1 zamieniajgc sumowanie po wszystkich

skupieniach & na sumowanie po wszystkich zmiennych v i ich wariantach j.
Wykorzystujac to odejmowanie prawdopodobiefistw i1 u$redniajac wynik
otrzymamy wyrazenie

XY, A =a, 2P, =a,

Iy

ol -a,)
X, —avj) P (va =a,

‘{v|v £V }(

Kor(vM ) =
(3.19)

gdzie wielkos¢ z mianownika to liczba cech réznych od cechy v,, .

Wyrazenie (3.19) mozna wykorzysta¢ do uporzadkowania cech od cechy
najsilniej skorelowanej z pozostalymi cechami do cechy skorelowanej najstabie;.
W przypadku zbioru zmiennych ograniczonego tylko do tych mierzonych na
skali nominalnej takie uporzadkowanie mozna, przy zatozeniu poczynionym
przez autorow, utozsamia¢ z hierarchig istotno$ci cech dla struktury skupien.
Chcac wykorzysta¢ ustalony porzadek cech do wyboru cech istotnych mozemy
w dalszej kolejnosci zastosowa¢ okre$lone kryterium podzialu na dwa zbiory
zalezne od ustalonego algorytmu grupowania obserwacji (bedzie to metoda typu
wrapper) lub niezalezne od zadnego algorytmu grupowania (bedzie to metoda
typu filter).

Autorzy zastosowali nastgpujacy sposob ocenienia efektywnos$ci metody.
Uzyto algorytmu COBWEB (Fisher, 1987) opartego na drzewie hierarchicznym
do grupowania obiektow zbiorow danych. Rozwazyli kilka zbioréw danych, dwa
sztuczne 1 sze$¢ z repozytorium UCI Uniwersytetu Kalifornijskiego. Kazdy
zbidr podzielony zostal losowo na dwa réwne podzbiory: treningowy i testujacy.
Nastgpnie do zbioru treningowego zastosowano algorytm COBWEB i wyniki
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grupowania uzyte zostaly do grupowania obserwacji ze zbioru testowego.
Wyniki grupowania oceniano przy pomocy testu opartego na sprawdzaniu
krzyzowym (Dietterich, 1998). Dla wybranych k& zmiennych najistotniejszych w
hipotezie stwierdzajacej, ze uzycie wszystkich zmiennych daje mniejszy odsetek
btednych klasyfikacji od wybranych k£ zmiennych, mozna, jak dowodzi autor
tego artykutu, poklada¢ bardzo mate zaufanie. Miernikiem liczbowym dla
wybierania k jest najmniejszy odsetek btedow klasyfikacji (w poréwnaniu zbioru
testowego z uczacym). Jednak na niektorych sposrod szesciu prezentowanych
wykresow jest wiele kandydatow do tej roli (odsetki btedow sa bardzo zblizone
do siebie).

Zauwazmy, ze dzigki zatozeniu sformutowanym w punkcie wyjscia (o
utozsamieniu zmiennych istotnych ze zmiennymi najsilniej skorelowanymi ze
wszystkimi pozostatymi zmiennymi) omijamy problem odniesienia si¢ do liczby
skupien. To jest niewatpliwie zaleta metody, cho¢ do konca tego problemu nie
da si¢ takim sposobem omina¢ (por. 4.4.2). Wprowadzone przez autorow
zatozenie ma dobre konsekwencje gdy liczba zmiennych istotnych wsrod
wszystkich kandydatek jest znaczaca tj. na przyklad, wigksza od potowy. Gdy
zmiennych tworzacych strukture skupien jest niewiele w stosunku do liczby
wszystkich zmiennych, to intuicyjnie rzecz biorgc, zatozenie o konieczno$ci
skorelowania zmiennych istotnych ze wszystkimi zmiennymi traci sens wraz ze
spadkiem udziatu liczby zmiennych istotnych we wszystkich zmiennych. Mozna
wyobrazi¢ sobie sytuacje, w ktorej kilka zmiennych nominalnych tworzy
wyrazng strukture skupien, ale oprocz tych zmiennych istnieje druga grupa
zmiennych o rozkladzie rownomiernym swoich stanéw. Wraz ze wzrostem
skorelowania w drugiej grupie zmiennych zaczynaja one tworzy¢ druga
strukture skupien i o rezultacie wybierania zmiennych zaczynaja decydowac sity
zwigzkoéw pomigdzy zmiennymi i wzajemne liczebnosci obu grup. Wobec tego,
metoda oparta zatem na wybieraniu zmiennych najsilniej skorelowanych ze
wszystkimi zmiennymi nie nadaje si¢ do przypadku wystgpowania
wielokrotnych struktur skupien.

3.4. Metoda COSA

Metoda COSA (Clustering Objects on Substes of Attributes) (por. Friedman
i Meulman, 2004) polega na znalezieniu dla kazdej zmiennej wagi uzaleznionej
od przeksztalconej wykltadniczo odleglosci pomigdzy obserwacjami oraz od
zastosowanego algorytmu grupowania obserwacji. Oryginalna cecha tej metody
polega na tym, ze dla réznych skupien dopuszczamy mozliwo$¢ tworzenia
struktury skupien przez rozne podzbiory zmiennych. Wobec tego, w
najogolniejszym przypadku zakladamy, Ze zbiorowi wszystkich zmiennych
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odpowiada macierz W, ktora jest macierza wag w, zmiennych w
poszczego6lnych skupieniach czyli w,, to waga v-ej zmiennej w k-ym skupieniu;
W, (kolumna macierzy W) to wektor wag zmiennych w k-ym skupieniu. Takie

podejscie jest obce innym metodom, wobec tego, w celu pordéwnania tej metody
z innymi metodami w eksperymencie symulacyjnym nalezy zalozy¢ jednolitos¢
zbioru zmiennych dla wszystkich skupien. W badaniu przeprowadzonym przez
Steinley’a i Brusco (2008) autorzy zaadoptowali t¢ metod¢ do takiego wilasnie
przypadku. Ponadto, ten uproszczony problem selekcji zmiennych wymaga tego
by, wszystkie skupienia byly opisane przez te same zmienne wobec czego
macierz W mozna przeksztalcic do wektora o V' wspotrzednych, czyli do
wektora sktadajacego si¢ z wag zmiennych. Kolejne kroki zastosowanego przez
nich algorytmu metody sa nast¢pujace.

Krok 1. Potoz W, , = {%}, n=A~1.
Krok 2. Poczatek petli :
v
DWW]=-n logZ:wvefd"’"”7 , (3.20)

i
v=1

. _ 2 _ 2
gdzie d,, = (xiv —xjv)z /s;, oraz §, = (xiv - xjv) przy

v
warunkach w, >0 oraz Zwv =1.
v=l
Krok 3. Zastosuj ustalony algorytm grupowania obserwacji uzywajac
odleglo$ci pomigdzy obserwacjami takiej jak w kroku drugim.
Krok 4. Oblicz wagg v-ej zmiennej w k-tym skupieniu

_ exp(~s,, /1) 3.21)

b Zi:l exp(— S //l)

: 1 : Y
gdzie s, =_zz Zdijv , za$ wagl ostateczne v-ej zmiennej za pomoca

Ny iec, jec,
wzoru
K
nw
w, =y % (3.22)
k=1 N

Krok 5. Zakoncz petle gdy macierz W ustabilizuje swoje warto$ci. W
przeciwnym przypadku potozmy 1 =1+ 04 1iwrdémy do poczatku petli.
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W wspomnianym badaniu (Steinley i Brusco, 2008), w kroku 3 algorytmu
jako metode grupowania zastosowano procedur¢ aglomeracyjng S$redniego
polaczenia. Natomiast parametry A oraz ¢ zostaly ustalone jako 4 =0,2 i
0 =0,1. Metoda COSA okazala si¢ $rednio efektywna uzyskujac wyniki :
pamiec - 66% , precyzja - 74% , ARI —72%.

Nalezy zaznaczy¢, ze cytowana ocena metody w zadnym razie nie moze by¢
traktowana jako ostateczna. Oceniona zostala bowiem tylko podstawowa,
najwezsza wersja metody. Oryginalna pelna wersja skonstruowana zostala pod
katem rozwigzywania problemu selekcji zmiennych daleko ogoélniejszego od
zawezonej formy problemu rozpatrywanego przez Steinley’a i Brusco (2008).
Wagi (3.21) zmiennej v w poszczegdlnych skupieniach sa bowiem wagami
minimalizujqcymi wartos¢ przyj ¢tego kryterium

Z Z ZDU ), (3.23)

=1 nk Cl c

w ktorym, nie stosujgc uJednohcema wag zmiennych we wszystkich
skupieniach, mozna, nadajac im wagi uzaleznione od skupienia, rozpatrywac
wielokrotne struktury skupien dopuszczajac ewentualno$¢ powtarzania si¢
niektorych zmiennych w réznych strukturach. Parametr A (tuning parameter) w
rownaniu (3.24) (i co za tym idzie réwniez (3.23)) kontroluje liczebnos¢
zmiennych w skupieniach tzn. im wigcksza warto$§¢ A, tym wiecej zmiennych
moze mie¢ wysoka wage w danym skupieniu. Kryterium (3.23) jest modyfikacja
kryterium wyjsciowego (3.24) nie zawierajaca parametru A . Kontrolowanie
wpltywu A na odlegltosci pomigdzy obiektami zbioru dane jest formula:

v
DYW )= (wyd,, +iw, log(w, )+ Alog(V),  (3.24)
v=1

ktorej idea polega na tym by dotaczy¢ do odlegtosci wyrazenie Aw,, log(ka ),
ktére ma by¢ kara za wykorzystywanie do opisania struktury skupien wigkszej
liczby zmiennych. Przy ustalonej funkcji ¢ przypisujacej obiekty do skupien
optymalne wagi tj. wagi minimalizujace kryterium (3.23) dane sg rownaniem
(3.21). W celu usprawnienia algorytmu poszukiwania optymalnego rozwiazania
poshuzono si¢ miara odleglosci (wystepujacych we wzorze (3.20)), ktora jest
$rednia wazonych odwrotnosci wyktadniczych odlegto$ci pierwotnych. Ze
wszystkich koncepcji selekcji zmiennych w analizie skupien metoda COSA jest
najogolniejsza. Przecigtna efektywno$¢ jaka metoda ta uzyskala w najbardzie;
typowej, ograniczonej formie problemu selekcji zmiennych jest zapewne cena
jaka metoda placi za swa ogolnose.
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3.5. Metoda kolejnych rzutowan

Metoda kolejnych rzutowan (projection pursuit) zbioru danych ma rézne
zastosowania w statystyce. Do wybierania zmiennych w analizie skupien
zastosowaly to podejscie Montanari i Lizzani (2001). Metoda ta polega na tym,
ze do macierzy danych X stosujemy rzutowania jednowymiarowe i w wyniku
rzutowan otrzymujemy n-wymiarowy wektor

y(a) =aX’ (3.25)
gdzie V-wymiarowy wektor poziomy a reprezentuje ,kierunek” rzutowania.
Wspolrzgdne wektora a postuzg do konstrukcji wag jakie beda przypisane
zmiennym, wobec czego nakladamy warunek by wektor ten m iat dlugo$¢ rowna
1. Ponadto wektor @ powinien by¢ tak wyznaczony, by wektor y(a) miat

posta¢ jak najbardziej oddalong od wektora o wspohrzgdnych normalnych.
Oddalenie bedziemy mierzy¢ przy pomocy indeksu rzutowania Indeksem
rzutowania moze by¢ dowolna funkcja, ktéra osigga minimum dla rozktadu
normalnego np. ujemna entropia Shannona, informacja Fishera, statystyka

Kolmogorowa-Smirnowa, statystyka )(2. Autorki zdecydowaty si¢ wybrac
statystyke )(zz powodu jej atrakcyjnosci obliczeniowej. A zatem, wektor a
powinien by¢ tak wyznaczony by zmaksymalizowaé warto$¢ ;(2( y(a)) przy

warunku aa’ =1. Do rozwigzania tego problemu optymalizacyjnego stosuje
si¢ procedur¢ symulacyjnego wypalania zmiennych (simulated annealing) (por.
np. Goffe i inni, 1994). Wage ktora bedzie przypisana i-e¢j zmiennej, ktore beda
decydowa¢ o wyborze zmiennych, oblicza si¢ za pomoca wspolczynnika
istotno$ci (importance coefficient)

|ai|si

Z/V':I (ajs j )2

Nastepnie ustalamy prog dla wartosci wspotczynnika istotno$ci ponizej
ktérego zmienne majace odpowiadajacy im wspolczynnik uznamy za nieistotne.
Progiem tym jest 10-ty percentyl rownomiernego rozkladu brzegowego
wspotczynnika istotno$ci. Po wyrzuceniu zmiennych o wspolczynnikach ponizej
tego progu powtarzamy procedur¢ symulacyjnego wypalania zmiennych na
zmniejszonym zbiorze zmiennych, do momentu az Zzadna zmienna nie zostanie
wyrzucona.

W badaniu symulacyjnym przeprowadzonym przez Steinley’a i Brusco
(2008) metoda kolejnych rzutowan uplasowata si¢ na czwartym miejscu (pami¢é
- 73% , precyzja - 71% , ARI—70%).

Cl, =

l

(3.26)
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3.6. Metoda HINoV

Metoda HINoV zostata zaproponowana w roku 1999 (Carmone i inni). Byta
to do$¢ przelomowa propozycja dla zagadnienia wybierania zmiennych w
analizie skupiefi, gdyz pdzniej nikt juz raczej nie wracal do metod
wczesniejszych, ktére we wspomnianej publikacji zostaly skrytykowane.
Metoda HINoV w wersji dla grupowania metoda k-§rednich sklada si¢ z
nastepujacych krokow.

Dla kazdej zmiennej v przeprowadzamy grupowanie metoda k-$rednich.
Nastepnie, obliczamy skorygowany indeks Randa dla kazdej pary zmiennych,
ktéry zgodnie ze wzorem (1.12) przyjmie postac:

S CRACRA S AN RS

RI(u,v)= (3.27)

@T—M+am+uﬁ%+%ﬁ“””

dzie
: t, - liczba par obserwacji nalezacych do tego samego skupienia dla obu
zmiennych;
t, - liczba par obserwacji nalezacych do innych skupient dla obu zmiennych;
t; - liczba par obserwacji nalezacych do tego samego skupienia dla
zmiennej u i do rdéznych skupien dla zmiennej v; £, - liczba symetryczna do
;.
Wartos¢ indeksu R/ (u,v) interpretuje si¢ jako miar¢ podobienstwa dwoch

podziatow tego samego zbioru obserwacji, przy czym kazdy podziat dokonany
jest w oparciu o jedng ze zmiennych u, v. Nastgpnie, dla kazdej zmiennej
obliczamy sume
TOPRI(u)=""RI(u,v), (3.28)
u#v

ktéra mozemy interpretowac jako miar¢ sity zwigzku podziatow zbioru, w
ktérych brane byly pod uwage wartosci tej zmiennej ze wszystkimi podziatami,
w ktoérych nie byly one brane pod uwage. Zmienne o najwigkszych wartosciach
TOPRI (u) maja najsilniejszy zwigzek ze strukturg skupien. Ostatnim etapem
jest podzielenie wszystkich zmiennych na dwa zbiory: zmiennych istotnych i
maskujacych. W tym celu mozna wykorzysta¢ kryterium najwigkszego skoku
wskaznika TOPRI (u) , ktory mozna wizualnie zbada¢ na wykresie osypiska (na
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osi rzednych wskaznik TOPRI (u) , na osi odcigtych u , por. rys. 1.3). Zmienne z

matymi wartosciami TOPRI (u) to zmienne nieistotne. Ta cecha koniecznosci
subiektywnej, wizualnej interpretacji zastosowanego wskaznika jest zasadnicza
wadg tej metody.

W badaniu symulacyjnym (Steinley i Brusco, 2008) autorzy nie mogli
wizualnie ocenia¢ kazdego wykresu osypiska wobec czego postuzyli si¢
kryterium najwickszego skoku wskaznika TOPRI (u) Kryterium polega na
tym, ze po uporzadkowaniu wartosci tego wskaznika malejaco obliczamy
ilorazy

)= TOPRIKS)-TOPI s+ 1)

(3.29)

i wybieramy s poczatkowych zmiennych do najwigkszej wartosci RR(S).
Stosowanie takiego kryterium (najwigkszego skoku) nie jest pozbawione wad. Z
jednej strony jest ulatwieniem zadania wybierania zmiennych, gdyz z gory
zakltadamy, ze odrzucimy jakie$ zmienne co jest zalozeniem do$¢ mocnym. Z
drugiej strony, nie jest tatwo postugiwac si¢ zaproponowanym kryterium, gdyz
iloraz jest bardzo nieodporny na wartosci mianownika bliskie zeru, ktore moga
powodowac falszywe podziaty zbioru wszystkich zmiennych. Alternatywa dla
metody wskaznika RR(S) mogloby by¢ grupowanie wartosci wskaznika

TOPRI (u) metoda k-$rednich (dla 4=2) gdzie punktami startowymi bytyby
dwie wartosci skrajne wskaznika TOPRI (u) Stosujac te metod¢ unikamy

problemu niestabilnosci ilorazu. Dla pojedynczych, w szczegodlno$ci
empirycznych zbiorow danych na ogot stosuje si¢ badanie wizualne wykresu
osypiska.

Nalezy zaznaczy¢, ze metod¢ HINoV mozna modyfikowaé¢ na wiele
sposobow. Na przyklad, w poczatkowym etapie, dla kazdej zmiennej v
przeprowadzamy wielokrotne grupowanie metoda k-$rednich i zapamigtujemy to
grupowanie, ktore miato najmniejsza wariancja wewnatrzgrupowa tj.

2

K
SSE(v)=>>(x,-x,)  gdzie X,= S >x, . (3.30)
k=1 ieC, Ny jec,
Tak postapili we wspomnianym badaniu symulacyjnym Steinley i Brusco,
grupujac obiekty 50 razy. Metoda HINoV spisata si¢ bardzo dobrze okazujac si¢
jedng z trzech najlepszych metod (pamig¢ - 93% , precyzja - 95% , ARI —85%).
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Metoda HINoV zostala rowniez zmodyfikowana (Walesiak i Dudek, 2008)
tak, by mozna bylo ja stosowaé¢ do danych mierzonych na slabszych skalach.
Modyfikacja polega na tym, by zamiast grupowania metoda k-Srednich
zastosowa¢ metode aglomeracyjng. Okazalo si¢, ze metoda HINoV spisata sig¢
dobrze rowniez przypadku porzadkowej skali pomiarowej, dla zastosowanych
metod grupowania danych osiggajac wysokie wartosci indeksu Randa dla zbioru
zmiennych wybranych w poréwnaniu z wartosciami indeksu Randa dla zbioru
wszystkich zmiennych. Modyfikacje metody HINoV zaproponowana przez
Walesiaka 1 Dudka mozna rozszerzy¢ na dowolny zbiér zmiennych mierzonych
na réznych skalach. Nalezy w tym celu ujednolici¢ pomiar odlegto$ci pomigdzy
obiektami oraz zastosowa¢ metod¢ grupowania, ktdra bedzie nadawala si¢ do
wszystkich skal pomiarowych.

Algorytm HINoV na ogét poprawnie identyfikuje zmienne zaktdcajace,
pozwalajagc odkry¢ skupienia w zbiorze danych, jednak ma tez pewne
ograniczenia. Procedura zalezy od relacji pomigdzy pojedynczymi zmiennymi.
Jesli tylko jedna zmienna bedzie posiadata zdolno$¢ do dyskryminacji
analizowanych obiektow, czyli tworzyta strukturg skupien, to algorytm HINoV
nie wykryje zmiennych zaktocajacych (por. Walesiak i Dudek, 2008). Podobnie
w przypadku, jezeli wszystkie zmienne sg nieistotne dla struktury skupien, czyli
gdy jej nie ma. Dla tej metody (i dla obu jej modyfikacji por. § 3.7 1 § 3.8) dos¢
istotne jest poprawne okreslenie liczby skupien. Mozliwe sa dwa rozwigzania:
wczesniejsze ustalenie liczby klas co jest raczej niemozliwe przed ustaleniem
zbioru zmiennych opisujgcych obiekty (czgsto bigdne jest nawet po ustaleniu
zmiennych) lub dokonanie analizy w szerszym ujgciu, ze sprawdzeniem
wystgpowania roéznych uzasadnionych wariantéw liczby skupien, np. w
przedziale od 2 do 10 (liczby, ktoére w zastosowaniach praktycznych pojawiaja
si¢ najczesciej). Mozna oceni¢ uzyskane wyniki przy pomocy metod badajacych
stabilno$¢ podziatu lub analizy replikacji (por. § 1.2) i rozstrzygna¢ o faktycznej
liczbie skupien przyjmujac ostateczne rozwigzanie. Przeprowadzone zostato
badanie majace na celu sprawdzenie jakosci takiego rozstrzygnigcia. Na
zestawie zbiorow PROB zbadano jako$¢ analizy replikacji 1 indeksu stabilno$ci
podziatu (1.14) (por. 1.4.1). Wyniki badania pokazaty, ze indeks oceniajacy
stabilno$¢ nie nadaje si¢ do ustalania liczby skupien — indeks ten ocenit
prawidtowo liczb¢ skupien tylko w, okoto 30% zbioréw. Nieco lepsze rezultaty
data analiza replikacji prawidlowo wskazujac liczbe skupien w, okoto 53%
zbiorow. Te wyniki pozwalajg zaprojektowa¢ badanie efektywno$ci HINoV na
zestawie PODST 9450 (por. 1.4.1) zbioré6w z uzyciem replikacji opartej na
grupowaniu metoda k-$rednich (liczba powtdrzen replikacji réwna 20). Badanie
efektywno$ci zostalo przeprowadzone w niniejszej pracy w celu rzetelnego
poréwnania tej metody z wilasnymi propozycjami (por. rozdzial 4) na tych
samych zbiorach danych Wyniki badania zawarte sa w tabelach 3.1 oraz 3.2.
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Wyniki sg nieco inne niz w pracy Steinley 1 Brusco (2008) ale relatywna ocena
HINoV w poréwnaniu z jej dwiema modyfikacjami (por. § 3.7 i 3.8) jest taka
sama. Jako$¢ HINoV i jej dwoch modyfikacji nalezy oceni¢ jako podobna.
Biorac pod uwage to, ze HINoV jest bardziej uniwersalng metoda, mozna by
oceni¢ ja nawet wyzej od obu jej modyfikacji. Niestety, powazng wada

Tabela 3.1 Efektywno$¢ metody HINoV wzgledem liczby zmiennych nieistotnych oraz rodzaju

struktury skupien tworzonej przez zmienne istotne.

Typ Liczba
zbioru zmiennych Pamigé Precyzja | ARI
danych nieistotnych
Brak 2 0,304 0,918 0,695
korelacji
4 0,741 0,795 0,628
wewnatrz
e 6 0,687 0,700 0,570
2 0,828 0,965 0,645
Korelacja
wewnatrz 4 0,786 0,856 0,599
klas
6 0,747 0,778 0,561
Srednio 0,766 0,835 0,616

Zrodho: obliczenia wilasne.

Tabela 3.2 Efektywno$é metody HINoV wzgledem typu zmiennych nieistotnych.

Typ NO.) | NOD) | NO.D) | N@O.I) | Normalne |
owno-

zmiennych | Beta(1l,1) | brak staba $rednia silna o duzej .

mierne

nieistotnych korelacji | korelacja | korelacja | korelacja | wariancji

Vel 0.851 0.855 | 0805 0.669 | 0.466 0.853 0.852

Lirzeyl 0,921 0,928 0,882 0,724 0,506 0,931 0,959

At 0,643 0.648 | 0,601 0.598 0.531 0.652 0.655

Zrodlo: obliczenia wiasne.

tej metody jest zupelny brak odpornosci na skorelowanie zmiennych
nieistotnych dla struktury skupien, co jest widoczne w tabeli 3.2. Badanie
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odpornosci metody HINoV na btednie zadang liczbe skupien mozna tez znalez¢é
w pracy Korzeniewski (2010).

3.7. Metoda VS-KM

Metoda VS-KM (Variable Selection for K-Means) (Brusco i Cradit, 2001)
jest modyfikacjag metody HINoV ukierunkowang na uwzglednienie
ewentualnego skorelowania zmiennych nieistotnych. Metoda ta po
uwzglednieniu niewielkich modyfikacji wprowadzonej przez Steinley’a i Brusco
( Steinley i Brusco, 2008) polega na wykonaniu nast¢pujacych krokow.

Krok 1. Ustalmy prég=0 g ;. =0,05g,. =0,5.
Krok 2. Dla wszystkich zbiorow zmiennych jedno oraz dwuelementowych
czylidla Pe PP(I)U PP(2) przeprowadzamy 50 razy grupowanie metoda k-

$rednich i przez 72'(P ) oznaczmy podziat zbioru danych z najmniejsza wariancja
wewnatrzgrupowa tj.

SEGP)-Y YTl 5 ) o

Krok 3. Dla wszystkich par zmiennych (u,v) , z ktorych kazdej odpowiada
jaki$ podziat uzyskany w punkcie 2 znajdujemy AR/ (u,v) (por. wzor (3.27))
pomiedzy tymi podziatami. Dla wszystkich podziatow z punktu 2 uzyskanych w
oparciu o dwie zmienne (u,v) znajdujemy wskaznik

_ 7SS(P)- SSE(=(P))

VAF (z(P)) 155()

(3.32)

gdzie TSS(P) = (n - I)GZ(P) .
Krok 4. Wybieramy par¢ zmiennych (u* v ) spetiajacych kryterium
VAF™ = max {VAF(u, v) : ARI(u, v) > pro'g} (3.33)
(u.v)

Ustalmy s=2,1= ARI(u*,v*), PP*(S)= (u*,v*) i zapamigtujemy

(PP (5)).
Krok 5. Jesli s =2, to przechodzimy do kroku 6. W przeciwnym
przypadku, kladziemy P = PP*(S) i przeprowadzamy 50 grupowan zbioru
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metoda  k-$rednich i oznaczamy przez 7Z'(PP *(S )) ten z otrzymanych
podziatow, ktoéry ma najmniejsza wariancj¢ wewnatrzgrupowa.

Krok 6. Dla kazdej zmiennej Ve PP(V)\ PP(S) znajdujemy AR/
pomiedzy podzialem znalezionym dla zmiennej v w kroku drugim a podziatem
7Z'(PP ) (S )) Oznaczamy t¢ warto$¢ przez ARI (PP ' (S ), v).

Krok 7. Potéozmy A =max, ARI(PP*(S),V). Jezeli A<g, . lub
A<n- & > 1o uznajemy zbior zmiennych PP *(S) jako zbidor zmiennych
istotnych i koficzymy postgpowanie. W przeciwnym przypadku idziemy do
kroku 8.

Krok 8. Potézmy n =4, PP*(S + 1) = PP*(S)U v gdzie Vv to zmienna
z kroku 7 dajagca maksymalng warto$¢ A, oraz s=s+1. JeSli s=V to
uznajemy zbior zmiennych PP’ (S) jako zbiér zmiennych istotnych i konczymy
postepowanie. W przeciwnym przypadku idziemy do kroku 5.

Modyfikacje w stosunku do postaci oryginalnej metody polegaja na tym, zZe :
a) wykonujemy (w punkcie 2) wielokrotne grupowania metoda k-$Srednich
zamiast zastosowania metody grupowania hierarchicznego Warda do
wyznaczenia punktow startowych dla metody k-$rednich, b) stosujemy prog=0
zamiast prog=0,25.

Mogloby si¢ wydawac, ze algorytm powyzszy powinien mie¢ przewage nad
metoda HINoV poniewaz w kroku 3 wybieramy podzial oparty na dwoch
zmiennych o najmniejszej wariancji zewnatrzklasowej w stosunku do wariancji
catkowitej (pod warunkiem minimalnej zgodno$ci grupowan opartych na kazdej
z obu zmiennych) a nastgpnie dotgczamy po jednej zmiennej najbardziej zgodnej
z dotychczas wybranymi (pod warunkiem, ze ubytek VAF nie jest zbyt duzy).
Strategia dolaczania pojedynczych zmiennych okazata si¢ jednak decydujaca i
nie dala Zadnej przewagi nad HINoV, gdyz nowy algorytm bardzo dobrze
wybierat zmienne istotne dla struktury skupien (pami¢¢ - 98%), ale wybierat ich
za duzo bo precyzja - 84% jest wyraznie gorsza od precyzji metody HINoV
(ponadto ARI — 85% jest na identycznym poziomie). Przyczyna sg zapewne
niedoskonate wielko$ci kryteriow stopu z kroku 7 odnoszace si¢ do poprawiania
warto$ci wskaznik ARI. Z kolei, gdyby zastosowa¢ oryginalnie proponowany
prog=0,25, to metoda wybierataby za mato zmiennych, bo w czwartym kroku
niekiedy nie wybieralaby Zzadnych zmiennych (por. Steinley i Brusco, 2008). W
oryginalnym opracowaniu autor6w metody byly badane rowniez inne warto$ci
progu. Wowczas doszli oni do wniosku, ze prég=0,25 jest wlasciwy. Ogolnie
rzecz biorgc, wnioskujagc na podstawie eksperymentu symulacyjnego
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przeprowadzonego w cytowanej pracy, trudno uzna¢ t¢ modyfikacj¢ za lepsza od
HINoV.

Nieco inne wyniki daje badanie przeprowadzone w niniejszej pracy na
zestawie PODST zbiorow przy takich samych parametrach replikacji jak dla
HINoV. Szczegotowe wyniki badania zawarte sg w tabelach 3.3 i 3.4. Ocena
wzgledna metody VS-KM w poréwnaniu z innymi metodami jest inna od tej z
pracy Steinley i Brusco, (2008). Metodg¢ t¢ nalezy uzna¢ za lepsza od HINoV —
autorom udalo si¢ poprawi¢ HINoV pod wzgledem jej wrazliwosci na
skorelowanie zmiennych nieistotnych, cho¢ nadal efektywnos¢ dla takich

Tabela 3.3 Efektywno$é metody VS-KM wzgledem liczby zmiennych nieistotnych oraz rodzaju
struktury skupien tworzonej przez zmienne istotne.

Typ Liczba
zbioru zmiennych Pamigé Precyzja | ARI
danych nieistotnych
Brak 2 0,861 0,928 0,708
korelacji
4 0,844 0,899 0,686
wewnatrz
s 6 0.839 | 0876 | 0680
2 0,883 0,958 0,651
Korelacja
wewnatrz 4 0,876 0,942 0,647
klas
6 0,870 0,928 0,638
Srednio 0,862 0,922 0,668

Zrodlo: obliczenia wiasne.

Tabela 3.4 Efektywno$é metody VS-KM wzgledem typu zmiennych nieistotnych.

Typ N(0,1) N(0,1) N(0,1) N(0,1) Normalne RS
dwno-

zmiennych | Beta(1,1) | brak staba $rednia silna o duzej .
mierne

nieistotnych korelacji | korelacja | korelacja | korelacja | wariancji

Pamigc 0,885 0,885 0,871 0,852 0,827 0,887 0,830

Precyzja 0,957 0,974 0,951 0,903 0,806 0,973 0,888

Lb 0,697 0,699 0,687 0,666 0,613 0,696 0,620

Zrodho: obliczenia wilasne.
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rozkladow zmiennych zaklocajacych jest wyraznie nizsza od innych. Nieco
gorzej natomiast dla tej modyfikacji wypada ocena oparta na empirycznych
zbiorach danych (por. rozdziat 5).

3.8. Metoda VAF z wazeniem zmiennych indeksem skupialnosci

Te metode¢ zaproponowali Steinley i Brusco (2007(a)). Polega ona na tym,
ze zanim zastosujemy metod¢ podobng do VS-KM, to do kazdej zmiennej
nalezy dotaczy¢ wage wynikajaca ze wskaznika skupialnosci :

_12xo ? (v)
G
za$ odpowiadajacym mu wzglednym wskaznikiem skupialnosci wskaznik
postaci

CI (3.34)

RCV:L dla v=1...,V (3.35)
min(CI, )

Wskaznik ten, jak widaé, odnosi wariancj¢ pojedynczej zmiennej do
kwadratu rozstgpu tej zmiennej. Taki wskaznik sam w sobie niewiele da, ale
polaczony z inna, bardziej zaawansowang metoda moze ja nieco poprawic.
Autorzy polaczyli ten wskaznik z rozszerzong postacia metody VS-KM.
Opracowali metodg, ktorg mozna scharakteryzowac naste¢pujaco.

Na poczatku obliczamy wskazniki dane wzorem (3.34) dla kazdej zmienne;j.

Nastepnie obserwacje na j-¢j zmiennej standaryzujemy przy pomocy formuty

* xij_)?j . .
X. = da i=1....n j=1...,V (3.36)
o

J
Trzecim i ostatnim krokiem transformacji oryginalnego zbioru zmiennych
jest zastosowanie przeksztalcenia

i=1,...,n j=L...,V (3.37)

gdZie r;,min
przeksztalcenie zmiennych sprowadza wszystkie zmienne do podobnego zakresu
zmienno$ci zachowujac w pewnym stopniu cechy skupialnosci poszczegdlnych
zmiennych. Nastepnym etapem jest wstgpna eliminacja zmiennych, ktora polega

na odrzuceniu zmiennych, dla ktérych wskaznik skupialnosci (3.34) jest nizszy

odpowiada zmiennej o najmniejszym wskazniku (3.35) Takie

od progu danego liczba Cl 5 ,. Warto$¢ tego progu obliczamy generujac

ciggdéw n-elementowych ze standaryzowanego rozktadu normalnego.
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W dalszej kolejnosci, dla dowolnego niepustego podzbioru P zmiennych, o
mocy s przeprowadzamy 20 razy grupowanie zbioru danych metodg k-$rednich i
zapamig¢tujemy  podziat zbioru danych z najmniejszg  wariancjg
wewnatrzgrupowa SSE (JZ'(P)) Dla tego podziatu znajdujemy
_ 1SS(P)- SSE(=(P))

7SS(P)
Dla kazdego 1<s<V znajdujemy VAF" (S) tj. najwigksza sposrod

VAF ((P)) (3.38)

wszystkich wartosci VAF (s) Majac ustalone VAF *(S) i, co za tym idzie zbior
zmiennych P *(S) te wielko§¢ wyznaczajacy, sposrod s takich, ze 1<s <V,
wybieramy liczbe zmiennych istotnych, podobnie jak w metodzie HINoV t;.
kierujac si¢ jak najwigksza warto$cia ilorazu

_ VAF"(s)-VAF" (s +1)
C VAF (s—1)-VAF"(s)

po uprzednim malejagcym uporzadkowaniu wartosci VAF *(S) Dla nieduzej

RR(s) (3.39)

liczby zmiennych mozemy stosowa¢ t¢ metod¢ w wersji przeszukujacej
wszystkie podzbiory zmiennych za$ dla wigkszej liczby zmiennych autorzy
proponujg osobny algorytm. Algorytm polega na tym, by zbada¢ wszystkie
mozliwe podzbiory zmiennych o liczebno$ciach nieprzekraczajacych 3, a
nastgpnie dotacza¢ pojedyncze zmienne pod warunkiem, ze po dolaczeniu
otrzymamy wigksza warto$¢ wyrazenia (3.38).

W badaniu symulacyjnym przeprowadzonym przez Steinley’a i Brusco
(2008) metoda VAF wspomagana wazeniem zmiennych indeksem skupialnos$ci
spisala si¢ na rowni z metodami HINoV oraz VS-KM (pamig¢ - 89% , precyzja -
96% , ARI—86%). Metoda VAF zostata zbadana w niniejszej pracy na zestawie
PODST zbiorow. Nalezy zauwazy¢, ze, w przypadku tej metody, wykonanie
analizy replikacji w celu ustalenia optymalnej liczby skupien jest bardzo
czasochtonne pomimo wykonywania 20 grupowan zamiast 50 (tak jak dla
HINoV i VS-KM). Otrzymane wyniki nie potwierdzaja tych z badania autorow
metody - wskazniki efektywno$ci sa znacznie nizsze nie tylko od metody VS-
KM ale nawet od HINoV. Szczegotowe wyniki badania zawarte sag w tabelach
3.5, 3.6. W uzupetnieniu do tych wynikow nalezy doda¢, ze we wstepnym etapie

selekcji zmiennych wyznaczona zostata warto$¢ progu Cl s, = 0,3087 na

podstawie 100 zbiorow sktadajacych si¢ z 200 wartosci wygenerowanych ze
standaryzowanego rozkladu normalnego. Metoda odrzucala zmienne majace
warto$¢ indeksu (3.34) ponizej progu, w przypadku okoto 8% pojedynczych
zmiennych. W 15% odrzucen bylo to odrzucenie ble¢dne, gdyz odrzucona
zmienna byla istotna dla struktury skupien. Ten wynik nalezy oceni¢ jako staby.
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Nalezy zauwazy¢, ze trudno poprawi¢ wyznaczong warto$¢ progu wstepnego
etapu selekcji. Gdyby przyja¢ warto$¢ nizsza to bigednych odrzucen bytoby
wigcej. Jesli za§ warto$¢ progu miataby by¢ wyzsza, to mogtaby ona zmniejszy¢

Tabela 3.5 Efektywno$é metody VAF wzgledem liczby zmiennych nieistotnych oraz rodzaju
struktury skupien tworzonej przez zmienne istotne.

Typ Liczba
zbioru zmiennych Pamigé Precyzja ARI
danych nieistotnych
Brak 2 0,798 0,853 0,656
korelacji
4 0,751 0,758 0,617
wewnatrz
s 6 0712 | 0,733 0,600
2 0,790 0,883 0,595
Korelacja
wewnatrz 4 0,757 0,808 0,571
klas
6 0,721 0,791 0,546
Srednio 0,755 0,804 0,598

Zrodlo: obliczenia wiasne.

Tabela 3.6 Efektywno$é metody VAF wzgledem typu zmiennych nieistotnych.

Typ NO.1) | NOD) | NO.D) | N@O.I) | Normalne |
owno-

zmiennych | Beta(1,1) | brak staba $rednia silna o duzej .

mierne

nieistotnych korelacji | korelacja | korelacja | korelacja | wariancji

Vel 0,779 0,799 0,801 0,716 0,604 0,790 0,861

Lirzeyl 0,839 0,836 0,839 0,760 0,640 0,89 0,905

At 0.626 0.633 | 0634 0576 | 0,538 0.622 0.569

Zrodlo: obliczenia wilasne.

mozliwosci dokonywania wstepnej selekcji zmiennych. Konieczno$¢ zbadania
wszystkich podzbioréw zmiennych zupelie dyskwalifikuje t¢ metode przy
duzej liczbie zmiennych. Dla niewielkich liczb zmiennych (tak jak w zestawie
PODST) wydluza to czas obliczen, a wyniki w stosunku do VS-KM i HINoV
nie zostajg poprawione — sg gorsze. Do podobnych wnioskow doszli Fraiman i
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inni (2008) porownujac t¢ metode z VS-KM, mimo iz badanie dotyczylo bardzo
prostej 1 do§¢ wyraznej struktury 3 skupien. Ponadto, w zastosowaniach
empirycznych (por. rozdzial 5) metoda wypada raczej stabo. Trudno oprzec¢ si¢
wrazeniu, ze indeks skupialnos$ci pojedynczych zmiennych tylez pomaga w
selekcji zmiennych istotnych dla struktury skupien co pogarsza wyniki
eliminujac we etapie wstgpnym wiele zmiennych tworzacych strukturg skupien.
Pomystodawcy tej modyfikacji chcieli uzyska¢ mozliwos¢ zbadania wszystkich
podzbiorow zbioru wszystkich zmiennych kosztem wstepnej eliminacji
niektorych pojedynczych zmiennych oraz kosztem zmniejszenia jako$ci
grupowania. Ten pomysl zupehie si¢ nie sprawdzil nawet dla zbioréw z
niewielka liczbg zmiennych. T¢ modyfikacje metody HINoV nalezy oceni¢
negatywnie.

3.9. Metody oparte na entropii

Entropi¢ zbioru obserwacji x,,...,x, definiujemy jako (por. Dash i Liu ,
2000)
E(x),....x Zp X,res X, Jog(p(x,,...,x, ) (3.40)

Im wigksza entropia tym rozkiad obserwacji bardziej réwnomierny, im
wyrazniejsza struktura skupien w zbiorze danych tym mniejsza entropia. Jezeli
istnieje wyrazna struktura skupien, to odlegtos$ci pomigdzy dwoma punktami sg
albo duze albo mate — mniej jest odleglosci posrednich, cho¢ to zalezy od
struktury skupien. Zatézmy, ze odleglosci pomigdzy dwoma punktami zostaly
unormowane oddzielnie na kazdej ze zmiennych za pomoca podzielenia
odleglo$ci przez maksymalng odleglo$¢ na danej zmiennej (rozstgp zmiennej).
Entropi¢ uktadu dwoch obserwacji znajdujacych si¢ w odleglosci d przyblizamy
W nastepujacy sposob
E(x,,x,)=~dlogd —(1-d)log(1-d) (3.41)

tak, by warto$¢ maksymalng réwng 1 entropia miata dla $redniej odleglosci tzn.
d=0,5 , za§ warto$§¢ minimalng réwng 0 entropia miata dla odleglo$ci mozliwie
najmniejszej tzn. d=0 oraz mozliwie najwigkszej d=1. Idac dalej, entropia
catego zbioru danych to

E= —Z:[a’(xl , X, )log a’(xl , X, )+ (1 - a’(xl , X, ))log(l - a’(xl , X, ))] (3.42)
gdzie sumowanie przebiega po wszystkich parach obserwacji ze zbioru danych.
Nastepnie przechodzimy z odlegtosci d (xl,xz) pomiedzy obserwacjami na
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podobienstwa S (xl,xz) obserwacji przyjmujace wartosci z przedziatu [O,l]
przy pomocy wzoru
S(xl,x2)= exp(—(x-d(xl,x2 )), (3.43)

gdzie « jest tak dobrane, by Srednia arytmetyczna ze wszystkich odlegltosci
odpowiadala podobienstwu roéwnemu 0,5 czyli 0,5= eXp(— a-d )
Zastosowanie podobienstw zamiast odlegtosci prowadzi do tego, Ze entropia
bedzie niska, jezeli podobienstwo bedzie niskie lub wysokie, czyli bliskie 0 lub
1. Jesli podobienistwo jest $rednie, czyli w okolicach 0,5 to entropia jest wysoka.
A zatem, entropia calego zbioru danych bedzie dana wzorem

E= —Z:[S(x1 X, )log S(x,,x, )+ (1-S(x,,x,))log(1-S(x,,x, ))] (3.44)

Najprostszy algorytm wybierania zmiennych oparty na entropii — nazwijmy
go pierwszym algorytmem, jaki proponujg autorzy, polega na tym, by
porownywac entropie wszystkich obserwacji ograniczajagc si¢ do zbioru
wszystkich zmiennych oprocz pojedynczych, kolejnych zmiennych. Jesli np. po
wyrzuceniu pierwszej zmiennej entropia ukladu wszystkich obserwacji bedzie
wigksza od entropii po wyrzuceniu drugiej zmiennej, to oznacza to, ze pierwsza
zmienna jest bardziej istotna dla struktury danych od drugiej zmiennej. Pozostaje
problem ustalenia, w ktérym miejscu podzieli¢ ciag uporzadkowanych entropii
odpowiadajacych pojedynczym zmiennym. Najprostszym sposobem jest

Tabela 3.7 Efektywno$¢ porzadkowania zmiennych opartego na entropii.

Typ Liczba Odsetek Odsetek
zbioru zmiennych prawidtowych uporzadkowan
danych nieistotnych uporzadkowan z jednym bigdem
Brak 2 0,420 0,598
korelacji

4 0,350 0,499
wewnatrz
M 6 0.217 0,348

2 0,479 0,640
Korelacja
wewnatrz 4 0,342 0,502
klas

6 0,260 0,423

Zrodlo: obliczenia wiasne.
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zastosowanie kryterium ilorazowego (najwigkszego skoku) takiego jak np. we
wzorze (3.29) lub pogrupowania (propozycja wlasna) wszystkich warto$ci
entropii metoda k-§rednich (dla k=2) gdzie punktami startowymi bylyby dwie
wartosci skrajne. Stosujac t¢ metode unikamy problemu niestabilnosci ilorazu,
jednak pozostaje zatozenie o tym, Ze jakie$ zmienne musimy wyrzuci¢ (w tym
przypadku co najmniej jedna, za§ w przypadku kryterium najwigkszego skoku,
co najmniej dwie). Taka metoda zostala zastosowana w pracy Korzeniewski
(2009), efektywno$¢ metody okazata sie staba.

Innym sposobem wykorzystania entropii do wybierania zmiennych moze
by¢ algorytm (typu wrapper — nazwijmy go drugim algorytmem ) jaki
proponujg autorzy, polegajacy na zastosowaniu jakiego§ kryterium
optymalizacyjnego w polaczeniu z jaka$§ metoda grupowania obserwacji.
Autorzy zastosowali grupowanie metoda k-Srednich (& musi by¢ znane) dla
wszystkich mozliwych podzbioréw zmiennych i wybierali podzbidr, ktory dawat
najwicksza warto$¢ kryterium (1.18). Inng alternatywa (w przypadku duzej
liczby zmiennych) moze by¢ badanie tylko zbiorow zmiennych
uwzgledniajacych uporzadkowanie zmiennych wynikajace ze zbadania
pojedynczych zmiennych (por. pierwszy algorytm). Taka metode zbadali na
kilku (sztucznych i empirycznych) zbiorach danych. Metoda wypadta dobrze ale
badanie bylo bardzo skrotowe, wige nie mozna wyciagac z niego daleko idacych
wnioskow. Ponadto, metoda ma zasadnicze ograniczenie polegajace na tym, ze
dla zbiorow z wigkszg liczba zmiennych zbadanie wszystkich mozliwych
podzbiorow zmiennych jest trudne obliczeniowo. Jesli za§ wykorzystamy
uporzadkowanie zmiennych wynikajace z badania pojedynczych zmiennych, to
wraz z konsekwencjami btgdnego uporzadkowania.

Zbadana zostata najpierw jako$¢ porzadkowania zmiennych w
eksperymencie przeprowadzonym na zestawie zbiorow PROB (por. 1.4.1).
Jako$¢ oceniana byla przy pomocy odsetka prawidlowych uporzadkowan
wszystkich zmiennych oraz odsetka uporzadkowan z jednym bledem, ktory
rozumiemy w ten sposob, ze na k pierwszych miejscach (k — liczba zmiennych
istotnych) mogta by¢ co najwyzej jedna zmienna nieistotna dla struktury
skupien. Z liczb zawartych w tabeli 3.7 wynika, Zze porzadkowanie zmiennych
oparte na entropii osiggne¢to stabe wyniki. Zauwazmy, ze z badania tego mozna
wyciaggna¢ wnioski o jakosci drugiego algorytmu w wersji wykorzystujace;
uporzadkowanie istotno$ci zmiennych wynikajace z odpowiadajacych im
wielko$ci entropii. Staba jako$¢ porzadkowania zmiennych spowoduje to, ze
jakakolwiek metoda wykorzystujaca to uporzadkowanie w celu ograniczenia
liczby koniecznych do zbadania podzbiorow zmiennych, nie da dobrych
rezultatow. Przyczyng stabej efektywnos$ci metod opartych na entropii jest to, ze
rozklady jednomodalne nie tworzace struktury skupien tworza zbiory danych o
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wysokim stopniu uporzadkowania, co pociaga za soba niska entropi¢, co nie
pozwala odrozni¢ tych zbiorow od zbiorow ze strukturg skupien.

3.10. Metoda uSredniania zmiennych

W roku 2008 zaproponowano (Fraiman i inni, 2008) do$¢ ogolnag idee
wybierania zmiennych nieistotnych, ktora mozna zastosowaé zaréwno w
analizie skupien jak i w klasyfikacji ze zbiorem uczgcym. Punktem wyjscia jest
zalozenie, ze zmienne nieistotne dla struktury skupien powinny mie¢ we
wszystkich skupieniach takie same rozktady i, co za tym idzie, warto$ci $rednie.
Wobec tego, majac dany podziat zbioru danych na pewna liczbe skupien
wystarczy sprawdzi¢ jak czesto podzial oparty na wszystkich zmiennych
pokrywat si¢ z podziatem opartym na wybranym podzbiorze zmiennych, ktory
uznamy za zbidr zmiennych istotnych, z pozostaltymi zmiennymi réwnymi
swoim warto$ciom $rednim. Mozna to zrobi¢ wykorzystujac, tak jak w innych
metodach, indeksy podobienstwa podzialow ale tu proponowana jest inna
metoda. Metode mozna opisa¢ doktadniej w nastgpujacy sposob.

Niech X, = [vil,...,vi,/ ]T oznacza wektor, ktorego realizacja jest x; czyli
i-ty wiersz macierzy danych (i-ta obserwacja). Dla 4 — V'V zdefiniujmy wektor

X ,.* odpowiadajacy wektorowi X, w nastepujacy sposob

v,
X =", edzie v ={' ‘ (3.45)
E(v,) gdy je4
V:V

Niech f bedzie funkcja przypisujaca skupienia wektorowi wszystkich
zmiennych V. Zbior A nalez wybrac¢ tak, by maksymalizowal wartos¢ funkcji

h(4)= kZ]::P( r(xX)=k,r(x")=k) (3.46)

gdzie prawdopodobienstwo odnosi si¢ do przestrzeni, na ktorej okreSlone sa
wektory X, . Maksymalizujac funkcje (3.46) na zbiorze danych otrzymamy

regule mowiacg o tym, ze zbior A nalezy wybiera¢ tak, by maksymalizowat
wartos$¢ funkcji

WW=1Y S A=k l)=K) e

k=1 i=1
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gdzie )(( /. (x,.)zk) oznacza funkcj¢ charakterystyczna i-ej obserwacji tj.
funkcj¢ przyjmujaca wartos¢ 1 gdy obserwacja ta zostanie przypisana do
skupienia o numerze k, za$ warto$¢ 0 w przeciwnym przypadku. Funkcja f,
(empiryczny odpowiednik funkcji f ) jest funkcja przypisujaca skupienia
obserwacjom odpowiadajacg zbiorowi V'V wszystkich zmiennych tzn. funkcja ta
ustala do ktorego skupienia (przy danym podziale zbioru na skupienia) przypisac
obserwacj¢ w zaleznosci od wartosci wszystkich zmiennych obserwacji. Regule
dang wzorem (3.47) tatwo zastosowa¢ gdy metoda grupowania jest metoda k-

srednich. Wowczas wartos¢ funkeji y| f, x,.* =k ) jest rowna 1 gdy obserwacja
x,.* z u$rednionymi wartosciami wspotrzednych spoza zbioru 4 ma najblizej do
centrum skupienia o numerze k. Autorzy zastosowali t¢ metod¢ do ustalenia
zmiennej nieistotnej, wybranej z trzech zmiennych, z ktorych dwie pierwsze
tworzyty struktur¢ trzech dobrze separowalnych skupien. W przypadku gdy
trzecia zmienna byla niezalezna od dwoch pierwszych metoda ta spisata si¢
bardzo dobrze okazujac si¢ lepsza od dwoch modyfikacji metody HINoV —
metody VS-KM i metody VAF z indeksem skupialno$ci. Rozwazano rowniez
trzecig zmienng w postaci sumy dwoch pierwszych zmiennych i okazato sig, ze
w tym przypadku, metoda nie poradzila sobie z wykryciem trzeciej zmiennej
jako nieistotnej. Zauwazmy, ze przypadek trzeciej zmiennej zaleznej w sposdob
funkcyjny od dwoch pierwszych jest nieco szerszy od przyjetego w tej pracy
rozumienia problemu selekcji zmiennych istotnych dla struktury skupien. W tym
bowiem przypadku kazde dwie zmienne z rozpatrywanej trojki tworza strukture
skupien i kwestia istotno$ci zmiennych dla struktury skupien jest rozwazana
lacznie z kwestig eliminowania zmiennych zbednych (redundant — por. § 1.3).
Ten problem jest bardziej zlozony. Jezeli zmienna jest zalezna funkcyjnie od
jakich§ innych zmiennych, to niewatpliwie nalezy ja uzna¢ za zbedna ale nie
wiadomo co zrobic jesli jest bardzo silnie skorelowana z innymi zmiennymi.

Idac dalej, zaproponowano modyfikacje metody danej wzorami (3.45)-
(3.47) majac na celu poprawienie efektywno$ci nawet w sensie odrzucenia przy
okazji selekcji zmiennych istotnych dla struktury skupien, zmiennych zbednych.
Modyfikacja polega na tym, by definiujac usrednianie zmiennych wzorem
(3.47), ograniczy¢ si¢ do otoczenia lokalnego, na przyktad 5 najblizszych
sasiadow obiektu, ktory chcemy przypisa¢ do jakiego$§ skupienia. Taka
modyfikacja radzi sobie zardwno z zadaniem selekcji zmiennych istotnych dla
struktury skupien jak i z wyeliminowaniem zmiennych zbednych. Jednak
autorzy doszli do takiego wniosku na podstawie eksperymentu, w ktéorym
rozwazano bardzo wyraznie separowalne skupienia.
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Metoda zostala zbadana na zestawie PODST zbiorow w pracy Korzeniewski
(2012). Okazato sie¢, ze osiagneta stabe wyniki spisujac si¢ dobrze tylko w
przypadku wyraznych struktur skupien (overlap réwny 01 0,1).

3.11. Metody oparte na grupowaniu rzadkim

Termin grupowanie rzadkie oznacza grupowanie oparte tylko na niektorych
zmiennych spo$rod wielu opisujacych obiekty. Tak wige, w kontekscie selekeji
zmiennych w analizie skupien, odnosi si¢ wlasnie do wybierania zmiennych.
Nazwa metody opracowanej przez Witten 1 Tibshiraniego (2010),
zaproponowana Ww tytule paragrafu, zawiera jednak podtekst warunku
oznaczajacego, ze liczba wszystkich zmiennych jest duza, na ogot duzo wyzsza
od liczby obiektow tzn. ¥V >>n, 1 z my$la o takich zbiorach danych zostala
skonstruowana, cho¢, jak twierdza autorzy, mozna ja stosowaé rowniez gdy
obiektow jest wigcej niz zmiennych.

Ide¢ metody najtatwiej jest przedstawi¢ wychodzac od standardowej metody
k-§rednich grupowania obiektow, ktora mozna ujac (por. Steinley, 2006) w
formie warunek minimalizacji wyrazenia

Z 3 3 (r,x, (3.48)
Ny i jec, v=1
Ten warunek przeksztalcamy nastgpnie do postaci, w ktorej maksymalizujemy
wyrazenie, w ktorym kazda zmienna ma nadang wage w,, czyli nalezy

znalez¢
V
max Zw{ D=, f - Z >, -x, )] (3.49)
Ciow, v=l n n i,jeCy

przy warunkach brzegowych wl+wi +...+wp <1, oraz

W+ W, +..+wy <A, w, 20. Warto$¢ parametru A (tuning parameter) bedzie

nalezalo dobra¢. Wagi zmiennych beda istotnie rzadkie, tzn. bedzie mozna
wykorzysta¢ je do selekcji zmiennych, jesli parametr A zostanie wiasciwie
dobrany. Warunkiem koniecznym do tego jest

1<A<V (3.50)
Gdy wszystkie wagi zmiennych s3 rowne, to metoda jest rdéwnowazna
standardowej metodzie k-$rednich. Ogoélnie rzecz biorgc bardzo trudno jest
znalez¢ optimum globalne, wobec czego autorzy proponuja nastgpujacy
algorytm dwustopniowy oddzielnie optymalizujacy warto$¢ wyrazenia (3.49)
wzgledem podziatu obiektow na skupienia i oddzielnie wzgledem wag w, .
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Krok 1. Potozy¢ wszystkie wagi jednakowe rowne %/7 .

Krok 2. Wykonywac¢ kolejne iteracje zmieniajace wartosci (3.51) oraz (3.52)
az do uzyskania zbieznosci.

Dla ustalonych wag znalez¢ maksymalng warto$¢ wyrazenia (3.49)
wzgledem podziatu na skupienia czyli znalez¢

m}n{Z > Yo le, -, )} (3.51)

k i,jeCp v=1
przy pomocy wersji k-§rednich z wazong odlegto$cia euklidesows.
Dla ustalonego podziatu na skupienia znalez¢ optymalng warto$§¢ wyrazenia
(3.49) wzgledem wag w, za pomocg WZorow
S(av 2 A)
w, = (3.52)
V82 (a,A)+ 8% (ay,A)+...+ S%(a,,A))

gdzie

a, =nL%:(xiv—xj) Z Z(x —X, ) (3.53)

Ny i jec,
oraz A =0 jezeli suma wag begdzie mniejsza od A, za§ w przeciwnym
przypadku nalezy dobra¢ warto§¢ A > 0 tak by suma wag byta rowna A .
Symbol § (av , A) oznacza operator mi¢kkiego progu (soft threshold) , ktory
definiujemy nastepujaco.
S(x,A): sign(x)Qx| —A)+ (3.54)
gdzie (t) . oznacza dodatnig czes¢ liczby t.

Po uzyskaniu zbiezno$ci otrzymujemy podzial zbioru na skupienia oraz
odpowiadajace temu podzialowi wagi w, . Taki algorytm uwarunkowany jest

znajomoscig parametru A . Zaproponowany zostal algorytm doboru wartosci
tego parametru oparty na statystyce przerwy (gap statistic) podobnej do tej,
ktéra sthuzy do obliczania indeksu liczby skupien (Tibshirani i inni, 2001).

Zauwazmy, ze problem optymalizacji wyrazenia (3.49) jest bardzo podobny
do optymalizacji wyrazenia (3.23) w metodzie COSA, przy czym, w metodzie
COSA wagi niektorych zmiennych sg bardzo rzadko réwne zeru. W metodzie
proponowanej przez Witten i Tibshiraniego ten efekt uzyskuje si¢ czgsciej dzigki
lepiej dobranym warunkom brzegowym, w ktorych wagi zmiennych wystgpuja
zardwno w pierwszej jak i drugiej potedze. Obok scharakteryzowanego powyzej
grupowania rzadkiego metoda k-$rednich opracowano réwniez wariant takiego
grupowania dla metod aglomeracyjnych.
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Metoda zostala zbadana w artykule zréodlowym pomystodawcow, ale
badanie miato zupelnie inny charakter od zazwyczaj stosowanego. Specyfika
badania symulacyjnego byla podyktowana ukierunkowaniem metody na
problem selekcji zmiennych w zastosowaniu do badania zbioréw empirycznych
bardzo malej liczby (kilkadziesigt) przypadkow nowotworu opisanych przez
bardzo duza liczbe gendéw (kilka tysigcy). Rozwazano trzy skupienia dane
wielowymiarowymi rozkladami normalnymi z jednakowym odchyleniem
standardowym na kazdej zmiennej, przy czym liczba zmiennych miata wartosci
od 50 do 1000. Narzucono z gory liczbg zmiennych, ktére nalezy wybra¢ jako
tworzace struktur¢ skupien i sprawdzano przy pomocy odsetka bltedow CER
(por. § 1.3) jako$¢ metody oraz kilku innych konkurencyjnych. Nowa metoda
osiagnela lepsze wyniki od innych, niektére odsetki btedow okazaly si¢ nawet w
istotny statystycznie sposob (test dla dwoch $rednich) nizsze od odsetkow
btedow metod konkurencyjnych. Ten specyficzny charakter metody narzuca
ograniczone mozliwo$ci zastosowania jej do zbiorow danych o charakterze
ekonomiczno-socjologicznym.

3.12. Metoda Ichino oparta na teorii grafow

Metoda o bardzo oryginalnym w poréwnaniu z innymi metodami
charakterze jest podejscie Ichino, ktory opracowat bardzo ogdlny model
populacji - model przestrzeni kartezjanskiej (Cartesian Space Model, Ichnio,
1985). Model ten moze by¢ stosowany do zbiorow danych z szerokim zakresem
kategorii zmiennych, od ciggltych do nominalnych. Model oparty jest na pojeciu
sumy kartezjanskiej obiektow @ oraz iloczynu kartezjanskiego obiektow & .
Modelem przestrzeni kartezjanskiej nazywamy trojke (U ¢ ,@,@) , gdzie U“
jest d-wymiarowg przestrzenig wartosci zmiennych losowych opisujacych
obiekty zbioru danych,

U’ =UxU,x...xU, (3.55)
natomiast sume kartezjanska i iloczyn definiujemy w nastepujacy sposob. Suma
kartezjanska dwoch obiektow A4 oraz B definiujemy w postaci iloczynu
kartezjanskiego sum dwodch obiektow na poszczegdlnych wspotrzednych

A®B=(4, ®B))x(4, ®B,)x...x(4, ®B,) (3.56)

Iloczyn kartezjanski dwoch obiektow A oraz B definiujemy w postaci
iloczynu kartezjanskiego iloczynow dwoch obiektow na poszczegdlnych
wspotrzednych
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A®B=(4, ®B,)x(4,®B,)x...x(4,®B,)  (3.57)

Na przyktad, gdy zmienne sa mierzone na skali nominalnej, to suma dwoch
obiektow na kazdej wspotrzednej jest sumg mnogosciowa tych obiektow, gdy
za$ obiekty sg przedzialami liczbowymi, to suma dwoch obiektow jest
przedziatem, ktorego lewy kraniec jest mniejszym z dwodch lewych krancow a
prawy kraniec jest wigkszym z dwoch prawych krancow. Iloczyn dwodch
obiektéw na kazdej wspotrzednej jest iloczynem mnogo$ciowym.

Na rysunku 3.1 przedstawiona jest przykladowa ilustracja sumy
kartezjanskiej dwoch obiektow i iloczynu kartezjanskiego dwoch obiektow
opisanych przez dwie zmienne bedace przedziatami liczbowymi. W dalszym
ciggu definiujemy obiekty wzajemnie sasiadujace (mutual neighbours)
A, oraz A4, wzgledem zbioru obiektow symbolicznych

B = {BI,BZ,...,Bm} jesli spetiony jest warunek

o A

L ]
L

Rys. 3.1 Graficzna ilustracja sumy kartezjanskiej dwoch obiektow (obszar zakreskowany wraz z
dwoma obiektami na lewym rysunku) i iloczynu kartezjanskiego dwoch obiektow (obszar
kratkowany na prawym rysunku).
Zrodto: Ichino (1985).

VB, €B, B, ®(4®4,)=0 (3.58)
Zbior obiektow symbolicznych A = {A1 N Ak} nazywamy grafem

wzajemnego sgsiedztwa (mutual neighbourhood graph) wzgledem zbioru
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obiektow symbolicznych B = {BI,BZ,...,BM}, gdy kazda para obiektow ze

zbioru A jest wzajemnie sgsiadujaca wzglgdem zbioru B. Grafy wzajemnego
sasiedztwa pozwalaja opisywac separowalne skupienia obiektow.

Ichino bardzo dobrze pracowal aparat matematyczny, ktory jest podstawa
jego metody udowadniajac wiele wlasno$ci grafow wzajemnego sasiedztwa.
Niestety, o wiele stabiej przedstawione sa mozliwos$ci zastosowan jego metody.
W literaturze znalez¢ mozna tylko dwa przyklady zastosowania (autor nie
podaje nawet wszystkich szczegdétéw) do zbiorow danych empirycznych ze
zmiennymi mierzonymi na skali nominalne;.

Petka 1 Wilk (2010) sformutowali algorytm metody Ichino w nastepujacy
sposob.

V
Krok 1. Dla kazdej kombinacji P zmiennych sposrod wszystkich (P]

kombinacji znajdujemy wszystkie grafy wzajemnego sgsiedztwa .
Krok 2. Znajdujemy liczbe wszystkich par obiektow wewnatrz grafow (m —

1
liczba obiektow w grafie, Em(m —1) - liczba wszystkich par obiektow).

Krok 3. Dla kazdej liczby zmiennych od 1 do V' wybieramy t¢ kombinacj¢
zmiennych, dla ktorej suma liczb znalezionych w punkcie 2 jest najwigksza.

Krok 4. Wybieramy jako zmienne istotne dla struktury skupien te &
zmiennych, ktéore wchodza w sklad kombinacji dajgcej najwickszy przyrost
liczby z punktu 2 w stosunku do &-1 zmiennych.

Nastepnie, porownali metod¢ Ichino rozumiang w sensie powyzej opisanego
algorytmu z metoda HINoV (por. § 3.6) na przyktadzie 4 zbiorow danych
cigglych zawierajacych struktury kilku skupien o rdéznym stopniu
separowalnosci, ksztalcie, opisanych przez kilka zmiennych wraz z dodanymi
dwiema zmiennymi nieistotnymi dla struktur skupien. Autorzy ocenili metode
Ichnio jako nieefektywna (w poréwnaniu z HINoV) z powodu silnego
ograniczenia natury obliczeniowej, ktére skutkuje niemozno$cig rozwazenia
wigkszej liczby zmiennych. Nie wiadomo jednak czy taka ocena jest
obiektywna, bo HINoV mozna, co prawda, zastosowac¢ do bardzo duzej liczby
zmiennych, ale metoda ta spisuje si¢ wtedy bardzo stabo.

Metoda Ichino zostata réwniez zbadana w pracy Korzeniewski (2012). To
badanie miato nieco inny charakter. Celem bylo ocenienie efektywnosci metody
w zastosowaniu do zbiorow danych zawierajacych tylko zmienne ciagte.
Ponadto, metoda zostata sformulowana nieco inaczej niz w pracy Petki i Wilk,
bedac bardziej podobna do dwoch przykladow podanych przez Ichino poprzez
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poczatkowe pogrupowanie obiektow w ustalong liczbe skupien. Doktadne ujecie
metody byto nastgpujace.

Krok 1. Dla kazdego podzbioru s zmiennych grupujemy wszystkie obiekty
zbioru danych w 2 skupienia przy pomocy metody k-§rednich z losowym
wyborem obiektow startowych (losujemy 50 razy i zapamigtujemy grupowanie z
najmniejszg wariancja wewnatrzgrupowa).

Krok 2. Dla kazdego s znajdujemy najwigksza liczbe¢ par I/(s) wzajemnie
sasiadujacych wzgledem drugiego skupienia.

Krok 3. Za najlepiej odzwierciedlajacy strukture skupien uznajemy ten
podzbidr s zmiennych, dla ktorego roznica [(s)-I(s-1) ma warto$¢ najwyzszg.

Roéznice w stosunku do algorytmu z pracy Petki i Wilk sg do$¢ istotne, ale
wnioski byly podobne — tak ujeta metoda okazala si¢ bardzo nieefektywna dla
zbiorow danych ciggtych.

Najwazniejsza zaleta metody Ichino opartej na teorii graféw jest jej
0g6lnos¢ w sensie mozliwo$ci zastosowania do zbioréw danych ze zmiennymi
roznych rodzajow, jednak odnosi si¢ wrazenie, ze autor skonstruowat ja raczej z
mysla o stabych skalach pomiarowych. Bardzo powaznym ograniczeniem
metody jest konieczno$¢ zbadania wszystkich podzbiorow zbioru wszystkich
zmiennych.
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4. NOWA METOD SELEKCJI ZMIENNYCH W
ANALIZIE SKUPIEN

4.1. Korelacja odleglosciowa i jej wlasnosci

Wybieranie zmiennych tworzacych strukturg¢ skupien wigze si¢ ze
znalezieniem odpowiedzi na pytanie o to czy dla pewnych zmiennych mozna
pogrupowac¢ obiekty zbioru w skupienia czyli spojne podzbiory obiektow o
wigkszej gestosci lokalnej od gestosci innych podzbioréw zbioru danych. Jak
wynika z przegladu istniejacych metod z rozdziatéw 2 i 3, najczeSciej istnienie
struktury skupien badamy przez proby pogrupowania obiektow w skupienia.
Takie metody majg ograniczong stosowalnos¢ a ponadto bardzo trudno polaczy¢
efektywne grupowanie obiektow ze znalezieniem kryterium, ktore posiadatoby
wlasnos¢ monotoniczno$ci wzgledem rodzaju zmiennych dotaczanych (lub
zabieranych) z rozwazanego na danym etapie metody zbioru zmiennych.
Zauwazmy, ze ogélnie rzecz biorac, jesli jakie§ dwa rozlgczne zbiory zmiennych
sg istotne dla struktury skupien, to wlaczenie pewnych podzbiorow obiektow do
obszaru o wigkszej gestosci, czyli do skupienia, powinno odbywac si¢ ,,na obu”
zbiorach zmiennych. Innymi slowy, jesli w zbiorze danych istnieje wyrazna
struktura skupiefi, to odleglto$ci pomigdzy parami obserwacji obliczane w
oparciu o te dwa zbiory zmiennych powinny by¢ ze sobg skorelowane dodatnio.
Dla pary obiektéw z tego samego skupienia bowiem, odleglo$¢ obliczona w
oparciu o jakikolwiek zbidr zmiennych istotnych dla struktury skupien powinna
by¢ mata za$§ dla pary obserwacji z roznych skupien odleglo$¢ powinna by¢
duza. Moze si¢ oczywiScie zdarzy¢, ze, lokalnie, dla pewnych skupien ta zasada
bedzie naruszona (np. przy matych liczebnos$ciach zbiorow zmiennych, lub gdy
niektore skupienia sg duzo wigksze w sensie odlegtosci i liczebnos$ci od innych)
ale, dla wszystkich par skupien naruszenie tej zasady jest bardzo mato
prawdopodobne. Sformutujmy zatem definicj¢ wspotczynnika korelacji, ktory
bedzie pomocny w wykrywaniu takich zaleznosci.

Definicja 4.1 Wspolczynnik korelacji odlegtosciowej pomigdzy zbiorami
zmiennych A, B c VV dany jest wzorem

14 — =
“>didf -d"*d”®

=
= , 4.1)
s's?

gdzie 1</<n oznacza liczb¢ par obserwacji wylosowana w sposob zalezny

WKO(4, B,1)=

sposrod wszystkich par obserwacji; d ,.A , d ,.B oznaczaja odlegtosci dla i-tej pary
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. . . . . . 74 IB A B
obliczone w oparciu o zmienne ze zbioru, odpowiednio, 4, B; d*, d”, s*, s

oznaczaja, odpowiednio, S$rednie arytmetyczne i odchylenia standardowe
obliczone sposrod wszystkich / odlegtosci.

Uwaga 1. Wspotczynnik korelacji odlegtosciowej (WKO) zalezy od liczby /
wylosowanych par, ale liczba ta bgdzie , na ogoét ustalona jako / =30 jesli nie
bedzie zaznaczone inaczej. Wowczas, w skrocie, zamiast WKO(A, B,l )
bedziemy pisaé WKO(A, B )

Uwaga 2. WKO ma postaé wspotczynnika korelacji liniowej pomiedzy
odleglo$ciami obliczonymi w oparciu o rdézne zbiory zmiennych oraz na
podstawie wylosowanej proby obserwacji. Celem wyrazenia podanego w
formule (4.1) nie jest jednak szacowanie odno$nego wspotczynnika korelacji
odleglosciowej (wowczas liczba wylosowanych par obserwacji musialaby by¢
duzo wyzsza niz 30). Wspolczynnik ten wykorzystamy jedynie do wykrycia
zalezno$ci pomiedzy zbiorami zmiennych dla ktorych jest on obliczany a
ewentualng struktura skupien w zbiorze danych.

Uwaga 3. WKO szacuje sit¢ korelacji liniowej pomiedzy odleglo$ciami
obliczonymi w oparciu o rézne zbiory zmiennych. Jesli korelacja taka faktycznie
istnieje 1 jest dodatnia, to, oczywiscie, nie musi mie¢ postaci czysto liniowe;.
Jednak jesli zalezno$¢ ma charakter krzywoliniowy, to WKO dany wzorem (4.1)
powinien by¢ roéwniez w tym przypadku dodatni.

Uwaga 4. Wspotczynnik korelacji odlegto$ciowej jest przemienny w
stosunku do zbioréw zmiennych tzn. WKO(A, B ) = WKO(B , A).

Uwaga 5. W definicji WKO nie precyzujemy tego czy zbiory A4,B sa
rozlagczne czy nie. Nalezy jednak pamigta¢ o tym, ze jezeli nie sg rozlaczne, to
zdolno§¢ WKO do wykrywania zalezno$ci pomiedzy zbiorami zmiennych a
struktura skupien maleje gdyz wystepuje powielanie informacji.

Uwaga 6. Jednokrotne obliczenie wartosci WKO nawet dla wigkszej niz 30
liczby par nie wystarcza, poniewaz wartosci te sa bardzo niestabilne, sg silnie
uzaleznione od liczby wylosowanych par obserwacji. W celu wyznaczenia
stabilnej $redniej wartosci WKO obliczanie jej dla 30 par nalezy wielokrotnie
powtorzy¢. Mozemy zmodyfikowa¢ proces losowego doboru par tak, by
wylosowane pary stanowity jak najbardziej reprezentatywna probe ze zbioru
wszystkich par oraz w celu skrocenia czasu obliczen. Zatézmy, ze w zalezno$ci
od tego jak liczny bedzie zbior obiektow kandydatow do wylosowania (na ogét
caly zbior danych), to stosowaé bedziemy trzy rozne sposoby obliczania
wartosci WKO. Pierwszy sposob to wylosowanie 30 obiektow do kazdego z n
obiektéw zbioru. Otrzymujemy wowczas n podzbioréw skladajacych si¢ z 30
par obiektow (obiekty w kazdej z 30 par sg rozne jednym z elementéw pary jest
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ten sam obiekt). Drugi sposob (stosowany przy duzej liczbie obiektow w
zbiorze) to wylosowanie 300 podzbiorow 30 obiektow (réwniez tak by w kazdej
z 30 par obiekty byly roézne). Trzeci sposob to wariant kompletny, stosowany
przy matej liczbie obiektow w zbiorze. Polega on na obliczeniu warto$ci
wspotczynnika na podstawie wszystkich 0,5 - n(n - 1) par obiektow.

Jak wykorzysta¢ zaproponowana definicje¢ WKO do precyzyjnego ustalenia
zalezno$ci pomi¢dzy zbiorami zmiennych a ewentualng strukturg skupien ?
Ustalenie analityczne rozkladu prawdopodobienstwa wspotczynnika korelacji
odleglo$ciowej nie jest tatwe. O wspotczynniku korelacji linowej wiadomo tylko
tyle, ze jezeli zmienne maja rozklady normalne, to wspolczynnik korelacji
liniowej ma rozklad #-Studenta (w duzej probie normalny). Niestety, niewiele
wiadomo o rozkladzie odleglo$ci pomigdzy parami obiektow. Jezeli rozklady
wszystkich zmiennych sg jednomodalne lub rownomierne, to rozklad odlegtosci
pomiedzy parami obiektow jest jednomodalny, co mozna ustali¢ symulacyjnie
(por. Dash i Liu, 2000). Jezeli zmienne tworza strukture skupien, to czesto
zdarza sig, ze rozklad odlegto$ci pomiedzy parami obiektow jest wielomodalny,
na ogol, silnie asymetryczny, ale trudno uzyskac jakie§ konkretne wnioski
badawcze. Dla zmiennych jednomodalnych nieposiadajacych struktury skupien
rozklad odleglosci pomigdzy parami obiektow rowniez moze by¢ silnie
asymetryczny. Ponadto, przy wigkszej liczbie skupiefi, rozktad odlegtosci
pomiedzy parami obiektow traci silng asymetri¢ i zaczyna przypomina¢ rozktad
odlegtosci dla obiektéw o rozktadzie rOwnomiernym.

Dodatnia warto$¢ WKO pomigdzy dwiema zmiennymi moze wynika¢ z
istotno$ci tych zmiennych dla struktury skupien w zbiorze danych ale moze tez
by¢ wynikiem skorelowania zmiennych, ktére moga by¢ nieistotne dla struktury
skupien (por. rys. 4.1). Jak rozrézni¢ te przypadki?

Sformutujemy kilka podstawowych wlasno$ci wspolczynnika korelacji
odleglo$ciowej w oparciu o przyklady struktur skupien w postaci mieszanek
rozkladow normalnych. Przesledzmy zachowanie si¢ WKO(u,v) dla zmiennych
u, v ciggtych, w zalezno$ci od stopnia skorelowania tych zmiennych, na
przyktadzie kilku zbiorow  testowych. Badanie wartosci WKO wraz z
odpowiadajacymi im warto$ciami wspofczynnika korelacji liniowej bedzie
pierwszym sposobem oceniania czy uwzgledniane zmienne tworzg strukture
skupien. Warto$ci obu wspotczynnikow tj. dla korelacji odlegtosciowej (4.1) 1
dla korelacji liniowej (4.2) sa ze soba powiazane. Jezeli zmienne sg skorelowane
i nie tworzg struktury skupien, to powoduja, ze korelacja odleglo$ciowa jest
dodatnia tym wyzsza im wspolczynnik korelacji liniowej blizszy 1 lub -1. Jezeli
zmienne tworzg struktur¢ skupien, to w konsekwencji, powoduja, ze
wspotczynnik korelacji liniowej pomiedzy kazda parg zmiennych ma czgsto
warto$¢ istotnie rdznigca si¢ od zera. Na przyktad jesli dwie zmienne o
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Rys. 4.1 Przyktady zbioréw obiektow dwuwymiarowych majacych dodatnia wartos¢ WKO(u, v).
Po lewej obiekty tworzace strukture skupien, po prawej zbior obiektow bez struktury skupien.
Zrodto: Opracowanie wiasne.

wartos$ciach rzeczywistych tworza strukture kilku skupien, to trudno tak utozy¢
skupienia na plaszczyznie by wspotczynnik korelacji liniowej pomigedzy obiema
zmiennymi byl bliski zeru. W szczeg6lno$ci, zgodnie z przyjetym sposobem
generowania skupien (por. 1.4.1), zatozywszy, ze kazde dwa sasiednie skupienia
na obu zmiennych zachodza na siebie w takim samym stopniu, mamy niewielkie
szanse na to by mala liczb¢ skupien rozmiesci¢ tak na ptaszczyznie, by otrzymac
wspotczynnik korelacji liniowej bliski zeru. Takie rozmieszczenie byloby
latwiejsze gdyby liczba skupien byla wigksza od kilku. Istotne sa w tym
kontekscie liczebnosci skupien oraz ich ksztatt.

Drugim ze sposobéw rozstrzygania o tym czy zbiory zmiennych sg istotne
dla struktury skupien moze by¢ badanie wzajemnych relacji pomig¢dzy
warto$ciami WKO w zalezno$ci od liczby zmiennych uzytych do obliczania
jego. W przypadku badania WKO pomigdzy dwiema zmiennymi mozemy
porownywac jej wartos¢ tylko z warto$cig uogodlnionego wspolczynnika
korelacji liniowej. W przypadku wigkszej od 2 liczby zmiennych uzytych do
obliczania WKO mozemy bada¢ réwniez, na przyktad :
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e zmiang WKO((u,v),s)w poréwnaniu z WKO(u,v), WKO(u,s),
WKO(s,v);

e zmiang WKO((u,v,t),s) W porOwnaniu z WKO((u,v),s),
WKO((u,t),s), WKO((t,v),s);

e zmiang WKO((u,v,t),s)w poréwnaniu z WKO((u,v),(s,t)).

Wymienione zostaly tylko niektore kombinacje mozliwych poréwnan, te,
ktére wydaja si¢ naturalne. Oczywiscie, mozna dowolnie modyfikowac
podzbiory porownywanych zmiennych pamigtajagc o tym, zeby tak dobieraé
zbiory zmiennych by z poréwnan mozna bylo wyciggnaé logiczne wnioski.
Zbadanie korelacji odleglosciowej pomigdzy wszystkimi mozliwymi
podzbiorami danego zbioru zmiennych jest bardzo czasochtonne, gdyz
obliczanie WKO dla 20 par obserwacji musimy wielokrotnie powtarza¢ w celu
znalezienia stabilnej warto$ci $redniej. Chcac wykorzysta¢ korelacjeg
odleglo$ciowa do wybierania zmiennych nalezy zatem pamigta¢ o tym, ze juz
dla 10 zmiennych obliczenie wszystkich mozliwych korelacji odlegtosciowych
mija si¢ z sensem. Ogolnie rzecz biorgc idea badania wzajemnych relacji
wartosci WKO polega na tym by znajdywaé zmienne, ktore dolaczone do
jakiego$ zbioru innych zmiennych powoduja wzrost wartosci WKO nie bedac
skorelowanymi ze zmiennymi z tego zbioru. Woéwczas przyczyng wzrostu
warto$ci musi by¢ istotno$¢ sumy mnogos$ciowej obu zbioréw zmiennych dla
struktury skupien. Niech ilustracja bedzie przyktad nastepujacych zbioréw
testowych.

Stosujac pierwszy sposob uzywaé bedziemy symbol WKL(u,v), ktory
oznacza oszacowanie punktowe wspolczynnika korelacji liniowej pomig¢dzy
zmiennymi u,v obliczone w podobny sposob jak WKO(u,v) tzn. w postaci
$redniej arytmetycznej wspofczynnika korelacji liniowej dla szeregu [/
obserwacji obu zmiennych

u; v, —uvy

!
WKL(u,v)=—="—— . (4.2)
S, S

u v

~ | —

Tabele 4.1 14.2 przedstawiaja wartosci WKO oraz wspofczynnika korelacji
liniowej bedace S$rednimi arytmetycznymi z 200 wartosci wspotczynnika
obliczonym na 30 parach obiektow (losowano po 30 obiektow do kazdego
obiektu zbioru) ze zbiorow testowych Z1 i Z2. Zbior testowy Z1 sklada si¢ ze
200 obiektow opisanych przez 6 zmiennych. Obserwacje na pierwszych trzech
zmiennych zostaly wygenerowane z mieszaniny 4 trojwymiarowych rozktadow
normalnych o jednostkowej macierzy kowariancji, po 50 obserwacji z kazdego
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rozkladu. Obserwacje mierzone na tych trzech zmiennych tworza do$¢ wyrazna
struktur¢ 4 skupien (overlap=0,1 por. 1.4.1). Obserwacje na trzech ostatnich
zmiennych zostaly wygenerowane z trojwymiarowego rozkladu normalnego o
zerowym wektorze $rednich i macierzy kowariancji majgcej 1 na przekatnej oraz
0,5 poza przekatng. Trzy ostatnie zmienne sg nieistotne dla struktury skupien
istniejacej w zbiorze i sg parami do$¢ silnie skorelowane liniowo. Zbior Z2
sktada si¢ z 200 obiektéw, ktére na trzech pierwszych wspohrzgdnych sa
identyczne z trzema pierwszymi wspoOlrzgdnymi obiektow zbioru Z1, za$ na
ostatnich trzech wspotrzednych zostaly wygenerowane z trojwymiarowego
rozkladu normalnego o zerowym wektorze $rednich i jednostkowej macierzy
kowariancji. Trzy ostatnie zmienne sg nieistotne dla struktury skupien istniejacej
w zbiorze i sg parami nieskorelowane.

Zauwazmy na poczatku, ze wyciaganie wnioskow o istotno$ci zmiennych
dla struktury skupien na podstawie WKO jak rowniez wspotczynnika korelacji
liniowej ma sens tylko wtedy gdy ich wartosci sa wyzsze (w przypadku
skorelowania liniowego co do wartosci bezwzglednej) od pewnego dodatniego
progu. Przyjecie takiego zatozenia jest konieczne, gdyz pomigdzy korelacjami
bliskimi zeru moga zachodzi¢ dowolne, przypadkowe zaleznosci. Jak wynika z
liczb zawartych w tablicy 4.1, jedng wspolng wartos¢ progu dla WKO oraz
wartos$ci bezwzglednej WKL najbezpieczniej jest przyja¢ na poziomie prl1=0,15.
Ponizej tej wartosci niekiedy mozemy wnioskowac jedynie o nieistotno$ci
zmiennych dla struktury skupien.

Tabela 4.1 Wspotczynniki korelacji liniowej WKL(u, v) pomiedzy parami zmiennych ze zbioru

Z1.
WKL(u, v)
v=1 V= v=3 v=4 v=>5

u= 0,110
u=3 0,754 0,294
u= 0,007 0,051 0,026
u=5 0,145 0,001 0,093 0,458
u=6 0,006 0,029 0,025 0,483 0,394

Zrodlo: obliczenia wiasne.

W tabeli 4.1 wszystkie pary zmiennych skladajace si¢ z jednej zmiennej
istotnej i jednej nieistotnej maja WKO bliski zeru. W tabeli 4.2 wszystkie pary
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zmiennych nieistotnych lub pary skladajace si¢ z jednej zmiennej istotnej i
jednej nieistotnej majg WKO bliski zeru. Mozemy zatem zanotowac¢ nastgpujaca
wlasnosc.

Tabela 4.2 Wspotczynniki korelacji odlegtosciowej WKO(u, v) pomiedzy parami zmiennych ze

zbioru Z1.
WKO(u, v)
v=1 V= v=3 V= v=>5

u= 0,283
u=3 0,540 0,281
u= 0,003 0,043 0,030
u=5 0,046 0,004 0,002 0,259
u=6 0,000 0,015 0,020 0,220 0,185

Zrodlo: obliczenia wiasne.

Wiasnosé 1. Jezeli dwie zmienne sg nieistotne dla struktury skupien oraz sg
nieskorelowane lub jedna zmienna jest istotna a druga nie, to WKO pomig¢dzy
tymi zmiennymi jest bliski zeru.

Tabela 4.3 Wspotczynniki korelacji liniowej WKL(u, v) pomiedzy parami zmiennych ze zbioru
Z2.

WKL(u,v)

v=1 V= v=3 v=4 v=5

u=2 10,110

u=3 10,754 0,294

u=4 0,007 0,051 0,026

u=5 10,145 0,001 0,093 0,458

u=6 | 0,006 0,029 0,025 0,483 0,394

Zrodlo: obliczenia wilasne.
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Tabela 4.4 Wspolczynniki korelacji odlegtosciowej WKO(u, v) pomiegdzy parami zmiennych ze

zbioru Z2.
WKO(u, v)
v=1 V= v=3 V= v=5
u= 0,283
u=3 0,540 0,281
u= 0,003 0,043 0,030
u=5 0,046 0,004 0,002 0,259
u=6 0,000 0,015 0,020 0,220 0,185

Zrodlo: obliczenia wiasne.

Biorac pod uwage wartos¢ WKO pomigdzy skorelowanymi liniowo
zmiennymi nieistotnymi zbioru Z1 (zmienne 3, 4 ,5) mozna zauwazy¢, ze jest
ona rowna okoto 50-60% wartosci wspotczynnika korelacji liniowej. W
przypadku zmiennych istotnych dla struktury skupien relacja ta moze by¢
znacznie wyzsza — warto§¢ WKO jest podnoszona ponad poziom 60% przez
strukture skupien. Na przyktad, wartos¢ WKO dla pary zmiennych (2,3), prawie
dorownujaca warto$ci wspofczynnika korelacji liniowej jest znacznie wyzsza od
60% warto$ci wspolczynnika korelacji liniowej. Podobnie, w przypadku pary
(1,2) WKO przewyzsza znacznie przewyzsza znacznie wartos¢ WKL cho¢ ta nie
przekracza progu prl. Zanotujmy zatem nastgpujacg wlasno$¢, w ktorej
zaproponowane zostaly warto§ci graniczne odnoszgce si¢ do relacji pomig¢dzy
korelacja odlegtosciowa a liniowa:

Wiasnosé 2.

Jezeli WKO(u, v) >0,8%* |WKL(u, v] A |WKL(u, v)| > 0,25, to wynika
stad, Ze para zmiennych (u, v) jest istotna dla struktury skupien.

Wiasnosé 3.

Jezeli WKO(u, v) > |WKL(u, v] A WKO(u, v) >0,2 , to wynika stad,

ze para zmiennych (u, v) jest istotna dla struktury skupien.
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Tabela 4.5 Wartosci WKO((u, v), S) pomiegdzy parami zmiennych a pojedynczymi zmiennymi ze

zbioru Z1.
u v s=1 s=2 s=3 s=4 s=5 5=6
1 2 0,479 0,032 0,042 0,026
1 3 0,320 0,013 0,021 -0,006
1 4 0,143 0,363 0,226 0,176
1 5 0,128 0,306 0,186 0,151
1 6 0,151 0,338 0,163 0,172
2 3 0,484 0,047 0,001 0,011
2 4 0,131 0,154 0,192 0,183
2 5 0,158 0,107 0,206 0,163
2 6 0,150 0,133 0,184 0,140
3 4 0,340 0,186 0,190 0,155
3 5 0,352 0,157 0,213 0,144
3 6 0,368 0,183 0,185 0,143
4 5 0,015 0,006 0,011 0,255
4 6 0,015 0,027 0,024 0,282
5 6 0,023 -0,006 -0,016 0,302

Zrodlo: obliczenia wilasne.

Im wyzsza warto$¢ bezwzgledna wspotczynnika korelacji liniowej tym
wigksza pewnos$¢ uzyskanych wnioskow (do momentu gdy WKL nie jest zbyt
bliska jednosci patrz komentarz nizej), dlatego tez prog dla WKL zostat
podwyzszony do 0,25. Z kolei, przy wyzszych wymaganiach dla stosunku WKO
do WKL, mozna tak jak we wlasnosci 3, obnizy¢ troche prog dla wspotczynnika
korelacji liniowej. Przy wartosci WKL niewiele przekraczajacej prl latwiejsze
jest, na przyklad, uzyskanie wspolczynnika korelacji odleglosciowej wickszego
od 0,8%* |WKL(u,v1 . Wynika to stad, ze przy stabo skorelowanych zmiennych

obserwacje bedace ich realizacjami daja warto$ci WKL(u,v) o duzo wigkszym
wzglednym odchyleniu od warto$ci wspotczynnika korelacji liniowej pomigdzy
zmiennymi u,v, ktorych realizacjami sg te obserwacje. Podobnie jak w
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przypadku korelacji pomigdzy parami zmiennych, patrzac na odpowiednio
wysokie relacje WKO pomigdzy wartos$cia dla pary zmiennych a wartoscig dla
WKO pomigdzy parg a jedng zmienng ( por. tablica 4.3), mozemy wnioskowac,
ze fakt ten musi by¢ spowodowany istotno$cig tych trzech zmiennych dla
struktury skupien. Na przyktad WKO((1,3),2):O,320 jest wieksze od
$redniej arytmetycznej WKO(1,2): 0,283 i WKO(3,2): 0,281 oraz
znacznie — przewyzsza srednig ~ arytmetyczng  korelacji  liniowej
WKL(1,2)=0,110 i WKL(3,2)=0,294. W przypadku WKO dla trojek
zmiennych nieistotnych réwniez moze zdarzy¢ si¢, ze analizowane relacje beda
podobne ale nigdy WKO((u,v),s) nie przekracza $redniej arytmetycznej z
dwoch wspotczynnikow korelacji liniowej WKL(u,s) i WKL(V,S). To, po
prostu, nie jest mozliwe gdy dodatni WKO jest konsekwencja tylko i wylgcznie
skorelowania zmiennych bez udziatu istotno$ci tych zmiennych dla struktury
skupien. Podobnie jak w przypadku par zmiennych mozna by pokusi¢ si¢ o
ustalenie progu powyzej ktorego przyrost WKO spowodowany dotgczeniem
trzeciej zmiennej do pary zmiennych §wiadczy o istotno$ci otrzymanej trojki
zmiennych dla struktury skupien.

Wszystkie powyzsze rozwazania, ktore dotyczg wyciggania wnioskow z
odniesienia do siebie wartosci WKO oraz WKL majg sens tylko dla warto$ci
WKL $wiadczacych o istnieniu zwiazku statystycznego pomigdzy dwiema
zmiennymi. Wartosci te nie mogg by¢ bliskie +/-1 poniewaz $wiadczylyby
wowczas o zwigzku funkcyjnym (lub prawie funkcyjnym) a w takim przypadku
wartosci WKO bytyby rowniez odpowiednio wysokie. Te wysokie wartosci
WKO moglyby by¢ konsekwencja zwigzku funkcyjnego pomigdzy dwiema
zmiennymi i nie musza $wiadczy¢ o istnieniu struktury skupien w zbiorze

danych. Bezpiecznym progiem granicznym dla |WKL , do ktérego ma sens

poréwnywanie wartosci WKO oraz WKL i stosowanie wlasnosci 2 i 3 moze by¢
liczba 0,8. Zastrzezenie tego typu jest zwigzane z rozréznianiem pojgcia
zmiennej zbgdnej (redundant) do pojgcia zmiennej nieistotnej dla struktury
skupien. Jesli zwigzek pomigdzy dwiema zmiennymi jest funkcyjny, to jedna z
nich nalezy uzna¢ za zbedng. Na obecnym etapie konstruowania metody nie
wykluczamy z rozwazan zmiennych zbednych.

Odnotujmy jeszcze jeden bardzo istotny fakt dotyczacy zachowania si¢
wartosci WKO w przypadku gdy oba zbiory skladajg si¢ z kilku zmiennych.
WKO((1,2),(3,4)) = 0,145 < 0,151 = WKO((1,2), (3,4,5)). A zatem dotgczenie
zmiennej nieistotnej dla struktury skupien do jednego ze zbiorow pomigdzy
ktérymi obliczamy WKO nie oznacza, ze otrzymamy nizszg wartos$¢
wspotczynnika. Ten fakt zwany jest brakiem monotonicznosci danego
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wskaznika i jest zasadnicza przeszkoda utrudniajaca stosowanie wskaznikéw do
selekcji zmiennych w zbiorach danych z duzg liczbg zmiennych.

Pierwszy sposob wykrywania istotno$ci zmiennych dla struktury skupien
mozna zastosowac¢ bezposrednio tylko w przypadku matlej liczby zmiennych. W
przypadku np. kilkunastu lub wigkszej liczby zmiennych, na ogél, wtedy gdy
wszystkie zmienne przyczyniajg si¢ do utworzenia struktury skupien, wktad
kazdej pary zmiennych lub nawet trojki, bedzie tak maty, ze analizujac ten
podzbidr nie da si¢ wysledzi¢ zadnej struktury skupien. W szczegodlnosci, przy
przyjetym sposobie generowania struktur skupien (por. § 1.4), rdznice
parametrow potozenia skupien sg tak mate, ze wykrycie struktury skupien nie
jest mozliwe poprzez analiz¢ par zmiennych.

Przy drugim sposobie wykrywania zmiennych istotnych dla struktury
skupien nalezy sprawdzi¢ jak licznych podzbioréw zmiennych nalezy uzywaé¢ w
celu wykrycia struktury skupien. Ponadto, istotne w tym kontekscie jest rowniez
w jakich konfiguracjach tj. wzajemnym stosunku liczebnosci obu zbiorow 4, B
zmiennych (por. wzor (4.1)) nalezy bada¢ wartosci WKO by jak najlepiej
wykrywaé struktury skupien. W tabeli 4.6 przedstawiona jest analiza wartosci
WKO(A,B) w zalezno$ci od czterech czynnikow: stopnia zachodzenia skupief
na siebie, liczby skupien, korelacji wewnatrzklasowej i liczebnosci zbioréw A4,
B. Wartosci WKO sa $rednimi arytmetycznymi z 10 zbioréw kazdego typu.
Mozna zaobserwowaé prawidlowo$¢ polegajaca na tym, ze wartosci WKO
pomiedzy dwoma zbiorami zmiennych rosng wraz ze wzrostem liczby skupien —
wowczas korelacja liniowa lepiej wychwytuje istnienie struktury. Ta
prawidtowos¢ konczy si¢ jednak, gdy liczba skupien jest tak duza, ze trudno
odrozni¢ strukture skupien od rozktadu rownomiernego, poniewaz dla 8 skupief
wartosci sg czesto nizsze niz dla 4 lub 6 skupien. Z liczb zawartych w tabeli 4.6
mozna jeszcze wyciagna¢ wazne wnioski dotyczace zachowania si¢ WKO(4,B)
w zalezno$ci od liczebno$ci zbiorow A, B. Gdy liczebnosci zbiorow rosna, to
wartosci WKO(A4,B) maleja. Gdy pelny zbiér zmiennych, tworzacych
struktur¢ skupien sklada si¢ z 6 zmiennych, to WKO pomigdzy parami
zmiennych ma bardzo male wartos$ci, mniejsze od 0,05. Niewiele zmienia nawet
istnienie korelacji wewnatrz skupien — jedynie w przypadku malej liczby
skupien warto$ci sa nieco wyzsze. Istotne w tym kontekscie jest roOwniez to, czy
oba zbiory 4, B wyczerpuja w swojej sumie mnogosciowej zbior wszystkich
zmiennych. Gdy dwa zbiory nie dopehiaja si¢ do zbioru wszystkich zmiennych,
to WKO pomigdzy nimi moze zachowywac si¢ bardziej przypadkowo.
Doktadniejsze badanie zachowania si¢ WKO raczej nie ma sensu ze wzgledu na
silne uwarunkowane konfiguracja skupien (ich ksztaltem, wzgledna
liczebnoscia, ewentualna korelacja wewnatrzklasowa). Istotne jest tez to, ze
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Tabela 4.6 Analiza wartosci WKO(A,B) w zaleznos$ci od stopnia zachodzenia skupien na siebie,
liczby skupien, korelacji wewnatrzklasowej i liczebnosci zbiorow 4, B.

Srednie warto$ci WKO(4,B) sposrod 10 zbioréw danego rodzaju, w ktorych
strukture skupien tworzy 6 zmiennych
Liczba . .
Sl skupief Zbiory bez korelac!l Zbiory z korelacja wewnatrzklasowa
wewnatrzklasowej
[4=2.18[=1 | |4=2.[8]=2 | |4=2.B|=1 | [4=2.]B]=2
2 0,564 0,039 0,601 0,041
3 0,551 0,039 0,531 0,038
0 4 0,476 0,035 0,434 0,030
6 0,365 0,026 0,351 0,025
8 0,262 0,021 0,297 0,020
2 0,021 0,002 0,248 0,017
3 0,123 0,009 0,260 0,015
0,1 4 0,214 0,016 0,155 0,013
6 0,247 0,018 0,218 0,016
8 0,235 0,018 0,230 0,017
2 0,020 0,001 0,170 0,010
3 0,126 0,007 0,270 0,017
0,2 4 0,218 0,014 0,224 0,016
6 0,210 0,016 0,268 0,016
8 0,325 0,017 0,218 0,017
2 -0,002 0,000 0,170 0,010
3 0,071 0,005 0,270 0,017
0,3 4 0,133 0,009 0,224 0,016
6 0,192 0,014 0,268 0,016
8 0,178 0,012 0,218 0,017
2 0,005 0,000 0,182 0,013
3 0,071 0,006 0,209 0,015
0,4 4 0,137 0,009 0,151 0,011
6 0,123 0,014 0,194 0,015
8 0,207 0,015 0,187 0,014

Zrodto: opracowanie whasne
czasochtonno$¢ obliczen przy wigkszej od kilku liczbie zmiennych bedzie

czynnikiem znacznie ograniczajagcym stosowalno$¢ WKO(A4,B) gdy liczebnosci
obu zbiorow 4, B sa wyzsze od kilku.
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Niewatpliwie uzycie WKO daje wiele korzy$ci w pordwnaniu z innymi
metodami stuzacymi do wybierania zmiennych istotnych dla struktury skupien.
Najwazniejsze to uniezaleznienie si¢ od koniecznos$ci grupowania obiektow
zbioru danych oraz od konieczno$ci znajomosci liczby skupien. Dotychczas
proponowane metody wykrywania struktury skupien mozemy probowac zastgpic
porownaniem korelacji odlegtoSciowej z liniowa (pierwszy sposob) oraz
poréwnaniem zmian warto$ci korelacji odleglo$ciowej wraz ze zmieniajaca si¢
liczba zmiennych branych pod uwage przy jej obliczaniu (drugi sposob). Cechy
obu technik zestawiono w tabeli 4.7.

Na podstawie cech korelacji odlegto$ciowe] przedstawionych w tabeli 4.8
mozna wnioskowac, ze pewng wada korzystania z korelacji odleglosciowej jest
ograniczenie stosowalno$ci w przypadku duzej liczby zmiennych. Zauwazmy
jednak, ze nie jest to wada dotyczaca wszystkich mozliwych aspektow
zastosowan korelacji odlegto$ciowej. Na przyktad, jesli podzielimy zbior
wszystkich  zmiennych na rozlaczne podzbiory zmiennych parami
skorelowanych ze soba wewnatrz kazdego zbioru, to na tym etapie mozemy w
dalszym ciagu (lub po raz pierwszy) stosowaé korelacj¢ odleglosciowa do

Tabela 4.7 Zestawienie cech dwoch sposobéw wykorzystania korelacji odlegtosciowej do
wykrywania zmiennych tworzacych strukture skupien.

Pierwszy sposob: porownanie Drugi sposob: porownanie WKO dla

WKO z WKL dla par zmiennych

réznych podzbioréw zmiennych

1. Konieczno$¢ doktadnego ocenienia sity

korelacji pomiedzy zmiennymi co jest
mozliwe tylko na  silnych  skalach
pomiarowych.

2. Mozliwos¢ bezposredniego uzycia tylko
przy matej liczbie zmiennych.

3. Niepotrzebna znajomos$¢ liczby skupien.

4. Nie ma potrzeby grupowania danych.

5. Ograniczenia liczbowe (dolne i gérne) dla
warto$§ci WKL , dla ktorych ten sposob
mozna stosowac.

1. Ograniczenia natury obliczeniowej, przy

duzej liczbie zmiennych, przez

konieczno$é badania obszernych
podzbiordéw zbioru wszystkich zmiennych.

2. Niepotrzebna znajomos¢ liczby skupien.
3. Nie

danych.

ma potrzeby  grupowania

Zrbdto: opracowanie whasne

do oceniania istotno$ci kazdego z podzbioréw poprzez badanie wartosci WKO
pomiedzy dwiema dopehiajacymi si¢ czg¢Sciami kazdego z podzbiorow.
Przedstawione w dalszej czgsci monografii metody pozwolg oceni¢ czy dany
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Tabela 4.8 Podstawowe cechy korelacji odlegtosciowej w kontekscie uzycia jej wykrywania
zmiennych tworzacych strukture skupien.

1. WKO mozna oblicza¢ dla podzbiorow zmiennych o réznych liczebnosciach choé
najatrakcyjniejsze jest analizowanie wartosci WKO dla par zmiennych, bo tatwiej wtedy
wnioskowac o istotnosci pojedynczych zmiennych.

2. WKO dla par zmiennych ma najlepsze whasnosci dyskryminacyjne gdy liczba
skupien jest umiarkowana; dla 2 skupien i dla wiekszej od 6 liczby skupien WKO czgsto
traci te zdolnosci.

3. WKO nie posiada whasno$ci monotonicznosci wzgledem liczby zmiennych tzn.
dotaczenie np. zmiennej nieistotnej do jednego ze zbioréw zmiennych pomigdzy ktorymi
obliczono WKO nie musi wigzac si¢ ze spadkiem wartosci WKO.

4.  Wysoka wartos¢ WKO nie musi $wiadczy¢ o istnieniu struktury skupien, moze
by¢ konsekwencja skorelowania zmiennych.

Zrbdto: opracowanie wihasne.

podzbidr zmiennych parami skorelowanych ze sobg tworzy strukture skupien.
Zaproponowane zostang rowniez metody pozwalajace na podzielenie zbioru
wszystkich zmiennych na rozlaczne podzbiory zmiennych spdjnych w sensie ich
istotnosci dla ewentualnej struktury skupien. W tych metodach cigzar
grupowania zmiennych w spdjne podzbiory bedzie spoczywat zaréwno na WKO
jak 1 r6znych formach wspotczynnikow korelacji. Zauwazmy, ze wspotczynniki
korelacji (np. wspolczynnik korelacji liniowej), przy niejednoznaczno$ciach
wnioskow wynikajacych z ich stosowania, maja jedna zasadnicza zalete: jesli
zmienne sg skorelowane, to mozna to wysledzi¢ ograniczajac si¢ do badania par
zmiennych.

Gdy zmiennych jest duzo, to proponowane progi powyzej ktorych oceniamy
warto$¢ WKO jako wysoka nie sg juz aktualne. Co wigcej, wtedy nie mozna
poda¢ nowych warto$ci progoéw, gdyz wartosci WKO sa bardzo biskie zeru
niezaleznie od tego czy podzbiory zmiennych tworzg strukture skupien czy nie.
Dla 25 zmiennych (a nawet wigkszej liczby zmiennych) oraz overlap=0,1 mozna
jeszcze zauwazyé warto$¢  WKO(4,B)~0,1 w przypadku gdy zbiory 4, B
»wyczerpuja” zbidr wszystkich 25 zmiennych tworzacych strukture skupien tzn.
gdy |A|+|B| =25. Lecz gdy zbiory 4, B sa wybrane mniej precyzyjnie, to WKO
ma warto$¢ bardzo bliskg zeru. Ta wilasno$¢ zostata ustalona na podstawie
badania kilku struktur skupien o takich konfiguracjach liczby zmiennych
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istotnych oraz stopnia zachodzenia skupien na siebie. Struktury skupief
tworzone przez zmienne w liczbie rownej 50 lub wyzszej (por. tab. 1.3) nie
pozwalajg na to by je wykry¢ przy pomocy podstawowej formy WKO pomig¢dzy
dowolnymi dwoma rozlacznymi podzbiorami zmiennych tworzacych strukture
skupien.

4.2. Wymuszanie wyzszej wartoSci korelacji odleglosciowej

Wartosci WKO pomigdzy parami zmiennych tracag swoja zdolnosé
dyskryminacyjng w sensie wykrywania zmiennych istotnych dla struktury
skupien wraz ze wzrostem liczby wszystkich zmiennych. Ten fakt wynika w
prosty sposéb z wartosci réznic pomiedzy centrami sasiednich skupien
przedstawionymi w tablicy 1.3. Jak zauwazono w tamtym paragrafie struktury
skupien na malej liczbie wymiarow istotnych dla struktury stajg si¢
nierozréznialne. Nawet w przypadku zbioru z np. 6 zmiennymi moze zdarzy¢
si¢, ze WKO dla niektorych par zmiennych jest bliskie zeru i nic z takiej wartosci
nie mozna wywnioskowa¢. Gorsza jest rowniez zdolno$¢ dyskryminacyjna
korelacji odlegto$ciowej w przypadku najmniejszej tj. rownej 2, liczby skupien.
Mozemy jednak znacznie poprawi¢ zdolno$¢ dyskryminacyjna WKO, na
przyktad, ograniczajac si¢ do obliczania jego wartosci tylko dla par zmiennych z
obszarow wigkszego zageszczenia zbioru. Kierujemy si¢ nastgpujacym
rozumowaniem: jezeli wartos¢ WKO bedzie obliczana w oparciu o pary
obserwacji z obszaréw o wigkszym zaggszczeniu, to w przypadku istnienia
struktury skupien te obszary okreslaja skupienia w zwiazku z czym
przynaleznos¢ obserwacji do réznych skupien moze da¢ efekt wyzszej wartosci
WKO. W ten sposéb probujemy wymuszaé wyzsza wartos§¢ WKO. Takie
podejscie bedzie bardzo pomocne jesli bedziemy mogli dzigki niemu odrdznié
czy dodatnia wartos¢ WKO obliczona dla wszystkich obserwacji byla
konsekwencja skorelowania zmiennych czy istnienia struktury skupien. Jesli
dodatnia wartos¢ WKO byla konsekwencjg skorelowania zmiennych, to
ponowne obliczenie WKO na zaggszczonym ,,centrum” zbioru nie powinno w
znacznym stopniu zmieni¢ wartosci WKO.

Technik powierzchniowo-ggstosciowych wyszukiwania obszaréw zbioru o
wigkszym zageszczeniu mozna znalez¢ w literaturze wiele. Przykladem moze
by¢ metoda zamieszczona w ksigzce Gordona (1999). Metoda ta ma charakter
sekwencyjny. Polega na kolejnym wybieraniu obserwacji, ktore majg
najmniejszg sume odleglosci do np. piatego najblizszego sasiada. Obserwacje
wybierane sa sekwencyjnie sposrod tych, ktore jeszcze nie zostaty wybrane. A
zatem, w miar¢ wybierania kolejnych obserwacji rozrzedzaja si¢ obszary geste i
zaczynaja by¢ wybierane obserwacje z obszardéw, ktore na poczatku miaty
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mniejsze zageszezenie. Parametrem determinujacym rezultat tej metody jest
numer najblizszego sasiada. Tym parametrem mozna tatwo sterowaé w
zalezno$ci od liczebnosci zbioru danych. Dla zbioréw sktadajacych si¢ z kilkuset
obiektoéw z pewnoscig dobra warto$cig jest numer 5. Dla zbiorow sktadajacych
sie z kilku tysigcy obiektow mozna t¢ liczbg zwickszy¢ do np. 20 (powinno to
wystarczy¢ dla wykrycia zarowno kilku lub nawet kilkunastu skupien zarowno
mniejszych jak i wigkszych). Drugim parametrem jest odsetek liczby obiektow,
ktore zostang wybrane. Metodg t¢ oznaczmy symbolem S (k, Ji] ) gdzie &

oznacza liczb¢ najblizszych sasiadow kazdego obiektu (w wspomnianych
rozwazaniach Gordona 5), za§ [ oznacza odsetek liczby obiektow, ktore

zostaly wybrane w tej metodzie o charakterze sekwencyjnym (np. potowa).
Zaproponujmy inng metod¢ wybierania obszaréw zbioru o wigkszym

zageszczeniu obserwacji. Rozwazmy np. 5% najmniejszych odleglosci

pomiedzy parami obserwacji. Zanotujmy dla kazdej obserwacji i ze zbioru liczbg

lb(i) mowiacg o tym ile razy ta obserwacja wystgpowata wsrod wszystkich
rozwazanych par. Uporzadkujmy obserwacje malejagco wedlug liczby lb(i).
Chcac uwzgledni¢, na przyklad, najbardziej zaggszczona potowe zbioru
uwzgledniamy tylko pierwsza potowe obserwacji w uporzadkowanym ciagu
lb(i). Ta technika rézni si¢ tym od techniki Gordona, Zze wybor obszaru jest
zdeterminowany przez cze$¢ najmniejszych odleglosci (5%) nie za§ przez
wskazanie liczby najblizszych sgsiadow. Metode t¢ oznaczmy symbolem
G((x,ﬁ) gdzie « oznacza odsetek par z najmniejszymi odleglo$ciami (w
powyzszych rozwazaniach 5%), [ oznacza odsetek liczby obiektow o
najwyzszych wartosciach lb(i ) (W powyzszych rozwazaniach potowa).

Zupelnie innym w charakterze sposobem wymuszania wigkszej (ogolniej — o
zadanej wartosci) korelacji odleglosciowej jest badanie jej wartoSci przez
ograniczenie si¢ tylko do tych warto$ci, ktore zostaly obliczone dla wskazanych
ciggow [ par obserwacji (por. def. 4.1). Mozemy narzuci¢ warunek by, na
przyktad, ograniczy¢ si¢ do wyznaczenia wartosci WKO  jako S$redniej
arytmetycznej tylko tych sposrod kilkuset (lub n) powtdrzen, dla ktérych
warto$¢ byla dodatnia. Takie postgpowanie ma na celu zbadanie stabilno$ci
wartosci WKO 1 jest wariantem badania zroznicowania wartosci WKO , z
ktérych obliczana jest $rednia. Technika t¢ rowniez mozemy zastosowaé w celu
rozstrzygnigcia czy dodatnia wartos¢ WKO obliczona dla wszystkich obserwacji
byta konsekwencja skorelowania zmiennych czy istnienia struktury skupien.
Kierujemy si¢ nastgpujagcym rozumowaniem. Jezeli wartos¢ WKO wyraznie
wigksza od zera jest konsekwencja skorelowania zmiennych, to usrednianie
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Tabela 4.9 Wartosci WKO przy réznych rodzajach wymuszen gesto$ciowych wyzszej
warto$ci WKO. . Cztery pierwsze zmienne tworzg strukture skupien, cztery ostatnie
sg parami silnie skorelowane WKL=0,75.

WKO ~ _ 3 3
dla BN NS 2 o -
Pary b 0 & 3 X
. catego o o x x =)
zmiennych . X 8 S S v
zbioru 0 D = = o)
danych O 5 O O “
1,2 0,34 0,30 0,59 0,44 0,39 0,36
1,3 0,12 0,11 0,08 0,17 0,05 0,12
1,4 0,42 0,42 0,42 0,42 0,52 0,38
2,3 0,39 0,42 0,43 0,37 0,49 0,38
2,4 0,27 0,25 0,32 0,27 0,22 0,29
3,4 0,21 0,28 0,19 0,28 0,26 0,22
5,6 0,50 0,51 0,44 0,46 0,53 0,51
57 0,42 0,41 0,40 0,44 0,44 0,40
5,8 0,39 0,37 0,44 0,44 0,45 0,39
6,7 0,56 0,60 0,49 0,51 0,50 0,53
6,8 0,49 0,48 0,53 0,55 0,51 0,49
7,8 0,52 0,55 0,49 0,48 0,59 0,50

Pominiete pary zmiennych miaty warto$ci w caltym wierszu mniejsze od 0,15.
Zrodto: obliczenia whasne.

tylko dodatnich warto$ci nie zmieni znaczaco koncowej wartosci, bo tylko
nieliczne sposrod kilkuset ciagéow dawaly ujemng warto§¢ WKO. Jezeli za$
warto$¢ WKO wyraznie wigksza od zera jest konsekwencja istnienia struktury
skupien, to szereg kilkuset wartosci WKO jest, na ogol, o wiele bardziej
zroznicowany i usrednienie tylko warto$ci dodatnich moze wyraznie zwigkszy¢
warto$¢ koncowa. Rozumujac podobnie mozemy narzuci¢ warunek obliczania
WKO przez usrednienie tylko tych wartosci, dla ktorych wspotczynnik korelacji
liniowej spetit okreslony warunek (np. byl dodatni/ujemny). Postepujac w ten
sposOb kierujemy si¢ nastgpujaca logika. Jezeli dodatnia wartos¢ WKO byta
konsekwencja skorelowania zmiennych, to wartosci WKO beda podazaty
doktadnie §ladem wartosci WKL i obliczanie WKO przez u$rednianie tylko tych
wartos$ci, ktorym odpowiadaja dodatnie wartosci WKL nie zmieni znaczaco
koncowej wartosci WKO. Jesli za$ dodatnia wartos¢ WKO byla konsekwencja
istnienia struktury skupien, to dodatnie wartosci WKL nie majg tak $cistego
zwigzku z odpowiadajacymi im warto$ciami WKO, w wobec czego te ostatnie
moga, po usrednieniu, da¢ inng warto$¢ koncowa.
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Tabela 4.10 Wartosci WKO przy roznych rodzajach wymuszen mechanicznych wyzszej
warto$ci WKO. Cztery pierwsze zmienne tworza strukture skupien, cztery ostatnie
sg parami silnie skorelowane WKL=0,75.

WKO dla 50% | WKO dia 50% | |50 dla 50% | WKO dia 50%
WKO dla | obiektow obiektow obiekiow obiekiow
Pary calego najblizszych najblizszych mer]qc;ic.h mer]qc;ic.h
zmiennych | zbioru jednemu z drugiemu z na]mnrlf:? sz na]mnrlf:? sz
danych krancowych krancowych V\{artosm . V\{artosm .
obiektow obiektow PIETWSEE) PIETWSEE)
zmiennej pary zmiennej pary
1,2 . 0,32 0,18 0,40 .
1,3 0,12 0,19 0,08 0,17 0,32
1,4 . 0,47 0,21 . 0,22
2,3 0,29 . 0,45 0,37 0,18
2,4 0,27 0,25 0,32 0,17 0,25
3,4 0,21 . 0,19 0,28 0,16
5,6 0,53 0,51 0,44 0,46 0,29
5,7 0,42 0,37 0,38 0,40 0,34
58 0,37 0,37 0,29 0,44 0,28
6,7 0,49 0,40 0,49 0,32 0,42
6,8 0,45 0,41 0,33 0,35 0,38
7,8 0,50 0,41 0,40 0,38 0,34

Symbol ./. oznacza warto$¢ mniejszg od 0,15. Pominigte pary zmiennych mialy wartosci w
calym wierszu mniejsze od 0,15.
Zrodto: obliczenia whasne.

Dla przyktadu rozwazmy zbiér n=200 obiektow opisanych przez 8
zmiennych. Cztery pierwsze zmienne tworzg do§¢ wyrazng (overlap=0,1)
strukture 4 skupien o jednakowych liczebnosciach, za$ cztery ostatnie zmienne
sa silnie skorelowanymi (WKL=0,75) parami zmiennymi o standaryzowanym
rozkladzie normalnym.

Liczy zawarte w tabeli 4.9 pozwalaja na wyciagnigcie nastgpujacych
wnioskow:

- wymuszenia metoda S (k, Ji] ) (ostatnia kolumna) dajg bardzo stabilne

wartosci WKO niewiele wyzsze od wartosci podstawowej; wzrosty te maja
jednak bardzo podobny charakter dla par zmiennych istotnych oraz dla
nieistotnych ale skorelowanych;

- najbardziej wyrazne wzrosty wartosci WKO daje technika G(a B ), ale
niestety podobnie, wzrosty te maja jednak bardzo podobny charakter dla par
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zmiennych istotnych oraz dla nieistotnych ale skorelowanych; dla par
zmiennych istotnych wzrosty sa znacznie bardziej niestabilne tzn. w niektorych
wariantach sg znaczne, a w niektorych nie sg nawet wzrostami lecz spadkami.

»
>

Rys. 4.2 Zbidr punktoéw ze strukturg siedmiu skupien. Obszar zaznaczony wycinkiem
kota, to potowa zbioru najblizsza jednemu z punktow krancowych.
Zrodto: Opracowanie wiasne.

Kolejng technika wymuszania wyzszej wartosci korelacji odleglosciowe;,
bardzo pozyteczng w przypadku nieco wigkszej liczby skupien moze by¢
technika wyboru podzbioru calego obszaru zmiennosci dwoch cech, na ktérym
bedzie obliczany WKO. Jak wida¢ z liczb zawartych w tabeli 4.6 korelacja
odleglo$ciowa traci swg zdolno$¢ dyskryminacyjng wraz ze wzrostem liczby
skupien do stopnia, w ktérym trudno odrozni¢ strukture skupien od rozktadu
rownomiernego. Mozna zaradzi¢ tej wadzie wybierajac obszar na ktorym bedzie
obliczany WKO ale nie w sensie obszaru o wigkszym zageszczeniu obserwacji.
Obszar ten mozna wybra¢ mechanicznie, na przyktad jedng polowe obserwacji
okreslong przez warto$¢ $rednig jednej ze zmiennych z rozwazanej pary, lub
obszar centralny zakresu zmiennosci cechy. W przypadku skali pomiarowej, na
ktérej nie ma dobrej sredniej mozna poshuzy¢ si¢ tatwo kryterium potowy
odleglo$ci od ustalonego (np. krancowego obiektu) lub 4 maksymalne;
odleglo$ci od obiektu rownooddalonego od dwoch krancowych obiektow zbioru
(w przypadku stabszych skal pomiarowych). Po wybraniu takiego obszaru liczba
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skupien znacznie si¢ zmniejszy czego konsekwencjg powinny by¢ znacznie
wyzsze wartosci WKO. llustracja tej idei jest rysunek 4.2. Przez obiekty
krancowe rozumiemy dwa obiekty o najwigkszej odleglosci w zbiorze
wszystkich odlegto$ci pomigdzy parami obiektow. Obliczanie WKO na zbiorze
zaznaczonym przez wycinek kola moze da¢ znaczny wzrost w przypadku w
zbiorze istnieje struktura skupien, poniewaz na mniejszej liczbie skupien

Tabela 4.11 Techniki wymuszania wyzszej/innej wartosci WKO stosowane w dalszej czesci pracy.

Oznaczenie
techniki

Definicja techniki

1. G(5%,50%)

Ograniczenie zbioru, na ktérym obliczany jest WKO do zbioru 50%
wszystkich obiektéw wystepujacych na poczatku ciggu wszystkich
obiektow uporzadkowanych malejaco wzgledem czgstosci wystgpowania
obiektow wérdd 5% par z najmniejszymi odlegto$ciami.

2. G(5%,75%)

Ograniczenie zbioru, na ktérym obliczany jest WKO do zbioru 75%
wszystkich obiektéw wystepujacych na poczatku ciggu wszystkich
obiektow uporzadkowanych malejaco wzgledem czgstosci wystgpowania
obiektow wérdd 5% par z najmniejszymi odlegtosciami.

3. G(10%,50%)

Ograniczenie zbioru, na ktérym obliczany jest WKO do zbioru 50%
wszystkich obiektéw wystepujacych na poczatku ciggu wszystkich
obiektow uporzadkowanych malejaco wzgledem czgstosci wystgpowania
obiektow wsrdd 10% par z najmniejszymi odleglosciami.

4. G(10%,75%)

Ograniczenie zbioru, na ktérym obliczany jest WKO do zbioru 75%
wszystkich obiektéw wystepujacych na poczatku ciggu wszystkich
obiektow uporzadkowanych malejaco wzgledem czgstosci wystgpowania
obiektow wsrdd 10% par z najmniejszymi odleglo$ciami.

5. 5(5,50%)

Ograniczenie zbioru, na ktérym obliczany jest WKO do zbioru 50%
wszystkich obiektow wybieranych sekwencyjnie. W kazdym kroku
wybierany jest obiekt, ktory ma najmniejsza sume odleglosci do 5
najblizszych sgsiadow i obiekt ten usuwany jest ze zbioru przed wyborem
obiektu w kroku nastepnym.

Ograniczenie zbioru, na ktorym obliczany jest WKO do zbioru

6. Pkrl potowy wszystkich obiektow, najblizszych jednemu z dwoch obiektéw
krancowych zbioru.

Ograniczenie zbioru, na ktorym obliczany jest WKO do zbioru

7. Pkr2 potowy wszystkich obiektow, najblizszych drugiemu z dwoch obiektow

krancowych zbioru.

Zrbdto: opracowanie wihasne.
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korelacja odleglosciowa ma lepsze zdolno$ci dyskryminacyjne. W przypadku
gdy para zmiennych nie posiada struktury skupien wybor mechaniczny
jakiegokolwiek spojnego, duzego obszaru z catego zakresu zmiennosci nie
powinien wplyna¢ na warto$¢ WKO obliczang na tym obszarze.

Tabela 4.10 zawiera przyktadowe zmiany WKO otrzymane dla zbioru n=200
obiektow opisanych przez 8 zmiennych, dla czterech rodzajow wymuszen
mechanicznych. Cztery pierwsze zmienne tworzg do$¢ wyrazna (overlap=0,1)
strukture 8 skupien o jednakowych liczebnosciach, za$ cztery ostatnie zmienne
sa silnie skorelowanymi (WKL=0,75) parami zmiennymi o standaryzowanym
rozkladzie normalnym. Z liczb zawartych w tej tablicy wynika, Zze metoda
mechanicznego wybierania podzbioru zbioru danych moze da¢ bardzo dobre
efekty dla wzrostu wartosci WKO w przypadku liczby skupien wigkszej od
kilku, struktury trudnej do rozréznienia od rozktadu rownomiernego.

W niektorych przypadkach, z wartosci nieznaczacej (ponizej 0,15) WKO
wzrasta do wartosci rzedu 0,4. Mankamentem jest jednak to, ze warto§¢ WKO
dla par zmiennych nieistotnych ale skorelowanych, réwniez wzrasta cho¢ w
znacznie mniejszym stopniu. Ponadto wada jest to, ze wzrosty wartosci WKO w
przypadku par zmiennych istotnych wystepuja do§¢ rzadko. Przeprowadzono
badanie na zestawie PROB zbiorow (por. 1.4.1) z wyraznymi i1 prostymi
strukturami skupien. Zbadano podziat dwuwymiarowych (dla kazdej pary
zmiennych) obszaréw zmiennosci na dwie polowy, okreslone przez zbiory
obiektoéw najblizszych kazdemu z punktow krancowych (tak jak w 3 i 4
kolumnie tabeli 4.10). Ponad 30% wzrosty wartosci WKO (dla calego zbioru
majacego warto$¢ wyzsza od 0,3) zaobserwowano tylko w przypadku 17%
zbiorow. Ten wynik jednak wystarcza do tego, by poprawi¢ efektywnos¢
korelacji odleglosciowej, gdyz wzrosty miaty miejsce gtdéwnie w przypadku
duzej liczby (6) skupien.

Nalezy zaznaczy¢, ze ocenienie wielko$ci zmian wartosci WKO przy
pomocy przedstawionych technik jest latwiejsze gdy wartos¢ WKO dla catego
zbioru jest umiarkowanie wysoka, tj. wyzsza od 0,3 ale niezbyt bliska 1.
Wowczas mozemy postugiwac si¢ kryterium wzglednego wzrostu. W przypadku
matych warto$ci WKO ocenianie zmian i porownywanie zmian dla r6znych par
zmiennych jest bardziej klopotliwe.

Wszystkie zbadane techniki wymuszania wyzszej/innej warto$ci WKO sa
zdefiniowane w tabeli 4.11. Stosujac korelacje odlegtosciowa oraz techniki
wymuszania innej/wyzszej jej wartosci mozna skonstruowaé bardzo
efektywng dwustopniowa metode selekcji zmiennych. Zadaniem realizowanym
W pierwszym stopniu jest pogrupowanie zmiennych na dwa roztgczne podzbiory
na podstawie wartosci WKO oraz WKL dla par zmiennych (badz liczniejszych
podzbioréw zmiennych). W drugim stopniu wystarczy rozstrzygna¢ ktory z
podzbioréw ma silniejsze cechy §wiadczace o istnieniu struktury skupien przy
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pomocy kryterium wigkszej zmiany wartosci WKL. Taka metoda osiggneta
bardzo wysokie wskazniki efektywno$ci na zestawie PODST zbiorow danych
generowanych — pami¢¢ i precyzja byly powyzej 95%. Problemem pozostaje
jednak to czy duza zmiana warto$ci WKL na roznych podzbiorach zbioru danych

»
»

Rys. 4.3 Przyktad dwuwymiarowego zbioru obiektéw bez struktury skupien, z diametralnie
réznymi wartosciami WKL na obu czgéciach.

jest cecha wystarczajaca do tego by stwierdzi¢ istnienie struktury skupien w
catym zbiorze. Przyktad przedstawiony na rysunku 4.3 pokazuje, ze odpowiedz
na to pytanie jest raczej negatywna. Z drugiej jednak strony, w problemach
empirycznych nie spotyka si¢ zmiennych o tak wyszukanych postaciach
rozkladow. Wymuszanie wyzszej wartosci WKO zostanie wykorzystane w
pierwszym etapie algorytmu selekcji do grupowania zmiennych w
homogeniczne podzbiory zmiennych. Przez WKO'(u,v) oznaczaé bedziemy

najwyzsza z siedmiu wartoSci WKO odpowiadajacych siedmiu technikom
wymuszen z tabeli 4.11.

4.3. Kilkustopniowe grupowanie obiektow w dwa skupienia

Jak zaznaczono w poprzednim paragrafie, przy zalozeniu, Ze zbiory
zmiennych tworzacych rozne struktury skupien sa rozlaczne, podziat zbioru
wszystkich zmiennych na roziaczne podzbiory zmiennych skorelowanych w
sensie WKO oraz WKL mozna uzyska¢ w oparciu o wartosci tych
wspotczynnikow dla par zmiennych (lub liczniejszych podzbioréw gdy
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zmiennych jest duzo). Pozostaje zatem rozstrzygna¢ ktory z podzbioréw ma
silniejsze cechy §wiadczace o istnieniu struktury skupien.

Mozna zaproponowaé¢ metod¢ grupowania obiektow (na kazdym z
wyroznionych podzbioréw zmiennych) taka, ktéra pozwoli wykrywac
ewentualne struktury skupien bez znajomosci liczby skupien — zaktadajac tylko,
ze jest ona niewielka. Idea takiej metody polega na kilkustopniowym
sprawdzaniu czy zbidr mozna pogrupowa¢ w dwa skupienia. Kilkustopniowos¢
nalezy rozumie¢ w tym sensie, ze grupujemy caly zbior danych na dwa
skupienia i oceniamy ich separowalno$¢ (miary zostang zaproponowane w
dalszym ciagu paragrafu). Nastepnie, kazde z dwdch skupien ponownie dzielimy
na dwa skupienia i oceniamy ich separowalno$¢ itd. Okazuje sig¢, ze jezeli liczba
skupien jest niewielka, to wystarcza trzy stopnie takiej weryfikacji, na ogét
nawet dwa. Po takim kilkustopniowym grupowaniu miara ogolnej
separowalno$ci skupien powinna by¢ uzalezniona od separowalnosci
wyodrgbnionych skupien na tym samym stopniu jak i na réznych stopniach w
celu uniknigcia sytuacji, w ktorej dwa skupienia uzyskane w drugim stopniu sg
bardzo dobrze separowalne ale Zadne z nich nie jest wyraznie oddzielone od
drugiego skupienia uzyskanego w pierwszym stopniu, wi¢c i tak sg ze sobg
»polaczone”.

Miar¢ separowalno$ci dwoch skupien mozna tatwo skonstruowad
wykorzystujac w tym celu miary stabilno$ci podzialu oraz miary podobienstwa
dwoch podzialow tego samego zbioru (por. § 1.2). Na przykifad, jezeli zbior
danych zostat podzielony na dwa skupienia, to podzial czgsci sktadajacej si¢ z
potowy obiektow z pierwszego skupienia najblizszych drugiemu oraz polowy
obiektéw z drugiego skupienia najblizszych pierwszemu powinien by¢ bardzo
podobny do podziatu uzyskanego przy dzieleniu catego zbioru. W przeciwnym
przypadku §wiadczyloby to o tym, ze przy dzieleniu polowy zbioru najblizszej
obszarowi rozgraniczenia dwoch skupien otrzymujemy inny wynik podziatu,
ktéry kwestionuje rozgraniczenie dwoch skupien otrzymanych przy dzieleniu
catego zbioru. Miara podobienstwa dwoch podziatow bedzie zmodyfikowany
indeks Randa. W celu ocenienia jakosci podziatu pierwszego, calego zbioru,
mozna tez wykorzysta¢ stabilno$¢ tego podzialu zaréwno w odniesieniu do
catego zbioru jak i, na przyklad potowy =zbioru najblizszej obszarowi
rozgraniczenia. Miarg stabilno$ci moze by¢ analiza replikacji lub miara oparta
na indeksie sylwetkowym. W ten sposob dos¢ fatwo jest zdyskredytowac podziat
zbioru obiektow opisanych przez zmienne silnie skorelowane, gdyz stabilnos¢
podzialu obszaru rozgraniczenia (polowy zbioru) bedzie duzo slabsza od
stabilno$ci podziatu catego zbioru. Pozostaje ustali¢ najlepszg z tych miar i
wybraé najlepszy jej wariant. W celu uniknig¢cia konieczno$ci wprowadzania
parametrow okres$lajacych ktora czgs¢ zbioru tj. jak duzg i jak potozong, wybrac
w celu zweryfikowania jako$ci podzialu zbioru, zauwazmy, ze na ogoél
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otrzymujemy podziat na dwa skupienia o réznych liczebno$ciach. Wobec tego,
najbardziej naturalnym wyjsciem z sytuacji wydaje si¢ wzigcie jako obszaru
rozgraniczenia calego mniejszego skupienia i cze$ci wigkszego. W ten sposob
rozwigzemy problem wyboru obszaru rozgraniczenia. Pozostaje ustali¢ jaka
cze$¢ wigkszego skupienia wlaczy¢ do obszaru rozgraniczenia. Nalezy wzigc¢
pod uwage zarowno aspekt czasu obliczen (istotny w eksperymentach
symulacyjnych) jak i ograniczenia liczby obiektow z wigkszego skupienia do
stopnia, ktory réznitby si¢ znacznie od catego zbioru. Biorac pod uwagg to, ze
wigksze skupienia jest, na ogol, znacznie wigksze od mniejszego oraz to, ze
jakos¢ podziatu na dwa skupienia najtatwiej ocenia¢ gdy sa one mniej wigcej
rownoliczne, zaproponujmy 1/3 czg¢$¢ wigkszego skupienia.

Wobec tego jako$¢ podziatu zbioru lub, w nastgpnych stopniach jednego z
wyroznionych skupiefi, na dwa skupienia bedziemy weryfikowac przez
poréwnanie tego podziatu z podziatem podzbioru, ktoéry nazywac bedziemy
obszarem granicznym, skladajacego si¢ ze wszystkich obiektow wchodzacych w
sktad mniejszego skupienia i 1/3 obiektow najblizszych mniejszemu skupieniu,
wchodzacych w sklad wigkszego skupienia. Przy pomocy kilku przyktadowych
zbiorow danych ustalimy czy miarg jakosci bedzie stabilnos¢ podzialu obszaru
granicznego na dwa skupienia czy tez zgodno$¢ podziatu obszaru granicznego
na dwa skupienia z podziatem calego zbioru na dwa skupienia. Zaznaczmy, ze
na samym wstepie rezygnujemy z oceniania jako$ci w sposob polecany w
literaturze tzn. przez badanie stabilno$ci podzialu catego zbioru na dwa
skupienia. Takie podej$cie nie ma sensu, gdyz zbiory opisane przez zmienne

Tabela 4.12 Warto$ci wspotczynnika Randa podobienstwa podziatu obszaru granicznego z
podziatem catego zbioru na dwa skupienia oraz stabilno$¢ podziatu obszaru
granicznego na dwa skupienia.

Liczba skupien 2 3 4 6 8
Podobienstwo podziatu
obszaru granicznego z 0,05 0,81 0,90 0,79 0,93

podziatem catego zbioru

tabilnosé podziatu na 2
Stabilnos¢ podziatu na 0,59 1,00 0,97 0,42 0,09

skupienia

Zrodlo: obliczenia wiasne.

silnie skorelowane zawsze maja wysoka stabilno$¢ podziatu na dwa skupienia a
nie tworzg zadnej struktury skupien (por. tabl. 4.13). Rozwazmy przykladowo
10 zbiorow danych generowanych, w ktorych dwie zmienne tworza dosé¢
wyrazng (overlap=0,1 oraz overlap=0,2) strukture rownolicznych 2, 3, 4, 6 oraz
8 skupien bez korelacji wewnatrz skupien (por. 1.4.1). W tabeli 4.12
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przedstawione sa S$rednie (z 2 zbiorow odpowiadajagcych dwom roéznym
warto$ciom overlap) warto$ci wspofczynnika Randa podobiefistwa (na obszarze
granicznym) podzialu obszaru granicznego na dwa skupienia z podziatem
catego zbioru na dwa skupienia i stabilnosci ( replikacja przy 20 powtorzeniach,
por. § 1.2) podzialu obszaru granicznego na dwa skupienia. Podziaty
przeprowadzone byty przy pomocy metody k-$rednich, dla £=2.

Z liczb zawartych w tabeli 4.12 wynika, ze zaréwno indeks podobienstwa
podziatu jak 1 stabilno$¢ podzialu maja podobne wartosci, przy czym
podobiefistwo podziatu ma najmniejsze dla dwoch skupien natomiast stabilnos¢
podzialu na dwa skupienia ma mniejszag warto$§¢ dla 2 skupien a jeszcze
mniejszg dla wigkszych liczb skupien. Z przyktadéow zamieszczonych w tabeli
4.12 mozna by wyciagna¢ wniosek o tym, ze, przy odpowiednich
ograniczeniach, obie te miary nadaja si¢ do oceniania jako$ci podzialu zbioru na
dwa skupienia. Tak jednak nie jest, poniewaz przyktadowe warto$ci obu miar
dla kilku wybranych konfiguracji rozkltadow jednomodalnych (por. tab. 4.13)
zdecydowanie pokazuja, Ze indeks Randa podobienstwa podzialow obszaru
granicznego z podziatem catego zbioru jest znacznie lepszym narzedziem.
Warto$ci tej miary zawarte w tabeli 4.13 sa zazwyczaj bardzo bliskie zeru,
podczas gdy stabilno$¢ podzialu na dwa skupienia jest wysoka nie tylko dla
zmiennych jednomodalnych skorelowanych — réwniez uktady kilku zmiennych

Tabela 4.13 Warto$ci miary R(2 _l1ul/ 3) oraz stabilno$ci podziatu na dwa skupienia dla
wybranych zbioréw danych jednomodalnych.

N(0,1)
N(0,1) N(0,1) <redni N(0,1)
$rednio
Rodzaj rozktadu Beta(1,1) | brak staba 1 silna
silna
korelacji korelacja .| korelacja
korelacja
R(2 v 1/3) 0,35 0,02 -0,03 0,10 0,01
Dwie =
. Stabilno$¢
zmienne
podziatu na 2 0,33 0,34 0,56 0,54 0,66
skupienia
R(2 U 1/3) -0,01 -0,01 0,06 0,14 -0,02
Cztery =
. Stabilno$¢
zmienne
podziatu na 2 0,19 0,25 0,34 0,66 0,90
skupienia

Zrodlo: obliczenia wilasne.
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jednomodalnych nieskorelowanych wykazujg stabilno$¢ podzialu na dwa
skupienia rzedu 0,30. Kierujac si¢ tymi spostrzezeniami wybierzmy t¢ miarg
jako miar¢ jakosci podzialu na dwa skupienia i oznaczmy ja symbolem
R(2_10U1/3). Nalezy zaznaczyé, ze wartosci miary R(2_1U1/3) sa silnie
uzaleznione od rodzaju struktury skupien, w szczegdlnosci od liczebno$ci
skupien. Jezeli miara R(2_1uU1/3) bedzie miata niskg warto$é nie znaczy to, ze
nie ma struktury skupien. Nalezy probowa¢ podzialu na dwa skupienia kazdego
ze skupien otrzymanych w pierwszym stopniu i zaproponowaé miar¢ sity
struktury skupien uwzgledniajaca wskazania wynikajgce z podziatow wszystkich
stopni. Taka miara zostanie zaproponowana w dalszym ciggu paragrafu.
Wartoéci miary R(2_10U1/3) w tabeli 4.13 sa mate, na ogét bardzo mate, ale nie

mozna poprzesta¢ na poréwnaniu tylko tych warto$ci z analogicznymi z
tabeli 4.12, gdyz dla niektorych struktur skupien liczby w tabeli 4.12 rowniez sa
bliskie zeru.

W celu uzupelienia ocen jakosci podzialu pierwszego stopnia na dwa
skupienia nalezy kazde z dwoch skupien podzielic na dwa skupienia. Te
podziaty bedziemy nazywali podziatami drugiego stopnia. Dla kazdego z dwoch
podziatéw drugiego stopnia réwniez znajdujemy wartosci miary R(2_1U1/3).
Podzialy drugiego stopnia musza zosta¢ dokonane niezaleznie od wskazan dla
podziatu pierwszego stopnia dlatego, ze, jak wida¢ w tabeli 4.12, w przypadkach
niektorych struktur skupien, wartosci miary R(2_1U1/3) sg zeru. Jezeli istnicje
struktura skupien, to warto$ci miary dla podziatdw obu stopni sa silnie
uzaleznione od liczebnosci, ksztaltu i rozkladow skupien ale, niezaleznie od tych
czynnikow, ostateczna miara sily struktury skupien, w najprostszej postaci moze
by¢ najwigksza ze wszystkich trzech warto$ci miary czyli

R(A)=max{R,(2_10U1/3); R;,(2_1U1/3); R,,(2_1U1/3)} (4.3)

gdzie trzy miary w nawiasie odnosza si¢ do, odpowiednio, podziatu pierwszego
stopnia, podziatlu drugiego stopnia pierwszego skupienia (otrzymanego w
pierwszym stopniu) i podziatu drugiego stopnia drugiego skupienia, A — zbior
zmiennych opisujacych obiekty. Doktadniej,

R, (2_10U1/3)=min{R,,(2_1U1/3}R,, ., (2_1U1/3)}

. (4.4)
R, (2_101/3)=min{R,,(2_1U1/3}R,, o, (2_1U1/3)}
gdzie indeks 2,1 odnosi si¢ do warto$ci miary R(2_1U1/3) dla podziatu
drugiego stopnia pierwszego skupienia (z pierwszego stopnia), symbol
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2,1U(1,2) odnosi si¢ do wartosci miary dla zbioru obiektow w chodzacych w

sktad mniejszego skupienia z dwoch na ktore podzielono (w drugim stopniu)
pierwsze skupienie (z pierwszego stopnia) oraz wszystkich obiektow z drugiego
skupienia (z pierwszego stopnia). Analogicznie, symbol 2,1 U(1,]) odnosi si¢ do
wartos$ci miary dla zbioru obiektéw w chodzacych w skfad mniejszego skupienia
z dwoch na ktore podzielono (w drugim stopniu) drugie skupienie (z pierwszego
stopnia) oraz wszystkich obiektow z pierwszego skupienia (z pierwszego
stopnia), za$ indeks 2,2 odnosi si¢ do wartoéci miary R(2_1U1/3) dla podziatu
drugiego stopnia drugiego skupienia (z pierwszego stopnia). Warto$¢ miary (4.3)
bedzie pomocna w wykrywaniu struktur skupien w liczbie wigkszej od kilku, bo
w tych przypadkach, miara R;(2_1U1/3) moze mie¢ malg warto$é. Do miary
jakosci podzialu drugiego stopnia np. R, (2 _1uU1/3), dla pierwszego skupienia,
zostata dotaczona (w formie wyboru mniejszej z dwoch we wzorach (4.4)) miara
separowalno$ci mniejszego skupienia (z dwoch otrzymanych w podziatach
drugiego stopnia) i catego innego skupienia z pierwszego stopnia, po to by nie
zwigksza¢ wartoSci miary R,(2_1U1/3) w sytuacji gdy cze$¢ ustalonego
skupienia (z pierwszego stopnia) jest ,,blizsza” drugiemu skupieniu niz drugiej
cze$ci (z drugiego stopnia) ustalonego skupienia.

Z tabeli 4.12 wynika, Ze zaproponowana miara (4.3) spisuje si¢ najstabiej
gdy sa tylko dwa skupienia. Przyczyna tego jest to, ze algorytm dzielenia zbioru,
w przypadku wigkszej od dwoch liczby skupiefi, ma wigkszy wybor i zawsze
dokonuje podzialu w odniesieniu do najbardziej wyraznego obszaru
rozgraniczenia. Gdy jest tylko jeden obszar rozgraniczenia, czyli dwa skupienia
to, algorytm musi si¢ nim zadowoli¢ (o ile w ogoéle znajdzie ten obszar).

Zaproponujmy technike pseudobootstrapows, ktéra moze trochg poprawic¢
efektywno$¢ wyszukiwania obszaru rozgraniczajgcego dwa skupienia i, bardzo
rzadko, obniza jako$¢ oceny braku takiego obszaru w przypadku zmiennych o
rozkladach jednomodalnych lub réwnomiernych (tzn. rzadko istotnie podnosi
warto$¢ miary (4.3)). Zadaniem techniki pseudobootstrapowej bedzie
zniwelowanie  wspomnianej niedogodnosci, poprzez zniwelowanie
przypadkowosci rozkladu wartosci zmiennych w obszarze rozgraniczenia.
Zniwelowanie tej przypadkowosci mozna uzyskaé zastgpujac oryginalny zbior
obserwacji zbiorem bardzo podobnym, ktory powstaje poprzez zastgpienie
kazdego oryginalnego obiektu obiektem lezacym ,blisko” oryginalnego.
Zaproponujmy  nastgpujagcag formul¢ generowania jednej obserwacji

pseudobootstrapowej x'v dla obserwacji oryginalnej x, (po przeprowadzonej

uprzednio unitaryzacji zerowanej). Dla ustalonej zmiennej v :

x, =x, +0,2-7 4.5)
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gdzie r — liczba wylosowana z odcinka [0;1] (niezaleznie dla kazdej zmiennej v
i kazdego obiektu). Po unitaryzacji zerowanej wszystkie wartosci kazdej
zmiennej v leza na odcinku [0;1] wigc formule (4.5) mozna uznaé za
generowanie losowe obserwacji lezacej ,,blisko” obserwacji oryginalne;.

Tabela 4.14 Warto$ci wspotczynnika Randa podobienstwa podziatu obszaru granicznego z

podziatem catego zbioru na dwa skupienia i stabilno$ci podziatu obszaru granicznego na dwa
skupienia (§rednie z 20 zbioroéw pseudobootstrapowych).

Liczba skupien 2 3 4 6 8

R(2_10U1/3) 0,18 0,59 0,91 0,66 0,43

tabilnosé podziatu na 2
StabilnoS¢ podziatu na 0,51 0,77 0,92 0.41 0,51

skupienia

Zrodlo: obliczenia wiasne.

Tabela 4.15 Warto$ci miary R(2 _lul/ 3) oraz stabilno$¢ podziatu na dwa skupienia dla

wybranych zbioréw danych jednomodalnych ($rednie z 20 zbioréw pseudobootstrapowych).

N(0,1)
Bew | NOD [NOD | NOD
eta $redni
Rodzaj rozktadu L) brak staba 0 ° silna
silna
’ korelacji korelacja . korelacja
korelacja
R(2_1u1/3) -0,03 -0,01 0,01 0,11 -0,02
Dwie
. Stabilno$¢
zmienne
podziatu na 2 0,23 0,11 0,61 0,83 0,72
skupienia
R(2_1u1/3) -0,00 0,01 0,17 -0,00 0,01
Cztery
g Stabilno$¢
zmienne
podziatu na 2 0,22 0,74 0,31 0,81 0,99
skupienia

Zrodlo: obliczenia wiasne.

W celu sprawdzenia efektu generowania nowych obserwacji, w tabelach 4.14 i
4.15, przedstawiono warto$ci miar stabilnoéci i miary R(2_1U1/3) po
zastgpieniu kazdej obserwacji oryginalnej nowa obserwacja zgodnie z formula
(4.5) dla tych samych zbiorow, ktorych charakterystyki sg zawarte w tabelach
4.12 14.13. Porownujac tabele 4.12 i 4.14, mozna zauwazy¢, ze zasadniczo rzecz
bioragc, warto$ci niewiele r6znig si¢ od siebie, ale w przypadku dwoch skupien
dotaczone obserwacje pseudobootstrapowe poprawiajg nieco wartos¢ indeksu
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Randa. Porownujac tabele 4.13 i 4.15 mozna zauwazy¢, ze warto$ci indeksu
Randa poprawily si¢ znacznie. W poréwnaniu z tabela 4.13, w ktorej, w dwoch
przypadkach wartoSci sa wyraznie wyzsze od zera, dla zbiorow
pseudobootstrapowych staja si¢ bliskie zeru. Mozna zatem liczy¢ na to, ze
uzycie zbiorow pseudobootstrapowych pozwoli efektywniej dyskredytowac
kombinacje zmiennych (zwtaszcza skorelowanych) jednomodalnych pod katem
tworzenia przez nie struktury skupien. Wobec tego ostateczng miarg jako$ci
podziatu na dwa skupienia obiektow opisanych zmiennymi ze zbioru 4 bedzie

max {R(A), R(Ab"”’s )} (4.6)
gdzie R(Ab”””) oznacza S$rednig warto$¢ miary (4.3) z 20 zbiorow

pseudobootstrapowych dla zbioru zmiennych 4.
4.4. Sformulowanie metody dla ré6znych rodzajow danych
4.4.1. Metoda dla zbiorow danych ze zmiennymi ciaglymi
Zmienne, ktére nie tworza struktury skupien powinny mie¢ rozklad
jednomodalny lub rownomierny. Ta cecha, z formalnego punktu widzenia, nie

jest jednak wystarczajacym kryterium do wyszukiwania zmiennych istotnych dla
struktury skupien, poniewaz moze zdarzy¢ si¢, Ze zmienne istotne majg rowniez

v

u

Rys. 4.4 Przyktad zbioru punktow dwuwymiarowych ze strukturg skupien, ktora po
zrzutowaniu na kazda z osi da rozktad réwnomierny.
Zrodto: opracowanie wiasne.
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rozklad jednomodalny lub nawet rownomierny. W pracy Walesiaka (2005)
przedstawiony jest przyklad dwoch zmiennych dyskretnych, tworzacych
strukture kilku skupien, takich, ze kazda z tych zmiennych ma rozktad
rownomierny. Inny przyktad tego typu jest przedstawiony na rysunku 4.4. Oba
te przyktady maja cechy wspdlne, kazde nast¢pne skupienie na kazdej zmiennej
zaczyna si¢ tam gdzie ostatnie si¢ konczy oraz wszystkie skupienia maja na
kazdej zmiennej rozklady rownomierne. Mozna oczywiscie wyszuka¢ przyktad
skupien o rozkladach nieréwnomiernych, ,,uzupelniajacych si¢” w ten sposab,
by w efekcie, kazdy rozktad brzegowy byt rownomierny, ale w praktyce zbiorow
empirycznych wystepowanie takich rozktadow jest malo prawdopodobne. Na
ogdl, dazy si¢ do wyeliminowania zmiennych o rozktadach réwnomiernych,
gdyz nie maja one zdolnosci dyskryminujacych (por. Walesiak, 2005). Taka
eliminacja niesie jednak ze soba pewne niebezpieczenstwo, zwlaszcza w
przypadku wigkszej od kilku liczby skupien, ktére po zrzutowaniu na jeden
wymiar mogg da¢ rozklad o charakterze rownomiernym.

W ogélnym przypadku, na poczatku algorytmu, rezygnujemy wobec tego z
uzycia wskaznikow skupialno$ci lub wielomodalno$ci, stosowanych do
pojedynczych zmiennych. Wskazniki te zostang ewentualnie wykorzystane w
szczegllnych przypadkach, w ktorych skorelowanie zmiennych tworzacych
strukture skupien (albo nie) jest bardzo wysokie i badanie WKO lub WKL nie ma
dostatecznej  zdolnosci  dyskryminacyjnej. Wykorzystanie = wskaznikow
skupialnosci w takich przypadkach, w odniesieniu do pojedynczych zmiennych
ma logiczne uzasadnienie. Tym silniejsze jest to uzasadnienie im wyzsze
skorelowanie zmiennych tworzacych struktur¢ skupien. Na poczatku algorytmu
skoncentrujemy si¢ na wykorzystaniu zdolnosci korelacji odlegto$ciowej do
wyszukiwania zmiennych tworzacych struktur¢ co najmniej dwoéch skupien.
Zaproponowany zostanie algorytm oparty na badaniu par zmiennych, ktory, sila
rzeczy, nie bedzie potrafit wybra¢ jednoelementowego zbioru zmiennych
tworzacego strukture skupien, lecz w zamian za to bedzie bardzo efektywny w
selekcji wigkszej od 1 liczby zmiennych tworzacych strukturg skupien.
Zauwazmy, ze najlepsze metody dotychczas skonstruowane roéwniez nie
posiadaja umiej¢tnosci wyszukiwania jednoelementowych zbioréw zmiennych
tworzacych struktury skupien (por. HINoV 1 jej modyfikacje).

Wilasnosci  korelacji  odleglosciowej przedstawione w  poprzednich
paragrafach sugeruja skonstruowanie dwuetapowej metody wybierania
zmiennych istotnych dla struktury skupien:

- w pierwszym etapie nalezy pogrupowaé wszystkie zmienne w rozlgczne
podzbiory wykorzystujac do tego WKO oraz WKL dla par zmiennych.;

- w drugim etapie nalezy rozstrzygna¢ czy kazdy z wyodr¢bnionych
podzbioréw zmiennych tworzy jaka$ strukture skupien w przypadku selekcji
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bezwzglednej lub wybra¢ podzbior zmiennych, ktdéry ma najsilniejsze wskazniki
istnienia struktury skupien w przypadku selekcji poréwnawcze;.

W ten sposdb otrzymamy metodg, ktora pozwoli niekiedy wykrywac kilka
niezaleznych od siebie struktur skupien, a ponadto, podja¢ decyzje bezwzgledna
o tym ile jest struktur skupien w zbiorze danych i ktére zmienne ktorg strukturg
tworza. Jezeli nie uda si¢ rozstrzygnac¢ o istotnosci wyodrebnionych podzbioréw
zmiennych w sposob bezwzgledny, to, w uproszczonej wersji, otrzymamy
decyzje porownawcza, ktora wybierze zbidr zmiennych tworzacych struktureg
skupien najsilniejsza w sensie zaproponowanych miernikow.

Pierwszy etap metody polegajacy na pogrupowaniu zmiennych w podzbiory
spojne pod wzgledem ich istotnosci dla tworzonych przez nie struktur skupien
obejmuje pierwsze 7 krokow algorytmu. Drugi etap realizowany jest w 8 1 9
kroku. Kolejne kroki w sg nast¢pujace.

Metoda bezwzgledna KO ciggle selekcji zmiennych ciaglych
Krok 1. Ustal i=1, B, =VV (zbior wszystkich zmiennych).

Krok 2. Znajdz dla wszystkich par zmiennych (u,v) ze zbioru B, ,

R(u, v) = % (WKO7 (u, v)—i— ‘WKL7 (u, VX) .

Krok 3. Znajdz wsrdd liczb R(u,v) znalezionych w kroku 2 najwyzsza
warto$¢. Par¢ odpowiadajaca tej wartoSci oznaczmy przez (”o Vo ) Jesli
WKO(uO,vo) <0,2 oraz WKL(uO,v0)< 0,2 , to idz do kroku 9.

Krok 4. Pogrupuj przy pomocy metody 2-$rednich wszystkie zmienne ze
zbioru B, | na dwa podzbiory: jeden przypisany do pary (uo,vo ), oznaczmy
ten zbidr przez A; , drugi zbidr zmiennych pozostatych do analizy, oznaczmy go
przez B,. Zmienng dyskryminujaca jest %(R(S,VO)-F R(s,uy)), gdzie
seB,,, s#u,,v,. Punkty startowe do metody 2-§rednich to R(uo,vo) oraz
najmniejsza warto$¢ R(u,v) sposrod wartosci znalezionych w kroku 2.

Krok 5. Jesli card (B, ) 23, to potéz i=i+1 iidz do kroku 2.

Krok 6. Jesli card(B, )=2,topotdéz A,,, =B, iidz do kroku 8.

Krok 7. Jesli card(B,)=1, tj. jesli pozostata tylko jedna zmienna s, to
sprawdz czy nalezy ja dolaczy¢ do zbioru A, . Dotacz pozostala zmienna do tego
zbioru gdy warto$¢ rnaX{WKO7 (s,v), WKL(s,vl}> 0,3 dla jakiejkolwiek
zmiennej v € A4, . 1dz do kroku 8.
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Krok 8. Dla wszystkich zbiorow A, rozstrzygnij przy pomocy kryteriow

bezwzglednych czy mozna zbior A, zmiennych uzna¢ za zbior tworzacy

strukture skupief. Zakoncz postgpowanie.
Krok 9. Uznaj, ze nie ma zmiennych, ktore tworzg struktur¢ skupien.
Zakoncz postgpowanie.

W powyzszym sformutowaniu symbol WKO(u,v) oznacza najwyzsza
sposréd 7 wartoci WKO obliczanych metodami z tabeli 4.11 oraz WKO(u,v) dla
catego zbioru. Analogiczne rozumie¢ nalezy WKL (u,v). Kryteria bezwzgledne z

kroku 6smego sa okreslone nastgpujacymi warunkami:
1. Duze wartosci WKO w stosunku do warto$ci WKL dla jakiejkolwiek

pary zmiennych ze zbioru 4., czyli:
WKO >0.8-[WKL| A 0,25<|WKL|< 0,8 lub
WKO >WKL| ~ 02<|WKL|<0.83.
Jezeli par spehlniajacych jeden z tych warunkoéw jest wigcej niz jedna, to
uwzgledniamy wartosci pary z najwyzszym WKO.
2. Wzglednie duze wartoSci WKO przy bardzo matej wartosci WKL dla
jakiejkolwiek pary zmiennych ze zbioru A4,, czyli:

WKO>02 A [WKL|<0,2 lub
WKO > 0,25 A |[WKL|<0,1.

Jezeli par spelniajacych jeden z tych warunkoéw jest wigcej niz jedna, to
uwzgledniamy wartosci pary z najwyzszym WKO.

3. Wartos¢ miary (4.6) wieksza od 0,4.

4. Pozytywna ocena wizualna pary zmiennych (uo,vo), ktora byta

poczatkiem zbioru A4, jezeli WKL(MO,VO ) >0,8.

Metoda poréwnawcza KO ciggle selekcji zmiennych cigglych

Jesli zadanie selekcji zmiennych ogranicza si¢ do wybrania tylko jednego
zbioru zmiennych tworzacych strukture skupien, ktorego istnienie zakladamy, i
jesli nie podejmiemy decyzji bezwzglednej odno$nie zadnego ze zbiorow 4, to
w kroku 8, sposrod wszystkich zbiorow A4; nalezy wybra¢ podzbior, ktéry ma
najsilniejsze charakterystyki liczbowe $wiadczace o tym, Ze zmienne z tego
zbioru tworzg struktur¢ skupien czyli podzbior, ktory ma najwyzsza warto$¢
miary (4.6).
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Warto$¢ miary (4.3) powyzej 0,4 to bardzo wysoka wartos¢, ktora powinna
$wiadczy¢ o istnieniu struktury skupien, jak wynika z liczb zawartych w
tabelach 4.13 1 4.15. Tylko w przypadku rozkltadow skosnych miara (4.3) ma
niekiedy warto$§¢ wyzsza od 0,3. Oczywiscie, wysokie wartosci miary (4.3)
moga by¢ rowniez konsekwencjg istnienia obserwacji nietypowych lub bardzo
silnego skorelowania jednej pary zmiennych ze 4;. Zakladamy, ze te dwa
przypadki nie powinny mie¢ miejsca. Istnienie niewielkiej liczby obserwacji
nietypowych, lezacych relatywnie blisko siebie, ktore mogtyby da¢ duza wartos¢
miary (4.6), eliminujemy zerujac warto$¢ miary R(4;) wtedy gdy liczebno$é
mniejszego skupienia wystepujacego przy jej obliczaniu (por. (4.3)) jest
mniejsza od 5% liczebnos$ci catego zbioru. To zerowanie ma miejsce zardéwno
przy obliczaniu wartoéci R(4,) oraz przy obliczaniu tej warto$ci dla 20 zbiorow

pseudobootstrapowych (dla kazdego z nich niezaleznie). Bardzo wysokie
(WKL>0,8) skorelowanie par zmiennych, ktére moglyby da¢ duzg warto$¢ miary
(4.6), eliminujemy rezygnujac w tym przypadku z oceny istnienia struktury
skupien przy pomocy miary (4.6) i proponujemy ocen¢ wizualng, ktora w
przypadku pary zmiennych latwo przeprowadzic. W eksperymentach
symulacyjnych na duzej liczbie zbiorow trudno zastosowaé ocen¢ wizualng. W
szczegllnosci, w eksperymencie na zestawie PODST nie bedzie ona stosowana.
Takie podejscie nie bedzie mialo ztych konsekwencji, gdyz najsilniej
skorelowane zmienne o rozkladach jednomodalnych (bedace parami zmiennych,
dla ktorych WKL=0,75) nie powinny mie¢ empirycznego WKL>0,8 obliczanego
za pomocg wzoru (4.2). Wobec tego zadne podzbiory zmiennych nieistotnych
nie beda wymagaly oceny wizualnej. To moze by¢ pewnym ulatwieniem, bo
wsrdd zbioréw zmiennych tworzacych wyrazng strukture skupien wielokrotnie
bedg wystgpowac pary zmiennych z WKL>0,8 dla ktorych warto$¢ miary (4.6)
bedzie bardzo wysoka. Z duza dozg prawdopodobiefistwa mozna jednak zatozy¢,
ze tak wyrazne struktury skupien zostatyby latwo wykryte przy zastosowaniu
jakiejkolwiek wizualizacji warto$ci dwoch zmiennych.

Wyjasnienia wymaga rowniez stosowanie zaproponowanych algorytmow w
przypadku pojedynczych zbiordw empirycznych (por. rozdz. 5). Formalnie rzecz
biorac, zgodnie ze sformutowaniem algorytmu, wizualnie ocenia¢ mozna tylko
pare poczatkowa kazdego wyodrebnionego zbioru 4; zmiennych — na ogoét, parg
z najwyzsza wartoscig WKL. Pierwszenstwo przed ta oceng powinna mie¢ miara
(4.6) gdyz dotyczy ona catego zbioru 4;. Jak postapi¢ jednak gdy para
poczatkowa nadaje si¢ tylko do oceny wizualnej (ze wzgledu na wysoki WKL),
ale w zbiorze 4; sg roéwniez pary zmiennych tworzace zbiér zmiennych

nadajacy si¢ do oceny przy pomocy miary (4.6) ? Ponadto, jezeli zmiennych w
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zbiorze A; jest wigcej niz kilka (czyli wigcej niz w eksperymencie
symulacyjnym), to czy nadal mozna polega¢ na speieniu kryteriow (1 oraz 2)
decyzji bezwzglednej przez jedng par¢ zmiennych z kilkudziesigciu par? Wydaje
si¢, ze nie ma precyzyjnej odpowiedzi na te pytania. Na pewno odsetek
poprawnych decyzji opartych na mierze (4.6) ro$nie wraz ze wzrostem odsetka
par zmiennych niezbyt silnie skorelowanych. Podobnie, stopien poprawnych
decyzji opartych na kryteriach bezwzglednych 1 i 2, ro$nie wraz ze wzrostem
odsetka par speliajacych te kryteria. Kazdy zbior empiryczny nalezy zbadaé
bardzo wnikliwie pod wzglgdem kazdego z zaproponowanych kryteriow.

Dwa pierwsze kryteria decyzji bezwzglednej oparte na porownaniu WKO z
WKL, w eksperymencie symulacyjnym, odnosza si¢ do wartosci tych
wspotczynnikow dla catego zbioru danych. Mozna te kryteria rozumie¢ w
odniesieniu do potowy obiektéw otrzymanych przy uzyciu dowolnej metody z
tabeli 4.11. Ta mozliwo$¢ zostanie wykorzystana przy stosowaniu algorytmu
KO ciggte do zbiorow empirycznych. W przypadku analizowania pojedynczych
zbiorow jest mozliwos¢ dokladniejszej oceny ewentualnych wskazan
przypadkowych i blednych proponowanych miernikéw — tej mozliwosci nie ma
w eksperymencie.

Powyzej zaproponowany algorytm poroéwnawczy jest najprostsza wersja
wykorzystujaca ide¢ korelacji odleglosciowej oraz ide¢ wielokrotnego
grupowania obiektow w dwa skupienia. Mozna przypuszczaé, ze W
eksperymencie symulacyjnym na zestawie zbiorow PODST niektore struktury o
wigkszej liczbie skupien zostang ocenione nie do$¢ dokladnie, poniewaz
uwzglednione jest tylko grupowanie dwustopniowe. Jednak celem niniejszej
monografii nie jest poszukiwanie algorytmu, ktory osiggatby optymalny wynik
w eksperymencie symulacyjnym, ale raczej algorytmu ukierunkowanego na
poprawng selekcje zmiennych w zastosowaniu do empirycznych zbiorow
danych.

4.4.2. Metoda dla zbiorow danych ze zmiennymi porzadkowymi

Dla zbioréw danych ze zmiennymi porzadkowymi, do mierzenia sily
zwigzku dwoch zmiennych, zastosowano wspotczynnik korelacji liniowej dany
wzorem (1.19). Jak wiadomo, wzor ten jest oparty na wspofczynniku korelacji
tau-Kendalla. Na tym samym wspolczynniku oparta jest stosowana w tej
monografii miara odlegtosci GDM2 dla zmiennych porzadkowych (por. Gatnar,
Walesiak, 2004). Konsekwencja tych dwoch faktow jest to, ze WKL dany
wzorem (1.19) oraz WKO dany wzorem (4.1) przyjmuja wartosci bardzo silnie
dodatnio skorelowane. Uzywanie obu wspotczynnikow w celu lepszego
przeanalizowania zwigzkow pomigdzy skorelowaniem pojedynczych zmiennych
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a istnieniem ewentualnej struktury skupien w rozkladzie tych zmiennych nie jest
konieczne. Jako miarg, ktora bedzie stosowana w analizie wybierzmy WKL dany
wzorem (1.19). Zasadniczym powodem, ktory decyduje o takim wyborze byto
jest to, ze WKL dokladniej niz WKO reaguje na pomijanie niektorych warto$ci
zmiennych, co bedzie analogia wymuszania innej warto$ci wspotczynnikow
korelacji omawianego w przypadku zmiennych ciagtych (por. rys. 4.5).

Naturalnym podej$ciem do problemu wybierania zmiennych porzadkowych
tworzacych struktur¢ co najmniej dwoch skupien jest ich taczenie w zbiory
zmiennych skorelowanych ze sobg. Podobny punkt wyjscia do tego problemu
zastosowal Talavera (2000) konstruujac metode selekcji zmiennych
nominalnych. Logika uzasadniajaca takie podejscie polega na spostrzezeniu, ze
jesli dwie zmienne o warto$ciach dyskretnych sa skorelowane, to musza tworzy¢
naturalng struktur¢ skupien wynikajaca z wszystkich mozliwych kombinacji
wariantow obu zmiennych. Uwage nalezy zwroci¢ na trudnosci wynikajace z
liczby wariantow. Jezeli zmienna porzadkowa ma duzo (wiecej niz kilka)
wariantow, to naturalna struktura skupien jaka ona tworzy bedzie liczyla duzo
skupien, a w parze z inng zmienng o podobnej liczbie wariantéw, tych skupien
moze by¢ kilkadziesigt. Skorelowanie zmiennych kilkustanowych nie musi
bowiem oznacza¢ tego, ze przy rosnacej liczbie zmiennych liczba skupien jest
caly czas taka sama i réwna liczbie stanéw (badz najwigkszej z tych liczb) —
liczba skupien moze rosna¢, bo skorelowanie to jeszcze nie zalezno$¢ funkcyjna.
Wraz ze wzrostem liczby zmiennych moze szybko (nawet wyktadniczo) rosng¢
liczba skupien w strukturze wynikajacej z kombinacji wszystkich wystepujacych
wariantow dyskretnych. Taka struktura skupien nie jest dla nas interesujaca ze
wzgledu na to, ze mija si¢ z idea analizy skupien polegajaca na ustaleniu
ewentualnego istnienia niewielkiej liczby skupien.

Jesli chcemy wykorzysta¢ skorelowanie zmiennych porzadkowych do
ustalenia tego czy tworzg one strukture kilku skupien, to musimy zatozy¢, ze
liczba wariantow/standw wszystkich zmiennych porzadkowych opisujacych
obiekty jest rzedu kilku. Zauwazmy, Ze przy tym zalozeniu, wartosci WKL sa
czute na wymuszenia o charakterze mechanicznym zakresu zmienno$ci
zmiennych, wtedy gdy obie zmienne tworza strukture kilku skupien.
Wymuszenia zakresu zmienno$ci o wiele tatwiej wprowadzi¢ dla zmiennych
porzadkowych niz dla zmiennych ciaglych. Na przyklad, w przypadku
niewielkiej liczby stanow odpowiednikiem wybierania pewnego obszaru z
dwuwymiarowe]j przestrzeni euklidesowej warto$ci zmiennych ciagtych jest
narzucenie warunku o wyeliminowaniu jednego lub dwoch stanow ze
wszystkich jakie przyjmuje dana zmienna porzadkowa. Wyeliminowanie
pewnych standow jednej ze zmiennych, w oczywisty sposob, nie powinno mieé¢
wplywu na warto$¢ WKL gdy obie zmienne nie sg skorelowane ze sobg.
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Jezeli dwie zmienne porzadkowe tworza strukture kilku skupien i
towarzyszy temu wysokie skorelowanie tych zmiennych, to eliminowanie
jednego wariantu pociaga za soba zmiang warto$ci WKL, ale zmiany te nie
powinny by¢ duze. Na przyklad, jesli zalozymy, ze wyksztalcenie mierzone na
skali pigciostanowej jest w pewnej populacji do$¢ silnie skorelowane z
zamoznos$cig mierzong rowniez na skali pigciostanowej, to wyeliminowanie
0s0b z wyksztalceniem najwyzszym moze obnizy¢ nieco wartos¢ WKL ale
warto$¢ ta nadal pozostanie zdecydowanie dodatnia. Podobnie, wyeliminowanie
0s0b najubozszych moze spowodowac¢ (najprawdopodobniej) spadek wartosci
WKL ale nie powinien to by¢ duzy spadek. Ponadto, ewentualne spadki lub
wzrosty wartosci WKL spowodowane wyeliminowaniem jednego ze stanow
powinny charakteryzowa¢ si¢ niewielkimi réznicami w zalezno$ci od wyboru
stanu.

_— _—

1 2 3 4 5
Rys. 4.5 Dwie pigciowariantowe zmienne porzadkowe tworzace strukture kilku skupien
(wielko$¢ kwadratu jest proporcjonalna do liczebnosci skupienia).
Zrodto: opracowanie wiasne.

Nieco wigksze moga by¢ zmiany wartosci WKL wtedy gdy obie zmienne
tworzg strukture kilku skupien, ale nie towarzyszy temu wysoka warto$¢ WKL.
Jezeli dwie zmienne tworzg strukturg¢ skupien tego rodzaju, to wyeliminowanie
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jednego z wariantow jednej zmiennej moze wigza¢ si¢ z wyeliminowaniem
jednego skupienia lub wigkszosci obiektow z tego skupienia co moze
powodowac, po pierwsze, dos¢ istotng zmiang¢ wartosci WKL, po drugie, zmiang
istotnie zréznicowang w zaleznoSci od wyboru wariantu. Tego rodzaju
zalezno$ci sg analogiczne do tych, ktore mozna bylo zauwazy¢ przy
wymuszaniu wyzszej/innej wartosci WKO dla zmiennych cigglych. Zaleznosci te
zilustrowano na rysunku 4.5. Warto§¢ WKL dla przedstawionego zbioru danych
jest nieco wigksza od zera. Po usunigciu drugiego wariantu drugiej zmiennej (0$
pionowa), warto§¢ WKL moze zmieni¢ si¢ zupelnie, nawet na ujemng. Logika
powyzej przedstawionego rozumowania traci sens gdy liczba wariantow jest
bardzo mata, na przyklad wyeliminowanie jednego z dwoch wariantow
uniemozliwia mierzenie sity korelacji.

Kierujgc si¢ powyzszymi rozwazaniami skonstruowano metod¢ wybierania
zmiennych istotnych dla struktury skupien, ktéra oparta jest na wartosci WKL
oraz na zmianie wartosci WKL w zalezno$ci od eliminowania poszczegdlnych
wariantow pojedynczych zmiennych. Ponizej przedstawione sg dwie wersje
metody selekcji zmiennych porzadkowych: bezwzgledna i poréwnawcza. Liczbe

wszystkich wariantdow zmiennej v oznaczmy symbolem m, .

Metoda bezwzgledna KO porzgdkowe selekciji zmiennych porzadkowych

Krok 0. Poloz i=0 oraz zbidr wszystkich zmiennych na miejsce zbioru
zmiennych pozostalych do analizy.

Krok 1. Potéz i=i+1. Dla wszystkich par zmiennych (ze zbioru zmiennych
pozostalych do analizy) znajdz warto$ci WKL(u,v). Ponadto, znajdz dla

wszystkich par zmiennych (u,v) warto$¢ R(u,v) roznicy pomi¢dzy najwyzsza a
najnizsza wartoscia WKL sposrod m, +m 6 wartosci wspolczynnika WKL
odpowiadajacych wyeliminowaniu poszczegdlnych wariantow obu zmiennych
(za kazdym razem eliminowany jest jeden wariant jednej zmienne;j).

Krok 2. Znajdz wsrdd liczb R(u,v) najwyzsza warto$¢. Znajdz wsrod liczb
WKL(u,v) najwyzsza wartoé¢. Par¢ odpowiadajaca wyzszej ze znalezionych

dwoch warto$ci oznaczmy przez (uo,vo), gdy wyzsza z dwoch wartosci jest

wigksza od 0,3. Jesli nie, to zakoncz postgpowanie podejmujac decyzj¢ o braku
zmiennych tworzgcych strukture skupien.
Krok 3. Przypisz kazda zmienng s ze zbioru zmiennych pozostalych do

analizy do zbioru 4; , przypisanego do pary (”o Vo ), jesli
%QWKL(S,VO} + |WKL(u0 ,S ])> 0,3 . Przez B oznacz zbior pozostatych zmiennych.

Krok 4. Jesli pozostaty co najmniej trzy zmienne w zbiorze B, to poldz na
miejsce zbioru zmiennych pozostatych do analizy zbiér B i idz do kroku 1.
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Krok 5. Jesli pozostaly dwie zmienne (u,v) w zbiorze B, to uznaj je za
zmienne tworzace strukture skupien jezeli R(u,v)>0,3. Jesli warunek ten nie jest
spetniony, to uznaj t¢ par¢ za nieistotng. Idz do kroku 7.

Krok 6. Jesli pozostala tylko jedna zmienna, to sprawdz czy mozna ja

dotaczy¢ do podzbioru zmiennych przypisanych do ostatniej pary (uo,vo).
Dotacz pozostalg zmienng do ostatniego podzbioru zmiennych gdy warto§¢
|WKL| z ktoragkolwiek zmienng z pary (”o , Vo) jest wyzsza od 0,3.

Krok 7. Rozstrzygnij czy poszczegélne, wyodrgbnione zbiory A, tworza

strukture skupien za pomoca nastgpujacego kryterium: zbidr zmiennych tworzy
strukture skupien gdy $rednia arytmetyczna R(u,v) (czyli zmiany WKL(u,v)) ze
wszystkich par (4,v) zmiennych z tego zbioru jest wyzsza od 0,3.

Metoda porownawcza KO porzgdkowe selekciji zmiennych porzadkowych

Krok 0 do Krok 6 sg takie same jak w metodzie bezwzgledne;.

Krok 7. Sposrod wszystkich wyodrebnionych zbiorow A4; , za zbior
zmiennych istotnych uznaj ten, ktory ma najwyzsza $rednig arytmetyczng
R(u,v) ze wszystkich par (,v) zmiennych z tego zbioru.

Powyzsze metody moga by¢ modyfikowane gdy pewne zmienne maja
wicksza od kilku, ale mniejsza od 10, liczbe wariantow. Wowczas w kroku
pierwszym mozna, na przyklad, rozwaza¢ wszystkie wykluczenia pojedynczych
wariantow oraz dwoch kolejnych stanéw. W przypadku gdy liczba wszystkich
wariantow jest wigksza od 10, to nalezy zwigkszy¢ liczbe kolejnych,
wykluczanych wariantéw danej zmiennej. Uwzglednienie jako jednej z
podstawowych miar zmiany WKL (a nie samej wartosci WKL) powinno tagodzi¢
zte skutki oslabienia zdolno$ci skorelowania liniowego do rozstrzygania o
istnieniu struktury skupien zwigzane z tym, ze przy rosngcej liczbie wzajemnie
skorelowanych zmiennych moze rosna¢ liczba skupien. Na przykltad, jezeli na
rysunku 4.5 struktura skupien bylaby roztozona rownomiernie pomig¢dzy
wszystkie kombinacje wariantéw obu zmiennych (bylaby to struktura 25
skupien), to zmienno$¢ WKL po usuni¢ciu jednego wariantu jednej ze
zmiennych bylaby bardzo niewielka. Zmienno§¢ WKL nie pomoglaby w
ustaleniu istnienia takiej struktury skupien, ale takie struktury nie sg dla nas
interesujace, jak to zostato zaznaczone przed sformutowaniem algorytmu.

Obie zaproponowane metody zostang sprawdzone na zestawie zbiorow
zmiennych porzadkowych (por. 1.4.2), ale nalezy zaznaczy¢, ze metody te maja
niewielkie znaczenie praktyczne z uwagi na to, ze rzadko spotyka sig
empiryczne zbiory danych, w ktérych wystgpowatyby tylko zmienne
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porzadkowe. Celem opracowania powyzej zaproponowanych metod jest
pokazanie uniwersalnych mozliwosci korelacji odlegtosciowe;.

4.4.3. Metoda dla zbiorow danych ze zmiennymi binarnymi

Przeprowadzone zostaly eksperymenty wstgpne majace na celu zbadanie
zachowania si¢ WKO w przypadku gdy obiekty zbioru danych sg opisane przez
zmienne binarne. Zastosowano najpopularniejsza miar¢ odleglosci dla tego typu
zmiennych tj. miar¢ Sokala-Michenera (por. tab. 1.1). W przypadku gdy badamy
wartosci WKO pomigdzy pojedynczymi zmiennymi, to m=1 (m — liczba
zmiennych), wobec czego odlegto$¢ jest rowna 0 lub 1 w zaleznosci od tego czy
obiekty maja (odpowiednio) taka samg warto$¢ na obu zmiennych czy r6zng. W
pierwszym eksperymencie zbadano zachowanie si¢ wspoOlczynnika korelacji
odleglo$ciowej pomigdzy dwiema zmiennymi binarnymi bez struktury skupien.

Tabela 4.16 Wektory okreslajace warto$ci zmiennych w strukturze szesciu skupien.

vl V2 v3 v4
Sk nr 1 1 0 0 1
Sk nr 2 1 1 1 1
Sk nr 3 1 0 1 0
Sk nr 4 0 1 0 1
Sk nr 5 0 0 0 1
Sk nr 6 0 1 1 0

Zrodio: Brusco, 2004.

Zbadano wartos¢  WKO(u,v,/) przy [=50 tj. wspdtczynnik korelacji
odleglosciowej (4.1) dla 50-cio elementowych zbiorow par wylosowanych ze
zbioru 1000 losowo wygenerowanych liczb ze zbioru {0, 1}. Losowanie 50-cio
elementowych zbiorow par powtarzano 200 razy i WKO(u,v) przyjgto rowna
$redniej arytmetycznej z 200 powtdrzen. Ze 100 powtdrzen obliczania
otrzymano maksymalng warto$¢ WKO(u,v) réwna 0,021.

W drugim eksperymencie zbadano zachowanie si¢ wspolczynnika korelacji
odleglo$ciowej pomigdzy zmiennymi binarnymi, z ktorych jedna nie ma zadnej
struktury skupien za§ druga zmienna jest jedng z czterech zmiennych
opisujacych strukture 6 skupien dang wektorami przedstawionymi w tabeli 4.16.
Warto$ci zmiennej bez struktury skupien losowane byly z losowo
wygenerowanego ciggu 1000 zer lub jedynek, za$§ wartoSci zmiennej
reprezentujacej struktur¢ losowane byly z ciggu 1200 czworek, z ktorych 200
pierwszych czworek miato wartosci takie jak w pierwszym skupieniu, 200
nastepnych czworek miato wartosci takie jak w drugim skupieniu, 200 kolejnych
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czworek mialo warto$ci takie jak w trzecim skupieniu itd. Najpierw 50 razy
losowano czworke nastgpnie z czworki wybierano warto$¢ tej zmiennej
(decydowal numer zmiennej liczac od poczatku czworki), ktora wystepowata w
parze dla ktorej WKO byt obliczany. Druga zmienng pary byla zmienna bez
struktury skupien, wigc do otrzymanej liczby dotgczano liczb¢ wylosowana z
ciggu 0 oraz 1. Podobnie jak w poprzednim eksperymencie, losowanie takich 50
par powtarzane bylo 200 razy. Podobnie jak w poprzednim eksperymencie,
wartosci WKO byly bliskie zeru dla wszystkich czterech zmiennych z tabeli
4.16. Na 100 powtorzonych obliczen maksymalna wartos¢ WKO(u,v) jaka
otrzymano, to 0,027.

Tabela 4.17 Zalezno$é pomiedzy WKO a stopniem rozmycia skupien.

Stopien
rozmycia 0% 2% 4% 6% 8% 10%
skupien

Minimalna
warto$¢ 0,10 0,091 0,088 0,080 0,076 0,062
WKO

Zrodlo: obliczenia wilasne.

W trzecim eksperymencie zbadano zachowanie si¢ wspotczynnika korelacji
odleglo$ciowej pomigdzy parami zmiennych z czterech zmiennych opisujacych
strukture 6 skupien dang wektorami przedstawionymi w tabeli 4.16. Celem tego
badania bylo przede wszystkim uzyskanie zalezno$ci pomigdzy stopniem
rozmycia skupien a wartoscig WKO, sama warto$¢ WKO dla poszczegdlnych
par zmiennych nie byla celem badania. Wyniki badania zawarte sg w tabeli
4.17.

Minimalna warto§¢ WKO jest rozumiana jako najmniejsza wartos¢ WKO
dla tych sposrdd szeSciu par zmiennych, dla ktérych warto§¢ WKO przy
zerowym rozmyciu skupiefn byta wyzsza od 0,1. Poszczegodlne wartosci WKO
dla wszystkich sze$ciu par byly bardzo zrdznicowane, od warto$ci nawet
ujemnych do 0,55. Celem tego eksperymentu jest zatem ustalenie jak wplywa
zwigkszanie stopnia rozmycia skupien na WKO ale tylko dla tych par, ktore przy
zerowym rozmyciu skupien miaty warto$¢ WKO , ktéora mozna (w §wietle
poprzednich eksperymentdw) uzna¢ za warto$¢ $wiadczacg o tym, ze
przyczyniaja si¢ one do tworzenia struktury skupien. Liczby przedstawione w
tablicy nalezy oceni¢ bardzo pozytywnie w kontekscie wynikéw dwoch
poprzednich eksperymentow. Nawet przy 10% rozmyciu skupien WKO dla
wybranych par zachowuje zdolno$¢ dyskryminacyjna, gdyz warto$ci WKO sag w
rozroznialny sposob wyzsze od warto$ci dla par zmiennych, z ktorych jedna (lub
obie) nie tworzg zadnej struktury skupien.
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Wyniki powyzszych eksperymentéw pozwalaja zaproponowaé znacznie
prostszag metod¢ wybierania zmiennych binarnych tworzacych strukturg skupief
niz w przypadku zmiennych ciaglych lub porzadkowych. W przypadku
zmiennych binarnych trudniej jest bada¢ zmiany wartosci WKO przy rdznego
rodzaju wymuszeniach lub ograniczeniach zbioru obiektéw, gdyz, na przyktad,
odrzucenie jednego z wariantoéw cechy uniemozliwia obliczanie WKO.
Bezpiecznym progiem dla wartosci WKO(u,v) , od ktérego mozemy uznaé, ze
pary zmiennych (u, v) s3 istotne dla tej samej struktury skupien moze by¢ liczba
0,05. Jesli zalozymy, ze prog ten (uzyskany dla wektorow zmiennych binarnych
o ustalonej dtugosci i ustalonej postaci) bedzie dobry dla innych struktur skupien
tworzonych przez zmienne binarne, to selekcja zmiennych moze polega¢ na tym,
by zaczynajac od pary z najwyzsza warto$cia WKO dotacza¢ do niej wszystkie
zmienne, ktore sa zwigzane z nig przez warto§¢ WKO przekraczajaca 0,05.
Doktadniej, metoda bezwzgledna wybierania zmiennych przedstawiona jest
ponizej.

Metoda bezwzgledna KO binarne selekcji zmiennych binarnych

Krok 0. Poloz i=0 oraz zbidr wszystkich zmiennych na miejsce zbioru
zmiennych pozostalych do analizy.

Krok 1. Potéz i=i+1. Znajdz dla wszystkich par zmiennych (u,v) (ze zbioru
zmiennych pozostalych do analizy) wartos¢ WKO(u,v).

Krok 2. Znajdz wérod tych liczb znalezionych w kroku 1 najwyzsza wartos$¢

WKO(u,v) . Pare odpowiadajaca tej warto$ci oznacz przez (”o Vo )

Krok 3. Jesli WKO(uO,v0)< 0,05 , to idz do kroku 5.

Krok 4. Jesli  WKO(uq,v,)> 0,05 , to dotaczaj sekwencyjnie pojedyncze
zmienne s do pary (u,,v,) jezeli WKO dla zmiennej s i ktérejkolwiek sposrod
zmiennych juz dotgczonych lub zmiennych z pary (u,,v,) ma warto$¢ wyzsza
od 0,05. Dolgczanie sekwencyjne kontynuuj dotad gdy nie bedzie wsrdd
zmiennych pozostatych do analizy Zadnej zmiennej spelniajacej ten warunek.
Zbiér zmiennych dotaczonych do pary (u,,v,) oznacz przez A,. Poldz zbiér
pozostatych zmiennych na miejsce zbioru zmiennych pozostatych do analizy i
idz do kroku 1, gdy liczebno$¢ tego zbioru jest co najmniej 3. Gdy liczebno$é
jest mniejsza od 3 , to idZ do kroku 5.

Krok 5. Uznaj wszystkie wyodrgbnione zbiory A, za zbiory tworzace

struktury skupien.

Metody porownawczej (wykorzystujacej zatozenie o istnieniu co najwyzej
jednej struktury skupien) wybierania zmiennych odpowiadajacej powyzszej
metodzie bezwzglednej nie mozna sformulowaé, jako ze uznajemy, ze przyjeta
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warto$¢ progowa pozwalajaca na wyodrebnianie rozlgcznych podzbiorow
zmiennych zapewnia rowniez to, ze kazdy z tych podzbioréw tworzy swoja
strukture skupien. Mozna jedynie wsréd wyodrgbnionych podzbiorow wyrdznic
ten, ktory ma najsilniejsza struktur¢ skupien. Wowczas nalezy przyjac
nastegpujaca zasade: sposrod wszystkich wyodrgbnionych zbioréw 4, , za zbior
zmiennych tworzacych najsilniejsza struktur¢ skupien uznaj ten, ktory ma
najwyzsza $rednig arytmetyczng WKO(u,v) ze wszystkich par (u,v) zmiennych
z tego zbioru.

Metoda taka powinna spisywac si¢ dobrze dla struktur skupien o podobnych
parametrach jak struktury zaczerpnigte z pracy Brusco (2004) (por. 1.4.3).
Bledne rezultaty moga pojawi¢ si¢ na przyklad wtedy, gdy liczba zmiennych
bedzie znacznie wyzsza od kilku i niektére skupienia beda stabo rozréznialne z
powodu slabej rozroznialno$ci poszczegdlnych zmiennych opisujgcych
poszczegélne skupienia. W punkcie 4.5.3 przedstawiona jest ocena
efektywnos$ci obu metod.

4.5. Ocena nowych metod przy pomocy eksperymentow
symulacyjnych

4.5.1. Eksperyment dla zbiorow danych ze zmiennymi ciaglymi

W celu zachowania poréwnywalno$ci wynikow do innych eksperymentow
zatézmy, ze rozwazamy zawe¢zony problem selekcji zmiennych tzn. w kazdym
zbiorze danych istnieje tylko jeden zbidr zmiennych tworzacy pewna strukturg
skupien. Taka cech¢ maja zbiory zestawu PODST. W takim problemie nalezy
zastosowa¢ porownawcza wersje metody KO ciggle. Niemniej jednak, w
ostatnim kroku metody KO ciggfe, w ktorym mamy do wyboru decyzje
bezwzgledng i poroOwnawcza, zawsze najpierw bedziemy probowac podjac
decyzje bezwzgledna (bez stosowania oceny wizualnej). Jezeli to okaze si¢
niemozliwe, to podjeta zostanie decyzja poroOwnawcza, tak jak to zostato
sformulowane w kroku 8 metody.

Wyniki  eksperymentu przedstawione sg w tabelach 4.18-4.23.
Asymptotyczna odzyskiwalno$¢ (4RI[) byla obliczana w postaci $redniej
arytmetycznej skorygowanego indeksu Randa pomigdzy grupowaniem
otrzymanym przy pomocy metody k-$rednich (k — prawidtowa liczba skupien
wynikajgca ze sposobu generowania zbioru, 100 powtdrzen z losowym
wyborem punktow startowych) a przynaleznoscia obserwacji do skupien
okreslong przez sposob generowania zbioréw. Losowy wybdr punktow
startowych powielany wielokrotnie jest rekomendowany jako najlepsza metoda
wyboru punktow startowych dla metody k-$rednich (Steinley i Brusco ,
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2007(b)). Ponizej przedstawiona jest szczegOtowa analiza wynikéw metody
KO ciggte.

Tabela 4.18 Efektywnos$¢ metody KO _ciggle wzgledem liczby zmiennych nieistotnych oraz
rodzaju struktury skupien tworzonej przez zmienne istotne.

Typ Liczba
zbioru zmiennych Pamigé Precyzja | ARI
danych nieistotnych
Brak 2 0,887 0,917 0,713
korelacji
4 0,890 0,908 0,705
wewnatrz
klas 6 0,892 0,894 0,704
. 2 0,910 0,934 0,651
Korelacja
wewnatrz 4 0,910 0,925 0,650
klas
6 0,906 0,915 0,646
Srednio 0,899 0,916 0,678

Zrodlo: obliczenia wilasne.

Z liczb przedstawionych w tabelach 4.18-4.23 wida¢, ze metoda KO _ciggte
na tych samych zbiorach danych, na ktorych oceniane byly inne metody
osiagneta o lepsze wyniki od trzech najlepszych sposrdd pozostatych metod.
Przede wszystkim zwraca uwage stabilno$¢ metody w odniesieniu do liczby
zmiennych nieistotnych dla struktury skupien i do skorelowania zmiennych
wewnatrz skupief. Takiej cechy nie miata metoda HINoV i jej modyfikacje.

Tabela 4.19 Efektywno$¢ metody KO ciggle wzgledem typu zmiennych nieistotnych.

Typ NO.1) | NOD) | NO.D) | N@O.I) | Normalne |
owno-

zmiennych | Beta(1,1) | brak staba $rednia silna o duzej .

mierne

nieistotnych korelacji | korelacja | korelacja | korelacja | wariancji

Vel 0,847 0,928 0,875 0,878 0,889 0,936 0,941

Lirzeyl 0,861 0,945 0,895 0,894 0,896 0,953 0,963

At 0,649 0.685 | 0677 0.682 | 0.677 0.687 0.688

Zrodlo: obliczenia wiasne.
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Wzgledem rodzaju zmiennych nieistotnych nie ma juz takiej stabilnos$ci ale jest
o wiele wieksza niz u konkurencji (por. tab. 4.19). Wyniki sa ciekawe w
kontekscie skorelowania zmiennych wewnatrz skupief, metoda KO ciggle w
sensie asymptotycznej odzyskiwalnosci spisata si¢ nieco lepiej dla zbiorow bez
korelacji wewnatrzklasowej natomiast w sensie pamigci 1 precyzji odwrotnie.
Wydaje sig, ze efekt ten mozna wytlumaczy¢ tym, ze zbiory z dodatnig korelacja
wewnatrzklasowa trudniej poprawnie pogrupowa¢ w skupienia, gdyz
»wydluzone” skupienia sg przeszkoda w odroznianiu skupien dla zastosowanej
metody grupowania tj. k-§rednich. Natomiast zmienne w tym przypadku latwiej
dzieli si¢ na rézne podzbiory, gdyz wystgpowanie korelacji wewnatrzklasowej
skutkuje wyzszymi warto§ciami WKO 1 WKL, co daje nieco lepsze rezultaty
podziatu zbioru zmiennych.

Tabela 4.20 Czesto$¢ rodzajow decyzji metody KO ciggle.

. .. Zbiory bez korelacji Zbiory z korelacja i
Rodzaj decyzji . Ogotem
wewnatrzklasowej wewnatrzklasowa
Poréwnanie
. 0,154 0,172 0,329
Decyzja WKO z WKL
bezwzgledna .
Miara 4.6 >0,4 0,183 0,143 0,330
Decyzja wzgledna 0,158 0,180 0,341

Zrodho: obliczenia wlasne.

Z liczb zawartych w tabeli 4.20 wynika, Zze metoda KO ciggle do$¢ czgsto
(prawie 33% decyzji) wykorzystywata porownanie WKO z WKL do podjgcia
decyzji bezwzglednej. Rownie czgsto wysoka warto$¢ miary (4.6) byta podstawa
decyzji bezwzglednej. W uzupeknieniu tabeli 4.20 nalezy doda¢, ze w decyzjom
bezwzglednym towarzyszyla niemalze doskonata pami¢¢ 1 precyzja —
odpowiednio 0,994 i 0,999. Ten rezultat nalezy oceni¢ jako bardzo dobry. Z
dotychczas opracowanych metod tylko podej$cia modelowe podejmujg decyzje
bezwzgledne ale efektywnos$¢ tych metod jest staba.

Tabela 4.21 przedstawia efektywno$§¢ metody KO ciggle w zalezno$ci od
liczby skupien w zbiorze danych. Wyniki sa poprawne, gdyz efektywnos¢ ro$nie
wraz ze wzrostem liczby skupien. Ten wynik pozostaje w zgodno$ci z
badaniami wstepnymi (por. § 1.4) wlasnosci korelacji odleglosciowej, z ktérych
wynika, ze gdy liczba skupien jest wigksza od 2, to zdolno$¢ dyskryminacyjna
korelacji odleglosciowej jest wigksza. Uwage zwraca znacznie stabsza od
pozostatych wynikow, efektywno$¢ w przypadku najmniejszej liczby skupien t;.
dwoch skupien. Ten wynik rowniez zgadza si¢ z badaniami wstepnymi. Ponadto,
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dla najwyzszej liczby skupien (8) efektywnos$¢ jest nieco mniejszych liczb
skupien. To jest zapewne konsekwencjg zastosowanego tylko dwustopniowego

grupowania obiektow.

Tabela 4.21 Efektywno$¢ metody KO ciggle w zaleznoéci od liczby skupien w zbiorze danych.

Liczba skupien Pamigé Precyzja ARI
2 0,712 0,730 0,322
3 0,902 0,936 0,648
4 0,954 0,966 0,783
6 0,966 0,972 0,830
8 0,962 0,972 0,807

Zrodlo: obliczenia wilasne.

Tabela 4.22 przedstawia asymptotyczng odzyskiwalno$¢ metody KO ciggte
w zaleznosci od liczby zmiennych tworzacych strukture skupien i nieistotnych
dla niej. Mozna zauwazy¢, ze w kazdej kolumnie efektywno$¢ metody jest
niemalze identyczna. Takiej stabilno$ci nie miaty HINoV 1 jej modyfikacje —
efektywno$¢ malata wyraznie wraz ze wzrostem liczby zmiennych nieistotnych.

Tabela 4.23 przedstawia efektywno$§¢ metody KO ciggle w zalezno$ci od
stopnia  separowalno$ci skupien. Mozna zauwazy¢ bardzo regularne
zmniejszanie si¢ efektywno$ci wraz ze wzrostem stopnia rozmycia skupien.
Wiyniki ten jest poprawny i zgodny z oczekiwaniami.

Tabela 4.22 Asymptotyczng odzyskiwalnos¢ metody KO ciggle w zaleznosci od liczby zmiennych
istotnych (wiersze) oraz liczby zmiennych nieistotnych (kolumny).
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2 4 6
2 0,641 0,632 0,633
4 0,686 0,686 0,685
6 0,718 0,715 0,708

Zrodlo: obliczenia wilasne.




Tabela 4.23 Efektywno$é metody KO ciggle w zaleznosci od stopnia zachodzenia skupien na

siebie (overlap).

Overlap Pamigé Precyzja ARI
0 0,996 0,994 0,983
0,1 0,931 0,949 0,727
0,2 0,882 0,902 0,624
0,3 0,850 0,870 0,553
0,4 0,836 0,861 0,503

Zrodto: obliczenia whasne.

4.5.2. Eksperyment dla zbiorow danych ze

porzadkowymi

Zmiennymi

Przeprowadzono eksperyment badawczy w celu sprawdzenia efektywnosci
metody dla zbiorow danych ze zmiennymi porzadkowymi. W celu zachowania
mozliwosci porownania wynikow zastosowano wersj¢ porownawcza metody tj.
dziatajaca przy zalozeniu, ze istnieje tylko jedna struktura skupien. Zestaw
zbioréw sktadat si¢ z 400 (por. 1.4.2). Metoda porownawcza KO porzqdkowe
spisala si¢ bardzo dobrze, w przypadku 7 sposrod 8 modeli (czyli dla 350
sposrod 400 zbiorow danych) metoda bezblednie wybrata wszystkie zmienne
istotne dla struktury skupien. Dokladniejsze wyniki przedstawione sg ponize;j.

Model 1. Wybor pary najistotniejszej dla struktury skupien 7 razy w oparciu
o WKL , 43 razy w oparciu o zmiang WKL (czyli R(u,v)). Podziat na dwa zbiory

zmiennych - bezbledny. Decyzja o wyborze zbioru zmiennych

bezbledna.

Model 2. Wybdr pary najistotniejszej dla struktury skupien
oparciu o WKL. Podzial na dwa zbiory zmiennych - bezbledny

wyborze zbioru zmiennych istotnych - bezbtedna.

Model 3. Wybor pary najistotniejszej dla struktury skupien
oparciu o WKL. Podzial na dwa zbiory zmiennych - bezbledny

wyborze zbioru zmiennych istotnych - bezbtedna.

Model 4. Wybdr pary najistotniejszej dla struktury skupien
oparciu o WKL. Podzial na dwa zbiory zmiennych - bezbledny

wyborze zbioru zmiennych istotnych - bezbtedna.

istotnych -

50 razy w
. Decyzja o

50 razy w
. Decyzja o

50 razy w
. Decyzja o
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Model 5. Wybdr pary najistotniejszej dla struktury skupien 50 razy w
oparciu o WKL. Podzial na dwa zbiory zmiennych - bezbt¢dny. Decyzja o
wyborze zbioru zmiennych istotnych - bezbtedna.

Model 6. Brak pary najistotniejszej dla struktury skupien, ktéra mialaby

|WKL| > 0,3 lub zmian¢ WKL wigksza od 0,3.

Model 1. Wybor pary najistotniejszej dla struktury skupien 5 razy w oparciu
o WKL , 45 razy w oparciu o zmian¢ WKL. Podziat na dwa zbiory zmiennych -
bezbledny. Decyzja o wyborze zbioru zmiennych istotnych - bezbtedna.

Model 8. Wybdr pary najistotniejszej dla struktury skupien 50 razy w
oparciu o zmian¢ WKL. Podziat na dwa zbiory zmiennych - bezbtedny. Decyzja
0 wyborze zbioru zmiennych istotnych - bezbt¢dna.

W uzupeknieniu tych wynikow nalezy zaznaczy¢, ze zastosowano metode
porownawczg ale decyzja o wyborze zbioru zmiennych istotnych zawsze byla
bezwzgledna, za kazdym razem zmiana warto$ci WKL byta wyzsza od 0,3.

4.5.3. Eksperyment dla zbioréw danych ze zmiennymi binarnymi

W celu ocenienia metody KO _binarne dla zbiorow danych ze zmiennymi
binarnymi zastosowano obie metody tj. bezwzgledng 1 pordwnawcza do
zbiorow danych binarnych (por. 1.4.3), z pojedynczymi strukturami skupien.

Metoda porownawcza wybrata bezblednie zmienne w przypadku 710
zbioré6w sposrod 729 zbiorow. Ten wynik jest odrobing gorszy od wyniku
metody Brusco, ale nie zostalo wykorzystane zatozenie o znanej liczbie skupien.

Metoda bezwzgledna spisata si¢ w identyczny sposob pod wzgledem liczby
zbiorow z bezblednie wybranymi zmiennymi. W przypadku pozostatych 19
zbiorow, w 7 przypadkach blednie wyrdznita drugi podzbidr zmiennych (zawsze
byta to para zmiennych), jako zbidr tworzacy druga strukture skupien.

Metode bezwzgledna zastosowano rowniez do trzech zbioréow z
wielokrotnymi strukturami skupien (por. 1.4.3). Metoda w kazdym zbiorze
wybrala bezblednie wszystkie 12 zmiennych (2 razy po 6 zmiennych)
opisujacych dwie niezalezne od siebie struktury skupien. Pozostate 6 zmiennych
odrzucila jako zmienne nieistotne dla zadnej struktury skupien. Wynik ten
nalezy oceni¢ bardzo pozytywnie, zwlaszcza w przypadku trzeciego zbioru z
bardzo duzym (5% ) rozmyciem obu struktur skupien. Wynik ten jest
nieporoéwnywalny z innymi metodami, gdyz nie s3a znane metody, ktore
potrafityby wybiera¢ binarne zmienne istotne dla wielokrotnych struktur
skupien.

Przeprowadzone badanie potwierdza uniwersalne mozliwosci korelacji
odleglo$ciowe;j.
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4.6. Sformulowanie metody dla dowolnego wukladu skal
pomiarowych

Na rysunkach 4.6 i 4.7 przedstawiona jest idea dzialania zaproponowanych
metod selekcji dla zmiennych mierzonych na skalach o jednakowej sile pomiaru
kazdej zmiennej. W kazdym algorytmie nacisk potozony jest na jak najbardzie;
optymalne wykorzystanie wlasciwosci danej skali pomiarowej. Wsrdd tych
metod nie ma algorytmu dla zmiennych nominalnych wielostanowych. Ponadto,
konieczne wydaje si¢ zaproponowanie metody ogdlnej tj. dla dowolnego
zestawu rodzajow skal pomiarowych z powodu bardzo czg¢sto spotykanych w
praktyce zbiorow tego typu przy towarzyszacym temu kompletnym niedostatku
metod selekcji zmiennych w takich przypadkach.

4 N

Pogrupowac e ~ 4 N\
zmienne w Najsilniejsza
roztgczne Uznac, ze kazdy strukture

: podzbior kupien t
podzbiory w X skupien tworzy
oparciu o zmiennych ten podzbior
dotgczanie wyodrebniony zmiennych,
sekwencyjne N takiej ,| ktoryma
pojedynczych procedurze najwyzsza
zmiennych do twor;y’strukture; srednig
pary wiodacej skupien. ?/Ir/?gle;l};lc;gf
gdy WKO .
przekracza zmiennych.
warto$¢ \_ J
progowa. N D

\_ J

Rys. 4.6 Diagram przedstawiajacy zasad¢ dzialania metody selekcji zmiennych binarnych.
Zrodto: opracowanie wiasne.

Najbardziej naturalnym podej$ciem do zagadnienia konstrukcji algorytmu
selekcji zmiennych  wtedy gdy mamy do czynienia z wystgpowaniem
mieszanych skal pomiarowych jest oparcie go na zasadzie podobnej do reguty
sekwencyjnego dotgczania zmiennych do jakiej$ pary wyjsciowej/wiodacej
wystepujacej] w kazdym z algorytméw z rysunku 4.6. Wystepowanie skal
pomiarowych o r6znej sile byto, w dotychczasowym dorobku nauki w temacie
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Gdy nie mozna
podjaé decyzji

4 N\ N\ bezwzglednej,

Sprawdzi¢ kazdy to sposrod
Pogrupowaé podzbiér pod wszystkich
zmienne w katem mozliwosci podzbiorow
rozlaczne podjecia decyzji wybra¢ ten,
podzbiory w bezwzglednej ktory ma
oparciu 0 WKO ™|  opartejnp.natym, [®| najwigksza
oraz WKL dla par ze WKO jest zmiennos$¢
zmiennych. wyzsze od WKL. WKO dla

\_ J wybranych

/ typow
wymuszen.

4 ) ~ -
Pogrupowac 4 I
zmienne w Gdy nie mozna
roztaczne podja¢ decyzji
podzbiory w N\ bezwzglednej,
oparciu o WKL Sprawdzi¢ kazdy to sposrod
pomigdzy podzbidr pod wszystkich
pojedynczymi katem mozliwosci podzbiorow
zmiennymi a parg | podjecia decyzji lp|  wybrac ten,
wiodaca, przy bezwzglednej ktory ma
czym pare opartej np. na tym, najwigksza
wiodaca za ze zmienno$¢ Zmiennos'fi. WKL
kazdym razem WKL jest wysoka. przy pomijaniu
wybra¢ w oparciu J kolejnych
o WKL lub stanow.
zmienno$¢ WKL
przy pomijaniu - /
kolejnych stanéw

\

)

Rys. 4.7 Diagram przedstawiajacy zasady dziatania dwoch roznych metod selekeji

zmiennych w zaleznos$ci od rodzaju skal pomiarowych. U gory metoda dla zmiennych ciagtych, u
dotu metoda dla zmiennych porzadkowych.
Zrodto: opracowanie wiasne.

selekcji zmiennych w analizie skupien, na ogot, zrédlem problemoéw. Nieliczne
sa metody, ktore dopuszczajg wystgpowanie réznych skal pomiarowych w
jednym zbiorze danych i spisuja si¢ one bardzo stabo. Mozna jednak
zaproponowa¢ metode, w ktorej wykorzystamy niewatpliwg zalete stabszych
skal pomiarowych, te, ktéra wykorzystali Fisher i Talavera (por. § 3.3). Zaleta ta
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jest to, ze fakt wysokiego skorelowania dwoch zbioréw zmiennych mierzonych
na skalach dyskretnych (o matlej liczbie stanéw) §wiadczy o istnieniu struktury
skupien dla zbioru zmiennych, ktory jest sumg mnogo$ciowa obu zbiorow.
Problemem jest pomiar sity korelacji, ale do tego zadania mozna wykorzystac
korelacj¢ odleglosciowa, ktora jest miara uniwersalng w tym sensie, ze mozna ja
stosowa¢ do mierzenia sity wzajemnego wkladu dwoch zbiorow zmiennych do
tworzenia tej samej struktury skupien.

Algorytm, ktory zostanie zaproponowany bedzie dzialal na podobnej
zasadzie i, przy jego sformulowaniu, bedg wykorzystane wlasnosci korelacji
odleglo$ciowej oraz liniowej, ktore mozna bylo zaobserwowaé wsrod
przyktadowych struktur skupief zbadanych przy konstruowaniu algorytmow
KO porzqdkowe oraz KO_binarne. W szczeg6lno$ci, mozna zauwazyc¢, ze wraz
ze spadkiem dokladnosci pomiaru spadaja wymagania odno$nie minimalnej
warto$ci WKO jaka moze $wiadczy¢ o istnieniu struktury skupien. Dla
zmiennych cigglych mierzonych na skali ilorazowej progiem takim byta warto§¢
0,15. Dla przykladowych struktur zmiennych binarnych (por. tab. 1.4) wartos¢
0,1 $wiadczy w sposob zdecydowany o istnieniu struktury skupien. Ponadto
nalezy wzia¢ pod uwage wiasnosci WKO odnoszace si¢ do zaleznosci od
liczebno$ci zbiorow zmiennych pomiedzy ktorymi ten wspotczynnik jest
obliczany. Im wigksze liczebno$ci zbiorow zmiennych tym fagodniejsze
wymagania dla warto$ci WKO, ktora §wiadczy o istnieniu struktury skupien. W
zwigzku z tym prog powyzej ktorego bedzie mozna przylaczaé pary zmiennych
do innego (o liczebnosci co najmniej 2) zbioru zmiennych zostanie obnizony do
0,1. Algorytm, ktory nazwiemy KO meta bedzie zatem dzialal na zasadzie
sekwencyjnego dolgczania zmiennych (lub par zmiennych), do pary wyjsciowej,
ktérag moze by¢ dowolna para zmiennych, dla ktérej WKO przekracza minimalny
prog (0,15). Jezeli zmiennych bedzie kilka (mniej niz 10), to beda dotaczane
pojedyncze zmienne. Gdy zmiennych bedzie wigcej, to beda dolaczane pary
zmiennych. Po wyodrebnieniu roztacznych podzbioréw zmiennych bedzie
mozna wykorzysta¢ wspomniang zalet¢ zmiennych mierzonych na sltabych
skalach do podjecia ewentualnej decyzji bezwzglednej o tym, czy kazdy z
wyodrgbnionych podzbiorow zmiennych mozna uznaé za zbior tworzacy
strukture skupien. Jesli w podzbiorze 4 zmiennych, spos$réd wyodrgbnionych
podzbioréw zmiennych znajdziemy dwa rozlaczne podzbiory, z ktérych co
najmniej jeden jest podzbiorem zmiennych mierzonych na kilkustanowych
skalach dyskretnych, dla ktorych WKO przekracza minimalny prog, to podzbior
A uznamy za zbior tworzacy strukture skupien. Jezeli decyzji bezwzglednej nie
bedzie mozna podjg¢ dla zadnego z wyodregbnionych podzbiorow, to podjeta
zostanie decyzja o charakterze poréwnawczym, w ktorej kryterium bedzie
podobne do kryterium z algorytmu KO ciggle. Ponizej przedstawione jest
doktadne sformutowanie algorytmu KO meta.
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Metoda KO meta selekcji zmiennych tworzacych strukture skupien

Krok 1. Znajdz dla wszystkich par zmiennych (u,v) (ze zbioru zmiennych
pozostatych do analizy) warto$¢ WKO(u,v).

Krok 2. Znajdz wérdd liczb znalezionych w kroku 1 najwyzsza warto$¢
WKO(u,v) . Pare odpowiadajaca tej warto$ci oznacz przez (”o Vo )

Krok 3. Jesli WKO(uO,v0)< 0,15 , to zakoncz postepowanie podejmujac
decyzje o braku zmiennych tworzacych strukture skupien gdy para znaleziona w
kroku 2 byta tylko jedna lub idZ do kroku 8 gdy par tych bylo wigce;.

Krok 4. Jesli WKO(u,,v,)>0,15 ,to oznacz A = {”o Vo }

Krok 5. Wsréd wszystkich par (u,v) pozostatych zmiennych znajdz parg
(u Y ) , dla ktorej WKO{A, (v, )} ma najwyzsza wartosc.

Krok 6. Jezeli WKO(A,(uy,v,)) > 0,10, to potoz A= AU {u,,v,}. 1dz do
kroku 5. Jezeli WKO(A4,(u,,v,)) <0,10, to zakoncz postegpowanie uznajac zbidr
A zmiennych za zbidr wyodrgbniony.

Krok 7. Powtorz kroki 2-6 dla pary startowej w kroku 2, ktéra ma
najwyzsza warto$¢ WKO sposréd wszystkich par, ktére mozna utworzy¢ ze
zmiennych pozostatych do analizy. Jezeli nie ma pary spelniajacej warunek
WKO(u,v)Z 0,15, to zakoncz wyodrebnianie podzbioréw zmiennych i przejdz
do kroku 8.

Krok 8. Sprawdz kazdy z wyodrgbnionych podzbiorow pod katem
poprawno$ci dolaczonych par zmiennych przy 0,1 <WKO(4,(u,,v,)) <0,2
(patrz Uwaga 1 ponizej). Sprawdz kazdy z wyodrebnionych podzbioréw pod
katem mozliwosci dofaczenia pojedynczych zmiennych, ktére w innym ciagu
dotaczen byly dolaczane do zbioru zmiennych bedacego podzbiorem
wyodrgbnionego podzbioru (patrz Uwaga 2 ponizej). Ocen kazdy z
wyodrgbnionych podzbiorow zmiennych przy pomocy nast¢pujacych kryteriow
bezwzglednych:

- warto$¢ miary (4.6) wigksza od 0,4 w przypadku gdy wyodrgbniony
podzbidr zmiennych sktada sie ze zmiennych tylko ciggtych;

- wystgpowanie jakichkolwiek dwoch podzbiorow (w szczegdlnosci dwoch
par zmiennych oraz pary zmiennych z jedna zmienng) B, C wyodrgbnionego
podzbioru takich, ze WKO(B, C ) > 0,1 oraz co najmniej jeden z podzbiorow B, C
sktada si¢ tyko ze zmiennych nominalnych lub porzadkowych.

Jezeli zaden sposréd wyodregbnionych podzbioréw nie spetia Zadnego z
kryteriow, to idz do kroku 9. Jezeli istniejg jakie$ podzbiory spetniajace jedno z
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kryteriow bezwzglednych, to uznaj je za zbiory tworzacy strukture skupien i
zakoncz postgpowanie.

Krok 9. Jesli wérod wyodrgbnionych podzbioréw zmiennych sg zbiory
zmiennych tylko ciaglych, to wybierz jako zbiér zmiennych tworzacych
strukture skupief, zbior, ktory ma najwyzsza warto$¢ miary (4.6).

Kryterium poréwnawcze z kroku 9 powinno by¢ skonstruowane tak, by
mozna bylo porowna¢ dwa podzbiory zmiennych sktadajgce si¢ ze zmiennych,
ktére moga by¢ mierzone na réznych skalach. Takie kryterium musialoby jednak
by¢ bardzo rozbudowane i oparte na sztucznych progach, ktorych wysokosci
bylyby trudne do uzasadnienia. Zauwazmy, Zze decyzja poréwnawcza, w
przypadku takich podzbiorow, nie ma takiego znaczenia jak, na przyktad, w
przypadku poréwnywania dwoch podzbioréw zmiennych ciaglych. Tak jest z
tego wzgledu, ze jesli zmienne mierzone na roznych skalach tworza strukture
skupien, to musi to znalez¢ odzwierciedlenie w wysokich warto$ciach WKO w
ramach kazdego podzbioru. Innymi stowy, jezeli zmienne mierzone na réznych
skalach tworza struktur¢ skupien, to w kroku 8 powinnis$my t¢ wlasno$¢ ustali¢
przy pomocy jednego z kryteriow bezwzglednych. Jesli takiej decyzji nie
podejmiemy, to zasadniczo rzecz biorgc, nalezy podja¢ decyzj¢ o braku
struktury skupien w tym podzbiorze. A zatem kryterium poréwnawcze z kroku 9
bedzie mialo marginalne znaczenie — bedzie stosowane tylko do poréwnania
dwoch podzbioréw zmiennych sktadajgcych si¢ tylko ze zmiennych cigglych, co
pozwala takie sformutowanie kryterium.

Uwaga 1. Jak zaznaczono wczes$niej, w przypadku matej liczebnosci zbioru
wszystkich zmiennych nalezy do pary wyjSciowej dolacza¢ raczej zmienne
pojedyncze. Réznica w sformutowaniu algorytmu bedzie wigc polegata na tym,
ze w kroku 5, do zbioru 4 dolaczamy zmienna u dajaca najwyzsza wartos$¢
WKO(A,u). Gdy faczenie zmiennych odbywa si¢ na parach zmiennych, to moze
zdarzy¢ si¢, ze zmienna nieistotna dla struktury zostanie wlaczona do zbioru
zmiennych istotnych w ramach pary ze zmienng istotng, bardzo silnie
skorelowang z innymi zmiennymi istotnymi. Dolgczenie takiej pary powinno
odby¢ si¢ przy niezbyt wysokiej (bo jedna zmienna tworzy struktur¢ skupien a
druga nie) wartosci WKO, np. 0,1<WKO(A4,(u,,v,))<0,2. Wobec tego
przynaleznos$¢ kazdej zmiennej u dotaczonej do danego zbioru wyodrgbnionego
przy wartosci WKO mniejszej od 0,2 nalezy sprawdzi¢. Tego sprawdzenia
mozna dokona¢ znajdujac wartosci WKO(A,u) dla kazdej ze zmiennych u, ze

wszystkimi podzbiorami 4 zbioru wyodrgbnionego o liczebno$ci co najmniej 2.
Jezeli nie znajdziemy podzbioru o liczebnosci co najmniej 2, z ktérym zmienna
u mialaby WKO(A,u)Z 0,1, ani podzbioru jednoelementowego A4, z ktorym
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zmienna u mialaby WKO(A,u)Z 0,15, to zmienng u# wykluczamy ze zbioru
wyodrgbnionego.

Uwaga 2. Rozbiezno$ci dotyczace dolaczania lub wykluczania zmiennych
ze zbioré6w wyodrgbnionych moga pojawi¢ si¢ rowniez w sytuacji gdy
pojedyncze zmienne nie sg wlaczone do danego zbioru pomimo, ze w innym
ciggu dolaczen byty dolaczane do zbioru skladajacego si¢, w wigkszosci, z tych
samych zmiennych. Wobec tego zaproponujmy nastgpujaca zasade: jezeli
zmienna u, nienalezagca do wyodregbnionego podzbioru zmiennych 4, byla w
innym ciggu dotaczen dotgczona do innego zbioru, ktdry zawieral co najmniej
potowe zmiennych sktadajacych si¢ na zbidr 4, to zmienng u nalezy dolaczy¢ do
zbioru 4.

Zaproponowany algorytm nie bedzie badany w  eksperymencie
symulacyjnym z powodu zbyt daleko idacej dowolnosci w konstruowaniu
struktur skupien zmiennych mierzonych na roéznych skalach. W literaturze nie
spotyka si¢ eksperymentow symulacyjnych dla zbiorow danych opisanych, na
przyktad, tylko zmiennymi nominalnymi. Metody analizy skupien (nie tylko
selekcji zmiennych) poswigcone takim zbiorom badane sg na przykltadowych
zbiorach empirycznych. W rozdziale 5 efektywnos$¢ algorytmu KO meta
zostanie oceniona w oparciu o zastosowanie do duzej liczby zbiorow
empirycznych.
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S. ZASTOSOWANIE METOD SELEKCJI ZMIENNYCH
W  ANALIZIE SKUPIEN W  BADANIACH
EKONOMICZNO-SPOLECZNYCH

5.1. Zagadnienia wst¢pne dotyczace empirycznych zbiorow
danych

Dobra efektywnos¢ metod selekcji zmiennych w eksperymencie na zbiorach
ze zmiennymi cigglymi, w postaci mieszanin rozktadow normalnych oraz w
eksperymentach na zbiorach ze zmiennymi mierzonymi na stabszych skalach,
generowanymi w oparciu o zatozong posta¢ struktury skupien jest w pewnym
sensie warunkiem koniecznym dobrej calo$ciowej oceny metody. W analizie
skupien ocena ostateczna powinna by¢ jednak oparta na efektywnosci metody w
zastosowaniu do empirycznych zbiorow danych. Empiryczne zbiory danych
czesto cechuje wystgpowanie réznych skal pomiarowych oraz skupien, dla
ktérych modelem (dla silnych skal) nie zawsze moze by¢ rozktad normalny. W
przypadku wystgpowania zmiennych z réznymi skalami pomiarowymi jedyna
zaproponowang dotychczas metoda moze by¢ metoda Ichino oparta na teorii
grafow. Ta metoda ma jednak powazne ograniczenia natury obliczeniowej, oraz
jest bardzo nieefektywna. Ocena oparta na empirycznych zbiorach danych
powinna by¢ przeprowadzona w oparciu o zbiory sprawdzone przez specjalistow
z danej dziedziny. Takie zbiory mozna znalez¢ w literaturze oraz wielu bazach
danych, z ktorych najbardziej popularna jest baza UCI czyli repozytorium
danych Uniwersytetu Kalifornijskiego.

Bardzo istotnymi zagadnieniami, do ktorych nalezy si¢ ustosunkowac sg:

o dobor metody normalizacji zmiennych;

o dobor miary odleglosci dla roznych skal pomiarowych.

Te dwie kwestie sa ze soba zwigzane (jak zaznaczono w § 1.2), poniewaz
niekiedy formufa normalizacyjna ma wptyw na wybor miary odleglosci (por.
Gatnar, Walesiak, 2004). Do pomiaru odleglosci pomigdzy obserwacjami
empirycznych zbiorow danych zastosowane zostang te same miary, ktore
stosowane byly w przypadku zbioréw danych wystepujacych w eksperymentach
w dotychczasowej czesci pracy (por. tabela 1.1). W przypadku wystepowania
roznych skal pomiarowych zastosowana zostanie odlegto§¢ dana wzorem (1.10),
ktéra budzi najmniej zastrzezen spos$rod wszystkich propozycji ujednolicania
odleglto$ci uzyskanych z réznych skal pomiarowych. W przypadku zmiennych
mierzonych na silnych skalach pomiarowych (interwatowej i ilorazowe;j)
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zastosowana zostanie rowniez formuta normalizacyjna taka jak w
dotychczasowej czgsci pracy tj. formuta (1.2).

Istotng kwestig jest rowniez dobor metod konkurencyjnych, w poréwnaniu z
ktérymi bedziemy oceniaé zaproponowane metody. W $wietle ocen
podsumowujacych z rozdzialu 2 i 3 wybor wydaje si¢ raczej zdeterminowany.
Metody modelowe wybierania zmiennych okazalty si¢ duzo stabsze od
heurystycznych w eksperymencie, w ktorym zbiory byly generowane z
mieszanin rozkladéw normalnych (por. Steinley i Brusco, 2008). Na tej
podstawie, biorac pod uwage rowniez to, ze zbiory ze §wiata realnego rzadko da
si¢ wymodelowa¢ w tej postaci (a taki model zbioru danych zaktadaja metody
modelowe — por. wzor (2.1)), pomijamy szukanie konkurencji w$rod podejs¢
modelowych. Na przyktad, w repozytorium zbioréw UCI trudno znalez¢ zbior,
ktéry mialby wszystkie skupienia o rozkladzie normalnym. W zbiorze Donation
ani pierwsze, ani drugie skupienie nie maja rozktadu normalnego na Zadnej z
czterech zmiennych, w zbiorze Concrete drugie skupienie (91 obiektow sposrod
1030) nie ma normalno$ci na wigkszosci z o§miu zmiennych, w zbiorze Glass
pierwsze skupienie (70 obiektow sposrod 214) nie ma normalnosci na
wigkszos$ci z dziewigciu zmiennych, w zbiorze Iris pierwsze skupienie (50
obiektow sposréd 150) nie ma normalnos$ci na czwartej zmiennej, w zbiorze
Wines pierwsze skupienie (59 obiektow sposrdd 178) nie ma normalnosci na
drugiej zmiennej za$ drugie skupienie (71 obiektow) nie ma normalno$ci ani na
drugiej, ani na piatej zmiennej (test Kotlmogorowa-Smirnowa, obliczenia w
pakiecie SPSS 19). Ciekawe jest na przyklad to, ze zbior Wines byl uzyty jako
zbidr przyktadowy do zilustrowania dziatania podej$cia wyboru modelu w pracy
Raftery i Dean (2006). Fakt ten $wiadczy o tym, ze trudno byto znalez¢ zbidr,
ktory spemiatby wszystkie zatozenia potrzebne do otrzymania wynikow w
postaci wnioskowania statystycznego.

Sposrod metod heurystycznych wybrane zostaty trzy metody, ktére mozna
uzna¢ za najlepsze sposrod dotychczas opracowanych. A zatem, bedziemy zatem
ocenia¢ zaproponowane metody w poréwnaniu z metoda HINoV. Jesli bedzie to
mozliwe, to bedziemy rowniez uwzglednia¢ obie modyfikacje tej metody (VS-
KM oraz VAF z indeksem skupialnosci). Bedzie brana pod uwage postac tych
metod z kryterium liczbowym wyboru zmiennych ( kryterium najwigkszego
skoku por. § 3.6) jak rowniez postacie oryginalne, opracowane dla pojedynczych
zbiorow danych, polegajace w przypadku dwoch z tych metod, na wizualnym
badaniu wykresu osypiska. W przypadku wigkszosci zbioréw badanych w tym
rozdziale nie ma efektywnej metody, z ktéra mozna by byto poréwna¢ metodg
KO meta wobec tego przedstawiona bedzie tylko efektywno$¢ naszej

propozycji.
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5.2. Metodologia oceny dla empirycznych zbiorow danych

W literaturze mozna spotka¢ si¢ z dwoma sposobami oceny efektywnosci
metod wybierania zmiennych w analizie skupien.

Pierwsza to opinie ekspertow z danych dziedzin, ktorzy wskazuja zmienne
ich zdaniem istotniejsze od innych zmiennych dla struktury skupien. Typowym
przyktadem moze by¢ zbior fris z bazy UCI Uniwersytetu Kalifornijskiego, w
ktoérym trzecia i czwarta zmienna s3, zdaniem specjalistow, istotniejsze od
dwoch pierwszych (por. np. Dash i Liu, 2000). Ta metoda nie zostanie
zastosowana w niniejszej rozprawie, bo ma zbyt powazne wady. Po pierwsze
opinie ekspertow moga by¢ subiektywne, po drugie, skad wzia¢ ekspertow do
wszystkich zbiorow, ktore chcieliby$Smy zbadac, po trzecie, gdy zmiennych jest
wigcej np., kilkadziesigt, to zaden ekspert nie ogarnie struktury ich wartosci
pamigciowo — musialby postugiwaé si¢ w pewnym stopniu jakims$ algorytmem
komputerowym, ktory pomodglby mu wyszukiwa¢ zalezno$ci pomigdzy
zmiennymi.

Druga metoda, to metoda, ktéra byla zastosowana w eksperymentach
symulacyjnych z rozdzialu 4 tj. dolaczanie do zbioru zmiennych nowych
zmiennych zanieczyszczajacych istniejacg strukture skupien zbioru danych i
sprawdzanie czy badana metoda wybierania zmiennych istotnych poprawnie
wyszuka zmienne tworzace struktur¢ skupien. Te metode zastosujemy tylko w
formie dotaczania zmiennych zanieczyszczajacych, nie bedzie przeprowadzana
selekcja zmiennych na zbiorze danych oryginalnych. Uzasadnieniem jest to,
zaproponowany algorytm KO meta, daje wynik na ogot niezalezny od tego czy
dotaczone zostaly jakie$ zmienne nieistotne — problemem jest poprawny wybor
podzbioru zmiennych spos$rod wszystkich wyodrebnionych podzbiorow. Metoda
dolgczania zmiennych nieistotnych nie jest pozbawiona wad. Po pierwsze,
mozna dotgczaé tylko rozktady konkretnego typu, ktére nie musza by¢ dobrymi
modelami rozkltadow zmiennych ze $wiata realnego nie majacych znaczenia dla
struktury skupien. Po drugie, istnieja pewne ograniczenia stosowalnos$ci tej
metody. Najszerszy wachlarz rozktadow zanieczyszczajacych mozna zastosowac
w przypadku zmiennych ciggtych. W przypadku zmiennych mierzonych na
stabszych skalach, praktycznie rzecz biorgc, mozna dotacza¢ tylko zmienne o
rownomiernym roztozeniu wszystkich swoich wariantoéw na zbiorze wszystkich
obiektow zbioru. Bardziej zlozone schematy dolaczania zmiennych
zaktocajacych w przypadku stabych skal pomiarowych lacza si¢ z zagadnieniem
wystgpowania wielokrotnych struktur skupien i skorelowaniem zmiennych (por.
§ 1.3), co ma bezposrednie przelozenie na uwarunkowanie procesu selekcji
zmiennych. Pomimo wspomnianych wad, t¢ metod¢ zastosujemy odpowiednio
dobierajac rozklady zmiennych dolaczanych, zaktocajacych strukture skupien,
gdyz wydaje si¢, ze metoda ta jest najlepsza. Dobieranie zmiennych
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zaktocajacych bedzie polegalo najczgsciej na ustaleniu liczby poszczegdlnych
rodzajow zmiennych, gdyz, na przyklad, rodzaj skal pomiarowych nie powinien
decydowac o tym czy zmienne o danym typie skali mozna dotacza¢ do danego
zbioru zmiennych czy tez nie. Stanowisko takie mozna uzasadni¢ tym, ze trudno
sobie wyobrazi¢ jaki§ racjonalny powod po temu by w poczatkowym etapie
eliminacji zmiennych nieistotnych dla struktury skupien od razu wyeliminowac,
na przyklad, zmienne ciagle. Takie sytuacje mogg mie¢ miejsce w naukach o
charakterze technicznym ale nie w naukach ekonomiczno-spotecznych. Na
przyktad zbior Invest sktadajacy si¢ z funduszy powierniczych opisanych przez
zmienne typowo ciagle (mierzace ich efektywno$¢) moze by¢ réwniez opisany
przez zmienng typowo nominalng jaka jest rodzaj funduszu (agresywne,
zrownowazone itp.). Z kolei do zmiennych ze zbioru Votes, ktore wszystkie sa
nominalnymi binarnymi mozna dolagczy¢ zmienng typowo ciaglg. Obiektami w
tym zbiorze sa kongresmeni, wigc, na przyktad, wielko$¢ majatku mierzona w
dolarach powinna by¢ bardzo uzasadniona jako cecha wptywajaca na to jak dany
kongresmen glosowal nad dang ustawa. W celu uniknigcia nadmiernej liczby
rozpatrywanych wariantow dolagczanych zbioréw zmiennych ustalmy liczbg
wariantow nieprzekraczajagca 2. W obu wariantach liczba dolaczanych
zmiennych zaklocajacych bedzie mniej wigcej taka sama jak liczba zmiennych
oryginalnych. Natomiast zmienne beda réznily si¢ migdzy sobg innymi
charakterystykami lub, w obu wariantach, charakterystyki zmiennych be¢da takie
same, ale liczba zmiennych w jednym wariancie bedzie mniej wigcej rowna
liczbie zmiennych oryginalnych, za$§ w drugim dwa razy wigksza. Na poczatku
paragrafu 5.3 zbadanych zostanie kilka zbiorow opisanych tylko przez zmienne
cigglte w celu oceny porownawczej metody KO ciggle. Ta metoda, zbadana w
poprzednim rozdziale, w obszernym eksperymencie symulacyjnym, jest
wazniejsza od metod KO _porzgdkowe i KO_binarne, ktérych skonstruowanie
mialo na celu pokazanie uniwersalnych mozliwosci korelacji odlegtosciowej. W
przypadku analizy empirycznych zbiorow danych, z cechami czg¢sto mierzonymi
na roznych skalach, znaczenie tych dwoch metod jest znikome. W dalszym
ciggu paragrafu 5.3 badane be¢da zbiory danych, ktére po dodaniu zmiennych
zaktocajacych beda mialy cechy mierzone na réznych skalach. Analiza replikacji
stosowana dla HINoV i jej modyfikacji b¢dzie miala taka sama parametryzacje
jak w eksperymencie symulacyjnym tzn. 20 powtdrzen oraz grupowanie
obiektow przy pomocy metody k-§rednich z losowym wyborem obiektow
startowych powtarzanym 50 razy. Gdy wszystkie zmienne (oryginalne i
zanieczyszczajace) beda ciagle (mierzone na skali ilorazowej), to stosowana
bedzie odleglos¢ euklidesowa. W przypadku roznych skal pomiarowych
stosowana bedzie formuta (1.10) wraz z formuta (1.3) odlegtosci GDM.
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5.3. Badanie efektywnosci metod na empirycznych zbiorach
danych

Zbior Invest. Obiekty: fundusze inwestycyjne we Wloszech od 1996 roku.
Liczebno$¢: 103. Liczba zmiennych: 3. Liczba skupien: 2. Liczebno$ci skupien:
56, 57.

Charakterystyka skupien: pierwsze skupienie obejmuje fundusze efektywniejsze,
drugie skupienie fundusze mniej efektywne.
Charakterystyka zmiennych:

e pierwsza zmienna ciagla, efektywno$¢ funduszu z ostatnich 12 miesiecy;

e druga zmienna ciaggta, efektywnos¢ funduszu z ostatnich 36 miesi¢cy;

e trzecia zmienna cigglta, zmienno$¢ wartosci jednostki w ostatnich 36
miesigcach.

Zbiér zaczerpnigty z ksiazki Atkinson i inni, (2004). Autorzy bardzo
dokladnie zbadali ten zbior dochodzac do wniosku, ze zawiera on 2 lub 3
obserwacje nie pasujace do zadnego skupienia. Obserwacje te mozemy uznac za
nietypowe. Zbadajmy efektywnos¢ wybranych metod w dwoch wariantach
dotaczanych zbioréw zmiennych.

Wariant a) dwie zmienne (o numerach 4, 5) o dwuwymiarowym rozktadzie
normalnym z zerowym wektorem $rednim i macierza kowariancji z jedynkami
na gltéwnej przekatnej i warto$ciami rownymi 0,75 poza przekatng; trzecia
zmienna (o numerze 6) o rozkladzie rownomiernym na odcinku [0, 10]. Razem
do analizy jest 6 zmiennych.

Osypisko, wariant a Osypisko, wariant b
1,2 1,2
14 1
081 0,84
x 061 z 06
s S
2 044 = 044
0.2+ 021
0 0 —
2 3 1 5 4 6 3 2 1 7 5 4 6 9 8
-0,2 02
Numer zmiennej Numer zmiennej

Rys. 5.1 Wykresy osypiska metody HINoV dla dwoch wariantow zbioréw zmiennych
dla zbioru Invest.
Zrodto: Opracowanie wiasne.
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Wariant b) dwie zmienne (o numerach 4, 5) o dwuwymiarowym rozktadzie
normalnym z zerowym wektorem $rednim i macierza kowariancji z jedynkami
na gtownej przekatnej i warto$ciami réwnymi 0,5 poza przekatng; trzecia
zmienna (o numerze 6) o rozktadzie rownomiernym na odcinku [0, 10]; czwarta
zmienna (o numerze 7) o sko$nym rozkladzie beta(1,1); piata zmienna (o
numerze 8) o rozkladzie normalnym ze $rednig réwna zero i odchyleniem
standardowym roéwnym 3; szosta zmienna (o numerze 9) ) o rozkladzie
normalnym ze $rednig rowna zero i odchyleniem standardowym réwnym 1.
Razem do analizy jest 9 zmiennych.

Zarowno analiza replikacji jak 1 kryterium sylwetkowe zdecydowanie
najczesciej wskazywaly, Ze najlepsza liczbg skupien jest poprawna liczba 2 w
obu wariantach a) oraz b) zbioréw zmiennych.

Metode HINoV zastosowano dla liczby skupien réownej 2. Metoda
grupowania byla metoda k-§rednich z powtorzonym 50 razy losowym wyborem
punktéw startowych (por. § 3.6). Zaréwno kryterium najwigkszego skoku
metody HINoV jak i badanie wizualne wykresow osypiska (por. rys. 5.1)
zwracaja ten sam wynik. Metoda spisala si¢ przecigtnie wybierajac w obu
wariantach dwie zmienne, drugg i trzecig pomijajac zmienng pierwszg. Bardzo
podobne wyniki uzyskano przy zastosowaniu zamiast grupowania metoda k-
$rednich aglomeracji metoda Warda lub $redniego polaczenia.

Wartosci VAF, wariant a) Wartosci VAF, wariant b)
1 1
08 08
LL 06 L o6
< <
= 04 > o4
02 02
0 0
1 2 3 4 5 1 2 3 4 5 6 7 8
liczbebnos¢ podzbioru zmiennych liczebnos¢ podzbioru zmiennych

Rys. 5.2 Wykresy warto$ci VAF dla metody VAF z indeksem skupialno$ci, w dwoch
wariantach zbioréw zmiennych, dla zbioru Invest.
Zrodto: Opracowanie wiasne.

Dla metody VSKM analiz¢ przeprowadzono réwniez dla poprawnej liczby 2
skupien — taka byla zdecydowanie najczgsciej wskazywana w analizie replikacji.
W obu wariantach metoda spisata si¢ bardzo stabo. W wariancie a) metoda
wybrala tylko dwie zmienne: o numerach 2 i 5. W wariancie b) metoda rowniez
wybrala tylko dwie zmienne: o numerach 317 .
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Dla metody VAF z indeksem skupialnosci analiz¢ przeprowadzono rowniez
dla poprawnej liczby 2 skupien — taka byta najcze¢sciej wskazywana w analizie
replikacji, w obu wariantach. W obu wariantach metoda spisata si¢ bardzo Zle.
W obu wariantach, we wstgpnym etapie selekcji, w oparciu o indeks
skupialno$ci odrzucita blednie pierwsza zmienng. Warto$¢ indeksu, co prawda,
nie byla bardzo niska, 0,305 wobec progowej 0,3078 (por. § 3.8), ale byla za
niska. Wynik ten bardzo zle §wiadczy o efektywnos$ci indeksu, ktory w zamysle
autorow modyfikacji metody HINoV mial eliminowaé tylko zmienne nie
przyczyniajace si¢ do generowania struktury skupien. W wariancie a) metoda
wybrata 4 zmienne: drugg i trzecia (istotne) i czwartg i piata (nieistotne). W
wariancie b) metoda wybrala siedem zmiennych: od drugiej do 6smej (tylko
druga i trzecia sg istotne). Te wybory, od strony wizualnej, sa przedstawione na
rysunku 5.2. W przypadku a) spadek wartosci VAF jest wyrazniejszy ale w obu
wariantach wybrane zostaty zte zmienne.

Tabela 5.1 Wartosci WKO, WKL dla wybranych par zmiennych zbioru /nvest w obu
wariantach zmiennych zanieczyszczajacych.

P
ard WKL WKO WKL’ WKO'
zmiennych
(1,2} 0,53 0,32 0,56 0,51
(1,3} 0,29 0,07 0,49 0,25
2,3} 0,83 0,71 0,95 0,94
{4,5} war. a) 0,70 0,40 0,76 0,44
{4,5} war. b) 0,46 0,11 0,50 0,16

Zrbdto: Opracowanie wiasne.

Metoda KO ciggle w wariancie a) spisala si¢ bezbtednie. W tabeli 5.1
podane sg warto$ci wspdlczynnikow korelacji liniowej i odleglo$ciowe;
dla wybranych par zmiennych. Dla pozostalych par wszystkie wartosci
WKL oraz WKO byly mniejsze od 0,1 co do wartosci bezwzglednej. W
pierwszym etapie, na bazie wartosci WKL oraz WKO, metoda KO ciggle
podzielita zbior wszystkich zmiennych na 3 podzbiory: {1,2,3}, {4,5} oraz {6}.
Sposrdd tych trzech podzbiorow nalezy wybraé podzbior {1,2,3} i decyzja ma
charakter bezwzgledny. Mozna to uzasadni¢ na kilka sposobow. Dla zbioru
{1,2,3} warto$¢ miary (4.6) réwna jest 0,877 (znacznie wyzsza od 0,4), takiej
warto$ci nie uzyskatby zaden z uzywanych w pracy zbioréw zmiennych
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jednomodalnych i rownomiernych, w szczegdlnosci dla zbioru {4,5} wartos¢
miary (4.6) rowna jest 0,101. Innym uzasadnieniem decyzji bezwzglednej moze
by¢ to, ze dla jednego z wymuszef, dla pary zmiennych {1,2}
WKO(1,2)=0,51>0,8- WKL’ (1,2). Jeszcze innym sposobem uzasadnienia decyzji
bezwzglednej jest ocena wizualna pary {2,3}, dla tej bowiem pary nie mozemy
porownywaé¢ WKO z WKL , poniewaz WKL(2,3)>0,8. Na rysunku 5.3
widoczna jest bardzo wyrazna struktura dwoch skupien.

Rzut zbioru Invest na zmienne (2,3)
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> @ &
021 o ? *® . *
o - * .
0 T T . g T
0 0,2 0,4 0,6 0,8 1 1,2

Zmienna nr 2

Rys. 5.3 Rzut zbioru Invest na 2 i3 zmienna.
Zrodto: Opracowanie wiasne.

Dla pary {1,2} ocena wizualna rowniez daje jednoznaczny wniosek. Metoda
KO ciggle w wariancie b) spisata si¢ rowniez bezbtednie. Dla tego zbioru, o
bardzo malej liczbie obiektow, wartosci WKL oraz WKO byly obliczane w
wariancie kompletnym (por. uwaga 6 po def. 4.1).

Zbior Iris. Obiekty: kwiaty irysy. Liczebno$¢: 150. Liczba zmiennych: 4.

Liczba skupien: 3. Liczebnosci skupien: 50, 50, 50.

Charakterystyka skupien: 3 ré6zne odmiany irysow.

Charakterystyka zmiennych: wszystkie zmienne sg ciagle i przedstawiaja
pomiary wybranych czterech elementow kwiatow.

Zbior zaczerpnigty z repozytorium UCI jest niemal nieodlgcznym
przyktadem aplikacyjnym w wigkszo$ci prac z analizy skupien. Zbidr ten byt
przyktadowo analizowany w kilku pracach dotyczacych selekcji zmiennych w
kontekscie analizy skupien ale zawsze zbidr zmiennych maskujacych strukture
skupien byt bardzo prostej postaci. Zbadajmy efektywno$¢ wybranych metod
selekcji zmiennych w dwoch wariantach.
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Rys. 5.4 Wykresy osypiska metody HINoV dla dwoch wariantéw zbiorow zmiennych

dla zbioru Iris dla liczby skupien rownej 2.

Zrbdto: Opracowanie wiasne.

Wariant a) dwie zmienne (o numerach 5, 6) o dwuwymiarowym rozktadzie
normalnym z zerowym wektorem $rednim i macierza kowariancji z jedynkami
na gléwnej przekatnej i warto$ciami rownymi 0,75 poza przekatna; trzecia
zmienna (o numerze 7) o skosnym rozkladzie beta(1,1); czwarta zmienna (o
numerze 8) o rozktadzie réwnomiernym na odcinku [0, 10]. Razem do analizy
jest 8 zmiennych.
Wariant b) dwie zmienne (o numerach 5, 6) o dwuwymiarowym rozktadzie
normalnym z zerowym wektorem $rednim i macierza kowariancji z jedynkami
na gldwnej przekatnej i warto§ciami rownymi 0,5 poza przekatng; dwie zmienne
(o numerach 7, 8) o dwuwymiarowym rozktadzie normalnym z zerowym
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Rys. 5.5 Wykresy osypiska metody HINoV dla dwoch wariantow zbiorow zmiennych dla

zbioru Iris dla liczby skupien rownej 3.

Zrbdto: Opracowanie wiasne.
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Wartosci VAF, wariant a) Wartosci VAF, wariant b)
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liczebnos¢ podzbioru zmiennych liczebno$¢ podzbioru zmiennych

Rys. 5.6 Wykresy warto$ci VAF dla metody VAF z indeksem skupialno$ci, w dwoch
wariantach zbioréw zmiennych, dla zbioru Iris, dla 3 skupien.
Zrodto: Opracowanie wiasne.

wektorem $rednim i macierzg kowariancji z jedynkami na gtéwnej przekatnej i
warto$ciami réwnymi 0,25 poza przekatng; dwie zmienne nieskorelowane (o
numerach 9, 10) o skosnych rozktadach beta(1,1); dwie zmienne (o numerach
11, 12) o rozktadach réwnomiernych na odcinku [0, 10]. Razem do analizy jest
12 zmiennych.

Analiza replikacji zwracata niejednoznaczne wskazania w obu wariantach,
czeSciej wskazywata, ze najbardziej stabilnymi podziatami sg podziaty zbioru na
2 skupienia, rzadziej na 3. Wynik ten nalezy oceni¢ jako staby — replikacja w
przypadku tego zbioru danych nie odnajduje poprawnej liczby skupien cho¢
liczba skupien nie ma duzego wplywu na wyniki selekcji zmiennych podane
ponizej.

Metoda HINoV, z kryterium najwigkszego skoku, spisala si¢ przecigtnie
wybierajagc za kazdym razem, niezaleznie od liczby skupien, zmienne o
numerach 3 i 4 — obie s3 zmiennymi istotnymi. Shuszno$¢ takiego wyboru
potwierdza analiza wizualna wykresow osypiska i rysunki 5.4 i 5.5. Nalezy
zauwazyC, ze we wszystkich wariantach metoda ustalita poprawng kolejno$¢
wszystkich zmiennych w tym sensie, ze zadna zmienna nieistotna nie ma
wyzszej rangi od Zadnej zmiennej istotne;j.

Metoda VSKM spisala si¢ bardzo stabo w obu wariantach. W wariancie a)
wybrala dwie zmienne o numerach 2 i 6 (dla liczby skupien réwnej 2) oraz
zmienne o numerach 2 i 4 (dla liczby skupien rownej 3). W wariancie b) rowniez
wybierata tylko po dwie zmienne: o numerach 1 i1 7 (dla liczby skupien réwnej
2) oraz zmienne o numerach 5 i 8 (dla liczby skupien rowne;j 3).

Metoda VAF z indeksem skupialnosci spisata tak jak HINoV. Analiza
replikacji wskazata liczbg skupien rowna 3. Dla tej liczby skupien metoda w obu
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wariantach wybrala dwie zmienne o numerach 3 i 4 przy pomocy kryterium
najwickszego skoku. W obu wariantach metoda wybrata najsilniejsze dwie
zmienne tworzace struktur¢ skupien. Te wybory, od strony wizualnej, sa
przedstawione na rysunku 5.6. Widoczny jest spadek wartosci VAF po zbiorze o
liczebnos$ci 2 zmiennych.

Metoda KO ciggle w wariancie a) spisata si¢ bezblednie. W tabeli 5.2
podane sg warto$ci wspotczynnikéw korelacji liniowej i odleglo$ciowej dla

Tabela 5.2 Wartosci WKO, WKL dla wybranych par zmiennych zbioru Iris w obu wariantach
zmiennych zanieczyszczajacych.

Para zmiennych WKL WKO WKL’ WKO'
{1,2} -0,13 0,00 -0,60 0,36
(1,3} 0,87 0,66 0,92 0,87
(1,4} 0,82 0,59 0,87 0,81
{2,3} -0,43 0,25 -0,83 0,62
2,4} 20,35 0,23 -0,78 0,53
{3, 4} 0,96 0,91 0,98 0,98
(5, 6} war. a) 0,69 0,49 0,77 0,51
(5, 6} war. b) 0,52 0,18 0,57 0,22

Zrbdto: Opracowanie wlasne.

wybranych par zmiennych. Dla pozostatych par wszystkie wartosci WKL oraz
WKO byly mniejsze od 0,13 co do wartosci bezwzglednej. W pierwszym etapie,
na bazie wartosci WKL oraz WKO, metoda KO ciggle podzielita zbior
wszystkich zmiennych na 4 podzbiory: {1,2,3,4}, {5,6}, {7} oraz {8}. W
drugim etapie tatwo uzyska¢ decyzje¢ bezwzgledna dla podzbioru zmiennych
{1,2,3,4} na podstawie wartosci miary (4.6), ktora rowna jest 1 (znacznie
wyzsza od 0,4). Warto$¢ t¢ mozna interpretowac jako doskonata separowalnos¢.
Dla zbioru {5,6} warto$¢ miary (4.6) rowna jest 0,07.

W wariancie b) metoda KO ciggle rébwniez byla bezbledna. Nie pojawita si¢
zadna para zmiennych, ktéra wprowadzitaby istotne zmiany do podziatu zbioru
wszystkich zmiennych. Zostal on podzielony na nastgpujace podzbiory:
{1,2,3,4}, {5,6}, {7}, {8}, {9}, {10}, {11}, {12}, para zmiennych {7,8} slabo
skorelowanych nie zostata polaczona w jeden podzbidr. Dalsza selekcja
zmiennych przebiega tak samo jak w wariancie i otrzymujemy bezbledna
decyzje bezwzgledng. Dla tego zbioru, o bardzo matej liczbie obiektow, wartoSci
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WKL oraz WKO byly obliczane w wariancie kompletnym (por. uwaga 6 po def.
4.1).

Zbior Glass . Obiekty: probki szkta. Liczebnos¢: 214. Liczba zmiennych: 9.
Liczba skupien: 6. Liczebnosci skupien: 76, 70, 29, 17, 13, 9.

Charakterystyka skupien: 6 r6znych rodzajow szkla, od budowlanego
okiennego, przez budowlane samochodowe do szkta kuchennego.
Charakterystyka zmiennych: wszystkie zmienne sg ciagle, pierwsza zmienna to
wspotczynnik zalamania $§wiatla, ktory daje probka, osiem pozostatych to
zawarto$ci o$miu pierwiastkow: sodu, magnezu, aluminium, krzemu, potasu,
wapnia, baru, zelaza.

Zbior zaczerpnigty z repozytorium UCI, jest cickawym zbiorem, ktory jest
przyktadem zastosowania analizy skupien w technice kryminalistycznej. Rodzaj
szkta wlasciwie zidentyfikowany moze by¢ materiatem dowodowym. Zbadajmy
efektywno$¢ wybranych metod selekcji zmiennych najpierw w jednym
wariancie.

Osypisko, wariant a
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Rys. 5.7 Wykres osypiska metody HINoV dla wariantu a) zbioru zmiennych dla zbioru Glass dla
liczby skupien rowne;j 2.
Zrodto: Opracowanie wiasne.

Wariant a) dwie zmienne (o numerach 10, 11) o dwuwymiarowym
rozkladzie normalnym z zerowym wektorem $rednim i macierza kowariancji z
jedynkami na glownej przekatnej i wartoSciami rownymi 0,5 poza przekatna;
dwie zmienne (o numerach 12, 13) o dwuwymiarowym rozktadzie normalnym z
zerowym wektorem $rednim i macierza kowariancji z jedynkami na gtéwnej
przekatnej i warto$ciami rownymi 0,25 poza przekatng; dwie zmienne
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nieskorelowane (o numerach 14, 15) o sko$nych rozkladach beta(1,1); dwie
zmienne (o numerach 16, 17) o rozktadach rownomiernych na odcinku [0, 10].

Tabela 5.3 Wartosci WKO, WKL oraz dla par zmiennych zbioru Glass.

Para zmiennych {1,2} {1,3} {1,4} {1,5} {1,6} {1,7} {1,8} {1,9}
WKL -0,11 -0,12 -0,45 -0,53 -0,33 0,76 -0,06 0,11
WKO 0,21 0,15 03 043 022 059 005 0,01
WKL’ -0,02 -0,12 -0,67 -0,48 -0,67 0,83 -031 0,10
WKO' 042 024 043 050 053 0,72 026 0,14
Para zmiennych {2,3} {2,4} {2,5} {2,6} {2,7} {2,8} {2,9}

WKL -0,28 0,15 -0,16 -042 -0,17 043 -0,22

WKO 0,33 025 023 028 0,18 034 0,04

WKL’ -0,88 0,24 -0,44 -0,54 -0,12 0,60 -0,06

WKO' 0,89 038 050 0,76 033 0,61 0,06

Para zmiennych {3,4} {3,5} {3,6} {3,7} {3,8} {3,9}

WKL -0,49 -0,21 0,22 -045 -048 0,11

WKO 0,35 0,17 032 031 029 0,00

WKL’ 041 0,14 099 -044 -0,50 0,57

WKO' 0,77 0,18 098 0,52 034 0,32

Para zmiennych {4,5} {4,6} {4,7} {4,8} {4,9}

WKL 0,05 021 -0,25 0,53 -0,08

WKO 0,24 038 0,14 032 -0,02

WKL’ 0,15 0,68 -0,46 046 -0,49

WKO' 0,34 0554 034 027 0,20

Para zmiennych {5, 6} {5,7} {5,8} {5,9} {6,7} {6,8} {6,9}

WKL -0,05 -0,21 -0,01 -0,08 -0,40 -0,17 0,05

WKO 0,24 027 0,12 0,00 023 027 -0,05

WKL’ -0,06 -0,36 0,18 0,16 -0,49 -0,17 -0,10

WKO' 045 040 043 0,11 051 0,63 0,02

Para zmiennych {7,8} {7,9} {8,9}

WKL -0,14 0,14 -0,06

WKO 0,09 0,02 -0,05

WKL 0,10 026 031

WKO' 0,42 0,11 0,28

Zrodho: Obliczenia wihasne.

Razem do analizy jest 17 zmiennych. Wyniki selekcji zmiennych w wariancie a)
sa bardzo slabe. Selekcja przeprowadzona zostala dla liczby skupien rownej 2
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(dla grupowania metoda k-§rednich), ale prawie roOwnie czgsto, analiza replikacji
1 stabilnosci wskazywaly na inne liczby skupien (3 oraz 4).

Kryterium najwigkszego skoku w metodzie HINoV wybralo dwie zmienne o
numerach 3 1 10. Wizualna analiza wykresu osypiska (rys. 5.7) potwierdza ten
bardzo staby wynik. Na domiar ztego nalezy zauwazy¢, ze zjawisko tokcia jest
na tym wykresie podwojne.

Metoda VSKM spisala si¢ bardzo stabo, wybrata dwie zmienne o numerach
5110.

Metoda VAF z indeksem skupialnosci spisala si¢ bardzo Zle odrzucajac w
etapie wstgpnym 8 (!) sposrod 9 zmiennych istotnych dla struktury skupien w
obu wariantach zbioréw zmiennych. Wskazniki skupialno$ci byly bardzo stabe,
wszystkie mniejsze od 0,27 , niektore mniejsze od 0,2. Ten wynik nalezy oceni¢
jako bardzo staby. Dalszych wynikoéw tej metody nie przedstawiamy, gdyz nie
ma to w takiej sytuacji zadnego sensu.

W $wietle powyzszych rezultatow nie ma sensu kontynuowanie badan dla
innych wariantow zbiorow zmiennych.

Metoda KO _ciggle spisata si¢ bezblednie. W tabeli 5.3 podane sa wartosci
wspotczynnikow  korelacji  liniowej 1 odleglosciowej dla wszystkich par
zmiennych oryginalnych zbioru. W pierwszym etapie metoda KO ciggte
podzielita zbidor wszystkich zmiennych na nastgpujace podzbiory:
{1,2,3,4,5,6,7,8,9}, {10,11}, {12}, {13}, {14}, {15}, {16} oraz {17}. W drugim
etapie  tatwo  otrzymujemy decyzj¢ bezwzglgdng dla  podzbioru
{1,2,3,4,5,6,7,8,9}. Na przyktad, warto$¢ miary (4.6) réwna jest 0,888 (znacznie
wyzsza od 0,4) co $§wiadczy o bardzo dobrej separowalno$ci skupien . Dla
zbioru {10,11} warto§¢ miary (4.6) réwna jest 0,09. Innym sposobem
pozwalajagcym na podjecie decyzji bezwzglednej jest porownanie WKL z WKL,
dla wielu par zmiennych, na przyktad: {1,2}, {1,5}, {1,6}, {2,4}, {2,5}, {2,6},
{2,7}, {2,8}, {3,4}, {3.7}, {4,5}, {5,6}, {5,8}, {6,7}, {6,8}, {7,8}.

Zbior Powietrze. Obiekty: wojewodztwa polskie i cata Polska. Liczebnos¢:
17. Liczba zmiennych: 6. Liczba skupien: 3. Liczebno$ci skupien: 10, 6, 1.
Charakterystyka skupien: 3 homogeniczne grupy wojewodztw.

Charakterystyka zmiennych: wszystkie zmienne sa ciagle i przedstawiaja
pomiary gestosci drog, zageszczenia liczby samochoddw oraz zanieczyszczenia
powietrza czterema zwigzkami chemicznymi.

Zbior zaczerpnigty z ksigzki Walesiaka (2011). Zbadajmy efektywnosé
wybranych metod selekcji zmiennych w dwoch wariantach.

Wariant a) dwie zmienne (o numerach 7, 8) o dwuwymiarowym rozktadzie
normalnym z zerowym wektorem $rednim i macierza kowariancji z jedynkami
na glownej przekatnej i warto§ciami rownymi 0,75 poza przekatng; ) dwie
zmienne (o numerach 9, 10) o dwuwymiarowym rozkladzie normalnym z
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zerowym wektorem $rednim i macierza kowariancji z jedynkami na gltéwnej
przekatnej i wartoSciami rownymi 0,50 poza przekatna; ) dwie zmienne (o
numerach 11, 12) o rozktadzie réwnomiernym na odcinku [0, 10].

Wariant b) dwie zmienne (o numerach 7, 8) o dwuwymiarowym rozktadzie
normalnym z zerowym wektorem $rednim i macierza kowariancji z jedynkami
na glownej przekatnej i warto§ciami rownymi 0,50 poza przekatng; ) dwie
zmienne (o numerach 9, 10) o dwuwymiarowym rozkladzie normalnym z
zerowym wektorem $rednim i macierza kowariancji z jedynkami na gtéwnej
przekatnej i wartoSciami rownymi 0,25 poza przekatng; ) dwie zmienne (o
numerach 11, 12) o rozkladzie rownomiernym na odcinku [0, 10]. Razem, w
kazdym wariancie, do analizy jest 12 zmiennych.

Dla HINoV i jej modyfikacji mozna przeprowadzi¢ replikacje w
ograniczonym zakresie tj. najwyzej do 8 skupien, ze wzgledu na matg liczbe
obiektow.

Osypisko, wariant a) Osypisko, wariant b)
2 2
15 15
x x
o 0 o
O (@)
— 0
o I 05354162911N
5 3 6 1 4 71 QMO -

Numer zmiennej Numer zmiennej

Rys. 5.8 Wykresy osypiska metody HINoV dla zbioru Powietrze dla liczby skupien rowne;j 5.

Metoda HINoV spisala si¢ slabo. W analizie replikacji najczesciej
wskazywany byt wariant 5 skupien. W wariancie a), przy metodzie
najwigkszego skoku nalezy wybra¢ jako istotne tylko zmienne o numerach 3 1 5.
Ilustracja tego wyboru jest widoczna po lewej stronie rysunku 5.8. Na wykresie
osypiska widoczne jest dwukrotne zjawisko tokcia. Gdyby wybra¢ zmienne
zgodnie z drugim lokciem, to otrzymalibySmy o wiele lepszy wybor ale
wyrazniejsze jest pierwsze zjawisko tokcia. Z kolei w wariancie b), zjawisko
okcia jest tylko jedno — nalezy wybra¢ dwie zmienne o numerach 3 i 5. Taki
rezultat zwraca tez metoda najwigkszego skoku.

Metoda VS-KM spisata si¢ bardzo zle. W obu wariantach replikacja
wskazywala prawie jednakowo czesto wszystkie rozwazane liczby skupien.
Zmienne wybierane byly bardzo chaotycznie, na ogét 2 lub 3 ze zbioru
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zmiennych istotnych, niekiedy dotaczone byty do nich 2 lub 3 zmienne ze zbioru
zmiennych nieistotnych.

Tabela 5.4 Wartosci WKO, WKL dla wybranych par zmiennych zbioru Powietrze w
wariancie a) zmiennych zanieczyszczajacych.

Para zmiennych {12} {1,3} {L4} {1,5} {1,6}
WKL 0,07 0,78 0,74 0,72 0,69
WKO 0,13 0,74 066 0,68 0,74
WKL’ 0,06 097 081 0,68 0,69
WKO' 0,07 075 071 0,66 0,73
Para zmiennych {23} {24} {2,5} {2,6}

WKL 0,08 0117 022 0,14
WKO 0,14 -0,02 -0,11 -0,14
WKL’ 0,14 097 071 027
WKO' 0,15 084 018 -0,14

Para zmiennych {34} {3,5} {3,6}

WKL 0,88 0091 0,89

WKO 0,88 094 0,95

WKL’ 091 096 0,96

WKO' 092 096 097

Para zmiennych {45} {4,6} {5,6}

WKL 0,89 0,66 0,76

WKO 0,87 080 0,88

WKL’ 0,90 0,70 0,74

WKO' 0,87 0,86 0,90

Para zmiennych 17,8} 19,10}

WKL 0,74 0,22

WKO 044 0,13

WKL’ 0,79 0,55

WKO' 0,51 023

Zrodio: Obliczenia whasne.

Metoda VAF z indeksem skupialno$ci spisala si¢ troche lepiej niz HINoV .
Jej wyniki sg bardzo niestabilne, analiza wariancji wskazuje prawie wszystkie
rozwazane warianty liczby skupien. W niektorych przypadkach wynik jest dos¢
dobry tzn. wybierane s3 (w obu wariantach a) oraz b)) zmienne {1,3,4,5,6}.
Niekiedy jednak, podobnie jak dla HINoV, wybierane sg tylko zmienne {3,5}.
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Metoda KO ciggle spisata si¢ bardzo dobrze. W tabeli 5.4 podane sa
warto$ci wspotczynnikow korelacji liniowej 1 odlegtosciowej dla wszystkich
par zmiennych oryginalnych zbioru oraz dla niektérych z pozostatych par z
wariantu a) zmiennych nieistotnych. W wariancie a), w pierwszym etapie,,
metoda KO ciggle podzielita zbior wszystkich zmiennych na nastgpujace
podzbiory: {1,2,3,4,5,6,}, {7,8}, {9,10}, {11}, {12}. W drugim etapie, decyzji
bezwzglednej dla podzbioru {1,2,3,4,5,6} nie mozna oprze¢ na mierze (4.6),
gdyz dla tego zbioru nie mozna uzyska¢ grupowania metoda k-$rednich na dwa
skupienia — zawsze otrzymujemy tylko jedno skupienie. Mozna otrzymac
decyzje bezwzgledng na podstawie porownania WKO z WKL dla wielu par
zmiennych, na przyklad: {1,3}, {1,4}, {1,5}, {1,6}, {2,4}, {4,6}, {5,6}. Selekcja
zmiennych przebiega analogicznie w wariancie b), w ktérym rowniez
otrzymujemy bezbtedng decyzje bezwzgledng. Dla tego zbioru, o bardzo malej
liczbie obiektow, wartosci WKL oraz WKO byly obliczane w wariancie
kompletnym (por. uwaga 6 po def. 4.1).

Zbior Australiancredit. Obiekty: posiadacze kart kredytowych. Liczebnos¢:
690. Liczba zmiennych: 14. Liczba skupien: 2. Liczebnosci skupien: 383, 307.
Charakterystyka skupien: 2 grupy posiadaczy (gorsi i lepsi klienci).
Charakterystyka zmiennych: 8 zmiennych cigglych, 6 zmiennych nominalnych
o roznych liczbach wariantow ( 2, 2, 2, 3, 9, 14).

Zbior zaczerpnigty z repozytorium UCI.

Dotaczamy 14 zmiennych zakldcajacych o nastgpujacych rozktadach.

15, 16 — zmienne ciagle silnie skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatna;

17, 18 — zmienne ciggle dos¢ silnie skorelowane, rozktad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,5 poza przekatng;

19, 20 — zmienne ciagle slabo skorelowane, rozkiad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,25 poza przekatna;

21, 22 — zmienne ciagle nieskorelowane, rozklady beta, jeden stopien
swobody dla licznika i jeden dla mianownika;

23, 24 — zmienne ciggle nieskorelowane, rozktady rownomierne na odcinku
[0;20];

25, 26 — zmienne porzadkowe nieskorelowane, rozktady rownoliczne trzech
wartosci: 1, 2, 3;

27, 28 — zmienne binarne nieskorelowane, rozklady réwnoliczne dwoch
wartosci.

Do analizy otrzymujemy zbidr 28 zmiennych réznych mierzonych na
roznych skalach pomiarowych. Zadna z dotychczas opracowanych metod nie
nadaje si¢ do analizy tego zbioru danych. Wyniki otrzymane przez metod¢
KO meta przedstawione sg w tabelach 5.5-5.7.
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Tabela 5.5 Wyniki metody KO _meta dla zbioru Australiancredit w wariancie 14 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary WKO Pary WKO Pary WKO Pary WKO Pary WKO
{15,16} 0,496] {9,10} 0,408 | {2,7} 0,238 {7,103 0,234 {3,7} 0,184
{13,26} 0,039 {8,13} 0,203 | {3,10} 0,262 {2,9} 0,300 {2,10} 0,306
{12,18} 0,053 {7,14} 0,128 {8,9} 0,171] {3,13} 0,202 {6,9} 0,160
{17,22} 0,069 {2,3} 0,156 {6,22} 0,115] {6,8} 0,154 {5.8} 0,165
{21,23} 0,073 {6,24} 0,133] {13,14} 0,102] {5,18} 0,085] {13,14} 0,071
{4,25} 0,054 {5,20} 0,064 | {5,24} 0,069 {14,19} 0,057] {18,20} 0,049
{8,14} 0,046 {19,22} 0,068 ] {1,19} 0,04 | {17,20} 0,066| {17,19} 0,055
{7,9} 0,082 ] {1,28} 0,044 ] {18,27} 0,035] {15,21} 0,048 ] {1,11} 0,039
{3,10} 0,113 {11,17} 0,035] {20,21} 0,045 {16,28} 0,054] {21,25} 0,024
{2,6} 0,053 ] {15,18} 0,039] {11,17} 0,041 ] {1,26} 0,028 | {4,23} 0,035
{5,20} 0,062 {25,26} 0,046 {15,26} 0,029 {23,24} 0,022 ] {22,26} 0,025
{L,L11} 0,026| {16,23} 0,041] {16,28} 0,042 {11,27} 0,026 {15,27} 0,015
{19,24} 0,015] {4,21} 0,017 {12,23} 0,041 {12,22} -0,01 | {24,28} 0,028
{27,28} 0,004 {12,27} 0,00 | {4,25} -0,02 | {4,25} -0,01 | {12,16} -0,02

Zrbdto: Opracowanie wiasne.

W tabeli 5.5 (i w nastgpnych tabelach tego paragrafu), ciemniejszym
kolorem zaznaczono miejsce zjawiska lokcia, tzn. krok, w ktorym nalezy
przerwac¢ dotaczanie nastgpnych par zmiennych, bo wartos¢ WKO jest zbyt niska
(mniejsza od 0,1). Wartos¢ WKO jest obliczana pomiedzy para biezaca
zmiennych, podang w lewej kolumnie, a zbiorem wszystkich zmiennych
dotychczas polaczonych tj. wszystkich zmiennych nalezacych do par podanych
w lewej kolumnie od poczatku kolumny do wiersza poprzedzajacego miejsce
biezace wlacznie. Gdy warto$¢ WKO jest zbyt niska, to nie ma sensu dofgczanie
nowych par do zbioru skladajgcego si¢ z par wczesniej polaczonych, bo
pomiedzy parg biezacg a zbiorem par juz pofaczonych nie ma zwigzku w sensie
korelacji odlegtosciowej. Nie ulega watpliwos$ci, ze metoda KO _meta sposrod
28 zmiennych wybrala zmienne o numerach {2,3,5,6,7,8,9,10,14}. Te selekcje
zostaly przykltadowo pokazane na rysunkach 5.9 oraz 5.10. Szczegoélnie
sugestywny jest rysunek 5.10, ktory przedstawia wykres korelacji
odleglo$ciowych wtedy, gdy faczenie zmiennych rozpoczynamy od pary
{10,14}. Na poczatku tego ciggu par widoczny jest bardzo duzy wzrost wartosci
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WKO pomigdzy dwiema parami zmiennych w poréwnaniu z WKO dla pary
poczatkowej. Taka sytuacja zdarza si¢ rzadko, poniewaz, na ogoét (por. § 4.1),
Tabela 5.6 Wyniki metody KO_meta dla zbioru Australiancredit w wariancie 14 zmiennych
nieistotnych. Wartos¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca para
zmiennych (w lewej kolumnie) a wszystkimi dotychczas polgczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO

WKO

8,9, 0171 |{17,18} 0,17 |{10,14} 0,169 |{2,3% 04152 |[{3,10} 0,142
(10,14} 0271 |21 0067 |3.97 0410 |{7,000 0283 |{7.140 0239
(3,50 0,095 |{7100 0,120 |277 020 |69 0161 |29 0,248
(7,19 0,124 |13 0,15 |68 0172 |14 0,168 |{6,18 0,147
2,130 0,162 |69 0,155 |{5.18; 0,095 |{5.137 0,000 |21 0,13
6,17 0,144 |58 0,112 | {13,190 0,054 |{18,28) 0,044 |{5171 0,107
{18,201 0,079 | {14,190 0,069 |{1,20; 0,05 |{17,19% 0,057 |{1,13} 0,043
(1,280 0,057 |{20241 0,051 |{17.221 0,026 |{20,22} 0,045 |{19,27} 0,036
(21,24} 0,039 | {11,150 0,029 |{1526} 0,029 |{11,23} 0,045 |{2526} 0,025
2627+ 0,025 |{16,22} 0,049 |{1621} 0,051 |{16,26} 0,022 |{20,23} 0,056
(15,25} 0,024 | {23,261 0,038 |23.24} 0,038 |{1521} 0,088 |{11,15} 0,027
(16,23} 0,024 | {2528} 0,033 |25273 0,026 |{1.45 0,032 |{16,28 0,026
{12,221 0,001 |{12,277 0,025 |{11,28} 0,022 |{24.27} 0,008 |{4,24} 0,011
411 000 a4 001 |12y 001 225 -001 | {12227 -004

Zrbdto: Opracowanie wiasne.

Wartosci WKO dla dotagczanych par
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Rys. 5.9 Wykres wartosci WKO pomigdzy para biezaca w ciagu par a zbiorem poczatkowych
zmiennych od poczatku ciggu par, dla pary poczatkowej {9,10}, zbidr Australiancredit.
Zrodto: Opracowanie wiasne.
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Tablela 5.7 Wyniki metody KO _meta dla zbioru Australiancredit w wariancie 14 zmiennych

nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas polgczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{6,7} 0,121 {2,10} 0,115 {2,6} 0,111 {5,6} 0,109 {3,14} 0,106
{2,5} 0,189 {3,7} 0,315 {7,13} 0,174 {2,7} 0,13 {7,10} 0,223
{3,13}y 0,15 {6,9} 0,203 {3,10} 0,258 {3,18} 0,148 {2,13} 0,253
{10,14} 0,211 {5,8} 0,167 {9,14} 0,141 {10,13} 0,174 {6,9} 0,167
{9,19} 0,129 {13,14} 0,073 {8,20} 0,142 {9,19} 0,131 {8,18} 0,15
{8,18} 0,122 {18,20} 0,057 {5,18} 0,076 {8,204 0,133 {5,17y 0,077
{1,26} 0,045 {17,19} 0,073 {17,19} 0,075 {14,21} 0,072 {1,25} 0,055
{20,27} 0,037 {1,27} 0,059 {1,24} 0,04 {1,28} 0,039 {11,19} 0,034
{15,17} 0,034 {11,28} 0,023 {15,28} 0,035 {11,27} 0,031 {20,23} 0,034
{16,21} 0,051 {25,26} 0,025 {16,21} 0,044 {17,24} 0,042 {24,26} 0,041
{23,24} 0,032 {12,23} 0,016 {11,23} 0,023 {22,26} 0,029 {27,28} 0,018
{4,22} 0,013 {21,22} 0,017 {22,25} 0,011 {4,16} 0,03 {4,16} 0,013
{11,12} 0,031 {16,24} 0,012 {12,26} 0,00 {15,23} 0,045 {15,22} 0,06
{25,28} -0,00 {4,15} 0,046 {427} -0,02 {12,25} -0,02 {12,21} 0,018

Zrodlo: obliczenia wiasne.
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Wartosci WKO dla dolgczanych par
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Rys. 5.10 Wykres wartosci WKO pomigdzy parg biezaca w ciagu par a zbiorem poczatkowych
zmiennych od poczatku ciggu par, dla pary poczatkowej {10,14}, zbior Australiancredit.
Zrodto: Opracowanie wiasne.
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wraz ze wzrostem liczebno$ci zbiord6w zmiennych maleje zdolno$¢
dyskryminacyjna WKO. Takie zjawisko mozna interpretowaé jako silne
wskazanie zwigzku pomig¢dzy obiema parami zmiennych, ktérego zrodtem musi
by¢ tworzenie tej samej struktury skupien. Sposrod wszystkich zmiennych
oryginalnych pominigte zostaly zmienne o numerach 1, 4, 11, 12. Zmienng o
numerze 13 nalezy dolaczy¢ do zbioru zmiennych wybranych ze wzglgdu na to,
ze kilkakrotnie znalazta si¢ w zbiorze zmiennych znajdujacych si¢ przed
lokciem, poprzedzajgc inne zmienne zdecydowanie istotne dla struktury skupien,
na przyktad, w ciggu par rozpoczetym przez par¢ {6,7} lub par¢ {2,6} (por. tab.
5.7). Zmiennych o numerach 17, 18, 19, 22, 24, ktore kilkakrotnie zostaty
dotaczone nieznacznie przed progiem 0,1 nie wlaczamy do zbioru zmiennych
wybranych poniewaz nie mozna potwierdzi¢ dla zadnej z tych zmiennych
oddzielnie, wysokiego skorelowania z Zadnym podzbiorem innych zmiennych
wybranych. Wynik w postaci zbioru {2,3,5,6,7,8,9,10,13,14} mozna uzna¢ za
dobry. Wyselekcjonowany zbidr zmiennych uznajemy w sposob bezwzgledny za
zbidr tworzacy strukture skupien, ze wzgledu na to, ze, na przyklad,
WKO({2,3,7,10},{5,6,8,9})=0,131>0,1 i zmienne {5,6,8,9} to zmienne
nominalne kilkustanowe. Ponadto, para zmiennych ciaglych {7,10} spehia
warunek pozwalajacy podja¢ decyzje bezwzgledna, gdyz
WKO(7,10)=0,242 > 0,8 -0,300 = 0,8 - WKL(7,10).

Zbior Votes. Obiekty: amerykanscy kongresmeni. Liczebno$¢: 435. Liczba
zmiennych: 16. Liczba skupien: 2. Liczebno$ci skupien: 267, 168.
Charakterystyka skupien: 2 grupy kongresmenow (267 demokratow, 168
republikanow).

Charakterystyka zmiennych: 16 zmiennych binarnych reprezentujacych
wyniki glosowania (tak lub nie) nad 16 réznymi ustawami. Nieobecno$¢
kongresmena potraktowana zostata jako trzeci wariant ale nieobecnosci jest
niewiele — dla wszystkich 16 zmiennych kilkanascie. Zbior zaczerpnigty z
repozytorium UCIL

Rozwazmy dwa warianty zbioréw zmiennych nieistotnych. W wariancie a)
dotagczamy 14 zmiennych zaktocajgcych.

17, 18 — zmienne ciagle silnie skorelowane, rozklad normalny, srednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatna;

19, 20 — zmienne ciggle dos¢ silnie skorelowane, rozktad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,5 poza przekatng;

21, 22 — zmienne ciagle stabo skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,25 poza przekatna;
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Tablica 5.8 Wyniki metody KO _meta dla zbioru Votes w wariancie 14 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary

WKO WKO |Paryzm. WKO |Paryzm. WKO |Paryzm. WKO
zm. zm.
{5,8} 0,637 | {5,9} 0,57 {4,5} 0,54 |{7,8} 0,519 | {3,4} 0,52

(49 0,688 |{8,14 0658 |38, 068 |35 0664|812} 0,64
(3,70 0,655 |{47 0639 |{9,12} 0,649 | {49} 0,717 | (5.7} 0,64
(12,14} 0,576 |{3,13} 0604 |{7,14} 0,603 | {12,14} 0,567 | {9,13} 0,63
(13,15} 0,519 |{6,12} 0547 |{6,13} 0497 | {13,15} 0,515 | {14,15} 0,49
6,18 0365 |{1,150 0394 |{1,15} 0390 |{6,19} 0,372 | {16} 0,37
(1,201 0212 | {16,225} 0,145 |{16,19} 0,118 |{1,16} 0,233 |{1627} 0,12
{16,261 0,119 |{11,22} 0,091 | {2,113 0,069 | {11,18} 0,088 | {11,24} 0,08
2,117 0,079 | {2213 0073 |{10,26} 0,055 | {225} 0,061 | (2,17} 0,07
(17,25} 0,053 |{10,27} 0,066 |{17,29} 0,043 | {1724} 0,051 | {10,18} 0,07
(10,27} 0,049 |{17,26} 0,029 | {18,224} 0,059 | {1026} 0,052 | {21,25} 0,03
21,241 0,031 |{18,24} 0,051 |{20,25} 0,035 | {2223} 0,039 | {19,28} 0,03
(19,22} 0,032 | {29,301 0,016 |{21,27} 0,030 | {21,29} 0,029 | {20,23} 0,04
{23,291 -0,007 | {19,23} 0,009 | {28,30} 0,021 | {2730} 0,011 | {22,26} 0,02
{28,301 -0,003 | {20,28% -0,03 |{22,23} 0,001 | {2028} 0,011 ] {2930} -0,01

Zrodlo: obliczenia wilasne.

23, 24 — zmienne ciagle nieskorelowane, rozklady beta, jeden stopien
swobody dla licznika i jeden dla mianownika;

25, 26 — zmienne ciggle nieskorelowane, rozktady rownomierne na odcinku
[0;20];

27, 28, 29, 30 — zmienne binarne nieskorelowane, rozklady réwnoliczne
dwoch wartosci.

Do analizy otrzymujemy zbidr 30 zmiennych réznych mierzonych na
roznych skalach pomiarowych. Zadna z dotychczas opracowanych metod nie
nadaje si¢ do analizy tego zbioru danych. Wyniki otrzymane przez metode
KO meta. Przedstawione sa w tabelach 5.8-5.10.

Metoda KO meta wybiera sposréd 30 zmiennych wszystkie zmienne
istotne tj. zmienne o numerach 1-16 oprocz zmiennych 2, 10. Ten wynik mozna
uzna¢ za dobry. Jednak , po dodatkowej analizie stwierdzamy, ze obie brakujace
zmienne rowniez nalezy dofaczy¢ do zbioru wybranych zmiennych. Na
przyktad, wymuszenie pary {2,6} jako pary startowej daje zawsze wynik
dotgczania par zmiennych ze zbioru {1, ...,16}, na ogot pary {5,13} lub {5,14}
przy wysokim
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Tabela 5.9 Wyniki metody KO _meta dla zbioru Votes w wariancie 14 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary WK
WKO WKO |Paryzm. WKO |Paryzm. WKO | Paryzm.

zm. zm.

{17,18} 0,494 | {4,8} 0,49 {3,8} 0,489 | {8,9} 0,488 | {5,7} 0,47

25261 0,055 |{3,50 0771 | {45 0675|457 0,69 | (8.9} 0,70
(12,24} 0,059 | {9,121 0648 |{9,12} 0,653 | {46} 0,602 | {4.6} 0,58
(4.8 0141 |{7.14} 0633 |{7.14} 0,622 | 3,14} 0,625]| (3,14} 0,61
(3,50 0,635 |{613 0482 |{6,13} 0488 |{12,13} 0,575 ] {12,13} 0,58
9,14} 0,61 |{1,15 0394 |{1,15} 0398 |{1,15} 0,393 ] (1,15} 041
(7,13, 058 |{11,16} 013 {1623} 0,13 |{1625} 0,125| 216} 0,14
6,15, 0356 |{2.26} 0068 |{11,17} 0,092 |{11,18} 0,08 |{11,23} 0,07
(1,161 0214 |{10,17} 006 |{220; 0,073 | {222} 0,068 | {10,19} 0,04
2,11} 0,1 {18,251 0,037 |{10,26} 0,079 | {1721} 0,065 | {27,29} 0,03
{10,213 0,035 | {23,291 0,025 | {18,224} 0,048 | {1024} 0,06 |{2630} 0,02
(22,270 0,045 | {19,241 002 |{21,25} 0,042 | {1929} 0,032 |{21,25} 0,03
(23,280 0,014 |{20,22} 0,047 |{22,30} 0,029 | {2728} 0,011 | {17.24} 0,02
(20,29t 0,013 |{27,28% 0,02 |{19,29} 0,009 | {20,26} 0,035 | {1822} 0,05
{19,301 0,026 | {21,301 -0,01 |{27,28} -001 | {2330} -0,01 | {2028 -0,01

Zrodlo: obliczenia wilasne.

WKO({2,6},{5,13})=0,31. Podobnie, do pary {4,11} jako startowej zawsze
dotaczane sa pary zmiennych ze zbioru {1, ...,16}, na ogdt para {3,5} przy
wysokim WKO({4,11},{3,5})=0,44. Podsumowujgc, stwierdzamy, ze metoda
KO _meta bezblednie, ze zbioru 30 zmiennych, wybiera zmienne o numerach {1,
...,16}. Wyselekcjonowany zbior uznajemy decyzja bezwzgledng za zbidr
tworzacy struktur¢ skupiefi, poniewaz zawiera on zmienne dyskretne
dwustanowe.

W wariancie b) dolaczamy 8 zmiennych zaklocajacych, wszystkie sa
zmiennymi binarnymi o rozkladach réwnomiernych. Do analizy otrzymujemy
zbior 24 zmienne binarne. Wyniki otrzymane przez metode KO meta
przedstawione sa w tabelach 5.11-5.13. Godne odnotowania jest to, ze
przytaczane przyktady korelacji odlegtosciowych dotycza zmiennych binarnych
i sg bardzo silne w porownaniu z wartosciami WKO jakie cechowaty
przyktadowg struktur¢ skupien badang w punkcie 4.4.3 — dla tamtej struktury
progiem byla warto$¢ 0,05. Decyzja jest taka sama jak w wariancie a), przy
czym tatwiejsza do uzyskania — nie ma blednych dotaczen.
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Tabela 5.10 Wyniki metody KO meta dla zbioru Votes w wariancie 14 zmiennych
nieistotnych. Wartos¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{4,12} 0,448 {5,14} 0,433 {7,9} 0,422 {3,12} 0,42 {3,5} 0,398
{3,5} 0,625 {4,8} 0,628 {5,8} 0,662 {4,8} 0,637 {4,8} 0,76
{8,14} 0,673 {3,9} 0,69 {3.4} 0,596 {5,7} 0,635 {7,9} 0,636
{7,9} 0,623 {7,12} 0,641 {12,13} 0,568 {9,13} 0,633 {12,13} 0,576
{6,13} 0,484 {13,15} 0,48 {14,15} 0,487 {14,15} 0,481 {14,15} 0,486
{I,L15} 0,384 {1,6} 0,385 {6,22} 0,263 {6,224 0,281 {6,25} 0,270
{16,19} 0,119 {16,17} 0,119 {I,16} 0,215 {1,23} 0,217 {1,21} 0,224
{11,26} 0,08 {11,18} 0,102 {11,27} 0,08 {16,17} 0,134 {16,17} 0,132
{2,10} 0,08 {2,21} 0,056 {2,10} 0,077 {2,10} 0,083 {11,18} 0,089
{23,29} 0,041 {10,27} 0,052 {23,26} 0,035 {11,24} 0,092 {2,22} 0,078
{17,22} 0,034 {25,26} 0,037 {17,24} 0,039 {21,26} 0,047 {10,20} 0,037
{18,28} 0,038 {24,29} 0,037 {18,25} 0,076 {25,27} 0,046 {19,24} 0,048
{24,25} 0,035 {19,20} 0,014 {21,29} 0,024 {18,19} 0,061 {28,29} 0,037
{20,30} 0,03 {23,28} 0,025 {20,28} 0,002 {28,30} 0,02 {26,30} 0,024
{21,27} 0,002 {22,30} -0,02 {19,30} -0,01 {20,29} 0,047 {23,27} -0,001

Zrodlo: obliczenia wiasne.

Tabela 5.11 Wyniki metody KO _meta dla zbioru Votes w wariancie 8 zmiennych

nieistotnych. Wartos¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezacg para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Pary Pary Pary Pary Pary

Zm, WKO Zim. WKO m. WKO m. WKO m. WKO
{5,8} 0,622 | {5,9} 0,56 {3,4} 0,548 | {7,8} 0,53 | {4,5} 0,52
{4,9} 0,68 {4,8} 0,674 | {8,12} 0,617 | {5,9} 0,66 | {3,8} 0,68
{3,7} 0,649 | {3,7} 0,638 | {5,7} 0,638 | {3,4} 0,58 | {9,12} 0,64
{12,13} 0,559 | {12,13} 0,586 | {9,13} 0,63 |{12,14} 0,57 | {7,14} 0,61
{14,15} 0,477 | {6,14} 0,475 | {14,15} 0,462 | {13,15} 0,48 | {13,15} 0,49
{1,6} 0,365 |{1,15} 0,392 | {1,6} 0,37 | {L,6} 0,37 | {1,6} 0,35
{16,17} 0,098 | {11,16} 0,109 | {2,16} 0,118 | {10,16} 0,09 | {11,16} 0,11
{2,23} 0,071 |{2,19} 0,07 {10,11} 0,058 | {11,19} 0,07 | {2,10} 0,05
{11,18} 0,061 | {10,21} 0,038 | {17,19} 0,031 | {2,18} 0,05 |{22,24} 0,01
{10,21} 0,056 | {18,24} 0,012 | {21,23} 0,025 | {21,24} 0,03 | {17,21} 0,02
{20,24} 0,028 | {17,20} 0,005 | {20,22} 0,023 | {17,20} -0 {18,20} 0,01
{19,22} -0,02 | {22,23} -0,01 |{18,24} -0,04 |{22,23} -0,01 | {19,23} 0,00
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Zrodlo: obliczenia wilasne.




Wszystkie zmienne o numerach wyzszych od 16 (zmienne 17, 18, 19, 22,
23, 25, 26, 27) wykluczamy ze zbioru zmiennych wybranych (jesli byly
wybrane), bo nie mozna potwierdzi¢ oddzielnie dla zadnej z nich wysokiego
skorelowania z zadnym podzbiorem zmiennych, ktére na pewno nalezy wybrac.

Tabela 5.12 Wyniki metody KO meta dla zbioru Votes w wariancie 8 zmiennych

nieistotnych. Wartos¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Pary Pary

WKO WKO |Paryzm. WKO |Paryzm. WKO |Paryzm. WKO
zm. zm.
{8,9} 0,495 | {4,8} 0,472 | {3,8} 0,463 | {5,7} 0,45 | {5,14} 0,44
{5,7} 0,718 | {3,5} 0,744 | {4,5} 0,673 | {8,9} 0,71 | {6,8} 0,62
{3,4} 0,586 | {9,12} 0,649 | {9,12} 0,669 | {3,4} 0,59 | {4,9} 0,65
{12,13} 0,571 |{7,14} 0,615 | {7,14} 0,603 | {12,14} 0,58 | {3,7} 0,62
{6,14} 0,465 | {13,15} 0,508 | {6,13} 0,506 | {13,15} 0,48 | {12,13} 0,59
{1,15} 0,378 | {1,6} 0,355 | {1,15} 0,405 | {1,6} 0,38 | {1,15} 0,41
{11,16} 0,108 | {11,16} 0,118 | {11,16} 0,118 | {11,16} 0,12 | {11,16} 0,12
{2,18} 0,053 | {2,203 0,049 | {2,19} 0,062 | {2,10} 0,07 | {2,18} 0,06
{10,17} 0,048 | {10,21} 0,032 | {10,24} 0,038 | {18,21} 0,02 | {21,24} 0,06
{21,23} 0,053 | {19,22} 0,02 {17,20} 0,044 | {20,24} 0,03 | {10,17} 0,04
{22,24} 0,032 | {17,24} 0,004 | {21,23} 0,034 | {17,19} O {19,23} 0,02
{19,20} 0,015 | {18,23} 0,01 {18,22} -0,01 |{22,23} 0,01 |{20,22} -0,01

Zrodto: obliczenia whasne.

Tabela 5.13 Wyniki metody KO _meta dla zbioru Votes w wariancie 8 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Py ko 1P wko [P wko [P wko [T ko
{4,12} 0,418 |{7,9} 0,413 {3,123 0,402 |[(513) 0,39 3,5) 0,375
{3,5} 0,638 {5,8} 0,689 {4,8} 0,64 4,8) 0,63 4,8) 0,751
{8,9} 0,671 {4,6} 0,594 {5,7} 0,643 (3,9 0,66 9,12) 0,662
{7,14} 0,623 {3,14} 0,61 {9,14} 0,625 |(7,12) 0,64 (7,14) 0,615
{6,13} 0,485 {12,13} 0,605 {6,13} 0,5 (14,15) 0,47 (13,15) 0,497
{1,15} 0,404 {1,15} 0,392 {1,15} 0,38 (6,16) 0,34 (1,6) 0,378
{2,16} 0,119 {11,16} 0,12 {11,16} 0,139 J(1,11) 0,18 (11,16) 0,155
{11,21} 0,06 {2,24} 0,058 {2,10} 0,064 |(2,21) 0,06 (2,10) 0,08

{10,19} 0,037 {10,21} 0,039 {23,24} 0,03 (23,24) 0,04 (21,23) 0,032
{22,23} 0,042 {19,23} 0,025 {17,22} 0,024 ](10,22) 0,03 (18,19) 0,025
{17,24} 0,024 {18,20} 0,021 {19,21} 0,014 |(17,19) 0,02 (17,20) 0,03

{18,20} 0,009 {17,22} -0,03 {18,20} -0,01 (18,20) 0,01 (22,24) -0,01

Zrodlo: obliczenia wilasne.

163




Zbior Wines. Obiekty: gatunki wina. Liczebno$¢: 178. Liczba zmiennych:
13. Liczba skupien: 3. Liczebnos$ci skupien: 59, 71, 48.
Charakterystyka skupien: 3 gatunki wina.

Charakterystyka zmiennych: 13 zmiennych ciaglych reprezentujacych
zawarto$ci 13 réznych sktadnikow win.

Zbior zaczerpnigty z repozytorium UCI. Rozwazmy nastgpujacy zbior 12
zmiennych zaklocajacych.

14, 15 — zmienne ciagle silnie skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatna;

16, 17 — zmienne ciggle dos¢ silnie skorelowane, rozktad normalny, srednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,5 poza przekatng;

18, 19 — zmienne ciagle slabo skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,25 poza przekatna;

20, 21 — zmienne ciagle nieskorelowane, rozklady beta, jeden stopien
swobody dla licznika i jeden dla mianownika;

22, 23 — zmienne ciggle nieskorelowane, rozktady rownomierne na odcinku
[0;20];

24, 25 — zmienne binarne nieskorelowane, rozklady réwnoliczne dwoch
wartosci: 0, 1.

Tabela 5.14 Wyniki metody KO_meta dla zbioru Wines w wariancie 12 zmiennych
nieistotnych. Wartos¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
para zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{6,7} 0,678 {7,12} 0,58 {14,15} 0,444 {6,12} 0,42 {7,9} 0,325
{9,12} 0,589 {6,11} 0,618 {11,22} 0,08 {7,11} 0,658 {6,12} 0,634
{8,11} 0,352 {9,104 0,383 {2,10} 0,165 {8,9} 0,377 {8,11} 0,371
{2,4} 0,3 {2,13} 0,291 {7,12} 0,234 {2,10} 0,302 {2,10} 0,314
{10,13} 0,209 {1,8} 0,276 {6,8} 0,376 {1,4} 0,145 {4,13} 0,154
{L,15} 0,169 {4,5} 0,159 {4,9} 0,243 {13,19} 0,193 {1,5} 0,159
{5,19} 0,099 {17,19} 0,052 {3,13} 0,134 {5,18} 0,114 {17,19} 0,055
{3,14} 0,081 {3,16} 0,039 {1,5} 0,146 {3,17} 0,044 {18,23} 0,047
{20,24} 0,039 {18,20} 0,038 {19,23} 0,046 {20,21} 0,038 {3,20} 0,034
{22,25} 0,029 {24,25} 0,036 {18,20} 0,025 {16,24} 0,044 {21,24} 0,037
{16,21} 0,041 {21,23} 0,027 {17,21} 0,015 {15,23} 0,022 {16,25} 0,012
{17,23} 0,022 {14,15} 0,003 {16,24} 0,005 {14,22} 0,045 {14,15} 0,007
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Zrodlo: obliczenia wiasne.




Tabela 5.15 Wyniki metody KO meta dla zbioru Wines w wariancie 12 zmiennych

nieistotnych. Warto§é WKO to wspotczynnik korelacji odleglosciowej pomiedzy biezaca para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{11,12} 0,322 {10,11} 0,312 {1,13} 0,301 {2,11} 0,275 {7,11} 0,269
{7,10} 0,572 {7,12} 0,355 {4,6} 0,265 {10,12} 0,387 {6,12} 0,647
{2,6} 0,493 {6,8} 0,478 {5,7} 0,442 {6,7} 0,419 {8,9} 0,398
{8,9} 0,349 {2,9} 0,344 {9,124 0,392 {8,9} 0,372 {2,104} 0,323
{4,134 0,161 {4,13} 0,184 {8,11} 0,306 {L,4} 0,178 {L,4} 0,16
{1,L17} 0,156 {1,L19} 0,161 {2,10} 0,27 {13,17} 0,19 {3,13]} 0,174
{5,20} 0,086 {5,17} 0,081 {3,19} 0,055 {5,16} 0,07 {5,17} 0,074
{3,18} 0,042 {16,20} 0,048 {14,17} 0,044 {3,23] 0,043 {19,20} 0,068
{14,19} 0,036 {3,14} 0,036 {15,20} 0,067 {18,21} 0,032 {16,18} 0,046
{15,21} 0,053 {15,21} 0,071 {18,22} 0,03 {19,20} 0,05 {21,24} 0,01
{16,23} 0,06 {23,24} 0,001 {16,21} 0,029 {24,25} 0,02 {14,23} 0,044
{22,24} 0,018 {18,25} 0,005 {23,24} 0,023 {15,22} -0,01 {15,22} -0,00

Zrodlo: obliczenia wiasne.

Tabela 5.16 Wyniki metody KO _meta dla zbioru Wines w wariancie 12 zmiennych

nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezacg para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{6,9} 0,267 {7,8} 0,262 {7,13} 0,261 {8,12} 0,248 {1,10} 0,232
{5,7} 0,584 {6,12} 0,606 {1,6} 0,553 {7,11} 0,527 {11,13} 0,347
{12,13} 0,501 {9,11} 04 {9,12} 0,396 {6,10} 0,513 {4,7} 0,313
{1,8} 0,318 {2,10} 0,305 {8,11} 0,31 {2,9} 0,352 {6,12} 0,46
{4,11} 0,296 {L,4} 0,139 {4,10} 0,29 {4,13} 0,186 {8,9} 0,32
{2,10} 0,228 {3,13}y 0,19 {2,5} 0,196 {1,5} 0,152 {2,5} 0,196
{16,19} 0,057 {5,17} 0,086 {3,17} 0,079 {17,19} 0,05 {3,19} 0,059
{15,17} 0,091 {18,23} 0,025 {16,20} 0,041 {3,16} 0,029 {17,20} 0,042
{14,20} 0,072 {19,20} 0,031 {18,19} 0,064 {18,23} 0,037 {15,25} 0,042
{23,24} 0,022 {14,21} 0,02 {15,24} 0,032 {20,24} 0,02 {14,18} 0,067
{3,18} 0,031 {16,25} 0,021 {14,22} 0,039 {22,25} 0,008 {16,21} 0,015
{21,25} 0,009 {15,22} 0,05 {21,23} 0,006 {14,21} 0,023 {22,24} 0,014

Zrédto: obliczenia whasne.
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Do analizy otrzymujemy zbidr 25 zmiennych réznych mierzonych na
roznych skalach pomiarowych. Zadna z dotychczas opracowanych metod nie
nadaje si¢ do analizy tego zbioru danych. Wyniki otrzymane przez metod¢
KO meta. Przedstawione sg w tabelach 5.14-5.16.

Metoda KO meta wybiera sposréd 25 zmiennych wszystkie zmienne
istotne tj. zmienne o numerach {1, ...,13} oprocz zmiennej 3 i 5. Ten wynik
mozna uzna¢ za dobry. Jednak, po dodatkowej analizie, zmienne 3 i 5 réwniez
nalezy dolaczy¢ do =zbioru wybranych zmiennych, gdyz, na przyklad,
WKO(3,4)=0,185>0,15 oraz WKO(3,5)=0,179>0,15. Ponadto, wymuszenie pary
{3,5} jako pary startowej, daje zawsze wynik dotgczania par zmiennych ze
zbioru {1, ...,13}, najpierw, na ogol, pary {4,9} przy WKO({3,5},{4,9})=0,180.
Wszystkie zmienne o numerach wyzszych od 13 (zmienne 15, 17, 18, 19)
wykluczamy ze zbioru zmiennych wybranych (jesli byly wybrane), bo nie
mozna potwierdzi¢ oddzielnie dla zadnej z nich wysokiego skorelowania z
zadnym podzbiorem zmiennych, ktére na pewno nalezy wybra¢. Podsumowujac,
stwierdzamy, ze metoda KO meta bezblednie, ze zbioru 25 zmiennych,
wyselekcjonowata zmienne o numerach {1, ...,13}. Dla podzbioru {1,2,...,13}
otrzymujemy decyzje bezwzgledng na podstawie wartosci miary (4.6) , ktora jest
rowna 0,406, czyli wicksza od 0,4.

Zbior Ionosphere. Obickty: dane z obserwacji teleskopowych jonosfery.
Liczebno$¢: 351. Liczba zmiennych: 34. Liczba skupien: 2. Liczebno$ci
skupien: 225, 126.

Charakterystyka skupien: ,,dobre” i ,,zte’ sygnaty/dane.

Charakterystyka zmiennych: 34 zmienne ciagle opisujace charakterystyki
sygnatow. Zbior zaczerpnigty z repozytorium UCIL. Rozwazmy nastgpujacy
zbidr 16 zmiennych zaklocajacych.

35, 36 — zmienne ciagle silnie skorelowane, rozklad normalny, Srednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatna;

37, 38 — zmienne ciggle dos¢ silnie skorelowane, rozktad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,5 poza przekatng;

39, 40 — zmienne ciagle stabo skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,25 poza przekatna;

41, 42 — zmienne ciagle nieskorelowane, rozklad normalny, §rednie réwne 0,
w macierzy kowariancji 1 na przekatnej oraz 0 poza przekatna;

43, 44 — zmienne ciggle nieskorelowane, rozklady beta, jeden stopien
swobody dla licznika i jeden dla mianownika;

45, 46 — zmienne ciagle nieskorelowane, rozktady rownomierne na odcinku
[0;20];

47, 48, 49, 50 — zmienne binarne nieskorelowane, rozktady réwnoliczne
dwoch wartosci: 0, 1.
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Do analizy otrzymujemy zbidr 50 zmiennych réznych mierzonych na
roznych skalach pomiarowych. Zadna z dotychczas opracowanych metod nie
nadaje si¢ do analizy tego zbioru danych. Wyniki otrzymane przez metod¢

KO meta przedstawione sg w tabelach 5.17-5.19.

Tabela 5.17 Wyniki metody KO _meta dla zbioru lonosphere w wariancie 16 zmiennych

nieistotnych. Warto$é WKO to wspotczynnik korelacji odleglosciowej pomiedzy biezaca para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{13,15} 0,727 {11,17} 0,613 {15,21} 0,567 {25,29} 0,556 {17,19} 0,542
{17,21} 0,683 {13,19} 0,68 {13,19} 0,756 {27,31} 0,587 {11,21} 0,697
{11,19} 0,701 {9,15} 0,783 {7,17} 0,711 {23,33} 0,615 {15,23} 0,736
{9,234 0,711 {10,21} 0,615 {9,23} 0,691 {18,21} 0,569 {9,13} 0,718
{7,25} 0,542 {7,23} 0,596 {11,25} 0,676 {14,19} 0,537 {7,25} 0,545
{10,29} 0,505 {8,25} 0,513 {10,29} 0,515 {16,17} 0,579 {10,33} 0,521
{8,33} 0,502 {12,29} 0,499 {12,33} 0,514 {12,15} 0,594 {8,29} 0,523
{12,31} 0,529 {6,33}y 0,517 {8,31}y 0,522 {10,11} 0,591 {6,31} 0,524
{6,274 0,511 {4,31}y 0,516 {6,27} 0,521 {13,20} 0,603 {5,12} 0,506
{5,14} 0,472 {5,14} 0,498 {4,5} 0,471 {6,9} 0,559 {4,27} 0,511
{4,18} 0,443 {22,27} 0,46 {14,22} 0,455 {7.8} 0,529 {14,20} 0,463
{16,22} 0,442 {20,28} 0,445 {3,16} 0,434 {5,224 0,489 {16,22} 0,449
{20,28} 0,468 {16,26} 0,472 {20,32} 0,426 {4,24} 0,489 {18,28} 0,451
{24,26} 0,459 {3,18} 0,475 {18,28} 0,487 {26,28} 0,449 {24,26} 0,45
{1,30} 0,466 {1,24} 0,464 {24,30} 0,454 {1,30} 0,445 {30,32} 0,477
{3,32} 0,467 {30,32} 0,467 {26,34} 0,482 {3,34} 0,47 {1,34} 043
{2,34} 0,335 {2,34} 0,331 {1,2} 0,349 {2,32} 0,442 {2,3} 0,282
{36,42} 0,063 {36,37} 0,059 {36,41} 0,063 {41,42} 0,063 {36,41} 0,081
{45,49} 0,052 {41,45} 0,065 {42,48} 0,046 {36,40} 0,055 {42,45} 0,046
{37,41} 0,052 {47,50} 0,036 {45,50} 0,037 {45,50} 0,045 {46,49} 0,033
{46,50} 0,022 {48,49} 0,039 {40,47} 0,033 {37,46} 0,034 {37,38} 0,014
{47,48} 0,026 {42,44} 0,024 {35,49} 0,02 {38,47} 0,011 {35,47} 0,027
{35,40} 0,009 {35,46} 0,013 {44,46} 0,031 {44,49} 0,015 {39,48} -0
{38,44} -0,02 {38,40} -0,01 {37,38} -0,02 {43,48} 0,009 {40,50} 0,008
{39,43} -0,05 {39,43} -0,07 {39,43} -0,07 {35,39} 0,025 {43,44} -0,02

Zrodlo: obliczenia wilasne.

Ten zbiér ma tak silng strukture skupien, ze metoda KO meta bezbtednie
wybiera dokladnie 34 zmienne tworzace struktur¢ skupien niezaleznie od ktore;
pary rozpoczynamy taczenie zmiennych. Dla wyselekcjonowanego podzbioru
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{1,2,...,34} latwo otrzyma¢ decyzj¢ bezwzglednga jezeli zmodyfikujemy
porownanie WKO z WKL. WKO pomiedzy drugg parg zmiennych a pierwsza
parg jest w kazdym ciagu dotaczen bardzo wysoki (wigkszy od 0,5) natomiast
WKL pomigdzy dowolng zmienng z drugiej pary i dowolna z pierwszej jest niski
(mniejszy od 0,2). Wobec tego, tak wysoka wartos¢ WKO musi by¢ wynikiem
istnienia struktury skupien. W oparciu o miar¢ (4.6) nie otrzymamy decyzji
bezwzglednej, gdyz miara ta ma wartos¢ 0,311, ale to wystarcza do tego, by
pokona¢ w decyzji porownawczej dwa inne wyselekcjonowane podzbiory
zmiennych {35,36} oraz {37,38}.
Tabela 5.18 Wyniki metody KO_meta dla zbioru lonosphere w wariancie 16 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca para
zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Par
Paryzm. WKO |Paryzm. WKO |Paryzm. WKO |Paryzm. WKO Y WKO
zZm.

(15173 0,542 {19213 0,541 |{31,33} 0,535 | {18200 0,531]{13,17} 0,524
(13,190 0,775 | {15,17} 0,685 | {7,297 0,571 |{22,30} 0,567 {11,15} 0,768
(11,213 0,781 | {1323} 0,722 | {5,250 0,580 |{16,26} 0,634| (9,21} 0,69
9,23 0,719 | {1133} 0,669 | {3,211 0,594 | {424} 0,641 {7,19} 0,699
(725 0,553 |{9.25} 0,629 | {9,231 0,629 | {1428} 0,673|{10,23} 0,554
(10,33} 0,522 | {729} 0,569 | {15190 0,6 |{12,32} 0,641 {8,225} 0,515
8,31} 0,530 | {1031} 0520 |{11,13} 0,637 |{634} 0,614|{12,33} 0,522
6,290 0,524 |1627} 0491 | {1727} 0,643 |{8,10} 0,555| {6,229} 0,512
(5,120 0,527 | 45,12} 0497 | {6,100 0443 |{123} 0468] {431} 0,529
(4270 049 |18,14) 0451 | {8,120 0451 |{21,31} 0421 {1427} 0,487
(14221 0458 | {422} 0441 | {4,147 0467 |{19,33} 0451|5200 0,468
(3,060 0443 | 320} 0456 | {1,200 0411 |{1525} 048 |{16,22} 0,471
20,280 0,435 | {1626} 0452 |{16,22} 0462 |{1329} 0,529] (3,18} 0,437
(18,26} 0,457 | {1824} 0459 | {18,241 0461 |{7,17} 0,521|{28,30} 0,432
(24301 0,454 | {2830} 0458 | {26,280 047 [{927)} 0,495|{24,26} 0,482
(1,32} 0460 |{132} 0470 | {3032} 0464 |{3,11} 0463|{1,32} 0452
2,340 0359 |{234} 0341 | {2340 0357 [{537} 0,299 (2,34} 0,343
(41,451 0,058 | 136,45} 0,06 |{3641F 0,069 |{3642} 0,064| {3641} 0,084
(36,421 0,038 | {41,492} 0,065 | {44,451 0,042 |{40,41} 0,057 42,47} 0,043
(39,481 0,025 | 146,47} 0,037 | {42,501 0,030 |{46,50} 0,037| {46,49} 0,026
{46,501 0,031 | {40,503 0,025 | (39,49} 0,030 | {3548 0,03 |{40,44} 0,03
{40,471 0,036 | {44,49} 0,017 | (37,48} 0,037 |{47,49} 0,029 {45.48} 0,045
{37,491 0,008 | {3948} 0,003 | (46,47} 0,000 | {4445} 0,038| (43,50} 0,003
(38,441 -0,01 |{37.43} -0,01 |3540% 0,002 |{2,38 0,011 (37,38} -0,01
(35431 -0,02 |{3538 -005 |{3843F -0,03 |{3943} 0,074] {3539} -0,03

Zrodlo: obliczenia wilasne.
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Tabela 5.19 Wyniki metody KO_meta dla zbioru lonosphere w wariancie 16 zmiennych

nieistotnych. Warto$¢ WKO to wspodtczynnik korelacji odlegtosciowej pomiedzy biezaca para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{9,11} 0,522 {20,22} 0,514 {5,7} 0,514 {21,23} 0,504 {13,21} 0,502
{15,17} 0,651 {18,24} 0,602 {3,13} 0,599 {17,33} 0,638 {15,17} 0,766
{13,19} 0,765 {16,26} 0,646 {9,15} 0,584 {15,31} 0,707 {11,19} 0,719
{21,23} 0,609 {14,28} 0,636 {11,21} 0,667 {13,29} 0,724 {9,23} 0,717
{7,10} 0,557 {6,30} 0,636 {17,33} 0,637 {11,25} 0,684 {7,25} 0,553
{6,25} 0,506 {12,32} 0,672 {19,23} 0,645 {7,19} 0,688 {10,33} 0,517
{8,31} 0,518 {4,34} 0,653 {10,25} 0,508 {9,27} 0,617 {8,31} 0,52
{12,33} 0,559 {1,8} 0,55 {8,29} 0,525 {5,10} 0,487 {6,29} 0,546
{4,29} 0,527 {10,31} 0,495 {12,31} 0,519 {3.8} 0,418 {5,12} 0,499
{14,27} 0,482 {21,33} 0,382 {6,27} 0,519 {4,124 0,437 {4,27} 0,495
{5,22} 0,449 {13,29} 0,427 {4,14} 0,48 {6,14} 0,455 {3,14} 0,47
{16,28} 0,421 {15,23} 0,474 {16,22} 0,425 {22,28} 0,411 {16,28} 0,425
{20,26} 0,446 {7,19} 0,545 {1,20} 0,441 {16,20} 0,462 {22,30} 0,436
{18,24} 0,479 {11,25} 0,527 {18,28} 0,496 {18,30} 0,455 {20,26} 0,472
{30,32} 0,46 {5,17} 0,535 {24,26} 0,483 {24,32} 0,466 {18,24} 0,505
{3,34} 0,465 {9,27} 0,527 {30,324 0,453 {26,34} 0,494 {1,32} 0,445
{1,2} 0,353 {2,3} 0,274 {2,34} 0,341 {1,2} 0,355 {2,34} 0,374
{41,42} 0,083 {36,41} 0,07 {36,42} 0,08 {36,41} 0,07 {36,41} 0,083
{36,45} 0,04 {35,42} 0,03 {45,50} 0,048 {47,50} 0,031 {40,45} 0,04
{47,50} 0,036 {45,49} 0,036 {41,44} 0,053 {45,46} 0,032 {35,42} 0,034
{37,48} 0,018 {44,46} 0,021 {46,49} 0,023 {48,49} 0,026 {38,50} 0,027
{35,46} 0,01 {40,48} 0,014 {37,47} 0,021 {40,42} 0,026 {39,49} 0,033
{39,49} 0,028 {37,47} 0,029 {43,48} 0,002 {38,44} 0,009 {37,48} 0,024
{38,40} -0,01 {38,50} -0,01 {35,38} -0 {37,43} 0,012 {44,46} 0,007
{43,44} -0,05 {39,43} -0,05 {39,40} -0,04 {35,39} 0,044 {43,47} -0,02

Zrodlo: obliczenia wilasne.

Zbior

Concrete. Obiekty: probki roznych rodzajow betonu. Liczebno$é:

1030. Liczba zmiennych: 8. Liczba skupien: 5. Liczebnosci skupief: zgodne z
podziatem wytrzymato$ci betonu na 5 przedzialow o rownych szerokos$ciach.
Charakterystyka skupien: rodzaje betonu o danej wytrzymatosci.
ciagtych
charakterystyki liczbowe betonu np. zawarto$¢ zuzlu, wody itp..
Zbior zaczerpnigty z repozytorium UCI.
Rozwazmy nast¢pujacy zbior 8 zmiennych zaktocajacych.

Charakterystyka

zmiennych:

8 zmiennych

reprezentujacych
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9, 10 — zmienne ciagle silnie skorelowane, rozklad normalny, $rednie rowne
0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatna;

11, 12 — zmienne ciggle dos¢ silnie skorelowane, rozktad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,5 poza przekatng;

13, 14 — zmienne ciggle nieskorelowane, rozktady rownomierne na odcinku
[0;20];

15, 16 — zmienne binarne nieskorelowane, rozklady réwnoliczne dwdch
wartosci: 0, 1.

Do analizy otrzymujemy zbidr 16 zmiennych mierzonych na réznych
skalach pomiarowych. Zadna z dotychczas opracowanych metod nie nadaje si¢
do analizy tego zbioru danych. Wyniki otrzymane przez metod¢e KO meta
przedstawione sag w tabeli 5.20. Laczenie zmiennych daje rozne wyniki,
najliczniejszy 1 jednocze$nie bezblgdny podzbidor zmiennych {1,2,...,8}
otrzymujemy zaczynajac od pary {4,7}. Dolaczenie ostatniej pary jest przy
korelacji niewiele przekraczajacej prog 0,1, ale nie bylo w zadnym przypadku
btednych dolagczen zmiennych zanieczyszczajacych. Nie mozna znalezé
potwierdzenia dla zmiennych 2 oraz 6 w postaci wysokiego skorelowania z
innym podzbiorem zmiennych istotnych — w przypadku tego zbioru korelacje

Tabela 5.20 Wyniki metody KO meta dla zbioru Concrete w wariancie 8 zmiennych
nieistotnych. Warto§é WKO to wspotczynnik korelacji odleglosciowej pomiedzy biezaca para
zmiennych (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Pary Pary Pary Pary Pary
WKO WKO WKO WKO WKO

{9,103 0,493 {4,5} 0,377 {4,7} 0,227 {3,5} 0,227 {11,12} 0,194
{7,16} 0,032 {3,7} 0,203 {5,8} 0,273 {L,4} 0,232 {3,13} 0,037
{4,8} 0,086 {1,2} 0,189 {1,3} 0,126 {2,7} 0,108 {1,2} 0,153
{L,5} 0,130 {6,8} 0,079 {2,6} 0,108 {6,10} 0,088 {5,7} 0,141
{3,11} 0,128 {12,14} 0,041 {9,10} 0,093 {9,12} 0,089 {4,10} 0,149
{2,6} 0,087 {10,11} 0,021 {11,14} 0,053 {8,11} 0,033 {6,9} 0,084
{13,14} 0,029 {9,16} 0,029 {12,16} 0,003 {14,15} 0,006 {14,16} 0,020
{12,15} -0,002 | {13,15} 0,014 {13,15} -0,028 | {13,16} -0,011 | {8,15} 0,027
Zrédto: obliczenia wlasne.

odleglo$ciowe nie sg wysokie. Nalezy jednak zauwazy¢, ze dzigki temu nie ma
nieprawidlowych dolaczen zmiennych nieistotnych do zbioru zmiennych
istotnych. Wyselekcjonowany podzbior {1,2,...,8} ma bardzo wysoka warto$¢
miary (4.6), rowna 0,987, co od razu daje zdecydowang decyzje bezwzgledna o
tym, ze podzbior ten tworzy strukture skupien.
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Zbior Adult. Obiekty: doroste osoby wylosowane ze spisow. Liczebnos¢:
1000 oso6b wylosowanych zaleznie z 48842 osob. Liczba zmiennych: 14. Liczba
skupien: 2. Liczebnosci skupien: zgodnie z wylosowang probg.

Charakterystyka skupien: osoby dobrze sobie radzace w Zyciu oraz osoby gorzej
sobie radzgce w zyciu.

Charakterystyka zmiennych: 6 zmiennych ciagltych reprezentujacych wiek,
wage, liczbe lat szkolnych, dochdd finansowy, stratg finansowa, liczbe godzin
pracy w tygodniu oraz 8 zmiennych nominalnych reprezentujgcych kraj, stan
cywilny, wyksztalcenie, pte¢, rasg, zawod, rodzaj zatrudnienia, status rodzinny.

Zbior zaczerpnigty z repozytorium UCI.

Rozwazmy nast¢pujacy zbior 16 zmiennych zaklocajacych.

15, 16 — zmienne ciagle silnie skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatna;

17, 18 — zmienne ciggle dos¢ silnie skorelowane, rozktad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,5 poza przekatng;

19, 20 — zmienne ciagle slabo skorelowane, rozklad normalny, $rednie
rowne 0, w macierzy kowariancji 1 na przekatnej oraz 0,25 poza przekatna;

21, 22 — zmienne ciaglte nieskorelowane, rozktad normalny, srednie rowne 0,
w macierzy kowariancji 1 na przekatnej oraz 0 poza przekatng;

23, 24 — zmienne ciagle nieskorelowane, rozklady beta, jeden stopien
swobody dla licznika i jeden dla mianownika;

25, 26 — zmienne ciggle nieskorelowane, rozktady rownomierne na odcinku
[0;20];

27, 28, 29, 30 — zmienne binarne nieskorelowane, rozklady réwnoliczne
dwoch wartosci: 0, 1.

Do analizy otrzymujemy zbiér 30 zmiennych mierzonych na réznych
skalach pomiarowych. Zadna z dotychczas opracowanych metod nie nadaje si¢
do analizy tego zbioru danych. Wyniki otrzymane przez metod¢ KO meta
przedstawione sg w tabeli 5.21. W tabeli 5.21 przedstawione jest tylko taczenie
zmiennych dla par startowych ze zbioru zmiennych oryginalnych. Laczenie daje
rozne wyniki, w zalezno$ci od pary startowej, ale po analizie tatwo widac
bezbledny rezultat, ktorym jest wybor wszystkich zmiennych ze zbioru
{1,2,...,14}. Watpliwosci mogtaby budzi¢ para {6,8} dolaczona przy
skorelowaniu minimalnie powyzej przyjetego progu, ale obawy te okazuja si¢
bezpodstawne, gdyz, na przyklad, WKO(6,10)=0,214, albo WKO(8,10)=0,363
oraz WK0(6,8)=0,552.
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Tabela 521 Wyniki metody KO meta dla zbioru Adult w wariancie 16 zmiennych
nieistotnych. Warto§é WKO to wspotczynnik korelacji odleglosciowej pomiedzy biezaca para

zmiennych (w lewej kolumnie) a wszystkimi dotychczas potaczonymi zmiennymi.

Pary Pary Pary Pary Pary

WKO WKO WKO WKO WKO
{5,14} 0,437 {4,5} 0,375 {5,13} 0,349 {13,14} 0,339 {2,13} 0,316
{3,13} 0,409 {2,14} 0,311 {4,14} 0,548 {5,12} 0,449 {L1,5} 0,320
{2,4} 0,411 {3,13} 0,460 {2,12} 0,296 {2,4} 0,390 {4,14} 0,522
{1,7} 0,188 {7,12} 0,190 {1,7} 0,194 {1,7} 0,196 {7,12} 0,214
{11,12} 0,129 {9,15} 0,119 {9,104 0,132 {9,10} 0,127 {9,15} 0,114
{9,10} 0,104 {10,16} 0,111 {8,11} 0,073 {6,8} 0,101 {10,11} 0,103
{8,15} 0,078 {1,11} 0,094 {3,6} 0,132 {3,15} 0,033 {8,16} 0,067
{6,17} 0,087 {8,18} 0,062 {16,19} 0,017 {16,19} 0,024 {3,6} 0,106
{18,20} 0,031 {6,17} 0,087 {15,20} 0,033 {11,18} 0,024 {18,19} 0,019
{16,19} -0,009 | {19,20} -0,003 | {17,18 0,009 {17,20} -0,030 | {17,20} -0,015

Zrodlo: obliczenia wilasne.

Zmiennych o numerach 15 i 16, rowniez dotaczonych nieznacznie powyzej
progu 0,1, w parach z innymi zmiennymi, nie uwzgledniamy gdyz nie ma
skorelowania z zadnym innym podzbiorem zmiennych istotnych dla struktury
skupien potwierdzajacego przynalezno$¢ do zbioru zmiennych {1,2,...,14}. Dla
wyselekcjonowanego podzbioru od razu otrzymujemy decyzj¢ bezwzgledna,
gdyz zbidr ten zawiera zmienne dyskretne kilkustanowe.

Zbior Donation. Obiekty: doroste osoby bedace dawcami krwi. Liczebnos¢:
748. Liczba zmiennych: 4. Liczba skupien: 2. Liczebnos$ci skupien: 180, 568.
Charakterystyka skupien: osoby, ktore oddaty w marcu 2007 oraz osoby, ktore
nie oddaty krwi w tym miesigcu.

Charakterystyka zmiennych: 4 zmienne ciagte reprezentujace liczbe miesigcy od
ostatniego oddania krwi, calkowitg liczb¢ oddan krwi, obje¢tos¢ do tej pory
oddanej krwi, liczb¢ miesigcy od pierwszego oddania krwi.

Zbior zaczerpnigty z repozytorium UCI. Rozwazmy nastepujacy zbior 5
zmiennych zaklocajacych.

6, 7 — zmienne ciagle silnie skorelowane, rozklad normalny, $rednie réwne
0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatng;

8, 9 — zmienne ciagle nieskorelowane, rozklady réwnomierne na odcinku
[0;20];

10 — zmienna binarna, rozktad rownomierny dwoch wartosci: 0, 1.

Do analizy otrzymujemy zbidr 9 zmiennych mierzonych na réznych skalach
pomiarowych. Zadna z dotychczas opracowanych metod nie nadaje sie do
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analizy tego zbioru danych. Wyniki otrzymane przez metod¢ KO meta
przedstawione sg w tabeli 5.22. W tym przypadku, do pary poczatkowej
dotaczane byly jednoelementowe zbiory zmiennych ze wzgledu na matlg liczbe
wszystkich zmiennych. Z tabeli 5.22 wynika, Zze bardzo silne sg wskazania
polaczenia zmiennych 2, 3 i 4. Do tych zmiennych dotgczamy zmienng numer 1
poniewaz WKO({2,3},{1})=0,110>0,1. Wyselekcjonowane zostaly zatem
podzbiory zmiennych {1,2,3,4} oraz {5,6}. Dla podzbioru {1,2,3,4}
otrzymujemy decyzje bezwzgledna na podstawie bardzo wysokiej warto$ci
miary (4.6), ktora réwna jest 0,904.

Tabela 5.22 Wyniki metody KO_meta dla zbioru Donation w wariancie 5 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
zmienng (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.
Zmienne WKO |Zmienne WKO |Zmienne WKO |Zmienne WKO

{2,3} 1,00 {5,6} 0,463 | {2,4} 0,418 | {3,4} 0,431

(4} 0,411 | {1} 0,038 | {3} 0,533 | {2} 0,552
{1} 0,020 | {2} 0,088 | {1} 0,025 | {1} 0,027
{5} 0,010 | {4} 0,074 | {5} 0,030 | {5} 0,027
(8} 0,009 | {7} 0,029 | {8} 0,018 | {6} 0,002

Zrodlo: obliczenia wilasne.

Zbior  Nieruchomosci. Obiekty: nieruchomo$ci z  wojewddztwa
jeleniogorskiego. Liczebno$¢: 27. Liczba zmiennych: 6. Liczba skupien: 4.
Liczebnosci skupien: 9, 4, 5, 9.

Charakterystyka skupien: cztery homogeniczne grupy nieruchomosci.
Charakterystyka zmiennych: 3 zmienne porzadkowe reprezentujace lokalizacje
nieruchomosci gruntowej, standard uzytkowy lokalu, warunki bytowe
nieruchomosci gruntowej oraz 3 zmienne nominalne reprezentujace potozenie
nieruchomosci gruntowej, typ wspolnoty mieszkaniowej, powierzchni¢ gruntu w
stosunku do obrysu budynku.

Zbidr zaczerpniety z ksigzki Walesiaka (2011).

Rozwazmy nast¢pujacy zbior 6 zmiennych zaktocajacych.

7, 8 — zmienne ciagle silnie skorelowane, rozklad normalny, $rednie réwne
0, w macierzy kowariancji 1 na przekatnej oraz 0,75 poza przekatng;

9, 10 — zmienne ciagle nieskorelowane, rozktady réwnomierne na odcinku
[0;20];

11, 12 — zmienne binarne nieskorelowane o rozktadach roéwnomiernych
dwoch wartosci: 0, 1.
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Do analizy otrzymujemy zbidr 12 zmiennych mierzonych na réznych
skalach pomiarowych. Zadna z dotychczas opracowanych metod nie nadaje si¢
do analizy tego zbioru danych. Wyniki otrzymane przez metod¢ KO meta
przedstawione sg w tabeli 5.23. W tym przypadku, podobnie jak dla zbioru
Donation, do pary poczatkowej dolaczane byly jednoelementowe zbiory
zmiennych ze wzgledu na malg liczbe wszystkich zmiennych. Ponadto,
zastosowano kompletng metode obliczania wartosci WKO ze wzgledu na mala
liczebno$¢ zbioru danych. Z tabeli 5.23 wynika, Zze bardzo silne sa wskazania
polaczenia zmiennych 1, 2, 3, 4 1 6. Do tych zmiennych nalezy jednak dotaczy¢
zmienng numer 5 poniewaz , na przykltad, WKO({2,3},{5})=0,125>0,1.
Wybrany zostat zatem bezbledny podzbidr zmiennych {1,2,3,4,5,6}. Podzbior
ten uznajemy za tworzacy struktur¢ skupien decyzjg bezwzgledna, poniewaz
zawiera on kilkustanowe zmienne nominalne i porzadkowe.

Tabela 5.23 Wyniki metody KO_meta dla zbioru Nieruchomosci w wariancie 6 zmiennych
nieistotnych. Warto$¢ WKO to wspotczynnik korelacji odlegtosciowej pomiedzy biezaca
zmienng (w lewej kolumnie) a wszystkimi dotychczas polaczonymi zmiennymi.

Zmienne WKO |Zmienne WKQO |Zmienne WKO |Zmienne WKO
{2,3} 0,393 | {7.8} 0,358 | {1,5} 0,304 | {1,4} 0,261
{6} 0,304 | {11} 0,045 | {3} 0,065 | {6} 0,436
{4} 0,163 | {6} 0,031 | {2} -0,123 | {3} 0,243
{8} 0,006 | {2,} 0,033 | {7} 0,023 | {2} 0,216
{9} 0,015 | {3} 0,001 | {9} -0,044 | {8} 0,035
{10} -0,040 | {1} -0,030 | {10} 0,017 | {5} -0,112
{1} -0,021 | {5} 0,021 | {6} -0,020 | {10} 0,011
{5} 0,012 | {4} 0,001 | {4} 0,011 | {7} -0,018

Zrodlo: obliczenia wilasne.
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5.4. Ocena efektywnosci aplikacyjnej metod selekcji zmiennych

Przeprowadzone badania o charakterze aplikacyjnym na kilkunastu
empirycznych zbiorach danych pozwalaja na sformulowanie nastgpujacej oceny
stosowanych metod.

1. Wsrdd dotychezas skonstruowanych metod, ktore mozna znalezé w
literaturze przedmiotu, brakuje metody, ktora jest najbardziej potrzebna —
metody, przy pomocy ktérej mozna by analizowa¢ dane mierzone na skalach o
roznej precyzji pomiaru. Metoda KO _meta jest jedyna efektywna metods, ktora
mozna stosowa¢ w przypadku takich zbioroéw.

2. Jesli problem selekcji zmiennych ograniczymy do zbiorow ze danymi
cigglymi, to spo$rod dotychczas opracowanych metod, najlepsze w
eksperymentach symulacyjnych metody tj HINoV, VS-KM oraz VAF z
indeksem skupialnos$ci osiagnety stabe wyniki. Wszystkie metody, a zwlaszcza
modyfikacje HINoV okazuja si¢ by¢ opracowanymi pod katem eksperymentow,
w ktorych zbiory danych generowane sa w postaci mieszanin rozktadow
normalnych. W przypadku empirycznych zbioréw danych, na przyklad, indeks
skupialnosci, ktory mial pomaga¢ w odrzucaniu zmiennych nieistotnych we
wstepnej selekcji, odrzuca zbyt czesto zmienne istotne dla struktury skupien.
HINoV oraz VS-KM sa odporne na skorelowanie zmiennych zaktocajacych
tylko wtedy, gdy struktura skupien jest bardzo silna.

3. Metoda HINoV, ktora sposrod dotychczas opracowanych metod
wypadia najlepiej w zastosowaniu do empirycznych zbiorow danych, jest duzo
stabsza od zaproponowanych w pracy procedur KO ciggle oraz KO meta .
HINoV traci swg zdolno$¢ dyskryminacyjna, gdy liczba wszystkich zmiennych,
z ktorych nalezy dokonywac selekeji jest rzedu kilkunastu.

4. Metody KO ciggle oraz KO meta spisaty si¢ dobrze lub bardzo dobrze
w przypadku wszystkich zbadanych empirycznych zbioréw danych. Metoda
KO meta okazata si¢ bardzo elastyczna. Jezeli korelacja odleglosciowa
pomiedzy roéznymi podzbiorami zmiennych jest silna, to moze wystgpic
zjawisko dolaczania zmiennych nieistotnych wystgpujacych w parach ze
zmiennymi istotnymi. Ale w takich przypadkach mozna oddzielnie sprawdzi¢
kazda ze zmiennych z pary pod katem jej silnego skorelowania ze zmiennymi
polaczonymi wczesniej. Jezeli korelacja odleglo$ciowa pomiedzy rdéznymi
podzbiorami zmiennych nie jest silna, to nie powinno wystgpowac zjawisko
btednego dofaczania zmiennych nieistotnych.

5. Metoda KO_meta dziata bardzo efektywnie nawet w przypadku zbiorow
z kilkudziesigcioma zmiennymi, z ktérych okoto potowa to zmienne tworzace
strukture skupien.
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Zakonczenie
Badania przeprowadzone w rozprawie i uzyskane w nich wyniki pozwalaja
na wyciagnigcie nastgpujacych wnioskow koncowych w odniesieniu do celow

rozprawy sformutowanych we wstepie.

Ocena dotychczasowego dorobku nauki

1. Dotychczasowy dorobek nauki w temacie selekcji zmiennych w analizie
skupien obejmuje kilkanascie opracowanych w tym celu metod. Metody te
mozna podzieli¢ na dwie grupy: metody modelowe, ktore niekiedy dajg wyniki
w postaci wnioskowania statystycznego oraz metody heurystyczne, ktore sa
algorytmami post¢gpowania.

2. Metody modelowe nie zachowujg swojej cechy podstawowej, poniewaz
modelowanie zbiorow danych w postaci mieszaniny rozkladow normalnych dla
zbiorow empirycznych nie zawsze jest uzasadnione. Metody te sa wowczas
tylko algorytmami postgpowania.

3. Metody modelowe spisuja si¢ stabo w eksperymentach symulacyjnych,
w ktorych zbiory danych generowane sg zgodnie z zatozeniem potrzebnym do
funkcjonowania metody tj. w postaci mieszaniny rozktadow normalnych.

4. Najlepsze z dotychczas opracowanych metod dla zbioréw danych
ciggtych, to HINoV i dwie modyfikacje tej metody: VSKM oraz metoda VAF z
indeksem skupialno$ci. Obie modyfikacje maja mniejszy zakres stosowalno$ci
od HINoV, gdyz nadaja si¢ tylko do zbioréw danych ze zmiennymi ciaglymi,
natomiast HINoV mozna stosowa¢ do zbioréw danych ze zmiennymi, na
przyktad, porzadkowymi. Ponadto, VS-KM spisuje si¢ dobrze tylko w
eksperymentach symulacyjnych, w zastosowaniu do empirycznych zbiorow
danych okazat si¢ stabszy od HINoV.

5. Najlepsze dotychczas opracowane metody wybierajg zmienne jedynie w
sposOb porownawczy tzn. na zasadzie wybierania jednego (z dwoch) podzbioru
zmiennych, ktory ma silniejsze cechy §wiadczace istnieniu struktury skupien niz
zbidr pozostatych zmiennych.

6. Konsekwencjg porownawczego charakteru dotychczas opracowanych
metod jest to, ze nigdy metody nie wykryja wielokrotnych struktur skupien.

7. Wszystkie dotychczas opracowane metody zachowujg swoje wlasnosci
tylko do liczby kilku zmiennych opisujacych zbiory danych. Dla liczby
zmiennych wyzszej od 8 wszystkie te metody traca swa efektywno$¢ selekcji
zmiennych.

8. Najlepsze z dotychczas opracowanych metod sa uzaleznione od
znajomosci liczby skupien dla jakiej metoda zostanie zastosowana. To jest
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istotng wada tych metod, gdyz, w praktyce nie ma Zadnych mozliwo$ci
wyznaczenia liczby skupien w zbiorze danych przed wybraniem zmiennych
opisujacych obiekty. Nawet po wybraniu zmiennych to zadanie bardzo rzadko
mozna precyzyjnie rozwigza¢. Wad¢ uzaleznienia od koniecznej znajomosci
liczby skupien mozna probowaé obejs¢ stosujagc badanie replikacyjne lub
stabilno$ciowe, ale to wigze si¢ ze spadkiem efektywnos$ci metod.

9. Jedyng z dotychczas opracowanych metod, ktéra mozna zaadoptowac
do zbioréw danych ze zmiennymi mierzonymi na réznych skalach jest metoda
Ichino. Metoda ta cechuje si¢ jednak w tych przypadkach bardzo staba
efektywnoscia.

Ocena zaproponowanych nowych procedur

W rozprawie zostato zaproponowanych kilka nowych procedur opartych na
wspotczynniku korelacji odlegtosciowej. Ogolnie rzecz biorge, podstawa
selekcji zmiennych jest dodatnia korelacja odleglosciowa pomigdzy dwoma
roznymi zbiorami zmiennych wnoszacych wkilad do struktury skupien zbioru
obiektoéw. Ponadto, zaproponowane procedury wykorzystuja wielostopniowe
grupowanie obiektow w dwa skupienia zamiast grupowania w ustalong liczbe
skupien, ktora nalezatoby zna¢. Metody te maja nastgpujace cechy:

- do zastosowania metody nie potrzebna jest doktadna znajomos$¢ liczby
skupief w zbiorze danych;

- metody, czgsto podejmuja decyzje w sposob bezwzgledny a nie
poroOwnawczy;

- metody mozna niekiedy stosowa¢ do wybierania zmiennych tworzacych
wielokrotne struktury skupien;

- metody mozna stosowa¢ do zbiorow danych opisanych przez zmienne
mierzone na roéznych skalach pomiarowych.

Zaproponowana metoda KO ciggle spisala si¢ bardzo dobrze w
eksperymentach symulacyjnych, w ktérych zbiory danych sg generowane z
mieszanin rozkladow normalnych. Efektywno$¢ jest wyzsza od efektywnos$ci
najlepszych dotychczas opracowanych metod selekcji zmiennych w analizie
skupien.

Zaproponowana metoda KO ciggle spisata si¢ bardzo dobrze réwniez w
zastosowaniu do empirycznych zbioréw danych pomimo to, ze warto$ci progow
zostaly wyprowadzone dla przykladowych struktur skupien bedacych
mieszankami rozktadow normalnych.

Zaproponowana metoda KO binarne spisala si¢ bardzo dobrze w
eksperymencie symulacyjnym na przykladowej strukturze skupien. Efektywno$é¢
tej metody jest wyzsza od efektywnos$ci najlepszej sposrod dotychczas
opracowanych metod selekcji zmiennych tego typu.
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Zaproponowana metoda KO meta nie ma konkurencji w postaci efektywne;j
metody, ktéra mozna by zastosowa¢ w przypadku zbiorow danych, w ktérych
mamy do czynienia z wystgpowaniem roznych skal pomiarowych zmiennych
opisujacych obiekty zbioru. Na zbadanych zbiorach danych empirycznych
metoda spisala si¢ bardzo dobrze.

Metody zostaty skonstruowane na podstawie wskaznikow otrzymanych z
przyktadowych struktur skupien wygenerowanych z mieszanek rozkladow
normalnych oraz przyktadowych zmiennych zaktocajacych w postaci wybranych
rozkladow jednomodalnych i réwnomiernych, ale wydaje si¢, ze sa
wystarczajaco ogolne, by pomoéc w prawidlowym przeprowadzeniu analizy
skupien dla wielu zbioréw empirycznych.

Skonstruowane metody nie wyczerpuja wszystkich mozliwosci
adaptacyjnych zaproponowanych miernikow i wskaznikéw. Mozna, na przykfad,
skonstruowa¢ metode, ktora bedzie wykorzystywala ideg¢ wielostopniowego
grupowania w dwa skupienia polaczona z inng miarg jakosci otrzymanego
grupowania. Tgq miarg moze by¢, na przyktad, indeks Sokolowskiego
zastosowany do zbioru odleglosci pomigdzy parami obiektow, i zmodyfikowany
tak, by przyjmowal wysoka warto$¢ wtedy gdy rozklad ten bedzie wyraznie
dwumodalny.

Mozna tez probowaé konstruowa¢ empiryczne testy istotnosci
wykorzystujace wspolczynnik korelacji odleglo$ciowe;.
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Zalacznik 1. Oznaczenia i symbole

n — liczba obserwacji/obiektow w zbiorze danych;
K —liczba skupien, k& — indeks jednego skupienia;
C, - zbior obserwacji z k-tego skupienia;

|4

, card(4) - moc zbioru 4;

n, - liczebnos¢ k-ego skupienia, 7, = |Ck | ;

X —macierz danych o wymiarach nx/V

x,, - element macierzy X, czyli warto$¢ i-ego obiektu na v-ej zmiennej;
d ; - odlegto$¢ pomigdzy i-tym a j-tym obiektem;

D - macierz odlegtosci d;;

o, - proporcjonalny udziat k-ego skupienia wsrod wszystkich obiektow,

0, - wektor parametrow charakteryzujacy k-te skupienie;
2, - macierz kowariancji k-ego skupienia;
0, - kowariancja pomigdzy i-tg a j-ta zmienng;
z; - wektor n-wymiarowy przynaleznoSci i-tego obiektu do skupien;
z,. =1 gdy i-ty obiekt nalezy do skupienia o numerze s oraz z, =0 gdy i-ty
obiekt nie nalezy do skupienia o numerze s;
c - funkcja okre$lajaca przynalezno$¢ obiektow do skupien, c(i ) =y gdyi-
ty obiekt nalezy do skupienia o numerze s
I - macierz jednostkowa stopnia s;
J, - macierz jedynkowa stopnia s;
V' - liczba zmiennych;
V' - wektor wszystkich zmiennych, V= [v1 seesVy ]T ;
T - liczba zmiennych istotnych dla struktury skupien;
M - liczba zmiennych nieistotnych dla struktury skupien, V=T+M;
V'V - zbior wszystkich zmiennych;

TT -zbidr zmiennych istotnych dla struktury skupien;
MM - zbidr zmiennych nieistotnych dla struktury skupien;

2 . . . . .
(o) (V) - wariancja v-€j zmie€nnej;
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r(v); r; - obszar zmienno$ci (rozstgp) zmiennej v ; obszar zmiennosci j-¢j

zmiennej;

PP - zbidr wszystkich podzbiorow zbioru wszystkich zmiennych z
wylaczeniem podzbioru pustego;

P - podzbior zbioru wszystkich zmiennych, P € PP;

PP(S) - zbior wszystkich podzbiorow s elementowych zbioru wszystkich

zmiennych, PP(S) c PP;
72'(P ) - podziat zbioru danych w oparciu o zmienne nalezace do zbioru P;
T = {Cl,Cz, ...,Ck} - podziat zbioru danych na K skupien C,,C, ...,C,.

187



188

Zalacznik 2. Spis programow komputerowych

W trakcie pracy nad tg monografia powstaly nastgpujace programy
komputerowe napisane przez autora w srodowisku jezyka Delphi:

1.

PNANR BN

9.

Program do generowania wielowymiarowych struktur skupien
zmiennych cigglych dzialajacy wedtug algorytmu OCLUS.

Program do generowania struktur skupien zmiennych binarnych.
Program do metody KO _ciggte.

Program do metody KO porzqdkowe.

Program do metody KO _binarne.

Program do metody KO meta.

Program do metody Ichino.

Program do metod opartych na entropii.

Program do metody usredniania zmiennych.

10. Program do metody HINoV.
11. Program do metody VS-KM.
12. Program do metody VAF z indeksem skupialnosci.
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Summary

Methods of Variable Selection in Cluster Analysis. New procedures

Cluster analysis also called unsupervised learning is devoted to the
classification of data set objects into disjoint clusters or classes homogenous
inside each class and heterogenic between the classes. Properly carried out it
allows to divide the data set into groups in order to understand better the
information contained within them. Cluster analysis is very important in many
sciences as well in the analysis of socio-economic phenomena. The tasks of
cluster analysis cannot be achieved without the proper selection of variables
which create a cluster structure.

The main objective of this book is to assess the methods of variable
selection developed by others and to propose original new procedures as
well as the possibilities of their application to socio-economic types of
data.

The first chapter is a general introduction to the problems and measures of
cluster analysis, description of the objectives and assumptions of variable
selection task. It also contains the description of generated data sets.

The second chapter is devoted to the model approaches to variable selection
in cluster analysis.

The third chapter is devoted to heuristic approaches to the task of variable
selection. Heuristic approaches constitute the bulk of the volume of all methods
constructed so far and the best of them are superior to the model approaches.
Among the best heuristic procedures one should mention HINoV, VS-KM, VAF
with clusterability index. The best methods were once again thoroughly tested
by the author on the same data sets on which new proposals were tested in order
to create a solid foundation for the sake of fair comparison.

The fourth chapter contains the proposal of a new method of variable
selection which is based on the linear coefficient between the distances between
two objects measured on different set of variables. In this way we get a very
universal tool of variable selection which can be applied to both strong and weak
measurement scales. To some extent we also skip the necessity of the knowledge
of the number of clusters in a data set.

The fifth chapter is entirely devoted to the applicational side of the methods
presented in the book to the analysis of real world data sets, especially the ones
of the socio-economic nature. All the methods which were considered best so far
are used in this chapter and compared with the author’s proposals.
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