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CAQDAS, Data Mining i odkrywanie wiedzy
w danych jakosciowych

Streszczenie. Celem artykutu jest refleksja metodologiczna nad procesem rozwoju wspomaga-
nej komputerowo analizy danych jakosciowych (CAQDAS) od tradycyjnej analizy jakosciowej (Qua-
litative Analysis) opartej przede wszystkim na teorii ugruntowanej, poprzez analize tresci (Qualita-
tive Content Analysis), w kierunku wykorzystania w socjologii jakosciowej czy naukach spotecznych
zaawansowanych metod eksploracji danych i odkrywania wiedzy (Data Mining, DM and Knowledge
Discovery in Datasets, KDD). Rozwdj technologii informatycznych w zakresie gromadzenia i przetwa-
rzania informacji oraz algorytmow i technik analitycznych doprowadzit do sytuacji, w ktérej wyko-
rzystywanie ich osiggnie¢ na gruncie socjologii jakosciowej i nauk spotecznych staje sie naturalnym
procesem rozwoju CAQDAS. Obecnie wykorzystywanie CAQDAS w obszarze socjologii jakosciowej
jest na tyle powszechne, ze nie budzi zdziwienia, ze coraz wiecej badaczy, takze w Polsce, siega
po oprogramowanie komputerowe w analizie danych jakosciowych. Specyfika CAQDAS uczy swo-
istego rygoryzmu metodologicznego, doktadnoscii precyzji w procesie analizy danych jakosciowych,
co pozytywnie odbija sie na jakosci prowadzonych analiz i badan. Jednakze analiza danych jakoscio-
wych wykorzystujgca metodologie Data Mining to novum na gruncie socjologii jakosciowej. Wigze
sie to nie tylko z rozwojem nowych algorytméw czy technik analitycznych, ale takze ze zmianami
w podejsciu do komputerowej analizy danych jakosciowych, wzbogacaniem programéw o mozli-
wosci pogtebionej analizy tresci i struktury lingwistycznej dokumentow tekstowych. W obszarze
CAQDAS towarzyszy temu zjawisku obserwowany od kilku lat zwrot metodologiczny w kierunku pa-
radygmatu mixed-methods w naukach spotecznych, a w szczegdélnosci w badaniach jakosciowych.
Jego konsekwencja jest implementacja wielowymiarowych technik statystycznej analizy danych,
technik eksploracji danych tekstowych (Text Mining), a takze algorytmdw z dziedziny inteligencji
komputerowej czy przetwarzania jezyka naturalnego w programach do wspomaganej komputero-
wo analizy danych jakosciowych (QDA Miner, Qualrus czy T-Lab). Zdecydowana wiekszos¢ tych roz-
wigzan ma swe korzenie wtasnie w dynamicznie rozwijajacej sie od kilkunastu lat metodologii Data
Mining. Jesli oprogramowanie CAQDAS wykorzystuje sie najczesciej do pracy z mniejszymi zbiorami
danych jakosciowych, to Data Mining pozwala na prowadzenie analiz, w ktérych wielkos$¢ zbioru
danych jest w zasadzie nieograniczona. Celem tego artykutu jest przyblizenie sSrodowisku badaczy
jakosciowych w Polsce metodologii Data Mining i odkrywania wiedzy w danych, a tym samym za-
checenie do eksperymentowania z nowymi podejsciami w obszarze CAQDAS. W artykule staram sie
takze ukazac relacje pomiedzy CAQDAS i teorig ugruntowang a Data Mining i procesem odkrywania
wiedzy w danych na gruncie socjologii jakosciowej i szerzej — nauk spotecznych.

Stowa kluczowe: analiza danych jakosciowych, teoria ugruntowana, Data Mining, odkrywa-
nie wiedzy w danych, CAQDAS, metody mieszane (mixed-methods).
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Wstep. Komputerowa analiza danych jakosciowych

W ciggu ostatnich kilkunastu lat w naukach humanistycznych i spotecznych
coraz bardziej odczuwalny jest wptyw nowych technologii informatycznych
na sposéb prowadzenia badan, proces analizy danych i teoretyzowania. Wptyw
ten wigze sie bezposrednio z ideg szeroko rozumianej digitalizacji nauk humani-
stycznych i spotecznych okreslanej jako Digital Humanities, Digital Social Scien-
ces. Digital Humanities jest dziedzing nauki, prowadzenia analiz i badan, naucza-
nia, ktéra powstata na styku informatyki i dyscyplin humanistycznych. Skupia sie
na badaniu wptywu elektronicznych form zapisu danych tekstowych na rozwdj
tych dyscyplin oraz na tym, co te dyscypliny oraz nauki humanistyczne wnoszg
do rozwoju wiedzy informatycznej. Za poczatek digitalizacji nauk humanistycz-
nych uznaje sie pionierskg prace z konca lat 40. XX w. Index Thomisticus* wto-
skiego jezuity Roberto Brusa. Wsparcie ze strony firmy IBM pozwolito mu na wy-
korzystanie édwczesnych komputeréw do archiwizacji oraz analizy lingwistycznej
i literackiej dziet $w. Tomasza z Akwinu oraz powigzanych z nim autoréw. ldea
elektronicznego kodowania tekstéw pisanych, zapoczatkowana przez Brusa, roz-
wijata sie w kierunku stworzenia standardowego schematu kodowania huma-
nistycznych tekstéw elektronicznych i statg sie podstawg wdrozenia osiggniec
z zakresu informatyki w obszarze humanistyki. W konsekwencji w 1987 r. urucho-
miono projekt Text Encoding Initiative, ktdrego celem byto opracowanie stan-
dardéw digitalizacji tekstéw humanistycznych. W 1994 r. opublikowano pierw-
szg wersje wytycznych w tym zakresie?. Od drugiej potowy lat 90. XX w. zaczety
pojawiac sie elektroniczne archiwa danych tekstowych i graficznych, na poczat-
ku w Stanach Zjednoczonych, pézniej zas w Europie. Digitalizacja tekstéw w na-
ukach humanistycznych nie szta w parze z mozliwosciami komputerowej analizy
duzych zbioréw danych tekstowych. Te dopiero pojawity sie wraz z rozwojem al-
gorytmow drazenia danych (Data Mining) i wiekszymi zasobami obliczeniowymi
wspotczesnych komputerdow.

Digitalizacja w polu nauk spotfecznych, w tym w socjologii, miata odmienny
charakter. Zainteresowanie technologiami informatycznymi skupiato sie na moz-
liwosciach wykorzystania komputeréw w obszarze analiz danych i badarn empi-
rycznych®. Udokumentowane zastosowanie programow komputerowych w ana-
lizie danych ilosciowych w naukach spotecznych datuje sie na drugg potowe lat

1 Zob. strona projektowa Index Thomisticus, www.corpusthomisticum.org/it/.

2 Zob. strona projektowa The TEI Guidelines for Electronic Text Encoding and Inter Change,
www.tei-c.org/Guidelines/.

3 Charakterystyke wzajemnego wptywu i ksztattowania sie relacji miedzy oprogramowa-
niem do wspomaganej komputerowo analizy danych jako$ciowych a procesem badawczym moz-
na znalez¢ w artykule Brydy (2014).
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60. XX w. (Brent, Anderson 1990; Tesch 1990). W tym czasie powstaty funkcjonu-
jace do dzi$ programy do statystycznej analizy danych ilosciowych SPSS (obecnie
IBM Statistics) czy Statistica. Poczgtkowo byty to narzedzia o ograniczonej funk-
cjonalnosci, jednakze wraz z rozwojem technologii informatycznych deweloperzy
wzbogacali je o nowe algorytmy i techniki analityczne. Idea wspomaganej kom-
puterowo analizy danych jakosciowych ma réwniez dtugg tradycje w naukach
spotecznych. Pierwsze udokumentowane zastosowanie komputerow w anali-
zie danych jakosciowych odnosi sie do publikacji z 1966 r. The General Inquirer:
A Computer Approach to Content Analysis autorstwa Philipa J. Stone’a, Dextera
C. Dunphyego, Marshalla S. Smitha i Daniel M. Ogilvie pokazujgce mozliwosci wy-
korzystania komputeréw do analizy tresci, np. danych antropologicznych (etno-
graficznych), ale takze konieczno$¢ nowego spojrzenia na sposdb definiowana
analizy tresci®. Oczywiscie powszechno$c¢ tego typu rozwigzan byta ograniczona
ze wzgledu na brak tatwego dostepu do komputeréw i oprogramowania anali-
tycznego, ktore trzeba byto tworzyé na potrzeby konkretnych projektéow badaw-
czych realizowanych przez humanistéw i przedstawicieli nauk spotecznych®.
Dopiero w latach 80. XX w. na szerszg skale zaczety powstawac programy
do wspomaganej komputerowo analizy danych jakosciowych (CAQDAS, ang.
Computer Asssisted Qualitative Data Analysis Software). CAQDAS rozwijano dla
komputeréw na platformie IBM PC w Stanach Zjednoczonych, Niemczech, Wiel-
kiej Brytanii, Danii, Holandii i Australii. Jednakze wraz z pojawieniem sie pierw-
szych programow — takich jak Text Base Alpha, Ethno, Qualpro, TAP czy The Eth-
nograph (Tesch 1990; Drass 1989; Fischer 1994) — wykorzystanie komputerow
w analizie danych jakosciowych budzito szereg kontrowersji wéréd badaczy ja-
kosciowych. Na przetomie lat 80. i 90. XX w. w wielu publikacjach naukowych
w socjologii, dotyczacych wspomaganej komputerowo analizy danych, przewi-
jata sie debata na temat mozliwosci oraz pozytywnych i negatywnych skutkéw
zastosowania oprogramowania w badaniach jako$ciowych (Conrad, Reinharz
1984; Richards, Richards 1989; Richards, Richards 1991; Seidel 1991; Kelle 1995).
Punktem zwrotnym w rozwoju oprogramowania do analizy danych jakosciowych
byto powotanie do zycia, w 1994 r. na University of Surrey, CAQDAS Networking

4 General Inquirer to system analizy danych tekstowych rozwijany od lat 60. XX w. przy
wsparciu USA National Science Foundation and Research Grant Councils of Great Britain and Au-
stralia. Do potowy 1990 r. rozwijany byt na duzych komputerach typu mainframe IBM obstugu-
jacych jezyk programowania PL/1, nastepnie przy wsparciu Gallup Organization zostat przepro-
gramowany przez Philipa Stone’a w jezyku TrueBasic, a pdZniej ponownie napisany w jezyku Java
przez Vanja Buvaca. System nie jest rozwijany komercyjnie.

> Obecnie system General Inquirer umozliwia analizy tresci w jezyku angielskim z wykorzy-
staniem stownikéw ,,Harvard” i, Lasswell” oraz stownikéw rozwijanych przez uzytkownikéw. Zob.
strona projektu General Inquirer, www.wjh.harvard.edu/~inquirer/homecat.htm; strona projek-
towa Laswell Value Dictionary, www.wjh.harvard.edu/~inquirer/lasswell.htm.
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Project, ktérego celem stata sie integracja sSrodowiska badaczy jakosciowych
przez: dostarczanie informacji, organizowanie szkoler z zakresu wykorzystania
programow do komputerowej analizy danych jakosciowych, tworzenie platformy
dla debaty dotyczacej kwestii analitycznych, metodologicznych i epistemologicz-
nych wynikajacych z korzystania z oprogramowania CAQDAS oraz prowadzenie
badan socjologicznych dotyczgcych ich zastosowan®.

W ciggu ostatnich dwdch dekad, wraz z rozwojem technologii informatycz-
nych na masowg skale, zaczeto szerzej korzystaé z programéw CAQDAS w ba-
daniach jakosciowych wykorzystujgcych technike indywidualnych i grupowych
wywiaddéw socjologicznych oraz analize tresci dokumentéw tekstowych (Berel-
son 1952; Krippendorf 1986; Becker, Gordon, LeBailly 1984; Gerson 1984; Brent
1984; Pfaffenberger 1988). Pierwsze programy CAQDAS byty pisane przez bada-
czy-entuzjastow, ktérzy nie tylko sami realizowali badania terenowe czy prowa-
dzili analizy, lecz takze posiadali umiejetnosci programowania lub znali kogos, kto
je posiadat. Wielu rozwijato programy niezaleznie od siebie, czesto pozostajac
nieSwiadomymi faktu, ze inni réwniez pracujg nad tego typu narzedziami anali-
tycznymi. Programy rozwijano w zgodzie z indywidualnym podejsciem badaczy
do procesu analizy i dominujgcg dwczesnie metodologia badan jakosciowych.
Najwiekszy wptyw na rozwéj oprogramowania CAQDAS miaty metodologia teo-
rii ugruntowane;j i analizy tresci (zob. Berelson 1952; Bong 2002; Glaser, Strauss
2009). Obecnie pierwotne rdéznice miedzy programami CAQDAS zacierajg sie
ze wzgledu na postepujacg ich komercjalizacje oraz podobieristwo oferowanych
funkcjonalnosci. Towarzyszy temu implementacja nowych technik i algorytmow
analitycznych z zakresu pogtebionej eksploracji danych jakosciowych, w tym da-
nych tekstowych. Wigze sie to ze zmianami w podejsciu do komputerowej analizy
danych jakosciowych, wzbogacaniem jej o analize tresci i struktury lingwistycz-
nej dokumentéw tekstowych. W obszarze CAQDAS towarzyszy temu zwrot me-
todologiczny w kierunku paradygmatu mixed-methods w naukach spotecznych,
a w szczegolnosci w badaniach jakosciowych (Tashakkori, Teddlie 2003). Jego
wyrazem jest proces przechodzenia od tradycyjnej analizy danych jakosciowych
(Qualitative Analysis), przez Qualitative Content Analysis, w kierunku pogtebionej
eksploracji danych jako$ciowych Text Mining wykorzystujgcej techniki statystycz-
ne i algorytmy z dziedziny inteligencji komputerowej’ czy przetwarzania jezyka

® Zob. strona projektowa The CAQDAS Networking Project, www.surrey.ac.uk/sociology/re-
search/researchcentres/CAQDAS/about/.

7 Sztuczna inteligencja (Artificial Intelligence, Al) to dziedzina badan naukowych informatyki
na styku z neurologia, psychologia i kognitywistykg, obejmujaca logike rozmytg, obliczenia ewo-
lucyjne, sieci neuronowe itp. Zajmuje sie tworzeniem modeli zachowan inteligentnych oraz pro-
gramoéw komputerowych symulujgcych te zachowania. Termin wymyslit amerykanski informatyk
John McCarthy. Inteligencja komputerowa (Computational Intelligence, Cl) to dziedzina nauki zaj-
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naturalnego®. Text Mining ma swe korzenie w rozwijajgcej sie od kilkunastu lat
metodologii Data Mining. Celem tego artykutu jest przyblizenie metodologii Data
Mining srodowisku badaczy jako$ciowych w Polsce oraz refleksja nad mozliwo-
$ciami wykorzystania eksploracji danych i odkrywania wiedzy w obszarze socjo-
logii jakosciowej oraz wspomaganej komputerowo analizy danych jakosciowych.

Data Mining. Eksploracja i odkrywanie wiedzy w danych

Od kilkunastu lat mozna zaobserwowac zaréwno gwattowny wzrost liczby in-
formacji gromadzonych w formie elektronicznej, jak i rozwdj technologii pozyski-
wania, zapisu danych oraz ich magazynowania w postaci duzych baz danych: re-
pozytoridw, hurtowni, archiwdéw statystycznych, sondazowych czy dokumentéw
tekstowych. Mozna je spotka¢ w kazdym obszarze zycia codziennego, poczagwszy
od baz danych dotyczacych transakcji bankowych, informacji z kas fiskalnych, re-
jestréw uzycia kart kredytowych, zestawien rozméw telefonicznych, przez sta-
tystyki urzedowe, archiwa danych statystycznych i sondazowych, az po rejestry
medyczne, biologiczne itp. Zjawisku temu towarzyszy rozwdj technologii infor-
matycznych w zakresie przetwarzania i statystycznej analizy danych, algorytméw
lingwistyki komputerowej czy sztucznej inteligencji. Wigze sie to z rozwojem
metodologii w zakresie technik i algorytmdw analitycznych stuzgcych modelo-
waniu procesow lub zjawisk spotecznych. Kluczowe znaczenie odgrywa w tym
rozwoju eksploracja danych (ang. Data Mining) okreslana takze jako: drazenie
danych, pozyskiwanie wiedzy, wydobywanie danych, ekstrakcja danych. Data Mi-
ning to podstawowy etap procesu odkrywania wiedzy w bazach danych (ang.
Knowledge Discovery in Databases, KDD)°. Logika KDD zawiera sie w sekwencji
nastepujgcych etapdw: zrozumienia danych, wyboru danych do analizy, wstep-
nego przetworzenia danych, przeksztatcenia danych do analizy, przeprowadzenia

mujgca sie rozwigzywaniem probleméw, ktére nie sg efektywnie algorytmizowalne za pomoca
obliczen. Cl wykorzystuje metody matematyczne z wielu dziedzin, korzysta z inspiracji biologicz-
nych, biocybernetycznych, psychologicznych, statystycznych, matematycznych, logicznych, in-
formatycznych, inzynierskich i innych, jesli moga sie one przydaé do rozwigzywania efektywnie
niealgorytmizowalnych probleméw. W sktad Cl wchodza: sieci neuronowe, logika rozmyta, algo-
rytmy genetyczne i programowanie ewolucyjne, metody uczenia maszynowego, rozpoznawania
obiektow (pattern recognition), metody statystyki wielowymiarowej, metody optymalizacji, me-
tody modelowania niepewnosci — probabilistyczne, posybilistyczne itp.

& Charakterystyka Text Mining zostata przedstawiona w artykule znajdujgcym w tej publika-
cji (Bryda, Tomanek 2014).

° Termin ten zrodzit sie w obszarze badan nad sztuczng inteligencjg. Data Mining jest przede
wszystkim wykorzystywany w biznesie, stad ostatnim etapem metodologii KDD jest zazwyczaj
implementacja i integracja modeli analitycznych z systemami bazodanowymi.
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eksploracji w celu odkrycia struktury wzorcéw i zaleznosci, konstruowania mo-
deli analitycznych, oceny stopnia dopasowania modeli do danych, a nastepnie
oceny i interpretacji wynikow pod katem uzyskanej wiedzy. Nie ma jednoznacz-
nej, ogdlnie przyjetej definicji eksploracji danych. Wiekszos¢ istniejgcych definicji
zwraca jednak uwage na trzy rzeczy: analize duzych zbioréw danych (w szczegol-
nosci danych zastanych), poszukiwanie struktury zaleznos$ci w danych i podsumo-
wan oraz wizualizacje jako forme reprezentacji wynikow.

Dynamika KDD w réznych obszarach nauki oraz rozwdj zaawansowanych tech-
nik i algorytmdéw drazenia danych doprowadzity do sytuacji, w ktérej idea odkry-
wania wiedzy staje sie mozliwa do zastosowania na gruncie socjologii analityczne;j,
w tym socjologii jako$ciowej. Staje sie to mozliwe poniewaz rozwdj oprogramowa-
nia do wspomaganej komputerowo analizy danych jako$ciowych (CAQDAS) idzie
w kierunku metod mieszanych, a wiec réwnoczesnego wykorzystywania w proce-
sie analizy danych ilosciowych i jakosciowych?. Sg to dane ustrukturyzowane (sta-
tystyki urzedowe, dane z badan sondazowych, dane pomiarowe itp.), czesciowo
ustrukturyzowane zbiory danych tekstowych (dane z Internetu, ze stron WWW,
publikacji elektronicznych) oraz dane nieustrukturyzowane (luzne dokumenty,
ksigzki, artykuty, zapiski, notatki, transkrypcje wywiaddw) czy tez inne rodzaje
danych z badan jakosciowych (np. zdjecia, rysunki, filmy). Integracja tych danych
w procesie analitycznym stanowi bogactwo informacji i Zrédto wiedzy o zyciu spo-
tecznym. Wymaga takze odpowiednich technik analitycznych, zdolnych nie tylko
do ich przetworzenia, wydobycia zawartych informacji, lecz przede wszystkim
ujecia w struktury interpretowalnej wiedzy. Obecne na rynku programy do wspo-
maganej komputerowo analizy danych jakosciowych pozwalajg tylko w pewnym
stopniu na tego typu analizy. Istnieje mozliwos¢ ,inteligentnego uczenia sie” wzor-
cow kodowania danych (Qualrus)* czy automatycznego kodowania tresci doku-
mentow tekstowych w oparciu o model klasyfikacyjny skonstruowany na bazie
analizy stownikowej istniejgcego zbioru danych tekstowych (QDA Miner)!2. Roz-
wigzania te wykorzystujg techniki i algorytmy analityczne wtasnie z obszaru Data
i Text Mining, a takze przetwarzania jezyka naturalnego (NLP)'. Zanim przejde
do refleksji nad mozliwosciami zastosowania Data Mining w procesie eksploracji

1 Doskonatym przyktadem s3 tu metody mieszane (mixed methods).

11 Zob. strona producenta oprogramowania: www.ideaworks.com/download/qualrus/Qual-
rusManual.pdf.

12.70b. strona producenta oprogramowania: http://provalisresearch.com/Documents/QDA-
Miner40.pdf.

13 przetwarzanie jezyka naturalnego (Natural Language Processing, NLP) to dziat informa-
tyki, w sktad ktérego wchodzi teoria gramatyk i jezykdw formalnych oraz reprezentacja wiedzy
zawartej w tekstach. Analiza jezyka naturalnego dotyczy przetwarzania komputerowego tekstow
zapisanych w jezyku naturalnym w celu wydobywania z nich informacji, regut i prawidtowosci,
WzOorcow.
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danych i odkrywania wiedzy w obszarze wspomaganej komputerowo analizy da-
nych jakosciowych, chciatbym krétko scharakteryzowac proces drazenia danych
i stojaca u jego podstaw metodologie drgzenia danych CRISP.

Czym jest Data Mining?

Data Mining, eksploracja, drgzenie danych to proces analityczny, ktérego ce-
lem jest odkrywanie wiedzy, czyli uogdlnionych regut i prawidtowosci w ustruk-
turyzowanych i nieustrukturyzowanych danych w oparciu o metody statystycz-
ne, techniki i algorytmy sztucznej inteligencji. Wiedza ta nie wynika wprost
z danych. Jest konsekwencjg okreslonej struktury relacji miedzy analizowanymi
danymi, wynikiem tego, iz to takie, a nie inne dane znalazty sie w bazie. Cel eks-
ploracji nie ma $cistego zwigzku ze sposobem pozyskiwania danych. Moze ona
dotyczy¢ zaréwno danych zgromadzonych w systemach bazodanowych, jak i da-
nych pozyskiwanych w toku badan empirycznych. Najczesciej odnosi sie do da-
nych zastanych. Nie jest to reguta, ale cecha odrézniajgca Data Mining od staty-
styki czy badan socjologicznych, w ktérych dane sg zbierane, aby odpowiedzieé
na okreslone pytania badawcze. Dlatego drazenie danych czesto nazywane jest
wtdrng analizg danych. Data Mining ma zwigzek z wielko$cig wolumenu danych®,
mocg obliczeniowg komputera czy wykorzystaniem zaawansowanych technik
statystycznych i algorytmdw sztucznej inteligencji do znajdowania ukrytych dla
cztowieka, ze wzgledu na jego ograniczone mozliwosci czasowe i percepcyjne,
zwigzkdéw przyczynowo-skutkowych, prawidtowosci czy podsumowan zawartych
w danych, ktére sg zrozumiate i majg moc wyjasniajgcy. Zaleznosci te stanowig
forme reprezentacji wiedzy zawartej w danych. W procesie eksploracji specyfiku-
je sie cechy badanego zjawiska tak, aby mdc je ujg¢, w formalne reguty, strukture
relacji, modele'® lub wzorce. Eksploracja i modelowanie danych sg wiec tworze-
niem wyidealizowanej, ale uzytecznej repliki realnego swiata. W przypadku nauk
spotecznych modelowanie dotyczy ukazania takiej reprezentacji relacji miedzy

14 Jesli wolumen jest stosunkowo niewielki, to mozemy skorzystaé z tradycyjnej, statystycz-
nej eksploracji danych lub jesli mamy do czynienia z danymi jakosciowymi z algorytmodw anali-
tycznych dostepnych w programach CAQDAS. Kiedy jednak liczba danych rosnie, stajemy przed
nowymi problemami. Niektdre z nich dotyczg sposobu przechowywania danych, ich jakosci, stan-
daryzacji zapisu, wystepowania brakdw danych itp. Inne odnosza sie do sposobu wyznaczania
danych do analizy, badania regularnosci, dynamiki zjawisk czy procesow spotecznych, konstru-
owania i walidacji modeli analitycznych, weryfikacji tego, czy nie sg przypadkowym odzwiercie-
dleniem jakiejs wewnetrznej rzeczywistosci zbioru danych.

5 Model jest uproszczong reprezentacjg realnego procesu spotecznego. Stuzy do redukcji
ztozonosci relacji pomiedzy danymi. Model dostarcza odpowiedzi na pytania: jak co$ dziata, jakie
sq mechanizmy dziatania, jakie s prawidtowosci, jakie sg relacje.
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zmiennymi, ktora zgodnie z zatozeniem izomorfizmu odzwierciedla relacje mie-
dzy zmiennymi opisujgcymi wtasnosci swiata danego procesu spotecznego czy
rzeczywistosci.

Data Mining to pojecie, pod ktérym kryja sie rézne techniki analityczne stu-
z3ce odkrywaniu wiedzy w danych. Btednym jest przekonanie, jakoby proces
drazenia danych polegat na analizie olbrzymich ilosci danych przez inteligentne
algorytmy, ktére same, bez udziatu cztowieka, odnajdujg prawidtowosci czy re-
lacje. Data Mining to proces interaktywny i iteracyjny. Odkrycie zwigzkéw mie-
dzy danymi wymaga uzycia nie tylko zaawansowanych technologii, lecz przede
wszystkim wiedzy eksperckiej, znajomosci danych i umiejetnosci analitycznych
badacza. Pozornie nieistotne wzory czy struktury relacji zawarte w danych, od-
kryte przy pomocy metod i technik eksploracji, dzieki doswiadczeniu i wiedzy
badacza mogg stac sie cennymi informacjami. Stad rzetelne drgzenie danych
wymaga wiedzy z zakresu problematyki, ktora jest przedmiotem Data Mining,
umiejetnosci rozumienia danych oraz interpretacji zwigzkéw miedzy nimi. W pro-
cesie drazenia danych wykorzystywane sg réznorodne metody i techniki poszu-
kiwania zwigzkéw miedzy zmiennymi. Wiele z nich okresla sie mianem algoryt-
mow ,,uczacych sie” (machine learning) lub ,,modelujgcych”. Nalezg do nich m.in.
metody statystyczne (analiza regresji, analiza wielowymiarowa, algorytmy klasy-
fikacyjne i taksonomiczne, drzewa decyzyjne), sieci neuronowe, metody ewolu-
cyjne, logika rozmyta czy zbiory przyblizone. Wywodzg sie ze statystyki matema-
tycznej, uczenia maszynowego czy badan nad sztuczng inteligencjg. W praktyce
wykorzystuje sie takze rézne modele przetwarzania danych, tj. streszczanie, po-
szukiwanie asocjacji, analize funkcjonalng, klasyfikacje czy grupowanie. W ana-
lizach typu Data Mining z reguty nie stawia sie hipotez a priori. ,,Hipotezy” po-
wstajg w drodze eksploracji danych jako efekty identyfikacji systematycznych
relacji pomiedzy zmiennymi w sytuacji, gdy natura tych relacji nie jest z gory
okreslona. Drazenie danych utozsamia sie wiec zazwyczaj z podejsciem induk-
cyjnym do odkrywania wiedzy. Data Mining moze jednak czasami przyjac logike
dedukcyjng w procesie analizy danych. Techniki i algorytmy analityczne mogg
by¢ wykorzystywane wowczas jako sposdb weryfikacji modeli powstatych wcze-
$niej na etapie eksploracji danych lub istniejgcych i wymagajgcych empirycznego
sprawdzenia. W trakcie eksploracji danych znajdowana jest czesto bardzo duza
liczba wzorcéw. W wiekszosci przypadkéw sg to wzorce znane, mato interesuja-
ce dla analityka. Problemem jest identyfikacja wzorcow, ktére majg charakter
nieznanej, odkrywanej wiedzy. Ocena ich wartosci lezy po stronie badacza. Poza
miarami dopasowania modeli do danych czy ich uzytecznoscig nie ma bowiem
zadnych kryteridw obiektywnej oceny ich wartosci. Wzorce s3 bowiem zdeter-
minowane poprzez zestawy cech czy danych oraz sg efektem zastosowania okre-
slonych technik czy algorytmdw analitycznych. W praktyce duza réznorodnosé
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technik i algorytmow analitycznych nie utatwia wyboru tych, ktore sg najtrafniej-
sze w odniesieniu do analizowanych zagadnien, dlatego powszechnie uznaje sie,
ze Data Mining jest procesem interakcyjnym i iteracyjnym, w ktérym istotng role
odgrywa badacz, jego wiedza, umiejetnosci i doswiadczenie, a nie zaimplemen-
towane w danym programie techniki czy algorytmy analityczne.

Data Mining rézni sie od statystycznej, eksploracyjnej analizy danych ilo-
Sciowych (Exploratory Data Analysis, EDA). Réznica ta dotyczy celu i podejscia
do analizy. Eksploracyjna analiza danych jest podejsciem analitycznym stuzgcym
odkrywaniu struktury zaleznosci miedzy analizowanymi zmiennymi. W tym celu
wykorzystuje sie gtdéwnie proste techniki wizualizacji zaleznosci w danych oraz
metody statystyki opisowej. Techniki wizualizacji stosowane w EDA zapewniajg
wglad w analizowane dane, pozwalajg odkrywac ich strukture, znajdowac przy-
padki odstajgce i nieprawidtowosci. Sita wizualizacji w EDA opiera sie na wyko-
rzystywaniu, posiadanych przez kazdego cztowieka, naturalnych zdolnosci rozpo-
znawania wzorcow czy regularnosci. Dzieki wizualizacji analityk zyskuje wtasciwy
dystans do danych, pozostaje otwarty na wytaniajgce sie wzorce czy struktury
zaleznosci, skupiajgc sie na ich zrozumieniu. Nie oznacza to jednak niemozno-
$ci wykorzystywania innych technik analizy niz statystyki opisowe czy wizuali-
zacje. Drazenie danych jest raczej ukierunkowane na praktyczne zastosowania
niz na zrozumienie istoty analizowanego zjawiska czy wykrywanie konkretnych
zwigzkdw pomiedzy rozwazanymi zmiennymi. Data Mining ma bowiem silny
zwigzek z biznesem, w ktérym techniki i algorytmy analityczne wykorzystuje sie
do znajdowania rozwigzan pozwalajgcych na dokonywanie uzytecznych prognoz
lub przewidywan. W procesie eksploracji danych i odkrywania wiedzy w polu
biznesu wykorzystuje sie czesto metody tzw. ,.czarnej skrzynki”, techniki staty-
styczne: statystyki opisowe, tabele kontyngencji, analize czynnikowg, dyskrymi-
nacyjng, hierarchiczng analize skupien itp. albo zaawansowane techniki analizy
tj. sieci neuronowe czy drzewa klasyfikacyjne umozliwiajace generowanie pro-
gnoz, niepozwalajgce jednak na identyfikowanie natury zaleznosci pomiedzy
zmiennymi, na ktorych opierajg sie prognozy. W polu nauki Data Mining znajduje
zastosowanie w odkrywaniu struktur wiedzy zawartej w danych przez konstru-
owanie algorytmoéw, funkcji aproksymacyjnych, regut indukcyjnych, tworzenie
typologii, klasyfikacji lub generowanie struktur wielowymiarowych zaleznosci
miedzy zmiennymi'®. Wspodtczesnie procesy eksploracji danych znajdujg szereg

6 podstawg eksploracyjnej analizy danych jako$ciowych jest poszukiwanie podobiefstw
miedzy danymi, kodami, fragmentami tekstu czy dokumentami. W tym celu wykorzystuje sie me-
chanizmy przeszukiwania tekstu czy zakodowanych fragmentéw, dokonuje poréwnan w tabelach
kontyngencji, macierzach typu: kod—kod, kod—dokument czy stowo—dokument. Podobnie jak
w tradycyjnej eksploracyjnej analizie danych istotng role w tym procesie odgrywaja podstawowe
wizualizacje struktury zaleznos$ci miedzy analizowanymi danymi jakosciowymi.
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zastosowan w analizie danych o ruchu internetowym (analiza logéw), rozpozna-
waniu sygnatéw obrazu, mowy, pisma, sensu wyrazéw i zdan, struktur chemicz-
nych, stanu zdrowia cztowieka, wspomaganiu diagnostyki medycznej, biologii
i badaniach genetycznych, analizie operacji bankowych, prognozowaniu wskaz-
nikéw ekonomicznych, pogody, plam na Stoncu, az po zagadnienia z zakresu ko-
gniwistyki, doswiadczen psychologicznych, analizy sposobu rozumowania i kate-
goryzacji, poruszania sie i planowania itp. Wazna role w tym zakresie petni takze
wykorzystanie metodologii Data Mining w rozwijaniu systemoéw eksperckich czy
systemdw uczacych sie!. Zastosowanie tej metodologii w naukach spotecznych,
a w szczegolnosci w socjologii jakosciowej czy wspomaganej komputerowo ana-
lizie danych jakosciowych (CAQDAS), jest naturalnym procesem rozwoju tej dzie-
dziny nauki.

Metodologia Data Mining

Proces eksploracji, drazenia danych, przeprowadza sie zazwyczaj w oparciu
o tzw. metodologie CRISP-DM (ang. Cross Industry Standard Process for Data Mi-
ning)®. Metodologie te opisuje sie jako model hierarchiczny, sktadajacy sie z ze-
stawow zadan opisywanych na czterech poziomach abstrakcji od najbardziej ogdl-
nego do konkretnego: na poziomie faz, zadan ogdlnych, zadan szczegétowych oraz
procedur analitycznych dotyczgcych bezposrednio procesu drgzenia. Kazdy z nich

7 Uczenie sie oznacza autonomiczne zmiany w systemie majgce na celu polepszenie jakosci
jego dziatania, dokonujgce sie na podstawie obserwacji otaczajgcego $wiata lub analizy uktadu
danych. Zmiana ta polega na zdobyciu lub udoskonaleniu przez system wiedzy lub umiejetnosci,
zapamietaniu tej wiedzy lub umiejetnosci i wykorzystaniu jej do wykonania stawianych mu zadan.
Rodzaj uczenia sie, z ktérym bedziemy mie¢ do czynienia, zalezy od postaci i sposobu dostar-
czania systemowi uczgcemu sie jego obserwacji i doswiadczen, mechanizmu generowania jakiej$
wiedzy na ich podstawie oraz sposobu wykorzystania tej wiedzy. Jezeli zadaniem systemu uczg-
cego sie miatoby by¢ odpowiednie zakwalifikowanie obiektu do danej kategorii, pokazalibysmy
mu szereg prawidtowo zakwalifikowanych obiektéw do kategorii i na tej podstawie system uzy-
skatby wiedze potrzebna do przypisania dowolnego obiektu do odpowiedniej kategorii. Systemy
uczace sie to systemy wykorzystujace techniki i algorytmy Data Mining do poprawy jakosci dzia-
tania przez zdobywanie nowych doswiadczen, ktdre sg nastepnie przeksztatcane w reprezenta-
cje wiedzy i dzieki mozliwosci samodzielnego wnioskowania wykorzystywane w interakcji tych
systemow ze Srodowiskiem. Uczenie moze odbywac sie pod nadzorem analityka lub bez nadzo-
ru. Systemy uczace sie znajdujg zastosowanie w automatyce, ekonomii, systemach wspomagania
decyzji, symulacjach komputerowych, zagadnieniach optymalizacyjnych, diagnostyce technicznej
i medycznej (zob. Cichosz 2007).

18 Zob. Chapman i in. (2000) CRISP — DM 1.0. Step-by-step data mining guide, ftp://ftp.
software.ibm.com/software/analytics/spss/support/Modeler/Documentation/14/UserManual/
CRISP-DM.pdf.



CAQDAS, Data Mining i odkrywanie wiedzy... 23

sktada sie z pewnej liczby ogdlnych zadan odnoszacych sie do sytuacji, jakie wy-
stepujg w trakcie eksploracji danych. Zgodnie z zasadami CRISP-DM proces drg-
zenia danych zachodzi zawsze w okreslonych warunkach, co oznacza, ze modele
analityczne wymagajg kontekstualizacji. Rozrdznia sie cztery wymiary drazenia
danych: obszar zastosowania — konkretna dziedzina, w ktérej przebiega projekt
drazenia danych; typ problemu drazenia danych — opisuje rodzaj zagadnienia, kté-
rego dotyczy dany projekt analityczny; kontekst techniczny — obejmujgcy rézne
techniczne wyzwania pojawiajgce sie zwykle podczas realizacji projektu oraz na-
rzedzia i techniki — wykorzystywane w procesie eksploracji danych. Metodologie
procesu dragzenia danych, po pewnych modyfikacjach, przedstawia ilustr. 1.

Problem
badawczy \

Wdrozenie Zrozumienie
modelu danych
’]‘ Zbier l
danych

Ewaluacja Przygotowanie
modelu danych
k Modelowanie j
danych

llustr. 1. Proces drgzenia danych wedtug metodologii CRISP-DM

Zrédto: opracowanie wtasne na podstawie dokumentacji metodologii CRISP-DM

Proces drazenia danych sktada sie z szesciu etapow. Ich kolejnos¢ nie jest jed-
nak ,sztywna”. Czesto bowiem niezbedny jest powrdt do etapow poprzednich.
Wynik kazdego z etapdw decyduje o tym, ktéry etap lub jakie zadanie zostanie
wykonane w nastepnej kolejnosci. Strzatki wskazujg najwazniejsze i najczesciej
pojawiajgce sie zaleznosci miedzy etapami. Odzwierciedlajg réwniez cykliczny
i procesualny charakter drgzenia danych. Etap pierwszy dotyczy zrozumienia ce-
6w projektu analitycznego i przetworzenia tej wiedzy w definicje problemu ba-
dawczego oraz stworzenia planu dziatan. Etap drugi ma na celu zaznajomienie
sie z danymi, rozpoznanie problemodw z ich jakoscig, dotarcie do pierwszych spo-
strzezen, podsumowan i odkrycie interesujgcych grup obserwacji pozwalajgcych
na skonstruowanie hipotez o wiedzy zawartej w danych. Na etap ten sktada sie
opis danych, ich eksploracja i jakosciowa weryfikacja pod katem wykorzystania
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w procesie drgzenia i modelowania. Musimy odpowiedzie¢ sobie na pytania: czy
dane sg kompletne, czy reprezentujg wszystkie sytuacje, czy zawierajg btedy, czy
wystepujg braki danych, jezeli tak, to jakie sg to braki, gdzie i jak mamy z nimi
do czynienia, jak sobie z nimi radzi¢ itp. Etap trzeci odnosi sie do przygotowania
danych do budowania modeli analitycznych. Na tym etapie dokonujemy wybo-
ru danych, ktére majg by¢ uwzglednione w analizie i modelowaniu. Do analizy
wybiera sie ,,wyczyszczone dane”. Istotne znaczenie na tym etapie maja réwniez
operacje stuzace tzw. tworzeniu danych, a wiec kodowanie i przeksztatcenia, do-
dawanie nowych czy rekodowanie juz istniejgcych danych. Przygotowanie da-
nych to takze integracja danych ilosciowych i jakosciowych. W procesie integracji
zawiera sie agregacja danych tj. tgczenie informacji pochodzacych z réznych zbio-
réow danych. Ostatnie trzy etapy to modelowanie danych w oparciu o wybrane
algorytmy analityczne, ocena dopasowania modelu do danych i wdrozenie, je-
$li projekt ma na celu uzytecznos$¢ praktyczng modelu. Data Mining nie konczy
sie w momencie skonstruowania modelu analitycznego, ewaluacji czy jego apli-
kacji. Efekty drazenia danych oraz to, czego nauczymy sie w trakcie eksploracji
danych i budowania modeli analitycznych, przynosza nowe pytania i problemy
badawcze. Doswiadczenie w realizacji projektow Data Mining w sferze biznesu
i praktyka analityczna uczy, ze tworzenie modeli analitycznych wspomagajgcych
wyjasnianie naukowe wymaga poswiecenia ok. 80% czasu na trzy pierwsze eta-
py: zrozumienie uwarunkowan problemu badawczego w procesie eksploracji da-
nych, zrozumienie danych (ich tresci i relacji miedzy nimi), a takze odpowiednie
ich przygotowanie do modelowania. Te trzy etapy decydujg o jakosci procesu
drazenia danych i wyniku modelowania.

Z metodologicznego punktu widzenia w procesie drazenia danych i budowa-
nia modeli analitycznych dzieki zastosowaniu odpowiedniego oprogramowania
analitycznego badacz spoteczny otrzymuje dwojakiego rodzaju wsparcie: pasyw-
ne i aktywne. Wsparcie pasywne ma miejsce wtedy, gdy sformutowat on wstep-
nie hipoteze badawczg lub rozpoczat poszukiwanie prawidtowosci wystepujacych
w danych i wykorzystuje swoje doswiadczenie oraz wiedze w procesie ich anali-
zy. Wykorzystujgc odpowiednie oprogramowanie, badacz moze przegladac dane,
dokonywaé na nich operacji, przedstawiac je w formie graficznej — w postaci ta-
bel i réznego rodzaju wykresdw. Moze takze wylicza¢ rézne statystyki i testowac
postawione hipotezy, badajac zaobserwowane zwigzki miedzy danymi. W przy-
padku technik aktywnego wsparcia uzytkownik rowniez jest inicjatorem procesu
Data Mining i decyduje o jego przebiegu. Jednak rola, jakg w procesie analizy
odgrywa komputer, jest znacznie wazniejsza niz poprzednio. To on samodzielnie
identyfikuje prawidtowosci i zwigzki, jakie tkwig w danych. Jesli chcemy zbudo-
wac model analityczny zjawiska lub procesu spotecznego, mozemy skorzystaé
z bogatego zestawu technik aktywnego wsparcia — uczacych sie i modelujgcych.
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Wiele technik modelowania opiera sie na statystyce i sztucznej inteligencji.
Techniki te mozna podzieli¢ ze wzgledu na podejscie do modelowania na: pre-
dykcyjne, grupujace (segmentacyjne) i asocjacyjne. W modelowaniu predykcy;j-
nym, nazywanym takze nadzorowang technikg uczenia sie, dane sg stosowane
do przewidywania wartosci zmiennych wynikowych. Najczesciej stosowane to:
sieci neuronowe, drzewa decyzyjne, regresja liniowa i regresja logistyczna. Me-
tody grupowania, segmentacji, nazywane nienadzorowanymi technikami uczenia
sie, nie majg z gory zatozonej zmiennej wynikowej. Celem technik segmentacji
jest préba wydzielenia zbioréw sktadajgcych sie z jednostek o podobnych warto-
Sciach zmiennych Zzrédtowych. NajczesSciej stosowane to: sieci Kohonena, metoda
k-srednich i metoda dwustopniowa. Techniki asocjacyjne nazywane sg uogdélnio-
nym modelowaniem predykcyjnym. Zmienne ze zbioru danych sg wykorzystywa-
ne jako zmienne Zrédtowe i wynikowe jednoczesnie. Reguty asocjacyjne usitujg
powigzac okreslone skutki z zestawem przyczyn.

Metody i techniki eksploracji danych

Réznorodnos¢ metod i technik eksploracji danych wywodzacych sie z réz-
nych dyscyplin badawczych utrudnia identyfikacje tych, ktére wydajg sie najbar-
dziej odpowiednie w zakresie analizy danych. Mozna je, jak wskazuje Tadeusz
Morzy (2013), sklasyfikowac ze wzgledu na: charakterystyke (metody opisowe
i metody predykcyjne); cel eksploracji (odkrywanie asocjacji, klasyfikacja i pre-
dykcja, grupowanie, analiza sekwencji i przebiegéw czasowych, eksploracja:
tekstu i danych semistrukturalnych, WWW, graféw i sieci spotecznosciowych,
danych multimedialnych i przestrzennych itp.); typy eksplorowanych danych
(ptaskie pliki danych, relacyjne bazy danych, a takze wraz z rozwojem narzedzi
do generowania i przechowywania danych oraz technologii eksploracji dane mul-
timedialne — zdjecia, filmy, muzyka, tekstowe i semistrukturalne, przestrzenne
— mapy, grafy, struktury chemiczne, sieci spotecznosciowe itd.) oraz typy odkry-
wanych wzorcéw. Najpopularniejszym i najczesciej stosowanym sposobem ich
rozrdznienia jest klasyfikacja ze wzgledu na cel analityczny samej eksploracji da-
nych. W praktyce proces drgzenia danych odnosi sie do trzech rodzajéw dziatan:
opisu, przewidywania oraz odkrywania wzorcow i regut w zbiorze danych. Opis
danych pozwala na charakterystyke zaleznosci i ich graficzng reprezentacje. Ma
na celu poszukiwanie wzorcéw i trendéw znajdujgcych sie w analizowanym zbio-
rze danych. Wzorce te muszg by¢ przejrzyste dla badacza tak, aby mozna je byto
intuicyjnie i sensownie interpretowad. Efektem opisu danych sg modele anali-
tyczne: grupujgce obserwacje ze wzgledu na podobieristwo cech czy opisujace
zwigzki miedzy zmiennymi.
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Grupowanie (ang. clustering) oznacza tgczenie ze sobg obiektow, obserwa-
cji czy respondentéw w klasy. Grupa jest zbiorem obserwacji podobnych do sie-
bie nawzajem pod wzgledem okreslonych cech, a niepodobnych do innych grup.
W grupowaniu nie chodzi o oszacowanie czy przewidywanie wartosci zmiennej,
lecz o podzielenie zbioru danych na homogeniczne podgrupy lub grupy. W mo-
delach grupujacych podobienstwo obserwacji wewnatrz grup jest maksymalizo-
wane, a podobiefdstwo do obserwacji spoza grupy — minimalizowane. W modelu
opartym na grupowaniu nie wystepuje zmienna zalezna. Grupowanie opiera sie
tylko na wybranych zmiennych niezaleznych. Przyktadem grupowania sg rézne
segmentacje psychograficzne lub socjodemograficzne stylu zycia, jak réwniez
segmentacje stosowane w naukach biologicznych, np. grupowanie ekspresji ge-
néw pod wzgledem podobnych zachowan. Grupowanie stanowi krok wstepny
do procesu eksploracji danych z grupami wynikowymi uzywanymi jako dane wej-
Sciowe w technikach modelowania lub jako kategorie zmiennej zaleznej w budo-
waniu modeli klasyfikacyjnych. Do popularnych technik eksploracji danych w tym
zakresie zalicza sie algorytm k-$rednich, dwustopniowe grupowanie, analize
gtéwnych sktadowych, hierarchiczng analize skupien, skalowanie wielowymiaro-
we, analize korespondencji czy samoorganizujgce sie sieci Kohonena. Algorytmy
te mozna takze stosowaé w odniesieniu do tradycyjnych danych jakosciowych,
konstruujac np. koszyki semantyczne (zestawy synonimoéw, antoniméw czy stéw
kluczowych) w analizie tresci.

Kolejny rodzaj dziatan w zakresie eksploracji danych odnosi sie do budo-
wania modeli analitycznych, ktérych celem jest klasyfikacja lub przewidywanie
wartosci danej zmiennej na podstawie innych zmiennych niezaleznych. Proces
podziatu rzeczy, zachowan, obiektéw, stéw czy obrazéw na klasy, grupy, kate-
gorie to jedna z podstawowych czynnosci poznawczych cztowieka utatwiajgca
poruszanie sie w ztozonym Swiecie zycia codziennego. Dystynkcja jest Scisle zwig-
zana z mysleniem, postrzeganiem, uczeniem sie i dziataniem. Stagd w wymiarze
epistemologicznym klasyfikacja nie tylko umozliwia zrozumienie rzeczywistosci
na drodze redukcji entropii w bazie danych, ale i stanowi narzedzie odkrywania
zaleznosci miedzy danymi czy konstruowania teorii naukowych. Podstawg kla-
syfikacji jest uzyskanie jednorodnego zbioru danych, w odniesieniu do ktdrego
tatwiej wyrdznic¢ cechy systematyczne. Dotyczy to redukcji duzej liczby obiek-
téw do kilku kluczowych kategorii w celu ujawnienia struktur w istniejgcych da-
nych. W zaleznosci od rodzaju danych klasyfikacje dzieli sie na wzorcowg (zna-
na jest czesciowa charakterystyka klas) oraz bezwzorcowg, zwang taksonomig
(celem jest dopiero odkrycie struktury klas). W eksploracji danych klasyfikacje
wzorcowg okresla sie rowniez jako uczenie z nauczycielem (nadzorowane), za$
bezwzorcowa jako uczenie bez nauczyciela (nienadzorowane). Uczenie nadzo-
rowane polega na analizie zbioru danych liczbowych lub tekstowych, ktorych
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przynaleznosci do klas sg znane (np. poprzez istniejgce stowniki) i konstruowa-
niu modeli dla kazdej z klas, opierajac sie na charakterystyce posiadanych da-
nych. Wynikiem tej klasyfikacji s drzewa decyzyjne lub zbidr regut decyzyjnych,
ktdre sg wykorzystane zaréwno w celu lepszego zrozumienia wtasnosci kazdej,
wyrdznionej klasy, jak i zgodnie z danym modelem okreslenia przynaleznosci kla-
sowej nowych obiektéw. Uczenie nienadzorowane dotyczy sytuacji, gdy nie ma
informacji o cechach istniejgcego wzorca, a wybrane techniki analityczne wspo-
magajg znalezienie regut klasyfikacyjnych jedynie na podstawie dostepnych da-
nych. W celu zwiekszenia precyzji klasyfikacji stosuje sie podziat zbioru danych
na uczacy i testowy. W pierwszym kroku buduje sie model analityczny na zbiorze
uczacym, a pozniej weryfikuje sie jego skuteczno$é na zbiorze testowym, porow-
nujac wyniki przed i po wprowadzeniu nowych danych do modelu. W ten sposdb
powstaje model, ktéry jest rozwijany i udoskonalany wraz z pojawianiem sie no-
wych danych. Przewidywanie (predykcja) jest podobne do klasyfikacji, ale jego
wynik odnosi sie do przysztosci. Model predykcyjny budowany jest na danych
historycznych lub terazniejszych, a jego wartoscig jest przewidywanie wystgpie-
nia okreslonych zdarzen, stéw czy wartosci zmiennych w analizowanym zbiorze
danych. W budowaniu modelu klasyfikacyjnego czy predykcyjnego podstawowa
zasadg jest triangulacja technik analitycznych, ktdrej celem jest wybdr najlepiej
dopasowanego do danych modelu. Do najczesciej stosowanych technik klasyfika-
cji danych w obszarze Data Mining zalicza sie: regresje liniowa, regresje logistycz-
ng, analize dyskryminacyjng, drzewa decyzyjne (C5.0, CART, CHAID, QUEST), sieci
neuronowe czy algorytmy genetyczne.

Ostatni rodzaj dziatar w obszarze Data Mining to odkrywanie wzorcoéw i regut in-
dukcyjnych. Odkrywanie regut to proces szukania ztozonych zaleznosci asocjacyjnych
lub korelacji pomiedzy cechami w obrebie zestawu analizowanych danych®. Reguty
asocjacyjne przybierajg postac ,Jezeli poprzednik, to nastepnik”. Na przyktad reguta
przedstawiona w taki sposdb X =>Y jest interpretowana jako sytuacja, w ktérej ele-
menty spetniajgce X, spetniajg réwniez Y. Oprdcz tego dla kazdej reguty stosuje sie

19 Zaleznosci miedzy zmiennymi, obiektami lub zdarzeniami majg charakter indukcyjny. Po-
tocznie poprzez pojecie indukcji rozumiemy przechodzenie od wielu drobnych faktéw do jednego
prawa ogdlnego, opisujacego je wszystkie. Uczenie sie na podstawie wnioskowania indukcyjnego
oznacza wygenerowanie na podstawie analizy danych empirycznych hipotezy indukcyjnej stano-
wigcej ogdlny obraz dotyczacy relacji zawartych w danych. Uzyskana w ten sposéb wiedza (hipo-
teza indukcyjna) moze by¢ pdzniej stosowana do wnioskowania dedukcyjnego. W Data Mining
mamy wiec dwa rodzaje wnioskowania: indukcyjne (stuzgce odkrywaniu wiedzy) i dedukcyjne
(stuzace jej weryfikowaniu). W praktyce mamy zwykle do czynienia z danymi zorganizowanymi
w rekordach opisanych przez odpowiednio dobrany zestaw atrybutéw. Wnioskowanie indukcyj-
ne polega na odnalezieniu zaleznosci miedzy tymi atrybutami, a wnioskowanie dedukcyjne pole-
ga na zastosowaniu znalezionych hipotez do sprawdzania poprawnosci lub przewidywania przy-
sztych wartosci nowych rekordéw lub atrybutdow.
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miare wsparcia (pokrycia) oraz miare doktadnosci (ufnosci). Zatézmy, ze w analizo-
wanym zbiorze danych we wczesnej analizie eksploracyjnej dokonalismy klasyfika-
cji obserwacji pod wzgledem postaw obywatelskich oraz wyrdznilismy regute ,jedli
zaufanie do innych (X), to dziatanie na rzecz spotecznosci lokalnej (Y)”. Wsparcie dla
tej reguty X => Y bedzie liczone jako stosunek liczby obserwacji zawierajgcych X i Y
wobec catkowitej liczby obserwacji w badanej grupie osdéb (prawdopodobienstwo
zajscia X iY). Natomiast ufnosc¢ dla danej reguty X =>Y jest miarg doktadnosci reguty,
okreslong jako stosunek liczby obserwacji zawierajgcych jednoczesnie XY, do liczby
obserwacji zawierajgcych tylko X. Badacz moze wiec preferowac reguty, ktére maja
duze wsparcie lub duzg ufnos¢. W praktyce kierujemy sie jednak uzyskaniem wyso-
kich wartosci dla obu tych miar. Mocne reguty asocjacyjne to te, dla ktérych wspar-
cie i ufnos¢ s wyzsze niz przyjete w modelu wartosci graniczne. Aby dana reguta
miata sens, istotna jest weryfikacja czestosci jej wystepowania w zbiorze danych.
Do najczesciej uzywanych algorytmow indukcyjnych w drazeniu danych zalicza sie
algorytmy asocjacyjne APRIORI, GRI, CARMAZ, |ch zaletg jest to, ze odnosz3 sie za-
réwno do zmiennych ilosciowych, jak i jakosciowych. W procesie drgzenia danych
reguty indukcyjne znajdujg bardzo szerokie zastosowanie. Poczgwszy od wykrywa-
nia fatszerstw lub naduzy¢ w transakcjach finansowych, bankowych, poprzez ana-
lize danych sprzedazy bezposredniej przy podejmowaniu decyzji marketingowych,
az do poszukiwania zwigzkéw miedzy zachowaniami podmiotdéw i instytucji w ob-
szarze bezpieczenstwa panstwa — przeciwdziatanie przestepczosci zorganizowane;.
W nauce astronomia wykorzystuje reguty indukcyjne do poszukiwan nieznanych
gwiazd lub galaktyk, a medycyna, biologia czy genetyka molekularna — do znajdowa-
nia powigzan miedzy genami na poziomie czgsteczkowym?!,

CAQDAS. Od eksploracji do odkrywania wiedzy w danych jako$ciowych

Po scharakteryzowaniu metodologii oraz technik drazenia danych ,w ob-
szarze big data” chciatbym powréci¢ do wskazanej we wstepie tego artykutu
relacji miedzy Data/Text Mining a wspomagang komputerowo analizg danych

20 Wyszukiwanie regut asocjacyjnych w danych jest jednym z podstawowych zagadnieri w ra-
mach odkrywania wiedzy. Zagadnienie odkrywania regut asocjacyjnych zostato po raz pierwszy
przedstawione przez Agrawala i in. (1993, 1994). Z roku 1994 pochodzi wspomniany powyzej al-
gorytm Apriori.

21 W dziedzinie Data Mining mogg by¢ prowadzone takze zaawansowane analizy czasowe
uwzgledniajgce zmiennosc zjawisk. Polegajg one na badaniu obszernych zestawéw danych w per-
spektywie czasowej celem odnajdywania prawidtowosci, poszukiwania podobnych sekwencji
i wydobywania z nich wzorcéw, badania okreséw wystapien tychze sekwencji, a takze czynnikéw
majgcych wptyw na ich wystgpienie oraz odstepstw od znalezionych regut.
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jakosciowych, poszukujgc odpowiedzi na nastepujgce pytania: Co metodologia
Data Mining oferuje socjologii jakosciowej? Jaki jest zwigzek miedzy Data Mining,
a CAQDAS? Jakie sg mozliwosci wykorzystywania algorytmdw i technik analitycz-
nych Data Mining w srodowisku CAQDAS? Czy uprawianie analizy danych jako-
$ciowych przy wsparciu Data Mining ma sens?

Jesli przyjmiemy, ze podstawowym celem socjologii jest dostarczanie ugrun-
towanej empirycznie oraz dajacej sie zweryfikowac wiedzy o zjawiskach, mecha-
nizmach procesach spotecznych, to odpowiedZ na te pytania jest jednoznacz-
na. Wiedza socjologiczna stuzy zrozumieniu, wyjasnianiu oraz przewidywaniu,
a wiec wykorzystanie nowych podejsé¢ metodologicznych czy technik analitycz-
nych jest jak najbardziej uzasadnione. Wraz z rozwojem socjologii jakosciowej
rozwija sie jej metodologia, techniki prowadzenia badan empirycznych, proce-
dury analizy danych oraz sposoby wnioskowania. Pojawienie sie w programach
CAQDAS zaawansowanych algorytmow i technik drgzenia danych?? jest konse-
kwencjg lawinowego wzrostu elektronicznych baz, repozytoridw czy hurtowni
danych tekstowych, mozliwosci ich archiwizowania oraz kompleksowego prze-
twarzania i analizy. W obszarze CAQDAS towarzyszy temu zjawisku obserwowa-
ny od kilku lat zwrot metodologiczny w kierunku paradygmatu mixed-methods
w naukach spotecznych, a w szczegdlnosci badaniach jakosciowych (Tashakkori,
Teddlie 2003). Jego wyrazem jest implementacja wielowymiarowych technik sta-
tystycznych, algorytméw czy innych funkcjonalnosci z dziedziny inteligencji kom-
puterowej i przetwarzania jezyka naturalnego w specjalistycznych programach
do wspomaganej komputerowo analizy danych jakosciowych tj. QDA Miner,
Qualrus czy T-Lab?®. W programach tych znajdujemy szereg zaawansowanych
rozwigzan wspomagajacych tradycyjng analize danych tekstowych tj.: analiza te-
matyczna, korespondencji, asocjacji semantycznych, kontekstualna, leksykalna,
a takze umozliwiajacych modelowanie semantyczne, klasyfikacje czy kategoryza-
cje. Wszystkie te rozwigzania opierajg sie wtasnie na dynamicznie rozwijajacej sie
metodologii eksploracji i odkrywania wiedzy w danych.

CAQDAS a proces ewolucji analizy danych jakosciowych

Rozwdéj CAQDAS w kierunku wykorzystania zaawansowanych metod eksplo-
racji i odkrywania wiedzy w danych (gtdwnie tekstowych) jest mozliwy nie tylko
dzieki zastosowaniu nowych technologii informatycznych, lecz przede wszystkim

22 Mam tu na mysli przede wszystkim algorytmy i techniki analityczne z obszaru Text Data
Mining (krotko Text Mining). Charakterystyka tego podejscia zostata przedstawiona w artykule
Bryda, Tomanek (2014).

2 Zob. strona producenta oprogramowania T-lab, http://tlab.it/en/presentation.php.
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dzieki ewolucji metodologii i technik analizy danych jakosciowych, w szczegdlno-
$ci w obszarze danych tekstowych. Ewolucyjny charakter tych zmian odzwiercie-
dlajg cztery strategie prowadzenia wspomaganej komputerowo analizy danych
jakosciowych:

1. Metody tradycyjne (Qualitative Data Analysis) (zob. Lewins, Silver 2007)%*:

— etnografia/netnografia/etnometodologia,
analiza ramowa/konwersacyjna/narracyjna/dyskursu,
teoria ugruntowana,
studia przypadkdw,

2. Analiza zawartosci/tresci (zob. Krippendorf 2004; Schreier 2012);

— ilo$ciowa analiza zawartosci/tresci (Quantitative Content Analysis),
— jakosciowa Analiza zawartosci/tresci (Qualitative Content Analysis),

3. Metody mieszane (Mixed Methods) (zob. Johnson, Onwuegbuzie 2004);

4. Metody i techniki Data/Text Mining (w tym algorytmy przetwarzania
jezyka naturalnego) (zob. Fayyad, Piatetsky-Shapiro, Smyth 1996; Han, Kamber
2006).

Rdzen wspodtczesnej analizy danych jakosciowych stanowi nieodtgcznie
teoria ugruntowana, ktdrej procedury byty od poczatku implementowane
w programach CAQDAS. Wytyczyta ona nie tylko wzorce przeprowadzania
analiz jako$ciowych (zob. Fielding, Lee 1993; Fielding, Lee 1998; Fielding 2012;
Bryda 2014), ale jej zatozenia metodologiczne staty u podstaw rozwoju wie-
lu obecnych funkcjonalnosci narzedzi CAQDAS. Jedli jednak dokonamy analizy
pojawiania sie nowych funkcjonalnosci w programach CAQDAS na przestrzeni
ostatnich kilkunastu lat, to zobaczymy, ze rozwéj wspomaganej komputerowo
analizy danych jakosciowych w kierunku Data czy Text Mining nie bytby mozli-
wy bez rozwoju ilosciowej i jakosciowej analizy tresci oraz metod mieszanych
(mixed methods). Szczegblne znaczenie ma tu iloSciowa i jakoSciowa analiza za-
wartosci/tresci, ktorej procedury analityczne odnajdujemy w metodologii eks-
ploracji danych tekstowych i odkrywaniu wiedzy (Data i Text Mining). Od po-
towy XX w. analiza tresci jest definiowana jako systematyczna technika opisu
danych tekstowych i redukcji semantycznej ich znaczenia dokonywanej w pro-
cesie kodowania (Berelson 1952; Weber 1990; Krippendorf 2004). W przeci-
wienstwie do tego Holsti przedstawia szerokg definicje analizy zawartosci jako
dowolnej techniki wnioskowania opartej na obiektywnych i systematycznych
identyfikacjach okreslonych cech przekazow zawartych w danych tekstowych
(Holsti 1969: 4). Nie ogranicza tym samym analizy tresci tylko do dziedziny ana-
lizy tekstu, ale wskazuje, ze podejscie to moze by¢ stosowane z powodzeniem

24 7ob. takze strona projektu Online QDA, http://onlineqda.hud.ac.uk/Intro_QDA/what_is_
qda.php.
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w innych dziedzinach, np. analizie obrazéw, jednak z zastrzezeniem dotyczgcym
jej stosowalnosci tylko do danych, ktére sg trwate w naturze. Analiza tresci
wystepuje w dwdch odmianach ilosciowej (Quantitative Content Analysis) i ja-
kosciowej (Qualtitative Content Analysis), okreslanej rowniez jako analiza te-
matyczna (Thematic Analysis) (Saldana 2013; Guest, MacQueen, Namey 2012).
Pierwsza bywa okreslana jako podejscie typu concept-driven wykorzystujgce
stowniki klasyfikacyjne w procesie analizy. Druga zas nazywana jest jako podej-
Scie typu data-driven, co przybliza jg do logiki teorii ugruntowanej. lloSciowa
analiza tresci sformutowana przez Berelsona jest technika stuzgca do obiek-
tywnego, systematycznego i iloSciowego opisu jawnej zawartosci komunika-
tow (dokumentdow tekstowych). Definicja ta jest ktopotliwa dla badacza jako-
Sciowego, poniewaz ogranicza sie tylko do jawnej zawartosci przekazéw, bez
uwzgledniania ukrytej tresci sensu, intencji czy spotecznych reakcji, ktére tekst
moze wywotywad. Ktadzie nacisk na podejscie kwantytatywne w analizie da-
nych tekstowych. Traktowaniu analizy tresci jako metody ilosciowej sprzeciwit
sie Kracauer (1952). Podkreslajgc jakosciowy charakter tej metody, wskazuje,
ze analiza tresci powinna siega¢ w strukture sensu wypowiedzi, dokumentu
tekstowego. Znaczenie jest bowiem czesto skomplikowane, holistyczne i zalez-
ne od kontekstu, nie zawsze oczywiste i jasne na pierwszy rzut oka. Czasami
konieczne jest, aby przeczytac tekst bardziej szczegdtowo, by okresli¢ jego zna-
czenie. Niektdre aspekty znaczenia mogg pojawic sie tylko raz w tekscie. Nie
oznacza to jednak, ze sg one mniej wazne niz te wymieniane czesciej. Akcentu-
jac jakosciowy charakter analizy tresci, Kracauer zwraca uwage, ze nie powinna
ograniczac sie ona jedynie do analizowania tego, co widoczne czy zliczania cze-
stotliwosci stow?>. Wspdtczesnie, niezaleznie od powyzszych kontrowersji od-
nosnie sposobu rozumienia analizy tresci, zgodnie z logika metod mieszanych
i logika rozwoju narzedzi CAQDAS, algorytmoéw i technik analitycznych oraz
technik przetwarzania jezyka naturalnego zawartos¢ dokumentéw tekstowych
moze by¢ analizowana na dwéch poziomach: opisowym (analiza tego, co zosta-
to powiedziane) i interpretacyjnym (analiza tego, jak to zostato powiedziane).
Innymi stowy iloSciowa analiza tresci powinna poprzedzaé analize jakosciowg

% Podejscie to podjat George (1959) w analizie wojennej propagandy. Jego zdaniem ana-
liza tresci propagandy wymaga analizowania strategii, co zwykle przejawia sie w pojedynczych
wystgpieniach pewnej frazy lub stowa w catym tekscie (a nie w czestotliwosci tych wystgpien).
W rzeczywistosci stosowat okreslenie nie-czestotliwosci fraz czy stow kluczowych jako wskaznika
jakosciowej odmiany analizy tresci. Okreslenie to opisuje wymiary niekwantytatywne, niestaty-
styczne w analizie tresci, podkreslajgc obecnos¢ lub nieobecnos$¢ pewnych wartosci cechy lub
zespotu cech wskaznikowych w trakcie wnioskowania opartego na danej hipotezie (George 1959:
8). Podobnie jak Kracauer czy pozniej Holsti (1969) podkresla wartos¢ jakosciowej analizy tresci
opartej na eksploracji i odkrywaniu znaczen.
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w procesie odkrywania wiedzy (sensu) ukrytej w tresci dokumentéw teksto-
wych. Mozna wiec przyja¢, ze proces rozwoju wspomaganej komputerowo
analizy danych jakosciowych od tradycyjnej analizy (Qualitative Data Analysis)
opartej przede wszystkim na teorii ugruntowanej w kierunku eksploracji da-
nych i odkrywania wiedzy nie bytby mozliwy bez osiggnieé, jakie niesie ze sobg
analiza tresci. Data Mining w analizie danych jakosciowych oferuje nie tylko
nowe spojrzenie na proces analityczny, lecz przede wszystkim umozliwia mo-
delowanie proceséw spotfecznych dzieki nieograniczonej liczbie apppendowa-
nych zbioréw danych tekstowych. Data czy szerzej Text Mining to w zasadzie
analiza tresci w nieograniczonej skali wykorzystujgca nowe algorytmy i tech-
niki analityczne oraz metody uczenia maszynowego. Stad wypracowane przez
nie procedury metodologiczne stojg u podstaw rozwoju algorytméw i technik
analitycznych Data, Text Mining w programach CAQDAS (zob. Ho Yu, Jannasch-
-Pennell, DiGangi 2011).

Data Mining w procesie analizy danych jakosciowych

Rozwdj zaawansowanych metod analitycznych — takich jak Data czy szerzej
Text Mining — jest z pewnoscig duzym krokiem naprzdd. Nalezy jednak pamietac,
ze nie ma jednej metody, ktora rozwigzuje wszystkie lub chociaz wiekszos¢ pro-
blemoéw analitycznych lub badawczych, co doskonale widaé na gruncie socjolo-
gii jakosciowej. Poréwnanie metodologii Data czy Text Mining oraz metodologii
badan jakosciowych w socjologii pozwala uznac te podejscia za logicznie kompa-
tybilne, zaréwno ze wzgledu na komplementarnos¢ w podejsciu do danych, jak
i na etapy badz procedury analityczne. Widoczne jest podobienstwo pomiedzy
logikg metodologii teorii ugruntowanej a logikg metodologii procesu eksplora-
cji danych i odkrywania wiedzy. Konstruowanie czy rozwijanie teorii ugruntowa-
nej przebiega — podobnie jak w metodologii Data Mining — od danych do mo-
delu koncepcyjnego, wyjasniajgcego. W teorii ugruntowanej odkrywanie wiedzy
w analizowanych danych to etap generowania teorii substancjalnej. Model anali-
tyczny, ktéry powstaje na tym etapie, odnosi sie jednak do jakiejs kategorii cen-
tralnej, podobnie jak teoria. W przypadku metodologii Data Mining ,,znika” poje-
cie kategorii centralnej. Nacisk jest tu raczej potozony na rekonstrukcje struktury
gtebokiej zawartej w danych jakosciowych, ktdrej przejawami moga by¢ np. od-
kryte w trakcie analizy reguty indukcyjne, wzorce zaleznosci, modele proceséw
spotecznych. Budowanie modeli analitycznych w oparciu o metody i techniki
Data Mining wymaga od badaczy spotecznych logiki i systematycznych dziatan,
ciggtego sprawdzania etapdw posrednich, bycia Swiadomym na kazdym etapie
procesu generowania ,teorii z danych”. Zgodnie z logikg i metodologiag drazenia
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danych (CRISP DM) wspomagany komputerowo proces eksploracji i odkrywania
wiedzy w danych jakosciowych/tekstowych da sie opisa¢ przez wyodrebnienie
takich etapow, jak?®:

1. Zrozumienie celu analitycznego i problemu eksploracji danych:

— wstepny wybdr metod/-y i technik/-i eksploracji danych;

— przygotowanie danych do analizy i modelowania;

— ocena jakosci danych jakosciowych;

— integracja danych z réznych zrédet (baza danych);

— transformacje i przeksztatcania, redukcja wolumenu danych;

— preprocessing (tekstowy, lingwistyczny) i wstepne przetwarzanie danych;
— proste i ztozone wyszukiwanie tresci w dokumentach;

— kodowanie danych i linkowanie tresci w dokumentach;

2. Analiza danych (ilosciowa i jakosciowa):
analiza frekwencyjna wystepowania stéw kluczowych i fraz;
eksploracja (drgzenie) danych/analizy tabelaryczne i opisowe;
implementacja, budowanie i rozwijanie stownikdw semantycznych,
klasyfikacyjnych;
podziat zbioru danych na uczace i testowe;

3. Modelowanie, predykcja i odkrywanie wiedzy:

— klasyfikacja z wykorzystaniem stownikéw/konstruowanie typologii;

— modelowanie z wykorzystaniem technik statystycznych, algorytméw
indukcyjnych lub sieci neuronowych;

— diagnostyka réznych modeli poznawczych (dopasowanie do danych);

— wizualizacja zaleznosci, regut czy odkrytych wzorcéw/konstruowanie
map kognitywnych;

4. Ewaluacja modeli poznawczych, zaleznosci, regut czy odkrytych wzorcéw:

— walidacja modeli na zbiorach/z danych testowych;
— interpretacja wynikdéw analizy i oceny wartosci odkrytej wiedzy.

W tak ujetym procesie analizy danych jakosciowych punktem wyjscia, zgod-
nie z metodologia badan spotecznych, jest problem badawczy. Nastepne kro-
ki to integracja i przygotowanie danych do analizy. Kolejny etap to budowanie
na zbiorze danych uczacych modeli analitycznych oraz ich walidacja na danych
testowych pod katem poprawnosci metodologicznej, analitycznej i interpreta-
cyjnej w odniesieniu do wyjsciowego problemu badawczego. Gotowe modele
analityczne mozna weryfikowac takze poprzez ,zasilanie modeli analitycznych”
nowymi danymi zastanymi lub wywotanymi w trakcie kolejnych badan tereno-
wych. Proces ten ma charakter iteracyjny i opiera sie na ciggtej interakcji miedzy

% proces odkrywania wiedzy w bazach danych (Knowledge Discovery in Databases — KDD)
sktada sie z pieciu etapdw: selekcji, preprocessingu, transformacji, data mining oraz interpretacji/
ewaluacji.
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danymi, na bazie ktorych powstat model wyjasniajgcy, a danymi pojawiajgcymi
sie podczas kolejnych cykli badan. Skonstruowany indukcyjnie model analityczny
podlega wiec ciggtej weryfikacji w zaleznos$ci od nowych danych lub pojawiajg-
cych sie nowych cech, ktére nie wystepowaty wczesniej w modelu. Iteracyjnosé
tego procesu mozna réwniez odnies¢ do ciggtej interakcji miedzy wnioskowa-
niem indukcyjnym i hipotetyczno-dedukcyjnym stosowanym w podejsciu mixed
methods. Punktem wyjscia jest rozumowanie indukcyjne w analizie oparte na al-
gorytmach i technikach analitycznych stuzacych eksploracji danych. W procesie
tym generowane sg hipotezy pobocze, ktére mogg byc z kolei testowane w kolej-
nych cyklach badan i analiz socjologicznych. Rozumowanie dedukcyjne pojawia
sie wtedy, gdy gotowe sg modele analityczne. W socjologii jakosciowe] proces
ten sprzyja ciggtej weryfikacji rozproszonej wiedzy, ale przede wszystkim po-
zwala na swoiste novum w obszarze wspomaganej komputerowo analizy danych
— eksperymentowanie z aposteriorycznymi modelami rzeczywistosci spotecznej,
wygenerowanymi w toku analizy danych jakosciowych/tekstowych.

W dziedzinie Data Mining funkcjonuje kilka prawd i nieporozumieri doty-
czacych analizy danych z wykorzystaniem tej metodologii. Po pierwsze uwaza
sie, ze proces drgzenia danych wymaga sztucznej inteligencji. | tak, i nie. Pomi-
mo ze wiele programow uzywa sieci neuronowych, ktére uznawane sg za jedng
z metod sztucznej inteligencji, to ich uzytkownik, badacz spoteczny, nie musi znaé
szczegbtéw funkcjonowania metod sztucznej inteligencji. Wyniki ich stosowania
sg catkowicie przezroczyste. Wazne jest, ze badacz posiada pewien model do wy-
korzystania, model wyjasniajacy relacje w danych. Po drugie uwaza sie, ze pro-
ces eksploracji danych jest bardzo trudny. Skomplikowane sg jedynie algorytmy
analityczne, a coraz nowsze narzedzia, z odpowiednim interfejsem uzytkownika,
pozwalajg na tatwe ich uzycie. Po trzecie uznaje sie, co jest faktem, ze proces
przygotowania danych do analiz Data Mining jest bardzo ztozony. Szacuje sie,
ze zajmuje ok. 80% catkowitego czasu samej analizy. Dane muszg by¢ przeczysz-
czone, zintegrowane oraz dobrze zorganizowane tak, aby mozna byto uzyskaé
wtasciwy model wyjsciowy. Po czwarte zastosowanie metod i technik Data Mi-
ning wymaga posiadania hurtowni danych. Faktem jest, ze Data Mining pozwala
pracowac bardziej inteligentnie z danymi skladowanymi w hurtowniach danych.
Okazuje sie jednak, ze wiele programéw stuzgcych do eksploracji danych daje za-
dowalajace wyniki w systemach bez hurtowni danych. Nawet wtedy, gdy mamy
do czynienia z ogromng liczbg danych, to cel badan okresla zakres wykorzysty-
wanych danych lub ich prébke. Tylko nieliczne programy wymagajg uzywania
wszystkich posiadanych danych. Najpierw nalezy sie upewni¢, co chcemy osig-
gna¢, zanim zaczniemy czasochtonny proces eksploracji danych. Kolejnym nie-
porozumieniem jest kwestia posiadanego sprzetu i mocy obliczeniowej. Chociaz
sprzet ma istotne znaczenie dla szybkosci wykonywanych analiz, to wiele aplikacji
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Data Mining mozna uruchomi¢ na dobrze wyposazonym komputerze stacjonar-
nym lub laptopie. Warto w tym miejscu zwrdci¢ réwniez uwage na to, ze nie ma
zadnych automatycznych narzedzi Data Mining, ktére na poczekaniu i w mecha-
niczny sposodb rozwigzujy problemy badawcze czy generujg wzorce lub mode-
le analityczne. Data Mining to proces ciggtej analizy danych, wymagajacy state-
go zaangazowania i kontroli badacza jakosciowego. Nawet jesli w modelowaniu
danych jakosciowych (tekstowych) uzyjemy réznych nienadzorowanych technik
uczenia, to na kazdym etapie procesu drgzenia danych wymagana jest obecnos¢
cztowieka. Analityk — badacz jakosciowy musi kontrolowaé sposdb przygotowa-
nego modelu wyjasniajgcego, szczegdlnie wtedy, gdy pojawiajg sie nowe dane.
Musi pamietaé, ze proces eksploracji i odkrywania wiedzy w danych, dzieki za-
stosowaniu zaawansowanych algorytmoéw i technik analitycznych oraz wspar-
cia oprogramowania komputerowego, pozwala budowa¢ modele analityczne
i znajdowac wzorce, reguty czy zaleznosci. Wytgcznie jednak w gestii badacza
— analityka pozostaje identyfikacja przyczyn ich wystepowania, interpretacja czy
teoretyzowanie.

Zakonczenie. Odkrywanie wiedzy w socjologii i naukach spotecznych

Od kilkunastu lat w obszarze socjologii jakosciowej i nauk spotecznych wzra-
sta zainteresowanie zaawansowanymi, nowatorskimi metodami i technikami
analizy danych w odniesieniu do réznego rodzaju danych tekstowych: wywia-
dow (swobodnych, pogtebionych, biograficznych, narracyjnych, zogniskowanych
wywiaddw grupowych itp.), zapisdw obserwacji, materiatow prasowych, literac-
kich, blogéw, forow czy danych hipertekstowych. Zjawisku temu towarzyszy dy-
namiczny rozwdj oprogramowania do wspomaganej komputerowo analizy da-
nych jakosciowych, w tym wtasnie danych tekstowych (CAQDAS). Wzrasta liczba
uzytkownikéow programéw CAQDAS w naukach spotecznych, a takze humani-
stycznych czy medycznych, pojawiajg sie nowe funkcjonalnosci w programach
bedace odpowiedzig na dynamiczny rozwdj nowych technologii, algorytmoéw
i technik analitycznych. W praktyce analizy i badania jakosciowe nie ograniczajg
sie ,,do kilku lub kilkunastu wywiadow”, lecz dzieki rozwojowi nowych technologii
zbierania, przechowywania i przetwarzania danych — tak jak w przypadku meto-
dologii Data Mining — umozliwiajg prowadzenie wielowymiarowych analiz na du-
zych zbiorach danych jakosciowych (nie tylko tekstowych). Ponadto w wiekszosci
przypadkéw dostepne na rynku programy CAQDAS umozliwiajg tgczenie w pro-
cesie analizy danych ilosciowych i jako$ciowych zgodnie z logikg mixed methods
(metod mieszanych). Niestety wcigz brakuje paradygmatu analityczno-badaw-
czego, spojnego schematu pojec i definicji, procedur analitycznych zdolnych
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do ich przetworzenia, wydobycia zawartych w tych danych informacji, ujecia ich
w struktury interpretowalnej wiedzy naukowej. Nie ma wystandaryzowanych
oraz sprawdzonych regut i procedur metodologicznych prowadzenia analizy da-
nych jakosciowych w naukach spotecznych. Nie ma takze takich narzedzi ana-
litycznych, jak stowniki semantyczne czy klasyfikacyjne, ktére mozna by efek-
tywnie wykorzystywac w procesie wspomaganej komputerowo analizy danych
jakosciowych. Metodologia drgzenia danych stanowi moim zdaniem istotny krok
w kierunku wypracowania ram paradygmatycznych dla wspomaganego kompute-
rowo procesu odkrywania wiedzy w danych jakosciowych. Nalezy jednak pamie-
tac, ze eksploracja danych jakosciowych (ustrukturyzowanych i nieustrukturyzo-
wanych) i odkrywanie wiedzy jest ztozonym procesem integracji réznych zrédet
danych, selekcji i transformacji danych, eksploracji, ekstrakcji wiedzy, wizualizacji
zwigzkdw, testowania modeli analitycznych oraz interpretacji uzyskanych wyni-
kow. W przypadku danych ustrukturyzowanych wszystkie te operacje sg obecnie
wspierane przez wyspecjalizowane, komercyjne oprogramowanie analityczne tj.:
IBM Modeller (dawniej SPSS Clementine), Statistica Data Miner czy SAS Enter-
prise Miner, wspodtpracujgce zwykle z systemami bazodanowymi?’. W przypadku
nieustrukturyzowanych danych jako$ciowych mozliwosci kompleksowej eksplo-
racji i odkrywania wiedzy przy wsparciu programéw CAQDAS wykorzystujgcych
algorytmy i techniki Data czy Text Mining sg w praktyce nieograniczone. Do zna-
nych w srodowisku badaczy jakosciowych i oséb zajmujgcych sie analizg tresci
programow, ktére zawierajg te rozwigzania, nalezg QDA Miner, Qualrus, T-lab
badz RapidMiner?. Zgodnie z logika teorii ugruntowanej wiedza o rzeczywistosci
spotecznej tkwi w danych empirycznych (w szczegdlnosci danych jakosciowych),
a krokiem jej poznania jest ich kompleksowa analiza i zrozumienie struktury za-
leznosci miedzy nimi. Wigze sie to nierozerwalnie z procesem eksploracji i odkry-
wania wiedzy w danych poprzez twdrczg rekonstrukcje ich relacji i pogtebiong
analize, generowanie i testowanie hipotez, a takze modelowanie zaleznosci mie-
dzy nimi czy modelowanie proceséw spotecznych przy uzyciu zaawansowanych,
wielowymiarowych technik i algorytmow analitycznych, uczenia maszynowego
czy metod sztucznej inteligencji. Zaréwno podejscie ,,od danych empirycznych”
(bottom — up), niezaleznie od stosowanych metod badawczych: ilosciowych czy
jakosciowych, jak i generowanie wiedzy z danych jest zgodne z podejsciem ana-
litycznym dominujgcym od dawna w tradycji socjologii jakosciowej. Data Mining
pokazuje, ze analiza danych jakosciowych — na etapie wstepnym — jest przede
wszystkim procesem indukcyjnym. Jesli przyjaé, ze indukcja jest podstawowym
sposobem wnioskowania w metodologii badan jakosciowych, to wiekszo$é

27 7ob. strona Data i Text Mining Community, www.kdnuggets.com/software/text.html.
28 Zob. strona producenta oprogramowania Rapid Miner, http://rapidminer.com/solutions/.
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technik eksploracji korzysta z mechanizmdéw indukcyjnych w procesie odkrywa-
nia wiedzy w danych. Konstruowanie modeli analitycznych zachowan, dziatan czy
proceséw spotecznych dokonuje sie zawsze w odniesieniu do okreslonego uktfa-
du danych empirycznych, jakimi dysponuje badacz lub jakie zebrat w trakcie ba-
dan terenowych. W tym sensie model analityczny jest jedynie pewng pozakon-
tekstowg aproksymacjg (przyblizeniem) rzeczywistego stanu rzeczy lub procesu
spotecznego. Dlatego tez proces eksploracji i odkrywanie prawidtowosci w zbio-
rach danych jakosciowych mozemy $miato nazwa¢ modelowaniem, uczeniem sie
na podstawie danych. Wiedza, reguty czy wzorce odkryte podczas analizy danych
sg W pewnym sensie uogdlnieniem ich struktury semantycznej. Analiza danych
jakosciowych wychodzi wtedy poza wymiar opisu czy tworzenia typologii. Dzie-
ki temu istotg analizy jakosciowej staje sie rozwijanie teorii normatywnej zgod-
nie z przedstawiong w artykule logikg oraz metodologig eksploracji i odkrywania
wiedzy w danych.
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CAQDAS, Data Mining and Knowledge Discovery in Qualitative Data

Summary. The aim of this article is methodological reflection over the process of the devel-
opment of the computer-assisted qualitative data analysis (CAQDAS) from traditional qualitative
analysis based primarily on grounded theory procedures by qualitative content analysis techniques,
towards the use of advanced methods and techniques of Data Mining and Knowledge Discovery in
Datasets, in the field of qualitative sociology and social sciences. This process is accompanied by
expansion of information technology in the qualitative sociology, the evolution of ways of collection
and processing informations, and erosion of the new algorithms and analytical techniques, what has
led to a situation in which the usage of their achievements in the field of qualitative sociology and
social science is a natural process of development of CAQDAS. Currently the use of CAQDAS in the
area of qualitative sociology is rather common and that it is not surprising that more and more re-
searchers, including Poland, reaches for the computer software in qualitative data analysis. CAQDAS
teaches methodological rigor, accuracy and precision in qualitative data analysis, what positively af-
fects the quality of the analyzes and research. However, the analysis of qualitative data using the
methodology of Data Mining is a novelty in the field of qualitative sociology. This involves not only
the use of new algorithms and analytical techniques, but also with changes in the approach to com-
puter-aided analysis of qualitative data, adding new functionalities such as the possibility the analysis
of the content and structure of the linguistic text documents. The changes in the area of CAQDAS are
accompanied by observed for several years methodological return towards mixed-methods in the
sociology and social sciences, particularly in qualitative research and data analysis. Its consequence is
the implementation of multivariate statistical techniques, textual data mining techniques, algorithms
of computer intelligence and natural language processing into programs for computer-assisted qual-
itative data analysis (QDA Miner, Qualrus or T-Lab). The majority of these solutions have its roots in
the booming Data Mining methodology. Generally CAQDAS software are mostly used to work with
smaller data sets, but Data Mining allows to conduct analyzes in which the size of the data set is ba-
sically unlimited. The purpose of this article is to present to the community of qualitative researches
in Poland the methodology of Data Mining and procedures of knowledge discovery in data, and thus
encourage them to experiment with new approaches in the area of CAQDAS. | also try to show the
relationship between CAQDAS and grounded theory, Data Mining and process of knowledge discov-
ery in data in the field of qualitative sociology, and broadly in the social sciences.

Keywords: qualitative data analysis, grounded theory, knowledge discovery in data, CAQDAS,
Data Mining, mixed-methods.





